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データ研磨によるクリーク列挙クラスタリング

宇野 毅明1,a) 中原 孝信1 前川 浩基1 羽室 行信2

概要：近年の IT技術の発達により，ビッグデータを用いたデータ解析はますますその重要性を増してい
る．しかし，ビッグデータ解析には，データの大きさ以外にも多様性という大きな困難がある．多様なデー
タは，それぞれ異なる特徴を持つグループから構成されているため，全体的に解析することが困難であり，
まずグループ構造の解明が重要である．既存のクラスタリング手法やパターンマイニングによってグルー
プ構造の解明にアプローチすると，解が大量，少数のグループしか見つけられない，類似する大量の解を
生成，見つかるグループの大きさに大きなばらつきがある，計算コストが大きすぎる，といった難点にぶ
つかることになる．本稿では，グラフクラスタリング問題に対して，そもそもデータがどのようになって
いればグループ構造が抽出しやすいかを考え，ノイズの少ない明確なデータを定義し，ノイズ混じりの生
データを，そのグループ構造を壊さないように明確なデータへと変換する，データ研磨という手法を紹介
する．また，データ研磨アルゴリズムとデータ研磨を行ったグラフが持つ数理的な構造を紹介し，将来的
に「明確なデータ」を研究するための礎とする．

キーワード：データクリーニング，データ解析，クリーク列挙，パターン発見，クラスタリング

Clustering by Clique Enumeration and Data Cleaning like Method

Abstract: Recent development on information technology has made bigdata analysis more familiar in re-
search and industrial areas. However, bigdata has big difficulties on diversity, other than its huge size. Data

with much diversity is usually composed of many groups each of those has its original feature, thus data anal-
ysis from the global structures usually fails to capture the details of the data. To analyze the data correctly,

capturing the group structure is important. Existing clustring algorithms and pattern mining algorithms

aim to extract the group structures from the data. However, they usually find huge number of solutions, too
few groups, many similar groups, or groups with large biased sizes, and often take long computation time.

In this paper, we address the graph clustering problem, and discuss what are good graphs in that we can
easily capture the group structures. From the discussion, we define a graph class that is a model of noiseless

clarified graph. We then propose a data cleaning like method that modifies the given data graph to a clarified
graph without breaking the group structures. We also show some mathematical and algorithmic properties

for the graph class and the modifying algorithm.

Keywords: data cleaning, data analysis, clique enumeration, pattern mining, clustering

1. Introduction

Web上のテキスト，スマートフォンやナビゲーションの

行動記録，位置情報，購買履歴や病歴など，近年は社会生
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活に関わる大型のデータがある程度簡単に手にはいるよう

になってきた．これらのデータを解析する際に問題になる

ことの一つが，大きな多様性である．多様性の高いデータ

の場合，ある程度明かな特徴を共有する局所的なグループ

が存在することが多く，その特徴が個体の特徴や行動に深

い関わりを持っていることが多い．そのグループを抽出す

ることなく，単に全体的な解析を行うと，これらの特徴は

薄まってしまい，発見することが非常に困難になる．その

ため，多様性の大きなデータでは，これら局所なグループ

に共通する特徴を見つけ出したり，あるいはそのようなグ
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ループを見つけ出すという作業が重要である．

このようなデータ処理は，データマイニングやクラスタ

リングなどの分野で盛んに研究されてきた．その結果，例

えば多様性がそれほど大きくなく，局所的なグループの数

が数十程度であれば，クラスタリングや機械学習の技術で，

それらグループを見つけることができるようになりつつ

ある．また，多数のグループに対しては，クリークパーコ

レーション [11]，ニューマンクラスタリング [3]といった手

法が開発されてきており，ある程度の成功を収めている．

また，局所的に現れている特徴を列挙する手法としては，

パターンマイニング [1], [12]が深く研究されており，多く

の効率的な計算アルゴリズムが提案されている．HITSや

ブリーフプロパゲーション [4]といった，ランダムウォー

クに基づく，局所的に強いつながりを持つ構造を抽出する

アルゴリズムも提案されている．しかし，どの手法も問題

点を抱えており，決定打になっていないというのが現状で

ある．

機械学習的な手法（サポートベクターマシン [2]など）を

用いて，データを再帰的に分割する方法や，k-means[9] と

いった方法では，見つかるグループの数が小さい，多くの

局所的な構造が破壊されてしまう，大域的な情報に基づい

て行うため精度が粗い，といった問題点がある．また，１

つの項目が 2つ以上のグループに属するような，ソフトク

ラスタリングが難しいという欠点もある．クリークパーコ

レーション [11]やニューマンクラスタリング [3] などの手

法は，全体の数十パーセントを占める非常に大きなグルー

プ数個と非常に小さなグループを見つけてしまう，といっ

た大きな偏りを持つことが多い．計算時間が非常に長くな

るのも大きな弱点である．パターンマイニングは計算的に

は非常に効率が良く [6], [13]，短い時間で全ての解を列挙

できることが多い．しかし，出力される解の数が膨大にな

ることが多く，多くのパターンは意味を持たないか，ある

いは非常に類似した意味を持つことが多い．これら大量の

解の中から，意味を持たない物を捨て，代表的な物だけを

取り出す作業は現実的に難しい．ランダムウォーク型のア

ルゴリズムは網羅性に乏しく，強いつながりを持つグルー

プが存在すると，その周辺のグループは発見されにくくな

る．また，初期解を変更して多数のトライアルを行うと，

類似する解を大量に生成することとなり，パターンマイニ

ングと同じ問題が生じる．しかも，１つ１つのグループ発

見に比較的長い時間がかかるため，全体として非常に大き

な計算コストを要することになる．

上記のような問題点から，現在大きな多様性を持つデー

タから多くの局所的なグループ構造を見つける問題に対し

ては，定石となりうるような手法は存在していない．そこ

で本稿では，既存手法とはまったく異なるアプローチによ

り，そのようなグループを見つけ出す手法，データ研磨に

ついて，グラフクラスタリングでの手法を解説する．我々

図 1 ある程度大きな密構造 (擬クリーク) に含まれる頂点の組には

多くの頂点が共通して隣接する

はまず，グループ構造が見えやすいグラフとはどのような

ものかを考える．グラフクラスタリングでは，通常，局所

的に枝が密である部分をグループ（クラスタ）であると考

える．しかし，実データの多くでは密な部分の境界が曖昧

であり，取りようによっていくらでも類似するグループ構

造が見つかってしまう．逆に，全てのグループがクリーク

になっていて，グループに含まれない部分は疎になってい

るのであれば，境界がはっきりしており，明確に構造を発

見できる．つまり，密度の高い部分はクリークに，そうで

ない部分には枝がない，というグラフが，グループ構造が

明確になっているグラフと考えることができる．

このような「明確」なグラフは，同じ密構造に含まれる

頂点の間には必ず枝があり，同じ密構造に含まれない頂点

の間には枝がないようなグラフ，と考えることができる．

ただしこの条件は計算的に非常に困難であり，局所的な構

造を持ちにくいため，ここでは頂点の対に関する条件付け

で特徴付ける．ある頂点の対が共に密な構造に含まれるの

であれば，それらの頂点両方に隣接する頂点がある程度，

ある閾値 k 以上存在するはずである．この条件は，頂点対

が同じ密構造に含まれるための必要条件としてモデル化で

きる．よって，この条件を満たす頂点対には枝があり，そ

うでない頂点対には枝がないようなグラフは，「明確」なグ

ラフであると考えられる．

明確なグラフが導くグラフクラスは，興味深い構造を幾

つか持っている．その一つが極大クリークの数が，頂点数

n に対して O(nk) 個で抑えられるということである．こ

れは，明確なグラフは本質的に爆発的に多くのグループ構

造を持つことはないということを暗示している．同時に，

クリークに関する最適化問題が多項式時間で解けることも

意味している．

データ研磨は，与えられたデータグラフを，そのグルー

プ構造を壊さずに明確なグラフにする，あるいは明確なグ

ラフに近づける物である．具体的には，上記の条件を満た

す頂点対には枝を張り，満たさない頂点対からは枝を除去

する．これを 1回，あるいは複数回行うことで，明確化さ

れたグラフを得る．データを変更しているため，多少気持

ちの悪い部分もあるが，画像処理分野で著名な画像を明確

化する手法であるギブスサンプリングと基本的な発想は同

じであることを考えると，中規模な構造を見るためのアプ
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ローチとしては自然な物であるとも考えられる．ギブスサ

ンプリングは，画像の各画素を，その周辺の状況に従って

確率的に変化させる．データ研磨も，共通して隣接する頂

点の数という局所的な条件から，グラフの枝の追加削除を

行う．両者共に，微細な情報は失うが，ある程度以上の大

きさを持つ中規模な構造がはっきりと見えるようにする効

果がある．実際，データ研磨の計算実験を行うと中規模の

グループ構造を多数発見することができる上，その数はパ

ターンマイニングのように爆発することはない．

本稿では，データ研磨の一反復により，ある程度の密度

を持つ構造が必ずクリークになり，また，それより多少密

度が薄い構造は密度が必ず増加することを証明する．これ

により，データ研磨により密構造が失われてしまうことが

ないということが保証される．データ研磨の一反復は，各

頂点対に対して共通する隣接頂点の数を計算することであ

り，これは直接的な方法では非常に時間がかかる．本稿で

は，疎なグラフに対応した計算方法を用いることで，次数

分布がべき乗則に従うようなグラフに対する計算時間が入

力グラフのほぼ線形で抑えられることを示す．

2. 記法

グラフのクリークは，そのグラフの頂点部分集合で，全

ての頂点間に枝がある物である．クリークは通常部分グラ

フとして定義されることが多いが，ここでは頂点集合で定

義していることを注意しておく．他のクリークに含まれな

いクリークを極大クリークという．枝で結ばれていない 2

つの頂点を非枝という．グラフの密度を，全ての頂点つい

に対する枝の割合，つまり |E|
|V |(|V |−1)/2

とする．頂点集合

の密度を，その頂点集合が誘導するグラフの密度とする．

ただし，頂点集合 U が誘導する部分グラフとは，G の枝で

U の頂点同士を結ぶ物を集めてできるグラフである．擬ク

リークとは，ある程度以上の密度を持つ頂点集合のことで

ある．密度が δ 以上のクリークのことを δ-擬クリークと

よぶ．

Gの頂点 v に対し，v と枝で結ばれている頂点 uは，v に

隣接するといい，そのような u を v の近傍という．v の近

傍の集合を N(v) と表記する．v の次数 d(v) は，v に隣接

する頂点の数，つまり |N(v)| である．N [v] は N(v)∪ {v}
のことであり，閉近傍という．頂点 w が u と v の両方

に隣接する頂点を共通近傍とよぶ．頂点集合 K に対し，

dK(v) を K の頂点で v に隣接する物の数とする．K の最

小次数を minv∈K dK(v) とする．

3. 研磨グラフ

２つの頂点 v と u が擬クリーク K に含まれるとき，K

の頂点の多くは v と u の両者に隣接するはずである．そ

のため，u と v がある程度 (k個)以上多くの共通隣人を持

つ，ということは，u と v が共にある擬クリークに含まれ

u

v

図 2 k-共通近傍条件の例:２つの頂点は６つの共通近傍を持ってお

り，k < 6 であれば k-共通近傍条件を満たす．k-共通部分研

磨グラフではこのような頂点の組に枝が張られている

ることを表す条件としてモデル化することができる（厳密

には，v と u が同一の連結成分に含まれていない場合に成

り立たないなど必要条件となっていないが，必要条件のモ

デルとしては良好であると考えられるだろう）．この条件，

正確には |N [v]∩Nu| ≥ k であり，これを k-共通近傍条件

とよぶ．

k-共通近傍条件を満たす頂点対は，密度の濃い部分グラ

フ，つまり擬クリークに属していると考えられるため，そ

の頂点対間には枝が張られているほうが，グラフのグルー

プ構造が明確になるであろう．逆に条件を満たさないので

あれば，擬クリークに含まれない可能性が高く，枝が張ら

れていない方がグラフは明確となる．つまり，グループ構

造が明確なグラフを，以下のようにモデル化することがで

きる．

・(u, v) ∈ E ならば，またそのときに限り |N [v]∩N [u]| ≥ k

が成り立つ．

このような性質を満たすグラフは，グラフクラスとして

見なすことができる．そこで，この性質を満たすグラフを

k-共通部分研磨グラフとよぶことにする．直観的には，こ

のグラフクラスのグラフは，ある程度の大きさ (k)以上の

複数のクリークを貼り合わせ，重なりが k 以上のクリーク

は併合したようなグラフになっている．実際，このグラフ

クラスのグラフに関しては，以下のように，極大クリーク

の数が少なく，ある種雑然としていないということが確認

できる．

定理 1 n 頂点からなる任意の k-共通部分研磨グラフが

含む極大クリークの数は高々 O(nk) である．

証明: まず最初に，大きさ k の頂点集合 S が２つの異

なるクリーク K と K ′ に含まれる場合を考えよう．こ

のとき，任意の K の頂点 u と K ′ の頂点 v に対して，

S ⊆ N [v], N [u] であるため，|N [u] ∩N [v]| ≥ k を満たす．

これは，u と v の間には必ず枝があることを意味し，よっ

てK ∪K ′ はクリークになっている．このことから，S は

ただ一つの極大クリークに含まれることが分かる．反対

に，大きさ k 以上の任意の極大クリークは少なくとも１
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つは大きさ k の頂点集合を含むため，大きさ k 以上の極

大クリークの数は nCk で抑えられることが分かる．また，

大きさ k 未満の極大クリークの数は高々 nk であるので，

グラフの極大クリークの数は高々 nCk + nk = O(nk) とな

る．よって題意は成り立つ．

一般のグラフでは極大クリークの数は最大で 3n/3 個程

度になることが知られている．これに比べると，O(nk) は

非常に小さいと言えるであろう．この定理からただちに，

いくつかの問題がこのグラフクラスにおいて，k を定数と

見なした多項式時間で解けることが分かる．

系 1 n 頂点からなる k-共通部分研磨グラフの極大ク

リークは O(nk+2.376) 時間で列挙できる．

証明: 牧野宇野アルゴリズム [10]は，グラフの極大クリー

クを１つあたりO(n2.376) 時間で列挙する．これと上記の

定理により題意を得る．

系 2 n 頂点からなる k-共通部分研磨グラフでは，ク

リークに関する最適化問題は多項式時間で解ける．

k が大きい，つまり k = Θ(n) である場合，k 共通部分

研磨グラフのクリーク数は巨大になりうる．

定理 2 任意の 4の倍数 n に対して，n2/4 + 3n/2 頂点

の k-共通部分研磨グラフで，2n/2 個の極大クリークを持

つ物が存在する．

証明: グラフ G を，頂点集合が V = {1, . . . , n} であり，
頂点 i と j の間に，i が奇数かつ j = i+ 1 であるときの

み (i, j) が枝でないようなグラフとする．G は完全グラフ

から完全マッチングを取り除いて得られるグラフである．

このグラフの極大クリークは，各 {2i, 2i− 1} の頂点対か
ら１つを選んできたものであり，その数は 2n/2 個である．

任意の頂点対 u と v は |N [u] ∩N [v]| = n − 2 を満たす．

このグラフに頂点と枝を追加して，題意を満たすグラフ G′

を作成する．

V を V1 = {1, 3, 5, . . . , n − 1} と V2 = {2, 4, 6, . . . , n}
に分割する．続いて，頂点集合 U0 = V2 と Ui =

V1 \ {2i − 1} ∪ {2i}，1 ≤ i ≤ n/2 を考える．各 Uj は

クリークになっており，かつ G の枝は必ずどれか一つの

Uj に含まれている．ここで各 Uj に新しく n/2 個の頂点

を加え，Uj がクリークになるように枝を加える．全ての

Uj の和集合を取ったグラフを G′ = (V ′, E′) とする．G′

の頂点数は |V ′| = n+(n/2+1)×n/2 = n2/4+3n/2 とな

る．各 Uj に対する頂点と枝の追加により，頂点対 (u, v)

は，枝であれば共通近傍が増加し，枝でなければ共通近傍

が増加していない．よって，G′ の任意の頂点対 (u, v) に

対して，|N [u] ∩N [v]| は
(1) (u, v) ∈ E であれば n− 2 + n/2 より大きい

(2) u, v ∈ V かつ (u, v) �∈ E であれば n− 2

(3) u ∈ Uj \ V かつ v ∈ Uj であれば，n であり，かつ

(u, v) ∈ E′

(3) u ∈ Uj \ V かつ v �∈ Uj であれば，高々 n/2 であり，

かつ (u, v) �∈ E′

となる．よって，このグラフは n-共通部分研磨グラフで

あることがわかる．この G′ は G の極大クリークを全て含

む．また，G′ を構築する際に V の頂点間に枝を追加しな

かったことから，それらは G′ の異なる極大クリークに含

まれることがわかる．よって，G′ は少なくとも 2n/2 個の

極大クリークを含む．

4. マイクロクラスタリングに対するデータ
研磨

通常，実データから導かれるグラフが k-共通部分研磨グ

ラフであることは少ない．そこで，もとのグラフのグルー

プ構造を壊さないようにグラフに枝を追加・削除し，k-共

通部分研磨グラフにする，あるいは近づけるような操作

を考える．この操作のことをデータ研磨とよぶ．具体的に

は，与えられたグラフ G = (V,E) に対して，G を以下の

ように作られるグラフで置き換える操作を k-共通部分研磨

とよぶ．

・枝集合 E′ = ∅ とし，各頂点対 (u, v) に対して

|N [v] ∩ N [u]| ≥ k なら u と v を枝で結び，そうでな

ければ u と v の間の枝を除去する

データ研磨は，与えられたグラフに対して，同じグルー

プ構造を持つ明確なグラフを見つける作業である．つま

り，ある種の最適化問題と捉えることもできるが，グルー

プ構造が明確でない以上，陽に制約を与えることができな

い．局所的な必要条件に基づいて逐次的にデータの更新を

行う，本稿のようなアプローチが適当であろう．

k-共通部分研磨を一回適用しただけでは，グラフは k-共

通部分研磨グラフとなるとは限らないが，少なくとも以下

の性質が成り立つ．

性質 1 大きさ γk の頂点集合 K は，もしその最小次数

が (γ + 1)k/2 以上であるならば，G 全体に対する k-共通

部分研磨によりクリークとなる．

証明: 任意のK の 2頂点 u と v に対し，両者に隣接しな

い頂点の数は最大でも

2× (γk − (γ + 1)k

2
) = γk − k
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である．そのため，|N [u]∩N [v]| ≥ k となり，u と v の間

には k-共通部分研磨により枝が張られる．全てのK の頂

点間に枝が張られるため，K はクリークになる．

この場合，K の密度は最小でも (γ + 1)/2γ であること

を注意しておく．

定理 3 K を大きさ γk で最小次数が (γ−1)k/3以上の

δ-擬クリークであるとする．このとき，
√

3(1− δ) < (γ−1
γ

)2

が成り立つなら，k-共通部分研磨により K の密度は必ず

増加する．

証明: M を K が含む非枝の数，M ′ を k-共通部分研磨後

に K が含む非枝の数とする．M = (1− δ)γk(γk−1)/2 で

ある．まず，K の頂点 v のうち P を dK(v) ≤ (γ +1)k/2

を満たすもの，Q を (γ + 1)k/2 ≤ dK(v) ≤ (2γ + 1)k/3

を満たすものの集合とする．p = |P |，q = |Q| とする．す
ると，M ′ は pq + p(p− 1)/2 で抑えられることが分かる．

q ≤ 2M−((γ−1)k/2)p
(γ−1)k/3

= 6M
(γ−1)k

− 2p であるので，

M ′ ≤ p(
6M

(γ − 1)k
− 2p) +

p(p− 1)

2

=
6pM

(γ − 1)k
− 2p2 +

p2

2
− p

2

=
−3

2
p2 +

12M − (γ − 1)k

2(γ − 1)k
p

が成り立つ．X = 12M−(γ−1)k
2(γ−1)k ，つまり p = X/3 とおく

と，M ′ は −3p+X = 0 が成り立つとき最大となり，X2/6

になる．M と M ′ の比は

M ′/M ≤ X2/6

M
≤ (X2/6

(1− δ)((γ − 1)k)2/2

となる．もし X2 < 3(1 − δ)((γ − 1)k)2，つまり X <√
3(1− δ)(γ − 1)k が成り立つなら，M ′/M < 1 が成り立

つ．X <
√
3(1− δ)(γ − 1)k は

12M − (γ − 1)k

2(γ − 1)k
<

√
3(1− δ)(γ − 1)k

と等価であり，これが成り立つ必要十分条件が

3(1− δ)γ(γk − 1)− 1

2
<

√
3(1− δ)(γ − 1)k(γ − 1)

である．この不等式が成り立つ条件は，

3(1− δ)γ2k <
√

3(1− δ)(γ − 1)2k

であり，つまり
√

3(1− δ) < (
γ − 1

γ
)2

である．

系 3 K を大きさ γk で，最小次数が (γ− 1)k/3 以上の

all graphs

clarified graphs

図 3 データ研磨は，与えられたグラフの構造を変えずに変更して研

磨された明確なグラフを見つけるものである

5/6-擬クリークとする．もし，γ > 61/4/(61/4−1) 
 2.7697

が成り立つなら，k-共通部分研磨により K の密度は必ず

増加する．

証明: δ = 5/6に対し，上記の定理の言明は 1/61/4 < (γ −
1)/γ であるときに成り立つ．よって，γ > 61/4/(61/4 − 1)

のときに題意は成り立つ．

上記の定理と系から，十分大きく密度の濃いクリークは，

次数分布に大きな偏りがなければ，k-共通部分研磨により

必ず密度が増加することが分かる．現実的には，上記の定

理の言明が成り立たずともそれなりに密であれば枝は追加

される可能性が高いと考えられるため，k-共通部分研磨を

適用することで，多くの擬クリークはクリークとなること

が期待される．特に，適用後のグラフに変化がなくなるま

で繰り返すことで，ある種の安定解・収束解を見つけると

いうアプローチが良いであろう．現在の所，k-共通部分研

磨に関しては，なんら収束定理，つまりある程度の回数適

用するとグラフに変化がなくなる，ということが証明でき

ていないため，アルゴリズムの最悪計算時間を算定するこ

とができていない．一方で，現実問題に適用した場合は，

多くとも十数回の適用後にはグラフが安定しており，この

あたりの数理的な側面は，研究として非常に興味深い．

k-共通近傍条件は擬クリークが比較的独立して存在し，

大きな重なりを持たないときにうまく働く．一方で，大き

な次数の頂点が複数存在するとき，それらのいくつかに隣

接する頂点が全て１つのクリークになってしまうことがあ

り，中規模のグループ構造を抽出することができない．こ

のような構造はソーシャルネットワークなど多くの実グラ

フで見られる．これは，共通近傍のみに着目し，共通しな

い近傍がどの程度あるかを無視しているために起こること

である．そこで，共通部分の代わりに他の類似度を用いる

ことを考える．つまり，N [u] と N [v] がある程度類似し

ているとき 1 となり，そうでないときに 0 を取るような

関数 sim(u, v) を考える．そして，k-共通近傍条件の代わ

りに sim を使うことで，sim-研磨グラフと，sim-研磨を

定義する．sim としては，例えば Jaccard 係数を用いて
|N [u]∩N [v]|
|N [u]∪N [v]| ≥ θ のようにできる．これは，v と u の近傍集
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合が類似度 θ 以上類似していることを示しており，両者が

同一のグループに属するための必要条件として適当であろ

う．この類似度を用いると，ある程度以上次数の大きな頂

点と次数の小さな頂点は類似しなくなる．そのため，前述

の問題点を回避することができる．

以上の操作を記述した，グラフクラスタリングに対する

データ研磨アルゴリズムは以下のように記述される．

Algorithm DataPolishing SimilarityGraph (G = (V,E):

graph, sim:similarity measure, τ :repeat number)

1. for i := 1 to τ

2. E′ := {(u, v)|sim(u, v) = 1}
3. E := E′

4. end for

5. output G

5. Algorithm for Fast Data Polishing

本稿で紹介しているデータ研磨アルゴリズムの計算上の

ボトルネックは，全ての頂点対に対して sim(u, v) を計算

する部分であり，直接的な方法では O(|V |2) 時間かかる．
これは |V | が大きいときには非常な困難を伴い，|V | が百
万以上ともなれば，簡単に実用的な時間で計算することは

できなくなる．もし，グラフ，あるいはデータ研磨後のグ

ラフが密であるならば，この計算時間は根本的に回避でき

ない．しかし，このようなグラフはそもそも多様性を持た

ず，大きな数個のグループで構成されていることが多く，

データ研磨を用いる動機がない．多様性を持つ多くの実グ

ラフデータは非常に疎であり，かつ研磨後のグラフも疎で

ある．よって，疎な構造を利用し，枝が発生しうる枝候補

部分の絞り込みを効率的に行うことができれば，計算時間

を大幅に短縮することができる．

効率良い候補絞り込みのため，まず以下を観察する．

観察: 多くの集合類似尺度において，sim(u, v) = 1 が成り

立つのは |N [u] ∩N [v]| > 0 である場合だけである．

この条件は，少なくとも一つは共通近傍がなければ類

似しない，ということであり，自然であるといえるだろ

う．グラフが疎であるとき，ほぼ全ての頂点対に関して

|N [u]∩N [v]| = 0 が成り立つ．さらに，多くの集合類似度

が，|N [u]∩N [v]| を使うことで定数時間で計算できる．こ
れは，|N [u] ∪ N [v]| = |N [u]| + |N [v]| − |N [u] ∩ N [v]| や
|N [u] \N [v]| = |N [u]| − |N [u]∩N [v]| のように，差集合や
和集合の大きさが定数時間で計算できるからである．よっ

て，ここでは共通近傍を持つ各頂点対に対して，共通近傍

の数を高速に計算するアルゴリズムを紹介する．実のとこ

ろこのアルゴリズムは文献には詳細がないが古くから用い

られてきているものであり，自然言語解析やクラスタリン

グの分野では多用されている．ここでは，グラフの次数分

布がべき乗則に従うとき，アルゴリズムが短時間で終了す

ることを証明する．

性質 2 N [u] が N [v] と交わりを持つなら，またそのと

きに限り，u と v はある頂点 w の閉近傍 N [w] に属して

いる．

この性質より，次の性質を得る．

性質 3 |N [u]∩N [v]| は N [u] の頂点 w で v ∈ N [w] を

満たす物の数である．

この性質から，ある u に対して，他の全ての v に対する

|N [u]∩N [v]| を計算するには，全ての w ∈ N [u] に対して

N [w] を走査すれば良いことがわかる．つまり，各 w に対

して N [w] を調べ，各 v ∈ N [w] に対して v カウンタを 1

増やす，ということをすると，全ての w について調べ終

わった後，各 v のカウンタは |N [u]∩N [v]| と等しくなる．
このアイディアに基づきアルゴリズムを書くと，以下のよ

うになる．

for each w ∈ N [u] do

for each v ∈ N [w] s.t. v < u,

intersection[v] := intersection[v] + 1

end for

最終的に |N [u] ∩N [v]| が非ゼロの v についてのみ出力

を行うためには，カウンタを増加させた v をどこかに記録

しておく必要がある．そのため，リスト L を用意し，あ

る頂点 v のカウンタが 0 から 1 に増加されたとき，v を

L に挿入するようにする．L はカウンタの再初期化を行う

際にも効果的に使える．カウンタを全て 0 に戻すには，単

純には O(|V |) の作業が必要であるが，カウンタが非ゼロ
である v は全て L に入っていることを考えれば，L の要

素についてのみカウンタの初期化を行えばよい．これによ

り，再初期化の時間は O(|L|) となり，全体の計算のボト
ルネックとはならなくなる．これらの要素を詰め込んだア

ルゴリズムが，以下になる．

Algorithm NeighborIntersection (G = (V,E))

1. intersection[u] := 0 for each u ∈ V

2. for each u ∈ V do

3. L := ∅
4. for each w ∈ N [u] do

5. for each v ∈ N [w] s.t. v < u do

6. if intersection[v] = 0 then insert v to L

7. intersection[v] := intersection[v] + 1

8. end for

9. end for
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10. for each v ∈ L output {v, u}; intersection[v] := 0

11. end for

このアルゴリズムの計算時間は O(
∑

u∈V

∑
w∈N [u] |{v ∈

N [w] | v < u}|)である．「∑
u∈V

∑
w∈N [u]」の意味するとこ

ろは「uと uの近傍 w のペア全てについて」であるので，こ

の式は
∑

w∈V

∑
u∈N [w] と等価である．よって，計算時間は∑

w∈V

∑
u∈N [w] |{v ∈ N [w] | v > u}| = O(

∑
w∈V |N [w]|2)

と書き直せる．グラフの最大次数をΔ とおくと，この計算

時間は O(
∑

w∈V Δ2) = O(Δ2|V |) で抑えられるので，最
大次数が小さい，例えば定数であれば，計算時間はグラフ

の大きさのほぼ線形となり，実用的に高速なアルゴリズム

となる．しかし，現実データは多くの場合，非常に大きな

次数を持つ頂点を少数含んでいる．このようなグラフにお

ける計算時間を算定するため，グラフの次数がべき乗則に

従う場合について考察する．ソーシャルネットワークや

Webグラフなど，多くの実データから導かれるグラフの次

数分布がべき乗則に従うことが知られている．

ここで，グラフ G の次数分布がべき乗則に従い，頂点 i

の次数の期待値がある定数 α に対して α/ik であるとしよ

う．このとき，定数 c と β に対して，任意の頂点 w の次

数が |N [w]| ≤ cα/wk + β によって抑えられるとする．こ

の制約を満たさない頂点がある場合でも，その数が小さけ

れば，計算量の増加はない．そのため，この仮定は現実味

を持っていると言って良いだろう．この制約から，以下が

導かれる．

∑

w∈V

|N [w]|2 ≤
∑

w∈V

(cα/wk + β)2

≤
∑

w∈V

3× (cα/wk)2 + β2

≤ O(|E|) +
∑

w∈V

3× (cα/wk)2

= O(|E|+ α2
∑

w∈V

(1/w2k)

よって，全体の計算時間は，k = 1 ならば O(|E| +
α2 log |E|)，k > 1 ならば O(|E| + α2) となる．直観的に

は，α はグラフの最大次数であるので，それが O(|V |1/2)
であれば，全体の計算時間は k = 1 なら O(|E| log |E|)，そ
うでなければ O(|E|) となる．

定理 4 与えられたグラフ G = (V,E) の i 番目の頂点

の次数が定数 c と β を用いて cα/ik + β で抑えられると

き，アルゴリズム NeighborIntersection は k = 1 のとき

O(|E| + α2 log |E|) 時間で，k > 1 のとき O(|E|+ α2) 時

間で終了する．

実際には，このような条件を完全に満たすようなグラフ

は少ないと考えられる．しかし，少数，特に定数個の頂点

の次数が大きい場合や，ある程度の頂点の次数が cα/ik +β

の定数倍で抑えられるような場合は，計算量は増加しない．

このことから，実データでの計算時間は上記の理論的な上

界と大きく変わることはないと考えられる．

6. まとめ

本稿では，大きな多様性を包含するデータからグループ

構造を抽出する手法について提案と解説を行った．グラフ

クラスタリング問題に注目し，中規模なグループ構造が見

えやすい明確なグラフはどのような物か考察し，その特徴

付けを，頂点対の局所的な条件から行った．この条件はグ

ラフクラスを導き，そのクラスのグラフは多項式個の極大

クリークしか含まず，本質的にグループ構造が明確になっ

ていることを証明した．また，グループ構造を壊さないよ

うにこの条件を満たすようグラフを変更するグラフ研磨に

ついて解説し，グラフの次数分布がべき乗則に従うとき，

グラフ研磨アルゴリズムの一反復がほぼ線形時間で終了す

ることを示した．また，グラフ研磨の一反復により，ある

程度の大きさを持ち，ある程度の密度を持つ部分グラフは

クリークになり，また，それより少し密度が小さい部分グ

ラフもその密度が増加することを示した．これにより，グ

ラフ研磨が密構造を逃さないことが証明できる．

本稿で導入した，明確なグラフのクラスは，現実的な応

用を直接的に持つ一方で，単純で局所的な特徴付けを持つ

興味深いグラフクラスになっている．また，データ研磨の

収束性や，他の類似性を用いた場合のグループ構造の保存

など，非常に興味深い性質がまだ明らかになっていない．

今後，このような点について深く研究していくことは，デー

タ解析の実用と情報数理・アルゴリズムの理論の両面で非

常に興味深い．
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