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Denoising Autoencoder を用いた
残響下大語彙音声認識の検討

小宮山 大樹†1,a) 石井 敬章†1 篠崎 隆宏†2 堀内 靖雄†1 黒岩 眞吾†1

概要：Denoising Autoencoderを用いて残響が重畳した対数パワースペクトルからその影響を除去した対
数パワースペクトルを生成する手法を提案する．音声の時間変化をモデル化するため，提案法では連続し
た複数の短時間分析窓によるスペクトルフレームを連結したものをネットワークの入力として用いる．さ
らに，音声認識に必要なサブ音素レベルでの時間分解能を維持しながら時定数の大きな残響の影響をより
正しく捕らえることを目的として，長さの異なる 2つの分析窓長を併用する拡張手法を提案する．実験で
は，CENSREC-4を用いた数字音声認識により提案法が従来手法よりも効果的であることを示す．さらに，
JNASを用いた音声認識を行い，提案法が大語彙連続音声認識においても耐残響フロントエンドとして有
効であることを示す．

1. はじめに

残響とは音源からマイクロフォンに直接到達する直接音

とともに，壁や天井，床などで反射した音が様々な時間遅

れで到達し重なり合って観測される現象である．残響は音

声の明瞭度を著しく下げ，音声認識の性能低下を招く要因

になる．残響を抑制する手法は古くからの課題であり，研

究が行われて来た．それらの手法は大きく，単一のマイク

ロフォンを用いる手法と複数のマイクロフォンを用いる手

法に分類することができる．

一般に，単一のマイクロフォンで残響抑制を行うよりも，

複数のマイクロフォンを用いた方が方が高い残響抑圧効果

が得られる [1]．しかし，複数のマイクロフォンを用いた手

法は一定の間隔を持ったマイクの配置が必要となり，利用

面から制約を受ける．それに対して，単一のマイクロフォ

ンを用いる手法は高い性能を得ることが技術的に難しく

なる半面，非常に利用しやすいという長所がある．本論文

では，これらのうち単一のマイクロフォンを用いる手法を

対象とする．単一のマイクロフォンを用いる既存の耐残響

音手法としては，長時間スペクトル減算 [2]や Frequency

Domain Linear Prediction [3]などの長時間分析窓を用い

た正規化手法が挙げられる．しかし，未だ十分な性能は得
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られていないのが現状である．

他方，ニューラルネットワークにおける近年の研究に

おいて，局所最適解に陥りにくい初期値決定法を用いた

Deep Learning [4]が提案され，音声分野においても応用が

研究されている．耐雑音音声認識への応用としては，Deep

Learning の分野における一手法であるDenoising Autoen-

coder (DAE) [5]を用いて加法性雑音を除去する手法が提

案され，有効性が示されている [6][7]．

このような背景のもと本研究では，短時間スペクトル特

徴量の一定長のフレーム系列を入力とするDAEを用いた

残響除去手法を提案する．またその拡張として，音声認識

に必要なサブ音素レベルでの時間分解能を維持しながら時

定数の大きな残響の影響をより正しく捕らえることを目的

として，短時間分析窓を用いたスペクトル特徴量とともに

長時間分析窓による分析を併用した拡張手法を提案する．

提案手法の性能評価は，残響下音声認識評価環境データ

ベース (CENSREC-4[8]) を用いた残響下における連続数

字音声認識と，新聞記事読み上げ音声コーパス (JNAS[9])

に残響を畳みこんだデータセットを用いた連続単語認識に

より行う．

本論文の章構成は以下のようになる．第 2章において，

Autoencoder および DAEの概要について説明する．第 3

章において，提案手法について説明する．第 4章において

CENSREC-4を用いた実験について示し，第 5章で JNAS

を用いた実験について示す．最後に，第 6章でまとめと今

後の課題を示す．

c© 2013 Information Processing Society of Japan 1

Vol.2013-SLP-97 No.1
2013/7/25



情報処理学会研究報告
IPSJ SIG Technical Report

2313 units

600 units

300 units

600 units

2313 units

図 1 Autoencoderの例

2. Denoising Autoencoder（DAE）

Autoencoder は小さく絞られた中間層を持った，特徴

量の次元圧縮を目的とした多層ニューラルネットワーク

である．ネットワークは中間層を通して入力から同じ出

力が得られるように学習が行われ，窄められた中間層が

圧縮された特徴量を表すと解釈される．多階層のネット

ワークをバックプロパゲーションにより直接最適化するこ

とは困難であることから，初期値を設定する Pre-training

と最終的なパラメタを求める Fine-tuning の 2つのフェー

ズにより学習を行う手法が提案されている．具体的には

Pre-trainingでは Restricted Boltzmann Machine（RBM）

と呼ばれる二層構造のネットワークを順次積み上げる形で

教師なし学習を行う．次に，積み上げたRBM のパラメタ

をコピーし入出力を反転させ，それらの出力と入力を接続

することで図 1 に示すような上下対称のネットワークを

得る．最後に Fine-tuning において，入出力に同じデータ

を与えたバックプロパゲーションにより教師あり学習を行

う．DAE は Autoencoder の拡張であり，ネットワーク構

造は Autoencoder と同様である．しかしその利用におい

て，ノイズデータからクリーンデータを予測出力すること

を目的としている．学習手順もほぼ同様であるが，バック

プロパゲーションの際に入力側に雑音重畳特徴量，出力側

に対応するクリーン特徴量を設定する点が違いである．

3. 提案手法

音声認識のための耐残響音フロントエンドとして，DAE

を応用した手法の提案を行う．提案法では図 2に示すよう

に，短時間窓による残響重畳音声の対数パワースペクトル

の Nフレーム長のセグメントをDAEに入力し，出力とし

て対応する Nフレーム長の残響が除去された対数パワー

スペクトルのセグメントを得る．入力音声に対してこの操

作を 1フレーム毎にシフトしながら適用することで，オー

バーラップしたNフレーム長の対数パワースペクトルのセ

グメントの系列を得る．その上で，図 3に示すように，各

時刻フレームで対数パワースペクトルの平均を求めること

で，最終的な対数パワースペクトルフレームの時系列を得
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図 2 単一窓幅セグメント特徴量を用いた DAE による残響除去

(DAE-S)

average

・・・

Spectral 

features

・・・MFCC

A window of frames 

output from denoising

autoencoder

N

図 3 残響除去後のオーバーラップした対数パワースペクトルフレー

ムセグメントの系列から単位フレームの系列を得る手順．各時

刻フレームでの平均を用いる

る．音声認識で使用する MFCC [10]などの特徴量は，得

られた対数パワースペクトルを元に求めることが出来る．

この手法では，短時間分析窓による対数パワースペクトル

の NフレームのセグメントをDAEの入力とすることで音

声の時間変化をモデル化し，それにより音声の知識に基づ

いた残響除去が可能となると期待される．以下，本手法を

DAE-Sと表記することにする．なお評価実験では，MFCC

とともに対数パワー項を特徴量とするため，対数パワース

ペクトルとともに対数パワー項を入力に加えて用いている．

従来の耐残響手法で長時間の分析窓長を用いているのは，

時定数の長い残響に合わせて窓幅を大きくすることで正確

な分析を行うためである．提案法においても，長時間分析

窓により得られる残響特性情報を加えることで，性能がさ

らに向上すると期待される．そこで，図 4 に示すように

短時間窓による対数パワースペクトルに加えて長時間窓を

用いた分析結果を合わせて利用するDAE-Sの拡張手法の

提案を行う．長時間分析窓のスペクトルベクトルに対して

は，メルフィルタバンクを適用することで次元数の縮小を

行う．入出力が対称なDAEでは出力側に残響除去された

長時間スペクトルが得られることになるが，音声認識では

使用されず不要となる．このため，バックプロパゲーショ

ンによる Fine-tuningおよび評価時にはそれらのユニット

を取り除いて使用する．以下，本手法をDAE-SLと表記す
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図 4 複数窓幅セグメント特徴量を用いた DAE による残響除去

(DAE-SL)

ることにする．

4. CENSREC-4を用いた数字認識実験

4.1 実験条件

残響下での音声認識タスクを目的としたデータセット

CENSREC-4 を用いて DAE の学習および評価を行う．

CENSREC-4は学習セットとして 8440文のクリーンな連

続数字読み上げ音声を含んでいる．マルチコンディション

学習セットは，クリーン学習セットを 4 分割しそれぞれ

に異なる残響のインパルス応答を畳み込むことで定義さ

れている．用いられている残響は，Office， Elevator hall，

In-car および Living room である．音声のサンプリング

周波数は 16kHz，量子化ビット数は 16bitである．認識語

彙は数字 11種類（1から 9および 0（マル）と Z（ゼロ））

で，各発話は 1から 7 桁の連続数字音声となっている．テ

スト音声には，マルチコンディション学習セットと同じ 4

環境のインパルス応答 (Office,Elevator hall, In-car, Living

room) を畳み込んだ 4004 文（TestA）と，それらとは別

の 4環境のインパルス応答 (Lounge, Japanese style room,

Meeting room, Japanese style bath) を畳み込んだ 4004文

（TestB）の 2種類を用いる．音声認識は CENSREC-4の

デフォルトの設定で行なっており，HMM に使用する特徴

量はフレーム幅 25ms，フレームシフト 10msの窓を用いた

MFCC12 次元と対数パワーおよびそのΔと ΔΔの 39次

元である．

DAEの学習においては，計算量の問題から学習データの

一部のみを使用した．Pre-training に用いたのは，クリー

ン学習セットからランダム選択した 2110 文とマルチコン

ディション学習セットからランダム選択した 2110文の合

計 4220文 (2.4h)である．また Fine-tuning では入力信号

に同じ 4220 文を用い，ネットワークの出力側にはインパ

ルス応答を畳み込む前の対応するクリーン音声を用いた．

Pre-training においては，最初のレイヤーに Gaussian-

binary RBMを用い，次のレイヤーにはbinary-binary RBM

を使用した．Pre-training には Contrastive Divergence 法

を用い，各層において学習の繰り返し数を 100，ミニバッチ

サイズを 100，learning rateを 0.002とした．Fine-tuning

は二乗誤差を目的関数として，ミニバッチサイズを 1000，

learning rateを 0.02として，共役勾配法 [11]に基づくバッ

クプロパゲーションにより行った．

DAE-Sにおいて使用する短時間分析窓の窓幅は 25ms，

フレームシフトは 10ms である．単位フレームの対数パ

ワースペクトルベクトルの次元数は 256 である．ネット

ワークにはこのベクトルと対数パワーを Nフレーム分連

結したものを入力する．すなわち，ネットワークの入力に

用いられるベクトルの次元数は，(256 + 1) × N である．

DAE-SLにおいては，長時間分析窓として 500msの窓幅

を用いる．そこから対数パワーとメルフィルタバンクに

より 24次に次元数を落としたスペクトルを導出し，それ

らを DAE-Sにおいて用いている入力ベクトルに連結して

用いる．フレームシフトは短時間分析窓と同じ 10msであ

る．ネットワークの入力に用いられるベクトルの次元数

は，(256 + 1 + 24 + 1) × N となる．

以下の実験においては，認識性能とともに計算時間を考

慮した事前実験より，特に断らない限りデフォルトの構成

として 5階層の DAEを用いる．また，セグメント長とし

ては N=9を用いる．この場合，DAE-Sの入力層のサイズ

は (256 + 1) × 9 = 2313であり，DAE-SLの入力層のサイ

ズは (256 + 1 + 24 + 1) × 9 = 2538である．また入力層の

次の階層のデフォルトのユニット数は 600，その次の中央

の階層のユニット数は 300とした．すなわち，DAE-Sの

デフォルト構成は，図 1 の例に示したネットワークと同

じである．デフォルトのバックプロパゲーションの繰り返

し数は 30とした．ネットワークの構造は入出力に対して

対称であることから，以下では入力側の半分についてユ

ニット数を表記することでその構造を表すことにする．す

なわち，上記デフォルトの条件におけるDAE-Sの構造は

“2313-600-300”，DAE-SLの場合は“2538-600-300”と表

記する．

HMM の学習では，学習セットのサブセットを用いた

DAEの学習の後，得られた DAEを全学習セットに適用し

得られた残響除去処理後のスペクトルからMFCCを作成

したものを学習データとして用いる．認識評価は，同様に

得られた DAEを評価データに適用し，残響除去処理後の

スペクトルからMFCCを作成したものを用いて行う．学

習および評価の手順を図 5に示す．

4.2 実験結果

図 6に DAE-Sにおけるバックプロパゲーションの繰り

返し数と，クリーンスペクトルと残響除去処理後のスペク

トルとの間の平均二乗誤差の推移を示す．平均二乗誤差は

学習セット，評価セットTestAおよびTestBのそれぞれに

対して評価を行った．TestBの誤差が学習セットや TestA

と比べて大きいのは，オープンな残響環境であるためであ
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図 5 DAEおよび HMMの学習と評価の手順
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図 6 CENSREC-4 データを用いた DAE-S のバックプロパゲー

ション学習における繰り返し数と平均 2 乗誤差の推移

表 1 数字読み上げ音声を用いた場合の Pre-trainingの有無および

バックプロパゲーションの繰り返し数と，実行時間および単語

正解精度の関係
CPU time(Acc) iter=0 iter=10 iter=30

Pre-trainingなし 0h(-) 21.3h(85.9) 57.3h(92.5)

Pre-trainingあり 17.3h 41.5h(95.8) 72.3h(96.4)

る．いずれのデータセットに対しても，平均二乗誤差の大

きな減少は繰り返しの 10回目あたりまでに得られている．

学習セットと TestAでは，その後も僅かながら減少が見ら

れた．

表 1に DAE-Sにおける学習時間と評価セットTestB に

おける 正解精度の関係を示す．Pre-trainingを行わずバッ

クプロパゲーションによる繰り返し数を 30とした場合と，

Pre-training を行いバックプロパゲーションの繰り返し数

を 10とした場合を比較すると，Pre-trainingを行った場合

の方がトータルとして少ない学習時間で高い正解精度が得

られていることが分かる．

表 2に，DAE-Sにおいてネットワーク構成を変えた場合

の正解精度を示す．学習にかかった時間はPre-trainingと

Fine-tuning の全行程にかかった実行時間である．ユニッ

ト数が少ないうちはユニットが増えるにつれて正解精度も

高くなる傾向がある．しかし，2313-900-300より大きくし

ても正解精度はほぼ頭打ちになっていることが分かる．

表 3に，DAE-Sの入力に用いるセグメント長Nを変化

させた際の正解精度を示す．フレーム数が少ない間はNの

表 2 ネットワークの構成と正解精度
Network structure Time(hour) Accuracy(%)

　　　 TestA TestB

2313-300-150 35.9 96.6 93.2

2313-600-150 70.1 97.8 95.5

2313-600-300 72.3 97.9 96.4

2313-900-300 110.5 98.3 97.1

2313-900-600 121.0 98.5 97.1

2313-1200-600 156.7 98.2 96.8

2313-1500-600 214.4 98.5 97.5

2313-900-600-300 129.3 98.3 97.0

表 3 フレームセグメント長 Nと正解精度
N testA testB

5 97.3 95.8

7 97.8 96.3

9 97.9 96.4

11 98.1 96.7

13 97.9 96.1

表 4 CENSREC-4における各種手法との比較
Method testA testB

Baseline(Clean) 83.8 82.8

Baseline(Multi) 92.9 87.8

CMN(Clean) 86.5 88.6

CMN(Multi) 91.8 89.7

HDelta(Multi) 95.7 94.7

DAE-S 97.9 96.4

DAE-SL 98.4 97.0

増加とともに正解精度が向上するが，11フレームで最大値

となり，13フレームでは減少することが分かる．

表 4に各種従来法と提案手法の正解精度の比較を示す．

“Baseline”はMFCC+Δ+ΔΔを用いた場合の結果であり，

“CMN”は cepstral mean normalizationを適用した場合の

結果である．“Hdelta”は Hybrid delta 法でデルタ特徴量

を取得した場合の結果 [12]である．“Clean”はクリーン学

習セットでHMMを学習した場合の結果，“Multi”はマル

チコンディション学習セットでHMM を学習した場合の結

果である．従来法と提案法 (DAE-Sおよび DAE-SL)を比

べると，提案法の方が高い正解精度を与えている．

2 つの提案法を比較すると，単一窓幅セグメント特徴

量を用いたDAE-S（TestA：97.9%，TestB：96.4%）より

も複数窓幅セグメント特徴量を用いたDAE-SL（TestA：

98.4%，TestB：97.0%）の方が高い正解精度を与えている

ことが分かる．残響環境クローズであるTestA だけでなく

残響環境オープンである TestBに対しても頑健な認識性能

が得られており，提案法が効果的であることがわかる．

5. JNAS新聞読み上げコーパスを用いた大語
彙認識実験

前章のCENSREC-4を用いた実験では，数字認識におけ
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る提案手法の有効性を示した．本章では，大語彙連続単語

音声認識をタスクとして評価実験を行う．

5.1 実験条件

JNASの音声に CENSREC-4の環境残響を畳み込んだ

データセットを使用する．JNASは日本語大語彙連続音声

認識研究を目的としたコーパスであり，155セット (約 100

文/セット，計 16176文)の新聞記事を男女計 306名の話者

が読み上げた音声が含まれている．音声のサンプリング周

波数は 16kHz，量子化ビット数は 16bitである．

実験では JNAS のデータのうち，196 名の話者からの

19895 文を学習セット，20 名の話者からの 840文をテス

トデータセットとして用いる．学習セットには，前章の

学習データで用いた 4 種類の残響インパルス応答 (Of-

fice,Elevator hall, In-car, Livingroom) のいずれかをラン

ダムに畳み込んだものを用いた．評価セットには，前章の

TestBで用いた学習セットとは独立の 4種類のインパルス応

答 (Lounge, Japanese style room, Meeting room,Japanese

style bath)のいずれかをランダムに畳み込んだものを用い

た．DAEの学習は，残響重畳音声データを入力としてク

リーンデータを推定する「残響→クリーン」学習と，残響

重畳音声データとクリーン音声の両方を入力してどちらの

場合も対応するクリーン音声をターゲットとする「残響+

クリーン→クリーン+クリーン」学習の 2通りを行った．

計算量の制約から，DAEの学習は全学習セットから話

者 80 名をランダムに選択し，さらに話者ごとに 15 文を

ランダムに選択した計 1200文 (2.3h) を使用して行った．

すなわち，「残響→クリーン」学習の Pre-training では残

響重畳音声 1200文を入力として用い，Fine-tuningでは同

じ残響重畳音声をDAEの入力側，対応するクリーン音声

を出力側に用いて行った．「残響+クリーン→クリーン+ク

リーン」学習では，Pre-trainingに残響重畳音声 1200文と

それに対応するクリーン音声 1200文の計 2400文を使用

し，Fine-tuningでは Pre-trainingで使用した 2400文を入

力側，対応するクリーン音声 2セット分の 2400文を出力

側に使用した．DAEの構成は，前章の「デフォルト構成」

と同じである．

DAEの学習の後音響モデルとして使用するHMMの学

習では得られたDAEを全学習セットに適用し，得られた

残響除去処理後のスペクトルからMFCCを作成したもの

を学習データとして用いる．認識評価は，同様に得られた

DAEを評価データに適用し，残響除去処理後のスペクト

ルからMFCCを作成したものを用いて行う．HMMで使

用する特徴量は前章と同じMFCC12 次元と対数パワーお

よびその Δと ΔΔの 39次元であり，CMNを適用してい

る．HMMは 1000状態の状態共有トライフォンモデルで，

各状態のガウス混合分布の混合数は 32である．言語モデ

ルは JNASで学習した 3-gramを使用し，認識にはWFST
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図 7 新聞読み上げ音声におけるバックプロパゲーションの繰り返

し数と平均 2 乗誤差

表 5 JNASデータを用いた場合の，Pre-trainingの有無およびバッ

クプロパゲーションの繰り返し数と，実行時間および単語正解

精度の関係
CPU time(Acc) iter=0 iter=10 iter=30

　 Pre-trainingなし 0h(-) 16.3h(53.3) 35.1h(58.6)

Pre-trainingあり 8.0h(-) 22.2h(63.9) 46.3h(64.7)

デコーダ T 3[13]を使用した．

5.2 実験結果

図 7にバックプロパゲーションの繰り返し数とクリーン

スペクトルとの平均二乗誤差の推移を示す．二乗誤差は学

習セットと，学習セットと同じCLOSEDな残響を畳み込

んだ評価用データ，および学習セットとは異なるOPENな

残響を畳み込んだ認識評価に用いるのと同じ評価用データ

に対して求めた．図より前章の数字音声データを用いた場

合とほぼ同様の傾向が見られる．

表 5に Pre-trainingの有無およびバックプロパゲーショ

ンの繰り返し数と，実行時間および正解精度の関係を示

す．本実験は並列スレッド数を約 10で実行している．Pre-

trainingなしの itter=30と Pre-trainingありの iter=10を

比較すると Pre-trainingを行った場合の方がより短い学習

時間でより高い認識性能が得られていることが分かる．

表 6にベースラインおよび提案法における単語正解精度

を示す．残響評価セット (Reverberation set)は学習セット

に対して Openな 4種類の残響を畳み込んだ評価データ，

クリーン評価セット (Clean set)は残響の重畳を行う前のク

リーンな評価データである．“Baseline(clean)”は残響を畳

み込んでいないクリーンな学習セットから学習したHMM

を用いた場合，“Baseline(reverb)”は 4種類の残響を畳み込

んだ学習セットを用いた場合である．Baseline(reverb) は

Baseline(clean)と比較して，クリーン評価セットに対する

認識精度がやや低下するものの，残響評価セットに対する

認識性能が大きく向上している．“Reverb(DAE-S)”およ

び“Reverb(DAE-SL)”は，「残響→クリーン」学習を行っ

た DAE-SおよびDAE-SLを用いた場合の結果である．ど
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表 6 JNASを用いた大語彙連続音声認識での認識精度の評価
Method Reverberation set Clean set

Baseline(clean) 44.3 79.4

Baseline(reverb) 59.8 76.1

Reverb(DAE-S) 64.7 66.1

Reverb(DAE-SL) 66.1 65.6

Reverb+clean(DAE-S) 63.3 73.9

Reverb+clean(DAE-SL) 64.8 73.8

ちらも残響評価セットに対する認識精度においてベースラ

インと比較して大きな向上が見られる．前章での数字認識

の場合と同様，DAE-SLを用いた方がDAE-Sを用いるよ

りも高い認識性能が得られている．一方で，クリーン評価

セットに対する認識精度はベースラインと比較してどちら

も大きく下がってしまっている．“Reverb+clean(DAE-S)”

および“Reverb+clean(DAE-SL)”は，DAEの学習におい

て入力側にもクリーンデータを混ぜて学習を行った「残

響+クリーン→クリーン+クリーン」学習の結果である．

これにより，残響評価セットでの正解精度が「残響→ク

リーン」学習と比べて若干低下するものの，クリーン評価

セットに対する認識精度が大きく向上することが分かる．

残響評価セットにおいて，ベースラインとして最良の結果

が得られた残響重畳データからモデル学習した場合の単語

正解精度が 59.8% であるのに対して，「残響+クリーン→

クリーン+クリーン」学習を行ったDAE-SLの単語正解精

度は 64.8%であり，単語誤り率削減率では 12.4%の改善と

なった．

6. まとめと今後の展望

DAEを用いて残響が重畳した対数パワースペクトルか

ら残響を除去する手法の提案を行った．音声の時間変化を

モデル化するため，提案法では連続した複数の短時間分析

窓によるスペクトルフレームを連結したものをネットワー

クの入力として用いる．さらに，音声認識に必要なサブ音

素レベルでの時間分解能を維持しながら時定数の大きな残

響の影響をより正しく捕らえることを目的として，長さの

異なる 2つの分析窓長を併用する拡張手法を提案した．実

験では，CENSREC-4を用いた数字音声認識により提案法

がOPENおよびCLOSEDな残響環境の両方において従来

手法よりも効果的であることを示した．さらに JNASを用

いた大語彙連続音声認識においても，提案手法が有効であ

ることを示した．2つの提案手法を比較すると，長さの異

なる 2つの分析窓長を併用した方が残響除去に対してより

効果的に働くことを示した．JNASにおける残響評価セッ

トについて，残響重畳学習セットから学習したベースライ

ンの単語正解精度が 59.8% であるのに対して，「残響+ク

リーン→クリーン+クリーン」学習を行ったDAE-SLの単

語正解精度は 64.8%であり，12.4%の単語誤り率削減率が

得られた．今後の課題としては，実際の残響重畳音に対す

る提案手法の適用と評価が挙げられる．
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