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ランダムウォークに基づいたグラフ構造モデリング

野田 淳史†1,a) 石田 諒†1 日野 英逸†1 龍野　正実†2 赤穂 昭太郎†3 村田 昇†1

概要：グラフ構造とは，データの変数間の関係を表す構造であり，鉄道路線，インターネット，神経回路
網などが代表例として挙げられる．これらのグラフの変数間の依存関係が得られた際に，変数間の繋がり
の強度を推定する問題は実用上重要であるが，ある変数間の依存関係には複数の変数から受けた影響が含
まれているため，直接的な繋がりは分かりにくい．そこで本稿では．繋がりの有無のみを表現した行列で
グラフを簡潔に表現し，そのグラフ上で情報が遷移する様子をモデル化することで，変数間の依存関係を
近似する．モデルには，遷移の回数を表すパラメータとグラフ構造を表すパラメータが含まれており，そ
れらを推定するアルゴリズムを提案する．最後に，提案手法の優位性を実験的に示す．
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1. はじめに

グラフ構造とは，データやものの関係を抽象化した数理

的構造を指す．グラフ構造を持つ対象は，鉄道路線，イン

ターネット，送電網，神経回路網など多岐に渡り，グラフ

構造に基づいたパターン認識やデータマイニングが盛んに

研究されている [1–3]．グラフはノード（頂点）と，ノー

ド同士を結ぶエッジ（枝）から構成される．鉄道路線の例

では，ノードとは駅であり，エッジとは線路である．各駅

は線路を用いて乗客を授受しており，いくつかの駅を介す

ることで，直接線路で結ばれていない駅まで行くことが出

来る．

エッジを辿ることで離れたノードとの関係を表すことが

出来る一方で，多数のノードやエッジを介した関係まで考

慮すると，ノード間の直接的な関係を見失うことがある．

例えば，神経回路網で複数のニューロンの発火が数十ミリ

秒の範囲で観測された場合，ニューロン同士が連続して発

火し相関が高く見えても，それらのニューロンは直接は繋

がっておらず，別のニューロンを介して繋がっているため

に連続して発火したように見えるという擬相関が考えられ

る．本研究では，グラフのノード同士の関係性を表す量だ

けが既知である時に，ノード間のエッジの有無を推定する
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問題を扱う．ノード同士の関係性を表す量とは，共起頻度

や相関係数などがあるが，以降ではまとめて依存関係と呼

ぶことにする．

こうしたグラフ構造の推定問題へのアプローチの一つ

に，データが多次元正規分布に従って生成されていると仮

定し，その精度行列 (分散共分散行列の逆行列)がノード間

の結合強度を表しているとみなして推定する方法がある．

多くの場合，グラフのノード同士の少数の本質的な結合を

推定することが重要であり，精度行列にスパース性を仮定

する．スパースな分散共分散行列の逆行列を求めることか

ら，このアプローチは Sparse Inverse Covariance Selection

（SICS）と呼ばれている．SICS の枠組みでは，尤度と精

度行列の事前分布の積を最大化することで精度行列を推定

する．代表的な解法アルゴリズムとしては，COVSEL [4]，

graphical lasso（glasso）[5]，SINCO [6] などがある．こ

れらの手法には計算時間が早いというメリットがあるが，

データの生成に多次元正規分布を仮定していることや，分

散共分散行列を考えているため有向グラフの解析には用い

ることが出来ないといったデメリットがある．

一方で，神経回路網の解析のために提案された情報幾何

学的なグラフ構造推定手法 [7]がある．この手法ではデー

タの生成モデルとして指数分布族を仮定していて，いくつ

かの近似を用いるものの解析的に結合強度を求めることが

できる．しかし柔軟なモデルを仮定しているため，十分な

量のデータが得られれば良いが，そうでない時はノイズに

過剰に適合してしまうことが問題となる．また結合強度の

傾向 (情報の伝わりやすさ)に関してハイパーパラメータを

持ち，そのパラメータの決定方法がないという難点がある．
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本稿では，SICSのようにデータの生成分布を多次元正

規分布に限定せず，かつモデルを簡略化する事でノイズの

影響をさほど受けずに，真に重要な情報だけを抽出するこ

とが出来る手法を提案する．

2. 問題設定

本節ではまず，グラフ構造とグラフの種類に関して説明

し，次にノード同士の依存関係に関する情報を持つ観測

データからグラフの本質的な結合のみを推定する枠組みを

提案する．例として図 1のようなグラフを考える．

図 1 グラフ構造の例（上：無向グラフ，下：有向グラフ）

Fig. 1 Example of graph structure

図 1における各頂点をノード (i = 1, 2, · · · , n)と呼び，
ノード間を繋ぐ線のことをエッジと呼ぶ．エッジとノード

の集合をそれぞれ V，E とする．ノード V とエッジ E の

組 G = (V,E)でグラフ Gを定義する．

グラフにはエッジに向きがある場合とない場合の 2種類

がある．ノード間の繋がりのみに関心がある場合には，図

1（上）のようにエッジに向きがない無向グラフを用いる．

一方，ノード間で影響を及ぼしあう方向にも関心がある場

合には，図 1（下）のようにエッジに向きがある有向グラフ

を用いる．図 1の行列W に関しては graph Laplacianの

節で述べる．

次に，主な変数の一覧を表 1に示す．

表 1 変数の一覧

Table 1 List of variables

記号 説明

n ノードの数

tij 観測データ

T tij を ij 成分に持つ行列

θij 観測データの平均

Θ θij を ij 成分に持つ行列

p(tij ; θij) θij を平均とする tij の確率密度関数

λij i と j の直接的な繋がりを表すパラメータ

Λ λij を ij 成分に持つ行列

ここで，T はノード iと j の依存関係を特徴づける量 tij

を ij成分とする n×n行列である．例えば，鉄道路線の場

合は，乗客は皆往復で同じ経路を辿るという仮定の下で，

一日に駅 iと駅 j の間を往復する人数を無向グラフで表す

ことが出来る．また，神経回路網の場合は，単位時間内に

ニューロン iの発火直後にニューロン j の発火があった回

数を有向グラフで表すことが出来る．T の対角成分はノー

ド間の依存関係として定義出来ないため，便宜上 0で初期

化するものとし，グラフ構造の推定には用いない．T には

ノイズが加わって観測されると考え，そのノイズに確率分

布を仮定してモデル化する．θij を tij の平均とし，tij は

θij に平均 0の独立同一分布に従うノイズが加わって観測

されたと考える．簡単のため，ノイズは正規分布に従うと

し，観測データ tij の密度関数を，

ϕ(tij ; θij , σ
2) =

1√
2πσ2

exp

{
− 1

2σ2
(tij − θij)

2

}
(1)

とする．ここでは式 (1)における平均 θij のみを推定し，分

散 σ2 は ij によらず一定であることを仮定し，以下では，

ϕ(tij ; θij , σ
2) = ϕ(tij ; θij) (2)

で表す．パラメータ θij を ij 成分に持つ行列を Θとする

と，観測データ T の同時分布は，

ϕ(T ; Θ) =
∏
i̸=j

ϕ(tij ; θij) (3)

と表すことが出来る．

ノード iと j の直接的な繋がりを表すパラメータ λij を

ij 成分に持つ行列を Λとして，Θは Λを写像

f : Rn×n → Rn×n

Λ 7→ f(Λ) = Θ (4)

で写すことで得られると仮定する．Λ を求める際には，

Λ = f−1(Θ)のように逆変換可能であることが望ましい．

逆変換が可能な写像としては後述する行列指数関数や

Cayley変換などがある．式 (4)の変換が，

θij = c0 + cijλij +
∑
k

ckijλikλkj +
∑
kl

cklijλikλklλlj + · · ·

(5)

の様に表せると仮定する．このとき，パラメータ θij と λij

の関係を模式的に図 2に示す．

図 2 θij，λij の解釈

Fig. 2 Interpretation of θij，λij

式 (5)の第 2項はノード iと j の直接的な繋がりによる情

報伝達を表し，第 3項は一つのノードを介して伝わる情報
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伝達を表す．このように iと jの依存関係の強さを表す θij

は，様々なルートからの情報流入の和であると考える．ま

た，複数のノードを介してノード iからノード j に情報が

伝わる際の減衰係数をまとめて

C = {c0} ∪ij Cij (6)

Cij = {cij} ∪ {ckij |k = 1, 2, · · · }

∪{cklij |k, l = 1, 2, · · · } ∪ · · · (7)

で表す．式 (5)からわかるように，Λと C が分かればΘを

表現することが出来る．

パラメータ Θには，式 (5)のように複数の経路を伝わる

影響が含まれていてノード間の直接的な関係が明瞭でない

ため，パラメータ Λを求めることとする．さらに，Λに対

して制約を課しスパースな Λを求めることで，主要な繋が

りのみを推定することが出来る．

3. グラフ構造のモデル

本節では，ノード間の繋がりの有無のみを表した隣接行

列W から作られる graph Laplacian Lを説明し，グラフ上

でのランダムウォークモデルとしての解釈を紹介する．ま

た，このモデルの下での観測データ T の意味付けを行う．

3.1 Graph Laplacian

本節では，行列を用いてグラフ G = (V,E)を表記する

方法である graph Laplacianを導入する．まず，無向グラ

フを考える．隣接行列W を，

wij =

{
1 iと j が結合している時

0 それ以外
(8)

と定義する．wij は隣接行列W の ij 成分であり，エッジ

は同一の強度で繋がれているものとしている．ただし，隣

接行列 W の対角成分は自身へのエッジなので存在せず，

常に 0である．本稿では問題を解きやすくするため，主要

な繋がりを表すパラメータ行列 Λがグラフの隣接行列W

によって，

Λ = W (9)

と表せることを仮定する．このように実数値を取り得る Λ

を整数値のみを取るW で表すことで，ノード間の繋がり

が明瞭になり，ノイズに過剰適合することなくグラフ構造

を求めることが出来ると考えられる．

次に，次数行列 Dを，

dij =

{ ∑n
k ̸=i,k=1 wik i = j

0 i ̸= j
(10)

と定義する．ただし，dij は Dの ij 成分である．

隣接行列W と，W から求められる次数行列 D を用い

て graph Laplacian Lを，

L = D −W (11)

で定義する．DとW の関係から，graph Laplacian Lには，

行和と列和が 0 になるという性質がある．Graph Lapla-

cian [8]を用いた研究は，その固有値問題を解くことでグ

ラフを分割するクラスタリング手法 [9, 10]や，多様体学

習 [11]の研究を始めとして，盛んに行われている．

Graph Laplacianは，式 (8)で iと jが結合している時を

1としていることからわかるように，対称行列（無向グラフ）

を仮定している．一方，graph Laplacianを非対称行列（有

向グラフ）に拡張したものとして，digraph Laplacian [12]

がある．その際の隣接行列W は，

wij =

{
1 iから j へのエッジがある時

0 それ以外
(12)

となる．次数行列 Dの定義は式 (10)と同じで，Lの定義

は式 (11)と同じであるため，digraph Laplacian Lの場合

は，行和のみが 0になる．

3.2 グラフ上のランダムウォーク

Digraph Laplacian Lが推定出来れば隣接行列 W が求

まるので，すなわちグラフ構造が求まったことになる．ま

た，Lの ij 成分には iから j へエッジがあれば −1が，無

ければ 0の値が入っており，Lは 1つ隣のノードとの関係

を表している．本節では，グラフ上での情報の遷移を Lを

用いて表現する．

単位時間内にノード間で遷移が起こる回数の平均を βと

する．十分大きな kを考え，時間間隔 1
k の間に遷移が起こ

る確率を考えると β
k となる．したがって，微小な時間間隔

1
k の間の遷移を表す行列は，

I − β

k
L =


1− β

k d11
β
kw12 · · · β

kw1n

β
kw21 1− β

k d22
...

...
. . .

β
kwn1 · · · 1− β

k dnn


(13)

となる．式 (10)の次数行列Dの定義より，式 (13)の行の

和が 1となることから，
(
I − β

kL
)
は遷移確率行列となっ

ている．この行列で表現される遷移の様子を図 3に示す．

図 3
(
I − β

k
L
)
で表現される 1 回の遷移

Fig. 3 One transition represented by
(
I − β

k
L
)
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したがって，i番目が 1でその他の要素が全て 0の n次

元ベクトルに行列
(
I − β

kL
)
を右から掛けることで，1回

の遷移でノード iから各ノードへ情報が拡散する割合が分

かる．単位時間内の微小な時間間隔 1
k の間の遷移確率が(

I − β
kL
)
なので，単位時間内の遷移確率は

(
I − β

kL
)k
と

なる．遷移がいつでも自由に起こる状況を考えるために，

遷移回数 kについて極限を取ることで，遷移確率行列を，

lim
k→∞

(
I − βL

k

)k

= e−βL (14)

と定義出来る．右辺は行列の指数関数のマクローリン展開

であり，Lが graph Laplacian（対称行列）の時，式 (14)

の右辺は diffusion kernel [13]と呼ばれる．式 (14)のよう

に，
(
I − β

kL
)
を無限に掛け合わせることで，e−βL の ij

成分はノード iから始まったランダムウォークが定常状態

でノード j にいる確率と解釈することが出来る．

3.3 観測データの定義

本節では，観測データの生成モデルについて定義する．

式 (14)を式 (5)と対応付けるために，Θと e−βL のスケー

ルを調整するパラメータである αを式 (14)に掛けてテイ

ラー展開すると，

α · e−βL = α ·
(
I − βL+

β2L2

2!
− β3L3

3!
+

β4L4

4!
− · · ·

)
(15)

となり，第 2項から順に，−αβ が cij に，αβ2/2!が ckij に

というように対応している．また，式 (15)の Lの ij 成分

が式 (5)の λij と対応している．そこで，観測データ T の

ij 成分 tij を

tij =
[
α · e−βL

]
ij
+ ε ε ∼ N (0, σ2) (16)

と定義する．行列M に対して [M ]ij はM の ij 成分を表

すものとする．ただし，σ2は正規分布の分散であり，観測

ノイズの大きさを意味するパラメータである．今節までの

まとめとして，変数間の関係を図 4に示す．

図 4 変数間の関係

Fig. 4 Relation between variables

再び神経回路網を例に挙げると，tij は，ニューロン i

が発火して生じる信号がW のグラフ上で複数の経路を伝

わってニューロン j に及ぼす影響の総和となっている．

4. アルゴリズム

本節では，観測データから式 (16)のパラメータ α，β，

graph Laplacian Lを推定する反復アルゴリズムを提案す

る．なお，前述したように，観測データの対角成分はノー

ド間の依存関係を表す値ではないため，便宜上 0で初期化

している．一方，式 (16)で定義したモデルは対角成分を持

つため，f の逆関数を用いて α，β，Lを推定する場合には

適切に T の対角成分を補間する必要がある．そのため，反

復アルゴリズムでパラメータ α, β, Lを更新しつつ，T の

対角成分を更新していく．

はじめに T の対角成分を任意の自然数 r で置き換えて

初期化し，T ′ とする．この際，T ′ が正定値となるように

rを選ぶ．グラフのエッジ総数がmであるとし，m = 1で

初期化する．

次に，T ′ の対数を計算する．無向グラフの場合，T ′ は

正定値対称行列なので対角化し，固有値の対数を取ればい

い．一方，有向グラフの場合，対角化する代わりにジョル

ダン標準形を用いて計算を行う [14]．[log(T ′)]ij の絶対値

を降順にソートし，

wij =

{
1 | [log(T ′)]ij | ≥ ζ

0 otherwise
(17)

のように，| [log(T ′)]ij | が閾値 ζ 以上だった所にエッジ

があるとして W を作る．閾値 ζ は，降順にソートした

| [log(T ′)]ij |の m番目の値とする．W から Lを作り，求

まった Lに対して誤差関数

J (α, β, L) =

n∑
i=1

n∑
j=1

i̸=j

(
t′ij −

[
α · e−βL

]
ij

)2
(18)

を最小化する α，β を任意の最適化手法で求める．本研究

では Nelder Mead法 [15]を用いた．推定した α ，β，Lを

用いて T の対角成分を

T ′ = T + diag
(
α · e−βL

)
(19)

のように更新する．diag(·)は行列の非対角成分を全て 0に

し，対角成分のみを残す関数とする．対角成分を更新する

反復のカウンタを k とし，任意に定めた定数 k′ まで k を

更新する．上記の処理を m = 1, 2, · · · , n(n− 1)に対して

行い，作成した n(n − 1)個の Lの中で最も誤差関数を小

さくする Lm を Lの推定値とする．無向グラフの場合は，

[log(T ′)]ij (i > j)に対して降順にソートして wij(i > j)を

作り，wji(j > i) = wij(i > j) として対称行列にすれば

いいため，mは最大で n(n− 1)/2で済む．アルゴリズム

を Algorithm 1にまとめる．下記のWm, Dm, Lm, αm, βm

はそれぞれ，真のグラフのエッジ総数を m とした時の

W,D,L, α, β の推定値である．
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Algorithm 1 Proposed algorithm

input: T, r, k′

initialize: T ′ = T + rIn In:単位行列
for m = 1 to n(n− 1) do

for k = 1 to k′ do

step1:

式 (17) に従って [log(T ′)]ij からWm を作る．

Lm = Dm −Wm

step2:

Lm に対して，誤差関数を最小化する αm，βm を求める．

(αm, βm) = arg min
α,β

J (α, β, Lm)

推定した αm ，βm，Lm を用いて T の対角成分を更新する．

T ′ = T − diag(T ) + diag
(
αm · e−βmLm

)
end for

end for

m̂ = arg min
m={1,2,··· ,n(n−1)}

J (αm, βm, Lm)

return Lm̂

5. 実験

本節では，実際のグラフ構造である隣接行列W を決め

た上で推定を行った結果を示す．W のサイズは 20× 20と

して，α，β は [0, 1]上の一様分布から生成する．無向グラ

フは提案手法と glassoの比較を行い，有向グラフは提案手

法のみで推定を行う．

5.1 無向グラフの推定

本節では，観測データが式 (16)から生成されるという仮

定に基づき人工的に生成した観測データと，隣接行列W を

精度行列とする多次元正規分布から生成した観測データに

対して，それぞれ提案手法と glassoで推定を行う．glasso

は非対称行列に用いることが出来ないため，隣接行列W

は対称行列とする．

5.1.1 提案モデルの仮定に従うデータを用いた実験

はじめに，W の密度を，各成分 wij(i ̸= j)が 1になる確

率で定義し，密度が 0.4のW を用意する．次に，式 (16)

に従って観測データ T を生成する．グラフのエッジの有無

の正答率を，推定した隣接行列の ij 成分を ŵij とし，

accuracy (%) =

(
1−

∑n
i=1

∑n
j=1 |wij − ŵij |
n2

)
× 100

(20)

で定義して，正答率を縦軸に，観測ノイズの大きさ (ノイ

ズ εの標準偏差 ρ/観測データ T の平均)を横軸に取った図

を，図 5に示す．

この際，glassoでは正則化項のパラメータ ρを決める必

要がある．また，求めた精度行列に対して閾値を定め，精

度行列の ij 成分を 0か 1に振り分け隣接行列としている．

この時，ρと閾値をそれぞれ [0, 1]上でグリッドサーチし，
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図 5 提案手法と glasso の正答率 (密度＝ 0.4)

Fig. 5 Accuracy rate of proposed method and glasso
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図 6 複数の ρ と閾値での正答率 (密度＝ 0.4)

Fig. 6 Accuracy rate of various ρ and threshold

最も正答率が高くなるパラメータを採用している．つま

り，図 5ではそれぞれのノイズに対して本来未知である正

解W を用いて最適な ρと閾値を決めているため，glasso

の正答率は，glassoが推定し得る理想的な最良値となって

いる．また，図 6に示すように，あるノイズをのせた際に

最適だった ρと閾値は，別のノイズをのせた際には一般に

は最適とは限らない．また，図 6の parameter3で示した

ように，不適切な ρと閾値を選ぶと常に正答率が低いこと

もある．このように，ノイズによって最適な ρと閾値が異

なるため，glassoを用いる際には ρと閾値の選び方が重要

となるが，実データを解析する際にはその値を決めるのが

困難である．一方，提案手法ではパラメータのチューニン

グが不要であり，かつ glassoが推定し得る理想的な最良値

に近い正答率を達成をすることが出来る．

5.1.2 多次元正規分布に従うデータを用いた実験

密度を 0.4としたW が正定値となるよう適当な実数で

W の対角成分を埋め，W を精度行列とした多次元正規分

布からベクトル sを N 個作成する．なお，多次元正規分

布の平均は 0とする．N 個のベクトル s1, · · · , sN から計
算した経験共分散行列 S = 1

N

∑N
i=1 sis

T
i を観測 T として

推定を行う．この際の観測ノイズの標準偏差の大きさと正

答率の関係を図 7に示す．

ここでも，図 5と同様に，glassoでは最適な ρと閾値を
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図 7 提案手法と glasso の正答率 (密度＝ 0.4)

Fig. 7 Accuracy rate of proposed method and glasso

グリッドサーチしている．図 7より，提案手法は，他のモ

デル（ここでは多次元正規分布）から生成されたデータに

対してもパラメータのチューニングをすることなく，ノイ

ズが小さい場合には概ね正しく推定することが出来る．

5.2 有向グラフの推定

本節では，非対称な隣接行列W である表現される有向

グラフの推定を行う．密度が 0.2, 0.4, 0.6のW を用意し，

それぞれのW に対して α, β は固定する．この際の観測ノ

イズの標準偏差の大きさと正答率の関係を図 8に示す．
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図 8 提案手法の正答率 (密度＝ 0.2,0.4,0.6)

Fig. 8 Accuracy rate of proposed method

図 8のように，提案手法では有向グラフに対しても無向

グラフと同様に推定が出来る．また，グラフが密になるほ

ど正答率が下がる．

6. まとめ

本稿では，ノード間の依存関係が得られた際に，ノード

間のエッジの有無を推定する手法を提案した．多くの場合

主要な繋がりのみが重要なため，diglaph Laplacian Lを用

いてグラフ構造を簡潔に表現し，Lで規定されるグラフ上

で遷移確率行列を用いてノード間の依存関係を近似した．

グラフ構造推定のための既存手法の一つである glassoで

は，正則化などのパラメータをチューニングする必要があ

るが，提案手法ではパラメータチューニングをする必要が

ないという利点がある．提案手法では，glassoが最も正答

率が高くなるようにパラメータをチューニングした際の最

良値と同等の推定が出来ることを実験的に示した．また，

glassoは無向グラフにしか適用出来ないのに対して，提案

手法は有向グラフを扱うことが出来る．そのため，神経回

路網のように，ニューロン同士の影響の及ぼし方に向きが

あるという仮定が妥当な対象にも適用が出来る．今後は，

提案手法を用いてニューロンの発火データを解析し，脳内

のグラフ構造を推定していく予定である．
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