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倍精度正方行列特異値分解アルゴリズムの
GPGPU上での性能・精度評価

廣田 悠輔1,a) 橋本 拓也2 山本 有作1,3
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概要：Bischofの方法による正方行列の特異値分解アルゴリズムを GPGPU向けに倍精度で実装した．実
装のパラメータ（帯幅）を様々に変化させて実行し，NVIDIA 社の Tesla C2050 を搭載した計算機を含
む 2つの計算機で評価を行った．さらに，LAPACKの CPUへの実装（MKL）および GPGPUへの実装
（CULA，MAGMA）と比較を行った．我々の実装により得られる特異値，特異ベクトルの精度は他の実
装と同程度となった．また，Xeon X5680（3.3GHz，hexa-core）および Tesla C2050を搭載した計算機で
特異値分解を行ったとき，我々の実装はMKLの 3.9倍，CULAおよびMAGMAの 1.8倍高速となった．
さらに，実行時間の内訳について詳細な分析を行い，その結果に基づき我々の実装の高速化手法について
検討した．
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Abstract: We develop a GPGPU implementation for singular value decomposition of square matrices based
on Bischof’s algorithm in double precision arithmetic. The performance and the accuracy of the implementa-
tion with various parameter values (band width) is evaluated and compared to LAPACK implementations for
CPU (MKL) and for GPGPU (CULA and MAGMA). The accuracy of singular values and singular vectors
by our implementation is comparable with that of other implementations. Our implementation executing on
a GPGPU (Tesla C2050) is about 3.9 times faster than MKL executing on a CPU (Xeon X5680, 3.3GHz,
hexa-core). Also, our implementation is about 1.8 times faster than CULA and MAGMA executing on
the GPGPU. In addition, the breakdown of the execution time is analyzed in detail and some performance
improvement methods of our implementation based on the analysis are discussed.
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1. はじめに

任意の実正方行列 A ∈ R
N×N は，

A = UΣV �

と直交行列U，V ∈ R
N×N と対角行列Σ = diag(σ1, σ2, . . . ,

σN ) ∈ R
N×N の積に分解できる．ただし，σ1 ≥ σ2 ≥ · · · ≥

σN ≥ 0である．この分解は特異値分解と呼ばれる．この
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ときの，U，V の各列ベクトルをそれぞれ左特異ベクトル，

右特異ベクトルといい，σi（1 ≤ i ≤ N）を特異値という．

特異値分解は画像処理やデータマイニング，電子状態計算

などに応用され，その高速化が求められている．

特異値分解を高速に行う方法として，きわめて高い浮動小

数点演算能力を持つGeneral Purpose Graphics Processing

Unit（GPGPU）に，特異値分解アルゴリズムを実装すると

いうアプローチが考えられる．そのようなアプローチにつ

いての研究として，2009年の深谷らによる研究がある [1]．

深谷らの作成した特異値分解の GPGPU 向け実装では，

特異値分解のステップである二重対角化とその逆変換に，

Bischofらの提案したアルゴリズム [2], [3]が用いられてい

る．このアルゴリズムを用いた場合，特異値分解の演算の

大部分が level-3 BLASによって実行できる．深谷らは，特

異値分解の level-3 BLASの部分を GPGPU向けにチュー

ニングされたライブラリで実行することで，CPUを用いた

場合と比べてきわめて高速に特異値分解を行えることを示

した．しかしながら，深谷らの実装は，当時のGPGPUの

制約のため，GPGPUでの浮動小数点演算を単精度で行っ

ており，得られる特異値，特異ベクトルの精度は単精度相

当のものであった．一方，LAPACK [4]のGPGPU向けの

実装として CULA [5]，MAGMA [6]などがあり，特異値分

解を行うルーチンが提供されている．これらの実装では，

深谷らの研究と異なり，level-2 BLASと level-3 BLASの

両方を用いる Dongarraのアルゴリズム [7]が採用されて

いる．

本研究の目的は，Bischof の方法に基づく特異値分解

アルゴリズムを GPGPU向けに倍精度で実装し，最新の

GPGPU を搭載したマシンを含む 2 種類のマシンで実行

し，性能評価と詳細な性能分析を行うことである．特に，

次の 3点に着目して評価と分析を行う．1点目は，Bischof

のアルゴリズムの精度評価である．Bischofの方法に基づ

く特異値分解では，そのステップである二重対角化およ

び逆変換がそれぞれ 2段階に分けて行われる．そのため，

これらのステップを 1段階で行う Dongarraの方法と比べ

たとき，二重対角化の演算量は若干増加し，逆変換の演算

量は Dongarraの方法を用いる場合の 2倍になる．この計

算量の増大が精度に及ぼす影響について，GPGPU 上で

の Bischofの方法に基づく特異値分解の実装と CPU上で

の LAPACKの実装とを比較することで評価を行う．2点

目は，Bischofの方法が性能面で優位となるための条件を

明らかにすることである．Bischofの方法は，演算量の大

部分を level-3 BLASにより実行できるという利点を持つ

ものの，演算量は上記のとおり Dongarraのアルゴリズム

に比べて増大する．そのため，対象とするマシンのアーキ

テクチャにより，どちらの方法が性能面で有利かが分かれ

るはずである．本研究では，Dongarraのアルゴリズムに

基づく CULAおよびMAGMAとの比較により，GPGPU

上での両手法の優劣について，まず実験的に評価する．次

に，level-2 BLASと level-3 BLASの性能比に基づいて両

手法の優劣を予測する簡単な性能モデルを構築し，実験結

果によりその有効性を検証する．本モデルは，新しいアー

キテクチャの計算機において，どちらの手法が有利かを事

前に予測するために有用であると考えられる．3点目は，

GPGPU上での実行性能に関する詳細な分析を行い，改良

のための今後の研究方向を検討することである．Bischof

の方法は level-3 BLASを使うために性能上有利とされる

が，アルゴリズム中で使われている様々な level-3 BLASに

ついて，それぞれどの程度の性能が出ているのか，また，

level-3 BLAS以外に使われる時間はどの程度か，などの点

については，これまで十分な分析が行われてこなかった．

本研究では，各ステップ，あるいは各 BLAS単位での詳細

な性能分析を行い，これらの点を明らかにする．さらに，

その結果に基づき，さらなる性能向上のための方策を提案

する．なお，以下では，特に断らない限り浮動小数点演算

を倍精度で行うものとする．

本稿の構成は以下のとおりである．2章ではGPGPUを

数値計算に用いる利点と，プログラムの実装時の注意点に

ついて述べる．3章では特異値分解の数値計算アルゴリズ

ムについて述べる．4章では，特異値分解アルゴリズムの

GPGPUへの実装について説明する．5章では，4章で述

べた実装の精度，実行時間，性能について評価し，他の実

装との比較を行う．また，評価結果について考察を行う．

6章では，5章の評価結果，考察をもとに，Bischofの方法

に基づく特異値分解のGPGPU向け実装の高速化手法につ

いて議論する．7章で本稿のまとめを述べる．

2. GPGPUによる数値計算

General Purpose Graphics Processing Unit（GPGPU）

は，Graphics Processing Unit（GPU）を汎用の計算に用い

ることを可能とした装置である．近年開発されたGPGPU

はきわめて高い浮動小数点演算性能を持つ．たとえば，現

在最速のGPGPUの 1つであるNVIDIA社のTesla C2050

の浮動小数点演算性能は，倍精度では 515 GFLOPS，単精

度では 1.03 TFLOPSであり，現在主流のCPUと比べて非

常に高い．また，NVIDIA社の提供する CUDA [8]などの

開発環境を利用すれば，C言語などをベースとしたプログ

ラミング言語を用いて GPGPU向けのプログラム開発を

行うことができる．加えて，CUBLASやMAGMA BLAS

などの GPGPU向けにチューニングされた基本行列演算

ライブラリ（Basic Linear Algebra Subprograms; BLAS）

が提供されており，CPU向けの数値計算を行う場合と同

様に，簡単に高性能な行列計算を行うことができる環境が

整っている．

一方で，数値計算プログラムをGPGPUに実装する場合

には，いくつかの GPGPUの特性を考慮する必要がある．
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図 1 行列積 C = αAB + βC，行列ベクトル積 y = αAx + βy

（x, y ∈ R
N，A, B, C ∈ R

N×N）の性能

Fig. 1 Performance of matrix product C = αAB + βC and

matrix-vector product y = αAx + βy (x, y ∈ R
N ,

A, B, C ∈ R
N×N ).

第 1に，メインメモリとGPUボードのメモリ（GPUメモ

リ）間のデータ転送速度である．GPGPUは GPUメモリ

のデータにのみアクセスが可能であるため，GPGPUで計

算を行うには，あらかじめデータをメインメモリからGPU

メモリに転送する必要がある．しかしながら，メインメモ

リと GPUメモリ間のデータ転送性能はきわめて低くレイ

テンシも大きい．このため，頻繁なデータ転送や大量のデー

タ転送を行う場合，その転送時間がプログラムの性能を阻

害するおそれがある．第 2に，GPUメモリから GPGPU

の演算器へのデータ転送性能が，GPGPUがピーク演算性

能で動作するのに必要な性能を大きく下回っているという

という点である．この特性のため，level-3 BLAS に含ま

れる行列積などのデータ再利用性の高い演算ルーチンは

GPGPUで高い性能を示す一方，行列ベクトル積やランク

1更新などの level-2 BLASに含まれる演算ルーチンの性能

は低くなる．図 1 は，Tesla C2050で CUBLASにより，

行列積 C ← αAB + βC，行列ベクトル積 y ← αAx + βy

（x, y ∈ R
N，A, B, C ∈ R

N×N）を行ったときの性能であ

る．行列積ではピーク性能の 60%程度の 300 GFLOPSを

達成する一方，行列ベクトル積の性能は 20 GFLOPS程度

となっている．第 3に，NVIDIA社の GPGPUでは，演

算や GPU メモリへのデータアクセスが，一定数（16 や

32など）ごとにまとめて行われるという点である．この

ため，計算で扱う行列の次数がその定数の倍数であるか否

かにより，性能が大きく変化することがある．たとえば，

特異値分解で頻出する行列積 A← A + BC，A ∈ R
M×M，

B ∈ R
M×N，C ∈ R

N×M，M � N を CUBLASを用いて

GPGPUによって計算したときの性能は図 2 のようにな

る．N の増大によりデータ再利用性が増大し性能が向上

する傾向が見られる一方，N が 16の倍数でない場合には，

16の倍数である場合と比べて性能が低下する傾向があるこ

とが分かる．

図 2 行列積A = A+BC，A ∈ R
M×M，B ∈ R

M×N，C ∈ R
N×M

の性能（M = 2560）．128 ≤ N ≤ 256では，8刻みでプロッ

トしているしている

Fig. 2 Performance of matrix product A = A + BC, A ∈
R

M×M , B ∈ R
M×N , C ∈ R

N×M (M = 2560). The

performance in 128 ≤ N ≤ 256 are plotted by 8.

このように，GPGPUは高い性能を持つ一方で，性能に

関する様々な制約がある．したがって，GPGPU向けに高

性能な数値計算プログラムを開発するには，適切なアルゴ

リズムを選択し，GPGPUの特性を考慮して実装を行う必

要がある．

3. 特異値分解のアルゴリズム

一般的に，正方行列 Aの特異値分解は以下の 3段階の手

順で行われる．

( 1 ) 二重対角化 A = U1BV �
1

（U1，V1：直交行列，B：下二重対角行列）．

( 2 ) 二重対角行列の特異値分解 B = U2ΣV �
2

（U2，V2：各列に B の特異ベクトルが並ぶ直交行列）．

( 3 ) 特異ベクトルの逆変換 U = U1U2，V = V1V2．

二重対角化に用いた行列 U1，V1 は行列を陽に持つ必要は

なく，逆変換における行列の積 U = U1U2，V = V1V2 が

計算できればよい．

二重対角行列の特異値分解には，QR 法 [9]，分割統治

法 [10], [11]，I-SVDアルゴリズム [12]などが用いられる．

二重対角化のステップはDongarraのアルゴリズム，Bischof

らにより提案された 2 段階の二重対角化手法のいずれか

がよく用いられる．また，逆変換はこれらの 2つの二重対

角化アルゴリズムに対応するアルゴリズムが用いられる．

LAPACKではDongarraのアルゴリズムが用いられ，深谷

らによる実装では，Bischofの方法が用いられている．

Dongarraのアルゴリズムによる二重対角化は，古典的

なハウスホルダ変換による二重対角化をブロック化したも

のである．古典的なハウスホルダ変換による二重対角化で

は，以下の手順を i = 1, . . . , N − 1について順に繰り返す

ことで行列 Aを下帯行列化する．

( 1 ) 第 i行の第 i + 1列から第 N 列の要素を消去するハウ

スホルダ変換H
(R)
i = I− t

(R)
i y

(R)
i (y(R)

i )� ∈ R
N×N を
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生成する．

( 2 ) 変換を A に右から作用させ A ← A(H(R)
i )� =

A− t
(R)
i (Ay

(R)
i )(y(R)

i )� と Aを更新する．

( 3 ) 第 i 列の第 i + 2 行から第 N 行の要素を消去するハ

ウスホルダ変換 H
(L)
i = I − t

(L)
i y

(L)
i (y(L)

i )� ∈ R
N×N

を生成する．ただし，i = N − 1の場合には何も行わ

ない．

( 4 ) 変換を A に左から作用させ A ← H
(R)
i A = A −

t
(L)
i (y(L)

i )[(y(L)
i )�A] と A を更新する．ただし，i =

N − 1の場合には何も行わない．

演算量のほとんどを ( 2 )，( 4 )が占め，( 2 )，( 4 )あわせ

た演算量は 8/3N3 となる．これらの演算は半分が行列ベ

クトル積，残り半分がランク 1更新として行われる．この

ため，古典的なハウスホルダ変換による二重対角化の実装

では level-3 BLASを用いることができず，高い性能が得

られない．Dongarraのアルゴリズムでは，行列の更新の

部分で，後続する何個かのハウスホルダ変換の生成に必要

な行列の一部分のみを更新し，残りの部分は複数のハウス

ホルダ変換による更新をまとめて行う．Dongarraのアル

ゴリズムの演算量は，最高次のオーダのみに着目すると古

典的なハウスホルダ変換による二重対角化アルゴリズムと

同じ 8/3N3 であるが，演算量の半分を行列積として行う

ことができる．しかしながら，残りの半分は依然として行

列ベクトル積によって行う必要がある．

Bischofの方法では，以下のように二重対角化および逆

変換をさらに 2ステップに分けて実行する．

( 1 ) 二重対角化．

(1-1) Aの下帯行列化 A = U1,1CV �
1,1

（U1,1，V1,1：直交行列，C：下帯行列，(C)i,j = 0

（i > j + L, i < j））．

(1-2) 下帯行列Cの二重対角化（村田法）C = U1,2BV �
1,2

（U1,2，V1,2：直交行列）．

( 2 ) 二重対角行列の特異値分解．

( 3 ) 特異ベクトルの逆変換．

(2-1) 村田法の逆変換 U ′ = U1,2U2，V ′ = V1,2V2．

(2-2) 下帯行列化の逆変換 U = U1,1U
′，V = V1,1V

′．

ただし，Lは下帯行列 C の帯幅で，1 ≤ L ≤ N − 1を満た

す任意整数を用いることができ，実装の際のパラメータと

なる．

下帯行列化は，以下の手順の繰返しにより，図 3 に示さ

れる順にブロック行，ブロック列ごとに消去することで行

われる．

( 1 ) 第 i ブロック行の第 i + 1 ブロック列から第 N/L

ブロック列を消去するブロックハウスホルダ変換

Q
(R)
i = I − Y

(R)
i T

(R)
i (Y (R)

i )� ∈ R
N×N を生成する．

( 2 ) 変換を A に右から作用させ A ← A(Q(R)
i )� = A −

AY
(R)
i T

(R)
i (Y (R)

i )� と Aを更新する．

( 3 ) 第 i ブロック列の第 i + 2 ブロック行から第 N/L

図 3 密行列 A から下帯行列 C への変換

Fig. 3 Transformation to lower band matrix C from dense

matrix A.

図 4 ブロックハウスホルダ変換 Q

Fig. 4 Block Householder transformation Q.

ブロック行を消去するブロックハウスホルダ変換

Q
(L)
i = I−Y

(L)
i T

(L)
i (Y (L)

i )� ∈ R
N×N を生成する．た

だし，i = N/L− 1の場合には何も行わない．

( 4 ) 変換を A に左から作用させ A ← Q
(L)
i A = A −

Y
(L)
i T

(L)
i (Y (L)

i )�A と A を更新する．ただし，i =

N/L− 1の場合には何も行わない．

ただし，Q
(R)
i ，Q

(L)
i は図 4 に示される形の変換であり．

T
(R)
i ，T

(L)
i は L×L三角行列，Y

(R)
i ，Y

(L)
i はN ×L行列

となる．ブロックハウスホルダ変換で用いられる行列の組

(Y (L/R)
i , T

(L/R)
i )をブロックリフレクタと呼ぶ．Bischofの

方法の二重対角化は，演算量のほとんどを ( 2 )，( 4 )が占

め，合わせて 8/3N3となり，演算のほとんどを行列積とし

て行うことができる．

下帯行列 C の二重対角化は村田法 [13] により行うこ

とができる．村田法では，ハウスホルダ変換を繰り返

し適用することにより，図 5 に示される手順で二重

対角化を行う．このときのハウスホルダ変換 H
(L/R)
i,j =

I − t
(L/R)
i,j y

(L/R)
i,j (y(L/R)

i,j )� のリフレクタ y
(L/R)
i,j は図 5 に

示されるように，ベクトル中の連続する L要素のみが非

ゼロ要素となる．村田法の演算量は 8N2Lとなり，ほとん

どの演算がサイズの小さな行列ベクトル積，ランク 1更新

として行われる．また，第 i列消去のH
(R)
i,j 以降の更新と，

第 i + 1列消去のH
(R)
i,j−2 以前の更新は，更新される範囲が

重複しない．このため，第 i列消去の更新が十分に進めば，

第 i + 1列消去の更新を開始することができる．さらに，

第 i + 2列以降も同様で，先行する列の消去がある程度進

めば，消去を開始することができる．この原理を用いて，

複数列の消去を，パイプライン並列実行することが可能で

ある．

村田法の逆変換は，村田法で用いたハウスホルダ変

換を順に U2，V2 に作用させることで行うことができ

る．しかしながら，単独のハウスホルダ変換 H
(L/R)
i,j =

I − t
(L/R)
i,j y

(L/R)
i,j (y(L/R)

i,j )� を作用させた場合，演算は行列

ベクトル積とランク 1更新によって行われ，実装を行うと

きに level-3 BLASを用いることができない．そこで，村
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図 5 村田法による下帯行列 C から二重対角行列 B への変換

Fig. 5 Bidiagonalization of lower band matrix C by Murata’s method.

図 6 村田法の逆変換で用いられる合成された変換

Fig. 6 Combined matrix for inverse transformation of Murata’s

method.

田法のハウスホルダ変換を L個合成 [14]して図 6 に示さ

れる形の行列を作成し，合成された行列 I − Y TY �を U2，

V2に作用させるブロックアルゴリズムが用いられる．この

アルゴリズムを用いるとき，演算量 4N3 のほとんどを行

列積として実行することが可能である．

下帯行列化の逆変換では，生成したブロックハウス

ホルダ変換 Q
(R)
i （i = 1, 2, . . . , N/L − 1），Q

(L)
i （i =

1, 2, . . . , N/L− 2）を，U = Q
(L)
N/L−2 · · ·Q(L)

2 Q
(L)
1 U ′，V =

Q
(R)
N/L−1 · · ·Q(R)

2 Q
(R)
1 V ′ と順に U ′，V ′ に作用させること

で行われる．演算量は 4N3 となり，ほとんどを行列積と

して実行することが可能である．

Bischof の方法を用いたときの二重対角化の演算量は，

Dongarraのアルゴリズムを用いた場合と比べて 8N2Lだ

け多い．また，Bischofの方法を用いたときの逆変換の演

算量は 8N3 であり，Dongarraのアルゴリズムを用いたと

きの逆変換の演算量の 2倍となる．しかしながら，L� N

であれば 8N2Lは全体の演算量と比べて非常に少ない．ま

た，Bischofの方法では，下帯行列化および 2段階の逆変

換のほとんどの演算を行列積として行うことができる．本

研究では，実装時に演算の大部分を level-3 BLASで実行

することができる Bischofの方法に基づく特異値分解アル

ゴリズムを採用し，GPGPU向けの実装を作成する．

4. GPGPUへの実装

Bischofの方法による特異値分解アルゴリズムのGPGPU

への実装について述べる．我々の開発する実装は，二重対

角化および逆変換をGPGPUを用いて行い，二重対角行列

の特異値分解については外部ライブラリを用いて CPUで

行う．以下では，二重対角化および逆変換のGPGPUへの

実装方法について説明する．

4.1 下帯行列化

あらかじめ，Aを GPUメモリに転送しておき，以下の

手順を繰り返すことで下二重対角化を行う．

( 1 ) ブロックリフレクタの作成に必要なAの一部分をメイ

ンメモリに転送する．

( 2 ) CPUでブロックリフレクタを生成する．

( 3 ) ブロックリフレクタを GPUメモリに転送する．

( 4 ) GPGPUで level-3 BLASを使用してAの更新を行う．

演算量のほとんどは ( 4 )で level-3 BLASによって実行

される．しかしながら，( 1 )から ( 4 )の手順には逐次性が

あるためオーバラッピングして実行することができない．

このため，( 1 )から ( 3 )の実行時間が下帯行列化全体の性

能に影響を及ぼす可能性がある．

4.2 村田法

下帯行列を疎構造を利用して GPU メモリに格納し，

GPGPUのみを使用して二重対角化を行う．演算のほとん

どは行列ベクトル積，ランク 1 更新として行うことがで

きるが，疎構造を利用してデータを格納するため，BLAS

ルーチンは使用できない．そのため，GPGPU向けの自作

ルーチンを実装する．また，その際，演算の並列性を利用

しパイプライン並列化を行う．

4.3 村田法の逆変換

3 章で述べたアルゴリズムをGPGPU向けに素朴に実装

すると，以下のような手順になる．

( 1 ) 合成する L個のハウスホルダ変換のスカラファクタ

t
(L/R)
i,j およびリフレクタ y

(L/R)
i,j を，GPUメモリから

メインメモリに転送する．

( 2 ) CPUでハウスホルダ変換の合成Q = I − Y TY �を生

成する．
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表 1 MKL，CULA，MAGMA で使用される演算ルーチン

Table 1 Subroutines used in MKL, CULA and MAGMA.

二重対角行列の

実装名 二重対角化 特異値分解 逆変換

MKL DGEBRD DBDSLV DORMBR

CULA CULA DGEBRD DBDSLV MKL の DORMBR

MAGMA MAGMAF DGEBRD DBDSLV MKL の DORMBR

( 3 ) Y，T を GPUメモリに転送する．

( 4 ) GPUで合成された行列を U ′，V ′ に作用させる．

しかしながら，( 4 )を level-3 BLASの三角行列積ルーチ

ンを用いて行うと，演算の途中で行列データのコピーが必

要となる．これはQ = I − Y TT�を U ′，V ′に作用させる

には C ← AB + C の形のルーチンが必要となるが，BLAS

の三角行列積には B ← AB の形のルーチンしか用意され

ていないためである．このため，上記の実装を用いる場合

には高い性能が得られない可能性がある．そこで，これを

改良した以下の手順が考えられる．

( 1 ) 合成する L個のハウスホルダ変換のスカラファクタお

よびリフレクタを，GPUメモリからメインメモリに

転送する．

( 2 ) CPUでハウスホルダ変換の合成Q = I − Y TY �を生

成する．

( 3 ) CPUでW ← Y TY � を陽に計算する．

( 4 ) W を GPUメモリに転送する．

( 5 ) GPGPUの行列積ルーチンにより，I −W を U ′，V ′

に作用させる．

この方法では，W が Y，T の持っていた疎構造を失う

ため，演算量がもとの方法の 2倍となるという問題がある

が，W の GPGPUへの転送以外では行列データのコピー

が不要となる．また，( 1 )から ( 5 )の手順は繰り返し行わ

れるが，( 5 )と，次の反復における ( 1 )から ( 4 )の手順は

オーバラッピングして行うことができ，CPUにおける計

算時間は全体の実行時間には影響を与えない．

我々は，予備評価でより高速であった後者の実装を用

いる．

4.4 下帯行列化の逆変換

下帯行列化で GPUメモリに転送されたブロックハウス

ホルダ変換を，GPGPUで level-3 BLASを使用して順に

U ′，V ′ に作用させることにより逆変換を行う．この際，

CPUでは計算を行わない．

5. 性能評価

本章では，以下の 5つの特異値分解の実装の精度および

性能について評価を行う．

• LAPACK の CPU 向け実装 Intel Math Kernel Li-

brary [15]．以下，MKLと呼ぶ．

• Bischofの方法のCPU向け実装．以下，Bischof（CPU）

と呼ぶ．

• 前章で述べた，Bischofの方法の GPU向け実装．以

下，Bischof（GPU）と呼ぶ．

• LAPACK の GPGPU 向け実装 CULA．以下 CULA

と呼ぶ．

• LAPACK の GPGPU 向け実装 MAGMA．以下

MAGMAと呼ぶ．

ただし，いずれの実装でも，二重対角行列の特異値分解

には，京都大学中村研究室提供の I-SVDライブラリ [16]の

高速な特異値分解ルーチン（DBDSLV）を使用する．また，

二重対角化および逆変換は，MKL，CULA，MAGMAで

は表 1 に示すルーチンを使用し，Bischof（CPU），Bischof

（GPU）では自作のルーチンを使用した．Bischof（CPU）

および Bischof（GPU）の帯幅 Lは，24から 128の特異

値分解対象の行列の次数の約数となるすべての値について

評価を行う．CULAおよびMAGMAでは逆変換にMKL

のルーチンが使用されているが，これは，CULA および

MAGMAにMKLの DORMBRに相当する逆変換ルーチ

ンが実装されていないためである．CULAには二重対角

化の際に用いたハウスホルダ変換から U1 を計算するルー

チン（CULA DORGBR）が実装されているため，二重対

角化ルーチンの計算終了直後に U1 を計算し，CULA の

QR法ルーチン（CULA DBDSQR）内部で U = U1U2 を

計算することが可能である．しかしながら，DBDSLVに

はそのような機能が備わっていない．また，予備実験か

らCULA DBDSQRとCULA DORGBRを用いる方法は，

表 1 に示した方法より実行時間が長くなることが分かって

いる．そこで，本性能評価では CULA，MAGMAについ

て実行時間が最短となる表 1 に示した方法を用いる．本性

能評価では，これらの実装を表 2，表 3 に示される計算機

で，精度，実行時間およびその内訳，性能（FLOPS値）に

ついて調査した．テスト行列は各要素が [−0.5, 0.5]の一様

乱数である 2560× 2560，5120× 5120および 7680× 7680

行列を用いた．

5.1 精度評価

テスト行列として 7680×7680行列を使用したときの，U，

V の直交性 ‖I−UU�‖F，‖I−V V �‖F，残差 ‖I−UΣV �‖F，
特異値の誤差maxi ‖σi − σDC

i ‖の 4つの項目の評価結果を
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表 2 Tesla C1060 マシンの計算機環境

Table 2 Computational environment of Tesla C1060 machine.

CPU Intel Xeon E5502

（2 コア，1.86GHz，計 15 GFLOPS）

メインメモリ容量 6 GB

コンパイラ（CPU） Intel C++/Fortran Compiler 12.0

update 2

コンパイルオプション（CPU） -openmp -O3

BLAS（CPU） Intel Math Kernel Library 10.3 update 8

GPU Tesla C1060（78 GFLOPS）

GPU メモリ容量 4 GB

CUDA バージョン 3.2

BLAS（GPGPU） CUBLAS 3.2

コンパイルオプション（nvcc） -O3 -arch=sm 13

-Xcompiler -fno-strict-aliasing

比較ライブラリ CULA R11a, MAGMA 1.0

OS CentOS 5.5

表 3 Tesla C2050 マシンの計算機環境

Table 3 Computational environment of Tesla C2050 machine.

CPU Intel Xeon E5680

（6 コア，3.33GHz，計 80 GFLOPS）

メインメモリ容量 12 GB

コンパイラ（CPU） Intel C++/Fortran Compiler 12.0

update 1

コンパイルオプション（CPU） -openmp -O3

BLAS（CPU） Intel Math Kernel Library 10.3 update 1

GPU Tesla C2050（515 GFLOPS）

GPU メモリ容量 3 GB

CUDA バージョン 4.0

BLAS（GPGPU） CUBLAS 4.0

コンパイルオプション（nvcc） -O3 -arch=sm 20

-Xcompiler -fno-strict-aliasing

比較ライブラリ CULA R13, MAGMA 1.1

OS CentOS 5.5

図 7，図 8 に示す．ただし，誤差の評価に用いた σDC
i は，

実装 MKL の DBDSLVを分割統治法ルーチン DBDSDC

に置き換えて得られる特異値である．いずれの評価項目で

も，最大値は最小値の 2倍以下となっている．また，帯幅L

を変化させた場合にも同様の結果となった．2560× 2560，

5120 × 5120のテスト行列を使用した場合でも，同様の結

果が得られた．これらの結果から，我々のGPGPU向けの

倍精度の実装 Bischof（GPU）は，Intelによる LAPACK

の実装や，CULA，MAGMAなどの他の GPGPU向け実

装と同程度の精度が得られることが確認された．

5.2 実行時間および性能

5.2.1 評価結果

2560×2560行列を使用したときの実行時間を図 9，図 10

に，5120× 5120行列を使用したときの実行時間を図 11，

図 12 に，7680 × 7680行列を使用したときの実行時間を

図 7 Tesla C1060 マシンでの精度評価結果（7680× 7680 行列）

Fig. 7 Accuracy evaluation result of Tesla C1060 machine

(7680-by-7680 matrix).
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図 8 Tesla C2050 マシンでの精度評価結果（7680× 7680 行列）

Fig. 8 Accuracy evaluation result of Tesla C2050 machine

(7680-by-7680 matrix).

図 9 Tesla C1060 マシンでの実行時間（2560× 2560 行列）

Fig. 9 Execution time on Tesla C1060 machine (2560-by-2560

matrix).

図 10 Tesla C2050 マシンでの実行時間（2560× 2560 行列）

Fig. 10 Execution time on Tesla C2050 machine (2560-by-2560

matrix).

図 13，図 14 に示す．ただし，MKL，Bischof（CPU）で

は，CPUの全コアを使用している．また，Bischof（CPU）

については，実行時間が最短となった帯幅 Lでの結果の

図 11 Tesla C1060 マシンでの実行時間（5120× 5120 行列）

Fig. 11 Execution time on Tesla C1060 machine (5120-by-5120

matrix).

図 12 Tesla C2050 マシンでの実行時間（5120× 5120 行列）

Fig. 12 Execution time on Tesla C2050 machine (5120-by-5120

matrix).

図 13 Tesla C1060 マシンでの実行時間（7680× 7680 行列）

Fig. 13 Execution time on Tesla C1060 machine (7680-by-7680

matrix).

みを掲載している．また，7680 × 7680行列を使用したと

きの下帯行列化の実行時間の内訳を図 15，図 16 に示

す．特異値分解全体の実行時間は，Tesla C2050マシンで

c© 2012 Information Processing Society of Japan 170



情報処理学会論文誌 コンピューティングシステム Vol.5 No.5 163–176 (Oct. 2012)

図 14 Tesla C2050 マシンでの実行時間（7680× 7680 行列）

Fig. 14 Execution time on Tesla C2050 machine (7680-by-7680

matrix).

図 15 Tesla C1060 マシンでの下帯行列化の実行時間の内訳

（7680× 7680 行列）

Fig. 15 Execution time breakdown of the matrix reduction to

band on Tesla C1060 machine (7680-by-7680 matrix).

図 16 Tesla C2050 マシンでの下帯行列化の実行時間の内訳

（7680× 7680 行列）

Fig. 16 Execution time breakdown of the matrix reduction to

band on Tesla C2050 machine (7680-by-7680 matrix).

2560 × 2560行列を使用した場合を除き，Bischof（GPU）

が Lの値によらず最速となっている．また，Tesla C2050

マシンで 2560× 2560行列を使用した場合でも，最適な帯

幅 Lを使用した場合は Bischof（GPU）が最速である．次

数が最大である 7680× 7680行列の場合，最適な帯幅 Lを

図 17 Tesla C1060 マシンでの実行性能（7680× 7680 行列）

Fig. 17 Performance on Tesla C1060 machine (7680-by-7680

matrix).

使用した場合は Bischof（GPU）は，Tesla C1060マシン

では，MKL，CULA，MAGMAに対してそれぞれ 2.5倍，

1.6倍，1.8倍高速である．また，Tesla C2050マシンの場

合では，MKLの 3.9倍，CULAおよびMAGMAの 1.8倍

高速であり，さらに高速化率が高くなっている．Bischof

（GPU）は他の実装に比べ，実行時間中に逆変換の占める

割合が高いが，特異値のみが必要である場合には逆変換が

不要であり，高速化率はさらに高くなる．これらの結果か

ら，Bischofの方法の GPGPU向け実装は，LAPACKの

CPU向け実装や GPGPU向け実装と比べて高速であるこ

とが確認できる．

実行時間の内訳について見てみると，7680 × 7680行列

の場合，実行時間はいずれの計算機環境でも村田法の逆変

換が最長となっている．また，Tesla C2050マシンでは，

最適な帯幅 L = 96では村田法の実行時間の割合が 19%と

村田法の逆変換に続いて多く，実行時間が L = 96の場合

に次いで短い L = 128の場合には村田法の占める割合はさ

らに増大する．次数が小さい行列では村田法の実行時間の

占める割合はさらに大きい．下帯行列化の実行時間の内訳

を見ると，帯幅 Lが大きいときにブロックリフレクタの生

成の実行時間が長く，Tesla C1060マシンでは最大 21%，

Tesla C2050マシンでは最大 33%を占めていることが分か

る．紙面の都合上グラフを載せていないが，2560 × 2560

行列，5120 × 5120行列の場合のブロックリフレクタの生

成の実行時間の割合は，7680 × 7680行列の場合よりもさ

らに大きくなっている．

次に，Bischof（GPU）の性能について述べる．7680×7680

行列を使用したときの性能を図 17，図 18に示す．ただし，

性能は (本来必要な計算量)/(実行時間)によって求めてい

る．また，図中のCUBLASの最大性能とは，行列の次数が

十分大きい正方行列積C ← AB+C，A, B, C ∈ R
4096×4096

を計算したときの性能を示している．Tesla C1060マシン

使用時には，最適帯幅 L = 64で，下帯行列化がピーク性
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図 18 Tesla C2050 マシンでの実行性能（7680× 7680 行列）

Fig. 18 Performance on Tesla C2050 machine (7680-by-7680

matrix).

能の 69%，村田法の逆変換が 43%，下帯行列化の逆変換

が 75%と，下帯行列化とその逆変換は高い性能を示してい

る．Tesla C2050マシン使用時には，最適帯幅 L = 96で，

下帯行列化がピーク性能の 30%，村田法の逆変換が 16%，

下帯行列化の逆変換が 38%となっている．いずれのマシン

でも村田法の逆変換のピーク性能比が低くなっているが，

4.3 節に述べた理由で，本来必要な量の 2倍の計算を行っ

ていることに注意しなければならない．一方，村田法はほ

とんどの演算が level-2 BLASによって行われるため，Lの

増大に従って若干の性能向上が見られるものの，いずれの

計算機環境でも他の演算と比べて実行性能はきわめて低く

なっている．

5.2.2 考察

本項では，前項での評価結果について考察を行う．

Bischofの方法の実装の性能 Tesla C2050マシン使用時

のピーク性能比は Tesla C1060マシンを使用時に比べて

低い値となっている．これは，図 1 に示されるように，

Tesla C2050マシンでは CUBLASの性能がピーク性能

の 60%程度であることが原因の 1つであると考えられ

る．したがって，CUBLASの性能が改善された際には

性能が向上すると予想される．

次に，下帯行列化および下帯行列化の逆変換の 2つのス

テップの性能について考える．下帯行列化，下帯行列化の

逆変換の性能は，図 17，図 18に示されるようにCUBLAS

のピーク性能と比べても低い値となっている．これらのス

テップでは，演算の半分ずつがC ← AB+C，A ∈ R
K×K，

B ∈ R
K×L，C ∈ R

K×L 型の行列積（ブロック行列ベク

トル積）と，C ← AB + C，A ∈ R
K×L，B ∈ R

L×K，

C ∈ R
K×K 型の行列積（ランクL更新）として行われる．

ただしKは，下帯行列化ではN −L, N −2L, . . . , Lと減

少していき，下帯行列化の逆変換では L, 2L, . . . , N と増

大していく．このような形の行列積を CUBLASによっ

て実行したときの性能は Tesla C1060マシンでは図 19，

図 19 Tesla C1060 マシンでの C ← AB + C，A ∈ R
K×K，

B ∈ R
K×L，C ∈ R

K×L 型行列積の性能

Fig. 19 Performance of matrix multiplication C ← AB+C,

A ∈ R
K×K , B ∈ R

K×L, C ∈ R
K×L on Tesla C1060

machine.

図 20 Tesla C1060 マシンでの C ← AB + C，A ∈ R
K×L，

B ∈ R
L×K，C ∈ R

K×K 型行列積の性能

Fig. 20 Performance of matrix multiplication C ← AB+C,

A ∈ R
K×K , B ∈ R

L×K , C ∈ R
K×K on Tesla

C1060 machine.

図 20，Tesla C2050マシンでは図 21，図 22 に示され

るものになる．K の値が小さいとき，行列積の性能が

CUBLASの最大性能と比べて低くなっている．特に，L

が小さい場合にはその傾向が顕著である．Tesla C2050

マシンでは，村田法の実行時間（図 14）およびブロック

リフレクタの実行時間（図 16）の関係から，L = 96が最

適となっているが，このとき，K が 5000以下の領域で

は，特にランク L更新の実行性能が低い（図 22）．これ

が，下帯行列化，下帯行列化の逆変換の性能がCUBLAS

の最大性能と比べて低い原因の 1つと考えられる．

Bischofの方法が Dongarraのアルゴリズムと比べて高

速になる条件 MAGMAおよびCULAにGPGPU向け逆

変換ルーチンが実装された場合に，これらのDongarraの

アルゴリズムに基づく実装と Bischofの方法の実装のど

ちらが高速であるかについて考える．Tesla C2050マシ

ンでは，いずれのサイズの行列でも，CULA，MAGMA
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図 21 Tesla C2050 マシンでの C ← AB + C，A ∈ R
K×K，

B ∈ R
K×L，C ∈ R

K×L 型行列積の性能

Fig. 21 Performance of matrix multiplication C ← AB+C,

A ∈ R
K×K , B ∈ R

K×L, C ∈ R
K×L on Tesla C2050

machine.

図 22 Tesla C2050 マシンでの C ← AB + C，A ∈ R
K×L，

B ∈ R
L×K，C ∈ R

K×K 型行列積の性能

Fig. 22 Performance of matrix multiplication C ← AB+C,

A ∈ R
K×K , B ∈ R

L×K , C ∈ R
K×K on Tesla

C2050 machine.

の二重対角化と二重対角行列の特異値分解の実行時間の

合計が最適帯幅の Bischof（GPU）の実行時間を超えて

いる．このため，Tesla C2050マシンを使用する場合，将

来的に CULA，MAGMAに GPGPU向け逆変換ルーチ

ンが実装されて逆変換が高速化されたとしても，Bischof

の方法のGPGPUへの実装が速度面で優位であるといえ

る．しかしながら，Tesla C1060では CULA，MAGMA

が Bischof（GPU）より高速になる可能性が残る．また，

実験で用いた計算機環境以外では，いずれの実装が高速

であるかは明らかではない．そこで，非常にシンプルな

実行時間モデルを立てて，CUBLASの実行性能から 2

つの実装の実行時間の優劣を予測する．

Bischofの方法は，下帯行列化，村田法，二重対角行列の

特異値分解，村田法の逆変換，下帯行列化の逆変換の 5

ステップで構成され，Dongarraのアルゴリズムは，二重

対角化，二重対角行列の特異値分解，逆変換の 3ステッ

プで構成される．このうち，二重対角行列の特異値分解

は，いずれの実装を用いた場合でも実行時間は同じであ

り，除外して考えても実行時間の優劣を予測するうえで

影響はない．さらに，単純化のために Bischofの方法か

ら演算量が小さく実行時間の予測が難しい村田法を除

外し，下帯行列化，村田法の逆変換，下帯行列化の逆変

換の推定実行時間 Tband，Tmurata，Tbband の合計により

Bischofの方法の実行時間を予測する．Dongarraのアル

ゴリズムについては，二重対角化，逆変換の推定実行時

間 Tbi，Tbbi の合計により実行時間を予測する．

下帯行列化，村田法の逆変換，下帯行列化の逆変換，二重

対角化および二重対角化の逆変換の各ステップに現れる

演算は表 4 に示される 4種類に分けられ，各ステップで

表 5，表 6 示される演算量が必要となる．したがって，

表 4 に示した BLASの性能が一定であると考え，その

値を PGEMM1，PGEMM2，PGEMM3，PGEMV とおくと，

Tband =
4/3N3

PGEMM1
+

4/3N3

PGEMM2
,

Tmurata =
4N3

PGEMM3
,

Tbband =
2N3

PGEMM1
+

2N3

PGEMM2
,

Tbi =
4/3N3

PGEMV
+

4/3N3

PGEMM2
,

Tbbi =
2N3

PGEMM1
+

2N3

PGEMM2

と実行時間を推定できる．したがって不等式(
4/3N3

PGEMM1
+

4/3N3

PGEMM2

)

+
4N3

PGEMM3
+

(
2N3

PGEMM1
+

2N3

PGEMM2

)

<

(
4/3N3

PGEMV
+

4/3N3

PGEMM2

)
+

(
2N3

PGEMM1
+

2N3

PGEMM2

)

が成り立つ場合には，Bischofの方法の実装が高速であ

ると考えられる．この不等式を整理し，PGEMV に関す

る式に変形すると

PGEMV <
PGEMM1PGEMM3

3PGEMM1 + PGEMM3
(1)

となる．したがって，PGEMM1，PGEMM3，PGEMV の値

が決められれば，2つの実装の実行時間の優劣が予測で

きる．ただし，このモデルでは演算の種類ごとに 1つの

固定値を実行性能として使用していることや，村田法の

実行時間を無視しているために予測の精度が低くなるお

それがあることに注意しなければならない．

性能評価で使用した Tesla C1060マシン，Tesla C2050

マシンで，7680 × 7680行列の特異値分解を L = 64の

Bischofの方法の実装と Dongarraのアルゴリズムの実

装で行う場合を考える．PGEMM1，PGEMM3，PGEMV の

値として K = N/2 = 3840 での CUBLAS の測定結果
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表 4 Bischof の方法および Dongarra のアルゴリズムで使用される BLAS

Table 4 BLAS used in he Bischof’s algorithm and Dongarra’s one.

名称 記号 演算

ブロック行列ベクトル積 GEMM1 C ← AB + C，

A ∈ R
K×K，B ∈ R

K×L，C ∈ R
K×L

ランク L 更新 GEMM2 C ← AB + C，

A ∈ R
K×L，B ∈ R

L×K，C ∈ R
K×K

横長行列積 GEMM3 C ← AB + C，

A ∈ R
K×K，B ∈ R

K×L，C ∈ R
K×L

行列ベクトル積 GEMV c← Ab + c，

A ∈ R
K×K，b, c ∈ R

K

表 5 Bischof の方法における演算パターンと演算量

Table 5 Computational pattern and number of floating point

operations in Bischof’s algorithm.

ステップ 演算パターン 演算量

下帯行列化
GEMM1 4/3N3

GEMM2 4/3N3

村田法の逆変換 GEMM3 4N3

下帯行列化の逆変換
GEMM1 2N3

GEMM2 2N3

表 6 Dongarra のアルゴリズムにおける演算パターンと演算量

Table 6 Computational pattern and number of floating point

operations in Dongarra’s algorithm.

ステップ 演算パターン 演算量

二重対角化
GEMV 4/3N3

GEMM2 4/3N3

二重対角化の逆変換
GEMM1 2N3

GEMM2 2N3

を用いる．ただし，PGEMM3 の値は村田法の逆変換の実

行時間 Tmurata の推定のみに使用され，村田法の逆変換

で本来必要な量の 2倍の計算が行われため，CUBLAS

の測定値の半分の値を PGEMM3 として用いる．このと

き，Tesla C1060マシンではPGEMM1 = 75.0 [GFLOPS]，

PGEMM3 = 35.3 [GFLOPS]，PGEMV = 20.7 [GFLOPS]

であり，式 (1)の右辺の値は 10.2GFLOPSとなる．し

たがって，(左辺) > (右辺) であるから Dongarra のア

ルゴリズムの実装が高速であると予測される．一方，

Tesla C2050 マシンでは PGEMM1 = 245.8 [GFLOPS]，

PGEMM3 = 82.7 [GFLOPS]，PGEMV = 20.3 [GFLOPS]

であり，式 (1)の右辺の値は 24.8GFLOPSとなる．し

たがって，(左辺) < (右辺)であるから Bischofの方法の

実装が高速であると予想できる．これは，実際の結果と

矛盾しない．式 (1)の条件は，新しい計算機環境におい

て Bischofの方法と Dongarraのアルゴリズムのどちら

が優位かを見積もるための指針として，有用であると考

えられる．

帯幅の実行性能への影響 帯幅の実行時間への影響につい

て議論する．実行時間が最短となる帯幅 Lについて見て

みると，Tesla C2050マシンで 7680 × 7680行列を使用

した場合には L = 96，それ以外では L = 64であった．

また，行列のサイズ，実験機によらず，64 ≤ L ≤ 96の範

囲にある場合の実行時間は，最適帯幅での実行時間 1.15

倍以下と短くなっている．Lの増大による下帯行列化，

村田法の逆変換，下帯行列化の逆変換の性能向上と，村

田法の演算量の増大による実行時間の増大はトレードオ

フの関係にあり，その結果として 64 ≤ L ≤ 96の範囲

の帯幅での実行時間が短くなったと考えられる．また，

Tesla C2050マシンで 7680× 7680行列を使用した場合，

L = 60, 120で実行時間が長くなっているが，これは，性

能についての議論で述べたように，Lが 16の倍数でな

い場合の性能低下の影響であると考えられる．

6. 高速化手法についての検討

本章では，前章の評価結果を基に，Bischof の方法の

GPGPU向け実装の高速化手法について検討する．

6.1 ブロックリフクレクタ作成部の並列化

現在は下帯行列化のための方法として，シングルスレッ

ドで実行されているブロックリフレクタ生成のための QR

分解をマルチスレッドで実行することが考えられる．マル

チスレッド向けの QR分解アルゴリズムとしては，TSQR

アルゴリズム [17]が有効とされている．TSQRアルゴリ

ズムには生成されたブロックハウスホルダ変換を作用させ

る際の行列積のサイズが小さくなるという問題があるが，

TSQRアルゴリズムで生成される複数のブロックリフレク

タを合成し，従来と同サイズの 1つのブロックリフレクタ

を生成する手法 [18]が提案されている．この方法を用いる

場合，ブロックリフレクタ合成のための新たな計算が必要

となるが，ブロックハウスホルダ変換を作用させる際の行

列積のサイズはそのままに，マルチスレッド化による QR

分解の高速化が期待できる．しかしながら，この方法によ

り作成されるブロックハウスホルダ変換の精度について

は，まだ解析が行われれいないため，この点について先に

検討を行う必要がある．
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6.2 下帯行列化に現れるランク L更新の多段化

次に，下帯行列化に現れるランク L更新の多段化があげ

られる．下帯行列化では，K のサイズが Lから N の範囲

で変動するK×K行列のランク L更新が現れるが，図 20，

図 22 より，小さな Lでは実行性能が低くなっている．実

行性能を向上する方法として帯幅 Lを大きくとることが考

えられるが，その場合，村田法の計算量が増大するという

問題がある．この問題に対する解決策として，Wuのアル

ゴリズム [19], [20]と呼ばれる Dongarraのアルゴリズムと

Bischofの方法を組み合わせたものが提案されている．こ

のアルゴリズムでは，下帯行列 C の帯幅を Lとしたまま

で，下帯行列化に現れるランク L更新が i個まとめてラン

ク iL更新として実行されるため，村田法の実行時間を増

大させずに下帯行列化を高速化することが期待できる．

6.3 下帯行列化の逆変換のブロック化

3番目に，下帯行列化の逆変換のブロック化があげられ

る．下帯行列化の逆変換で U = Q
(L)
N/L−2 · · ·Q(L)

2 Q
(L)
1 U ′，

V = Q
(R)
N/L−1 · · ·Q(R)

2 Q
(R)
1 V ′ を計算するときに，ブロッ

クハウスホルダ変換を 1 つずつ作用させるのではなく

i 個まとめて作用させることを考える．i 個のブロック

ハウスホルダ変換の積 Q′ = Q
(L)
j+i−1Q

(L)
j+i−2 · · ·Q(L)

j は，

Q′ = I − Y ′T ′(Y ′)� の形で表すことができる．ただし，

Y ′ = [T (L)
j+i−1T

(L)
j+i−2 · · ·T (L)

j ] ∈ R
N×iLであり，T ′は iL×iL

の下三角行列である．このような合成を行ってから特異ベ

クトルの逆変換を行う場合，T ′を求める余分な計算が必要

になるが，下帯行列化の逆変換に現れる行列積の次数が大

きくなり，性能向上が期待できる．

6.4 逆変換におけるCPUとGPGPUの並列実行

4番目に，特異値分解の逆変換ステップのCPUとGPGPU

での並列実行があげられる．本研究で用いた実装では演算

のほとんどを GPGPUのみで行っており，CPUの演算能

力が無駄になっている．実行時間の半分以上を占める 2段

階の逆変換は，逆変換する複数の特異ベクトルを各 CPU

とGPGPUに分配することでそれぞれ独立に逆変換を実行

することが可能であるため，並列実行による高速化は比較

的容易であると考えられる．村田法の逆変換は全実行時間

に占める割合が大きいため，並列実行による高速化ができ

れば，全実行時間に対する短縮の効果は大きい．

6.5 村田法の逆変換のための高速な三角行列積ルーチン

の実装

最後に，C ← AB + C 型の高速な三角行列積ルーチ

ンの作成による村田法の逆変換の高速化が考えられる．

C ← AB + C 型の三角行列積ルーチンが利用可能になれ

ば，現在の実装で長方行列用の行列積ルーチンを用いて実

行している村田法の逆変換の計算量は現在の半分になるた

め，村田法の逆変換を大幅に高速化できると考えられる．

7. まとめ

Bischofの特異値分解アルゴリズムを GPGPU向けに倍

精度で実装し，様々な帯幅 Lで精度および性能を評価した．

また，LAPACKの CPU向け実装 Intel MKLや，GPGPU

向け実装 CULA，MAGMAとの比較を行った．その結果，

以下の結論が得られた．

• Bischofの方法の GPGPU向け実装により得られる特

異値，特異ベクトルの精度は，他の実装と同程度で

ある．

• Bischofの方法の GPGPU向け実装は他の実装と比べ

て高速である．Tesla C2050 マシンで，7680 × 7680

行列の特異値分解を行う場合，最適帯幅の Bischofの

方法の GPGPU 向け実装は，Intel MKL の 3.9 倍，

CULAおよびMAGMAの 1.8倍高速となった．また，

Tesla C2050を用いる場合，CULA，MAGMAに逆変

換を GPGPUで行うルーチンが実装されたとしても，

Bischofの方法のGPGPU向け実装がより高速である．

• Bischofの方法の GPGPU向け実装は，数値実験に用

いた環境では，帯幅が 64から 96の範囲にあるとき高

速である．また，Tesla C2050を使用する場合，帯幅

が 16の倍数でない場合には性能が低下する．

• 実行時間に占める村田法およびその逆変換の実行時間
が長い．

また，以下の点について考察を行った．

• Bischofの方法の GPGPU向け実装の実行性能

• CULA，MAGMAに逆変換ルーチンが実装された場

合の，これらの実装と Bischofの方法の GPGPU向け

実装の実行時間に関する優劣

• 帯幅の実行性能への影響
さらに，これらの評価結果，考察をもとにBischofの方法

の GPGPU向け実装の性能改善手法についても検討した．

今後の課題として，性能改善手法としてあげた内容の実

装およびその評価があげられる．
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