
パターン認識による映像自己診断方式

榎 本 暢 芳†,†† 滝 沢 圭† 谷 口 恭 弘†††

一般環境下での映像が認識に適当か否かを診断する映像自己診断処理手法を提案する。対象とする
映像は、異常有無の特定は可能であっても判別に有効な特徴を特定しにくいものであり、また診断処
理には高速性が求められる。そこで提案手法では、あらかじめ異常有無のみを教示した映像サンプル
に対して、非線型クラスタリングと判別分析学習を行っておき、未知入力に対しては判別空間上での
k-最近傍識別 (k-NN 法) を実施する。また未知入力に対する汎化性を保つ目的でのクラスタ数決定
に AIC を用いる。以上を国内道路での収集映像により評価した結果、照合精度 94%以上、かつ通常
の k-最近傍識別法にくらべ処理速度は約 100 倍となることを確認した。

A video self-diagnosis method by using pattern recognition

Nobuyoshi Enomoto†,†† ,Kei Takizawa†

and Yasuhiro Taniguchi†††

This paper presents a diagnosis method for video sequences in general condition.It is sup-
posed hard to point out which factors in these video sequences are dominant to prevent object
recognition. To solve this problem, a diagnosis system is learned by using non-linear clustering
and discriminant analysis for sampled video sequences which show “Normal” or “Abnormal”,
and discriminates unknown inputs. To regularize our system to unknown inputs, we propose
to decide number of clusters by AIC. By the test with video sequences captured on domestic
roads, the proposed method classifies the sequences with over 94 % rate in 100 times faster
than the normal k-NN method.

1. は じ め に

侵入者監視システム 1),2),3) や車載映像監視システ

ム 4)の実現を目的として、一般のビデオ映像中から対

象物を見付けて判定するための研究が行われている。

このようなシステムへの入力映像は、環境変化の影響

を受けるため、認識に不適格なものとなる場合があり、

自己診断を行うことが必要と考えられる 6)。またこの

ような映像は、バリエーションに富んでいるため、異

常の有無を特定することは可能であっても、どの特徴

量が判別に有効なのかを特定することが困難な場合が

あり、一般に線形識別が可能とも限らない。また自己

診断は、本来の認識処理の前処理であるため高速動作

が要求される。
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今回対象とする映像のように複雑で非線型性のある

入力を識別する手法として、サポートベクターマシン

(SVM)5) が有名である。これは 2 クラス分類用線形

識別器だが、Mercerカーネル 7) と組み合わせて非線

型問題の識別用に拡張できる。SVMではその識別関

数がつくる超平面を、サンプルのクラス境界の中点に

配置するため、未知入力に対する汎化性が大きい。反

面、一般に他の線形識別器に比べて処理時間がかかる

という問題がある。

サンプルデータが多数そろえられ、かつ入力特徴次

元数が大きくない場合には、k-最近傍識別法 (k-NN

法)は性能が高く有効な方法 8) である。特に誤識別率

が Bayes 識別の最適誤り率の 2 倍以下になるという

優れた性質がある 9)。一方この手法には、入力特徴の

次元数が大きかったりサンプルデータが膨大だった場

合には、莫大な記憶容量と処理時間とを要するという

問題がある。

以上の問題を解決するために、本論文ではサンプル

データからの特徴選択後に k-NN法を用いる。また対

象映像シーンについての正常、異常の境界は複雑な形

状をしていることが予想されるため、まずサンプルベ
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クトルを各クラス内において非線型クラスタリングし

た後に特徴抽出をおこなって、境界付近のデータ同士

をなるべく離れさせるような写像を行う。さらに少数

ベクトルによって元のサンプル分布を代表することに

よる汎化性低下を最小限に抑えるために、情報量規準

を用いた学習制御方法を提案する。

以下 2章において、上述したサンプル映像の学習に

よる映像自己診断方法について説明し、3章において

は国内の道路にて撮影した映像を用いた本方式の性能

と学習制御方法の効果とを確認する。最後にまとめと

今後の課題について 4章にて述べる。

2. サンプル映像の学習による映像自己診断

2.1 入力空間分割と判別空間生成による次元圧縮

提案手法では、k-NN法の前段でサンプルデータを

非線型クラスタリングしてサブクラスに分割した後、

特徴選択を行うことで、低次元の代表ベクトルで表現

する。

特徴選択は、入力サンプル vectorを X, ある線形変

換行列 (特徴選択行列)をAとすると以下で示される。

Y = AX (1)

特徴選択行列 A は、サンプルに対して、これが上

記サブクラスに分割されているとの仮定のもとで、線

型判別分析 (LDA)を実施して算出する。

識別段階においては、入力ベクトル X から式 1に

よって選択された特徴ベクトル Y に対して、各サブ

クラスの代表ベクトル Rc(cはサブクラス、ここでは

Rcはサブクラスの重心)との間でユークリッド距離に

より k-NN識別を行う。

今もし複数のベクトルがサンプルデータとして与え

られており、それぞれが”正常”、”異常”のいずれか

のクラスに分類されていたとする。またこれら 2 ク

ラスが前述のクラスタリング結果としてそれぞれ Cn

個、および Ca個、合計 C 個のサブクラスに分割され

ていたとする。この時、式 1 の各サブクラスに対する

特徴選択行列 Aは、クラス間分散 B、およびクラス

内分散W を用いた下式の一般化固有値問題の解とし

て求められ、各サブクラスに対して級間分散の級内分

散に対する比率を最大化する。 すなわちある入力に

ついて、この行列を用いると、各サブクラス同士を引

き離す方向に変換する。

(B − λW )A = 0 (2)

ここに変換後のベクトル次元数 dの最大値は C − 1

である。

上記を踏まえて識別時における演算時間を積和回数

で見積もると下表となる。ここで N:サンプルベクト

ル数, n:入力 Xの次元数、m:特徴選択ベクトル次元数

である。

k − NN nN

LDA + k − NN(2 クラス) nm + 2N

Clustering + LDA + NN nm + mC

表 1 様々な特徴選択と組み合わせた k-NN の積和回数

一般に m ¿ N であるから表中段の 2 クラスのみ

での識別が高速だが、特徴選択ベクトルの次元数が 1

となり性能が著しく低下する。一方、提案手法では、

代表ベクトル次元数 dが小さくなり過ぎない範囲でク

ラス数 C を選択することで性能劣化をおさえながら、

nm+mC¿nN と処理速度向上が期待できる。

2.2 非線型クラスタリング

入力ベクトルを非線型クラスタリングする方法とし

ては実装がシンプルな自己組織化写像 (SOM)11) を用

いる。

SOMはニューラルネットによるクラスタリング手

法で、その構造は 1 次元、2 次元などの低次元に配

列したノードの結合によって表され、各ノード ni に

はノードを代表する重みベクトルWi を持つ。そして

SOM の処理では入力ベクトル X と最も類似する重

み Wi をもつノード (勝者ノード) を選択し、その重

みを入力ベクトルに次第に近づけるようにくり返し更

新する。

3. 情報量規準による学習パラメータ最適化

入力クラスタリングでの、分割クラスタ数は学習の

汎化性能と関係があり、クラスタが多いほどサンプル

データを正確に表現できるが、クラスタが多過ぎる場

合にはサンプルに適合しすぎて汎化能力が低下する。

ここではクラスタ数の選択を行うため、情報量規準の

一つである AICを用いる。AICはモデルの最大経験

対数尤度を log L、最尤推定するモデルの自由度をM

とすると以下で表され、その最小 (極小)値をとる場合

において、学習データに対する当てはまりの良さと、

自由度の小ささ (汎化性の高さ)とがバランスする。

AIC = −2 log L + 2M (3)

ここでは SOMによるクラスタリングにおける指定

クラスタ数を様々に変えた場合に生成される各サブク

ラス領域がそれぞれ正規分布に従うと仮定する (類似

する研究に k-means アルゴリズムのクラスタ数決定
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がある 12))。そして全領域についての AIC を極小と

する場合を最適なクラス分類として選択する。 各サ

ブクラス領域 ri内のデータが n次元正規分布で表さ

れており、サブクラス数が C とすると全領域の AIC

は以下となる。

AIC = −2ΣC
i=1L(µi, Σi)+2C(n+

n(n + 1)

2
)(4)

ここに µi、Σi は領域 iの平均ベクトル、分散共分

散行列であり、L(µi, Σi)は対数尤度である。

4. 性 能 評 価

4.1 対象とした映像サンプル

性能評価に用いた対象映像シーンは 2000年 11月に

都内周辺道路において車両走行中に 8mm VTRにて

撮影した約 2時間分の映像であり、全画像は 108522

フレーム、うち正常、異常と教示された画像はそれぞ

れ 60825フレーム、47710フレームである。

図 1 に映像シーン中の画像例を示す。

図 1 異常な映像の一例 (雨滴)

学習用サンプルは、前述の正常、異常と教示された

ものそれぞれについて、ランダムにその 1/10を選択

して利用したが、識別用特徴量 (ベクトル)としては、

画素の輝度頻度分布、画素間差分の輝度頻度分布、連

続 2フレーム間での対応画素の差分輝度頻度分布、お

よび画面内特定領域周辺の画素平均値とし、その次元

数は 99次元とした。

サンプルベクトル群を主成分分析 (PCA)して、第

一主成分と第二主成分とに投影したものを図 2 に示

す。緑色領域は”正常”クラス、赤色領域は”異常”ク

ラスであり、両クラスの境界は複雑な形状をしている

ことがわかる。

4.2 サンプルベクトルの非線型クラスタリング

前々節で述べたサンプルベクトル群を”正常”クラ

ス、“異常クラス”のそれぞれについて 2次元 SOMを

用いて事前クラスタ数を 2 × 2 = 4 ～ 5 × 5 = 25と

し、くり返し回数を 10000としてクラスタリングした

結果を以下図 3、図 4に示す。分割クラスタを増やす

図 2 学習サンプルの PCA 表示

に従って、PCA平面上で境界領域に存在したベクト

ルが境界付近でなかったベクトルと非線型に融合して

クラスタを作っており、2クラスの境界を遠ざける働

きをすると思われる。

図 3 学習サンプルのクラスタリング (2 × 2)

図 4 学習サンプルのクラスタリング (5 × 5)

4.3 識 別 結 果

前節の全映像について、サンプルを除いた画像につ

いて識別評価を行った。

対比用の k−NN 法 (単純 k−NN 法)による識別

結果を表 2に、本論文で提案する非線型クラスタリン

グと判別分析による識別結果を表 3 にそれぞれ示す。

ここで提案手法による判別空間での k − NN 識別で

は簡単のため k = 1とした。

k の値 誤識別率 フレーム平均処理速度
1 0.68% 0.33sec

10 1.91% 0.32sec

100 5.90% 0.32sec

表 2 k を変えたときの k-NN 法の性能

表 2から単純 k − NN 法では k が大なるほど誤識

別率が上昇することが、表 3から提案手法では分割数

が大なるほど誤識別率が低下することがわかる。

また、“正常”/”異常”両クラスをそれぞれ 64個に

分割した場合の提案手法の識別性能が単純 k−NN 法
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正常クラス数 異常クラス数 誤識別率 平均処理速度
4 1 29.2% 0.00008sec

9 9 17.2% 0.00018sec

16 16 11.9% 0.00031sec

25 25 8.91% 0.00059sec

36 36 7.81% 0.00144sec

49 49 6.47% 0.00256sec

64 64 5.78% 0.00382sec

81 81 5.52% 0.00382sec

100 100 5.35% 0.00839sec

表 3 分割数を変えたときの提案手法の性能

において精度の低い k = 100 とした場合に相当して

おり、単純 k−NN 法での識別性能の高さが確認でき

る。一方で各フレームの平均処理速度を比較してみる

と、提案手法では最も時間のかかる分割数 100 × 100

の場合以外では、単純 k − NN 法に比べて処理速度

が 100倍程度となっている。

次に以下図 5 では両クラスを上述表 3 の各分割数で

クラスタリングした場合のそれぞれについて AICを

算出したものと誤識別率との推移を示す。青色線は”

正常” クラスについて、緑色線は” 異常” クラスにつ

いての AICの推移であり、赤色線は誤識別率の推移

である。図中分割数が大きくなると誤識別率が急激に

減少するが、分割数 = 64付近を越えるあたりからあ

まり低下しなくなる。また”異常”クラスについての

AICは分割数= 9の周辺で極小となっているが、これ

は誤識別率の低下が最も急激な分割数と符合する。一

方、”正常” クラスについての AICは分割数 = 64の

周辺で極小となっているが、これは誤識別率の低下が

一定値に収束しだしている分割数と符合する。これは

提案手法においては、サンプルの分割クラスタに対す

る AICを用いることにより、未知入力に対する誤識

別率を制御可能であることを意味する。この理由は、

今回提案手法のモデルが小サンプルによって大量の未

知入力を識別するものなので、モデル汎化性が誤識別

率を直接反映しているためと思われる。

5. お わ り に

本論文では、一般環境下での認識処理に対する入力

映像の診断を行う手法を、非線型クラスタリングと線

形判別分析の組み合わせとして提案した。道路収集映

像を用いた評価から、照合精度 94% 以上、処理速度

は通常の k-NN 法の 100 倍程度となることを確認し

た。また、この実験からサンプル分割クラスタに対す

る AICの極小値を用いて誤識別率の制御が可能とな

ることを確認した。

今後は本応用に対して他の非線型識別手法を適用し

図 5 分割数による AIC と誤識別率の推移

た場合との、より詳細な比較が必要と思われる。
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