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1. はじめに
複数の音が混合された観測信号から個別の音源を抽出
する音源分離は，音環境理解の基盤技術の一つである．
近年，深層学習に基づく手法が，従来の統計的信号処理
に基づく手法と比較して音楽や音声の分離において高い
性能を達成している [1]．一方，人間の耳のように音源
の種類に関係なく聞き分ける技術が実現できれば，人間
とロボットの自然なコミュニケーションが可能になる．
このような技術を実現するために，FUSSデータセッ
ト [2]など，多様な種類の音で構成されたデータセット
が提案されている．あらゆる環境で収録した混合音を分
離するためには，音声や音楽の分離と比較して多様な種
類のスペクトル構造を学習する必要がある．学習した混
合音で推論すれば高い性能が得られるが，未知混合音で
は得られにくい．目的のタスクごとにモデルを用意する
のはその都度大量のデータで学習させる必要があり非効
率なため，事前に音源分離を学習させたモデルを目的に
合わせた混合音で転移学習できれば，学習コストを抑え
ることができる．
本研究では，非線形ブラインド音源分離法の一つであ
る深層フルランク空間相関分析 [3]（Neural FCA）を用
いた目的環境への教師なし転移学習を提案する．本手法
ではまず，様々な種類の環境音が収録されたデータセッ
トを用いて音源分離DNNを教師あり事前学習し，汎用
的な音源分離を学習したモデルを得る．この事前学習モ
デルをNeural FCAを用いて目的環境の混合音のみから
教師なし転移学習することで，事前学習データに含まれ
ない未知の音源信号でも高性能な分離ができるモデルが
構築できる．FUSSデータセットを多チャネル拡張した
混合音を用いて，提案法の有効性を確認した．

2. 深層フルランク空間相関分析
提案法の基盤となる Neural FCAについて述べる．

2.1 生成モデル
本研究では，弱ラベルとして各音源のアクティベーショ
ン変数を導入した生成モデルを定義する [4]．アクティ
ベーション変数は，音源 n の時間フレーム t でのアク
ティブ状態 unt ∈ {0, 1}を表す．M チャネルの観測混合
音 xft を以下のように Nsrc 個の音源信号と 1個の雑音
信号の像の和 snft ∈ CM で表す．

xft =
∑
n∈Nt

snft (1)

ただし，Nt = {n|unt = 1} ∪ {Nsrc +1}は時間 tに存在
する音源の集合であり．n = Nsrc + 1は，雑音クラスで
ある．音源信号の像 snft ∈ CM は，音源 nの特徴を表
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図 1: 目的環境音での教師なし転移学習

す低次元の潜在ベクトル znt ∈ RD を用いて以下のよう
な多変量複素ガウス分布で表現する．

snft ∼ NC (0, gθ,f (znt)Hnf ) , zntd ∼ N (0, 1) (2)

ここで，gθ,f : RD → R+ は，znt からパワースペクト
ル密度（PSD）を出力するパラメータ θを持つDNNで
ある．Hnf = anfa

H
nf ∈ SM×M

+ は周波数 f における音
源 nの空間相関行列 (SCM) であり，anf ∈ CM は音源
nのステアリングベクトルである．音源の小さな変動を
許容するため，SCMをフルランクに緩和する．以上よ
り，観測混合音 xftは，以下の多変量複素ガウス分布に
従う．

xft ∼ NC

(
0,
∑
n∈Nt

snft

)
(3)

2.2 償却変分推論を用いた教師なし学習
多チャネル混合音Xとアクティベーション変数Uか

ら，音源モデル gθ,f と潜在変数 Z及び空間相関行列H

の推論モデルを教師なし学習する．混合音 Xに対する
対数周辺尤度を最大化するように学習されるが，直接計
算困難なため，推論モデル qϕ(Z|X,U)を導入した償却
変分推論 [5]を用いる．
qϕ(Z|X,U) =∏

n,t,d

NC
(
zntd | µϕ,ntd(X,U), σ2

ϕ,ntd(X,U)
)

(4)

ただし，µϕ,ntd(X,U) ∈ Rと σ2
ϕ,ntd(X,U) ∈ R+は，特

徴量X,Uを入力とするパラメータ ϕを持つ DNNの出
力である．空間相関行列Hnf は以下のように出力する．

Hnf =
∑

t∈{t|unt=1}

mntf (X,U)xftx
H
ft (5)

mntf (X,U) ∈ [0, 1]は，時間周波数マスクであり，X,U

を入力とするDNNの出力である．tr(Hnf )=M となる
ように正規化する．変分償却推論では，学習データに対
する以下の変分下限 Lx を最大化するように，DNNの
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パラメータ θと ϕ，SCM Hnf を同時に最適化する．
Lx = Eqϕ [log pθ(X|Z,H,U)]

−DKL[qϕ(Z|X,U)|p(Z)] (6)

Lx の第一項の最大化は混合音と分離音の和が近くなる
こと，第二項の最小化は，潜在変数Zが事前分布から離
れないことを促す．

3. 目的環境音での教師なし転移学習
本手法では，最大 Nsrc 個の音源が含まれている状況
で，以下の問題設定により音源分離を行う．

入力: Mch混合音 xft ∈ CM と音源 n = 1, . . . , Nsrc の
時間フレーム tでのアクティベーション unt ∈ {0, 1}
出力: 音源 nの分離音 ŝnft ∈ C

3.1 学習方法
汎用的な音源分離を学習するために，様々な環境混合
音と教師音のペアを用いて事前に教師あり学習を行う．
ここでは，2.節の手法を教師あり学習に拡張する．教師
あり学習では以下の変分下限Lを最小化するように，音
源モデル gθ,f，潜在変数の推論モデル qϕ と空間相関行
列の推論モデルmntf を学習させる．
L = Lx + Eqϕ [log pθ(S|Z,H,U)]

−DKL[qϕ(Z|X,U)|p(Z)] (7)

Lの第二項は，教師音と分離音の板倉斎藤距離 [6]と等
価である．
学習したモデルを目的環境の混合音のみを用いて教師
なし転移学習する．(6)式を最大化するように，モデル
パラメータをファインチューニングする．事前に汎用的
な音源分離を学習しているため，ランダム初期値から学
習する場合と比較してデータ数が少量でも性能が良い分
離モデルを獲得できる．
3.2 推論方法
2回の学習で得た音源分離 DNNを使い，未知の混合
音を分離する．実環境音を用いる際は，音源定位手法や
音響イベント検出などを用いてアクティベーション変数
Uを取得し，混合音Xとともに入力する．分離音 ŝnft
は，DNNが推定した PSDと SCMから，マルチチャネ
ルウィーナフィルタを用いて得る．

4. 評価実験
FUSSデータセット [2]を多チャネル拡張し，提案法
を評価した．
4.1 データセット
FUSSデータセットは，多様な環境音が収録され，6

チャネル混合音の中に 1-4個の音源が含まれている．ま
た，音声信号における性能との比較のため，Spatialized

WSJ0-mixデータセットから音源数が 2，3の 4チャネ
ル混合音でも実験を行った．各録音は 16kHzで収録さ
れ，学習，検証および評価セットに分割されている．
4.2 実験設定
提案法のネットワークアーキテクチャは [4]と類似の
構成とした．スペクトログラムは短時間フーリエ変換に

表 1: 評価データによる平均 SDR(dB)

　 転移学習前 転移学習後
音声 (Nsrc = 2) 11.0 ± 4.20 14.2 ± 4.79

音声 (Nsrc = 3) 2.64 ± 4.30 5.00 ± 4.92

環境音 (Nsrc = 1) 10.6 ± 4.44 10.8 ± 4.50

環境音 (Nsrc = 2) 5.24 ± 7.54 5.65 ± 7.83

環境音 (Nsrc = 3) 1.65 ± 8.81 2.29 ± 9.06

環境音 (Nsrc = 4) −0.46 ± 9.65 −0.04 ± 10.2

よって求め，窓長 512サンプル，ホップ長 128サンプル
とした．潜在変数 zntの次元は，音声では 50，環境音で
は 100とした．音声は 0.1，環境音は 0.25のドロップア
ウトを行った．また， (6) (7)式のKL項の重みを周期的
に変化させる KLアニーリング [3]を行った．まず，学
習データで教師あり学習させ，その後，未知混合音とし
て評価データを使い転移学習を行った．評価データ数は，
学習データ数の 6-15%と比較的少量である．環境音の教
師あり学習は 50エポック，それ以外の学習は 200エポッ
クで行った．教師あり学習（転移学習前）と未知混合音
（本実験では評価データ）に対する転移学習の性能を評
価した．
4.3 実験結果
表 1に評価データでの実験結果を SDRで示す．音声

では，転移学習により未知混合音に対する SDRが 2から
3 dB程度，環境音では 0.2から 0.6 dB程度向上した．音
の種類により性能向上量に差が生じた要因は，未知混合
音でも音声はスペクトル構造が類似しているため，転移
学習によりモデルを適応させやすかった一方，環境音の
未知混合音にはデータ数は少ないものの，様々な構造が
含まれており，モデルの表現力に限界があるからだと考
えられる．音源数と性能向上量に傾向はみられなかった．

5. おわりに
本稿では，事前学習モデルを用いた目的環境音での教

師なし転移学習について述べた．音声では 2から 3 dB程
度性能向上が見られたが，様々なスペクトル構造が含ま
れる環境音ではわずかな向上にとどまった．今後は，実
環境音や限定されたタスク（例えば，野鳥の鳴き声の分
離）での実験により，提案法の有効性をさらに検証する．
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