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1. はじめに 
近年，ビデオ画像からの人物行動認識を用いた製品や

サービスが，数多く開発・実用化されている．人物行動

認識の精度向上は，更なる製品やサービスの発展に不可

欠である． 

一般に，ビデオ画像から人物行動を精度よく認識する

には，大量の訓練データが必要である．訓練データの数

を増やす方法として，データ拡張がある．近年，敵対的

生成ネットワーク（GAN[1]）や拡散モデル（Diffusion 

Model[2]）といった生成モデルを用いたデータ拡張が研

究されている[3]が，特にビデオ画像の場合には，生成モ

デル自体の訓練にも大量のデータが必要となる課題があ

る． 

ビデオ画像からの人物行動認識の手法として，[4]-[6]

などが挙げられる．これらのうち[6]では，ビデオ画像を

体特徴点の時間推移を表す 1 枚の画像（Encoded Human 

Pose Image, EHPI）に変換し，これを畳み込みニューラル

ネットワーク（CNN）により識別することで行動認識を

行っている． 

本論文では，ビデオ画像からの人物行動認識を目的

に，訓練用のビデオ画像を EHPI に変換して生成モデル

を訓練し，この生成モデルを用いてデータ拡張すること

による手法を提案する．提案手法は，生成された EHPI

を識別器で選別し前記 CNN の訓練に用いることを特徴

とする．生成モデルに Diffusion Model を用い，実験によ

りその有効性を示す． 

 

2.提案手法 
図 1 に提案手法の概要を示す．ビデオ画像から人物の

体特徴点を抽出し EHPI に変換する．EHPI は，縦方向が

ビデオフレームに対応した時間，横方向が体特徴点，画

素値が体特徴点の xy 座標を表す画像である．この EHPI

を用いて生成モデルを訓練し，訓練後の生成モデルを用

いてデータ拡張のための EHPI を生成する．特徴点座標

の時間推移が集約された単一フレーム画像を用いること

で，比較的少数の訓練データでも人物行動についての生

成モデルの訓練が可能となると期待される．生成された

EHPI は必ずしも人の取り得る姿勢を表現しているとは

限らないため，これを人の取り得る姿勢の知識を用いて

選別する．このようにして生成し選別された EHPI を元

の EHPI に加え，EHPI から人物行動を識別する CNN の

訓練に用いる． 

 
 
 

 
図 1 提案手法 

 

3.実験 
3.1 実験データセット 

実験には，21 クラスの人物行動のビデオ画像が含まれ

る JHMDB[7]を用いた．このデータセットには各クラス

39～55 シーケンスのビデオ画像が含まれるが，本実験で

は，これらのうちの各 11 シーケンスを用いた．  

 

3.2 実験方法 

各シーケンスから，開始フレームを 1 フレームごとに

シフトしながら，区間長 32 フレームのサブシーケンス

を 1～9 個抽出した．抽出された区間の各フレームにお

ける体特徴点を，OpenPose[8]を用いて検出した．これら

32 フレームの体特徴点の xy座標から EHPIを作成した．

EHPI に変換する際，1 シーケンスにおける首の座標の平

均値が(0,0)となるよう平行移動し，xy 座標を正規化した． 

生成モデルには Diffusion Model を用いた．比較のため，

生成モデルに GAN を用いた場合についても実験した．

Diffusion Model の訓練の際は，エポック数を 80 とした．

GANの訓練の際は，潜在変数を 100，バッチサイズを 32，

エポック数を 50 とした． 

生成された EHPI が人の取り得る姿勢であるか識別す

るために，本実験では簡易的な方法として，人物の首の

長さ（鼻から首の特徴点の長さ）の変化に注目した．生

成された EHPI の首の長さの変化量が閾値以上のとき人

の取り得る姿勢ではないと判定し，それ以外の EHPI を

CNNの訓練のための拡張データとした． 

EHPI からの行動識別には，フィルタサイズ 2×5 の 4

層の畳み込み層と 1 層の全結合層からなる CNN を用い

た．CNN の訓練には，元の EHPI に，その A 倍の生成

EHPI を加えたものを用いた．生成された EHPI の割合を

変化させ，識別精度との関係を調べた．CNN の訓練の際，

バッチサイズを 32，エポック数を 150 とした．初期学習

率を 0.01 とし，100 エポック以降 20 エポックごとに学

習率を 0.1 倍とした．正則化パラメータを 5×10-5として，

L2 正則化を行った． 

訓練データの分散を増やすために，以下のようにデー

タを拡張した． 
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1) 50%の確率で左右反転 

2) 反転されたデータの 25%の確率で左右の関節のインデ

ックスを反転 

3) 25%の確率で両足のインデックスを削除 

4) 両足のインデックスが削除されたデータの 6.25%の確

率で両膝のインデックスを削除 

 

上で示した 2 では，撮影した方向と逆向きで撮影した

ことを再現する．3 と 4 の処理を行った理由は，下半身

が写っていない行動クラスや下半身が隠れているシーケ

ンスが存在するからである． 

 

3.3 実験結果 

図 2 に実験結果を示す．同図より，本論文の提案手法

である Diffusion Model と生成 EHPI 選別器を用いた手法

（A=0.15）の正解率が，57.1%となり，従来手法（A=0）

の正解率 53.1%よりも 4 ポイント向上した．また，生成

EHPI を選別することなく用いた場合の正解率は 56.5%，

生成モデルに GAN を用いた場合の正解率は 56.3%とな

った．これら何れと比べても，提案手法の正解率が高い

ことが分かる． 

図 3 に訓練データに加える生成 EHPI の割合と正解率

の関係のグラフを示す．提案手法では A=0.2 まで約 57%

の正解率となったが，生成 EHPI を選別しなかった場合

は A=0.2 での正解率が 54.9%と低くなった．加える割合

Aがさらに大きいと，正解率が下がった． 

 

3.4 考察 

図 3 において，生成モデルで生成された EHPI を加え

る割合 Aを大きくしたとき，正解率が一旦向上したあと 

 

 
図 2 実験結果 

 

 
図 3 訓練データに加える 

生成 EHPI の割合と正解率の関係 

 
(a) 

 
(b) 

図 4 生成・選別された EHPI の体特徴点の例 

 

低下した．また，生成 EHPI の選別器を用いたときの正

解率が，選別を用いない場合の正解率よりも向上した．

このような結果になったのは，生成されたデータが与え

る，正の効果と負の効果が正解率に影響するからだと考

えられる．正の効果と負の効果とは，生成されたデータ

の質が良い場合と悪い場合の効果である．生成 EHPI の

選別器を導入することで，拡張データの質が良くなった

と考えられるが，生成 EHPI を加える割合をさらに増や

すと，正解率の向上が低下した．  

図 4(a)と(b)に，Diffusion Model で生成され選別された

EHPI を体特徴点に逆変換した例を示す．動作は”push”

（物を押す動作）であり，連続する 4 つのフレームを並

べた画像である．この 2 つを比較すると，(b)は(a)よりも

人の形を保っていないことが分かる． 

これらの結果から，生成 EHPI の選別方法を改良する

ことで正解率のさらなる向上が可能ではないかと考えら

れる． 

 

4.まとめ 
本論文では，ビデオ画像からの人物行動認識を対象に，

生成モデルを用いて EHPI をデータ拡張することによる

手法を提案した．実験の結果，21 クラスの行動識別問題

において，生成された EHPI を訓練データに加えること

により，正解率が 53%から 57%に向上し，提案手法の有

効性が確認された． 

今後の課題として，データ拡張のための EHPI 生成選

別法の更なる検討を行うことが挙げられる． 
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