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1 はじめに
近年，マルチエージェントシステムの研究において，
エージェントの自律性を保ちつつ競合を解消し合意形
成を行うことができる手段として自動交渉が注目され
ている．自動交渉では主に，相手にどのような提案を
送るかを検討する提案戦略と，相手からの提案を受け
入れるかを検討する受入戦略の二種類をエージェント
に組み込んで交渉を行う．交渉問題の中で最も基本的
な二者間複数論点交渉問題では，相手のエージェント
と交互に提案を送りあい，相手の提案を受け入れた時
点で交渉が終了となる．そのため，エージェントの受
入戦略は，自身の効用を高める点で重要である．
　本研究では，より高い効用値を得ることを目的とし，
Deep Q-Networkを用いて相手からの提案を受け入れる
かを判断する自動交渉のための深層強化学習フレーム
ワークを新たに提案する．また，様々な報酬関数に対し
て比較実験を行い，より高い個人効用を得られるもの
を明らかにする．提案手法を用いて学習を行ったエー
ジェントと既存手法 [1]を用いて学習を行ったエージェ
ントを，他の交渉エージェントとの交渉シミュレーショ
ン実験によって効用値を比較することで，提案手法の
有効性を示す．

2 問題設定
本研究で扱う二者間複数論点交渉問題では，2つの
エージェントが共通のドメイン上で交渉を行うことを考
える．交渉ドメインは，n個の論点 I1, I2, . . . , Inと，各論
点 Iiにおける ki個の選択肢 vi

1, v
i
2, . . . , v

i
ki
から構成され

る．交渉中に提案される合意案候補 (Bid)は各論点から
選択肢を一つずつ選んだもので，ω =

[
v1

x1
, v2

x2
, . . . , vn

xn

]
で表される．
　交渉を行うエージェントには，それぞれ固有の効用
関数が設定される．効用関数は，論点 Ii に対する重み
wi と，各選択肢 vi

x に対する評価値 eval(vi
x) から構成

される効用値を求める関数である．ただし，論点の重
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み wi は ∑n
i=1 wi = 1 かつ wi ≥ 0 を満たし，評価値は

eval(vi
x) ≥ 0を満たす．ある合意案候補 ωに対する効用

関数 U(ω)は次の式 (1)で表される．

U(ω) =
n∑

i=1

wi ×
eval(vi

xi
)

max j eval(vi
j)

(1)

効用関数 U(ω)で得られる値を合意案候補 ωの効用値
と呼び，0以上 1以下の実数として表される．
　本研究で扱う交渉では，二者間交渉で広く利用されて
いるAlternating Offers Protocol[2]を用いる．はじめに，
一方のエージェントが相手に合意案候補を提案 (Offer)
する．他方のエージェントは，このOfferが受け入れら
れない場合新たな提案を送り，これを制限時間まで交
互に繰り返す．あるOfferを相手が受け入れる (Accept)
と交渉は終了し，それぞれの効用関数で合意案を評価
した効用値を受け取る．制限時間内に合意できなかっ
た場合，獲得効用は 0となる．

3 提案手法
深層強化学習に用いる環境として，環境の構成要素
である入力・行動・報酬について提案する．
入力
　時間 tにおける入力要素を，次の式 (2)に示す．[

UA

(
ωt−1

B→A

)
,

t
T

]
(2)

ただしUA(ω)は自身の効用関数による合意案候補 ωの
効用値，ωt−1

B→Aは相手が直前に提案した合意案候補，T

は制限時間である．従って，式 (2)は相手の提案による
効用値，正規化した交渉時間の 2種を入力としている．
行動
　学習するエージェントが取る行動は，「Accept」また
は「Offer」のどちらかとする．Acceptは相手の直前の
提案を受け入れ，その提案による効用値を得て交渉を
終了するもの，Offerは相手からの提案を拒否し，自分
が相手に提案を行うものである．このとき，自分の提
案戦略には既存手法である AgentK[3]を用いる．
報酬
　報酬関数を，(A)合意時の報酬，(B)交渉継続時の報
酬，(C)交渉失敗時のペナルティの 3種に分けて独立に
考える．
(A)合意時の報酬は，相手からの提案を Acceptした場
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合に得る報酬であり，次の式 (3)に示す 3パターンを提
案する．

raccept
a = UA

(
ωt−1

B→A

)
(3-a)

raccept
b =

tanh
{
5
(
UA

(
ωt−1

B→A

)
− 0.5

)}
+ 1

2
　 (3-b)

raccept
c = tanh

{
5
(
UA

(
ωt−1

B→A

)
− 0.5

)}
(3-c)

(B)交渉継続時の報酬は，相手からの提案を拒否しOffer
を行った場合に得る報酬であり，次の式 (4)に示す 3パ
ターンを提案する．

ro f f er
a = 0 (4-a)

ro f f er
b =

1 − UA

(
ωt−1

B→A

)
100

(4-b)

ro f f er
c =

1 − average
100

(4-c)

このとき，式 (4-c)の averageは相手から受け取った提
案の効用値の過去 10回分の平均である．
(C)交渉失敗時のペナルティは，交渉の制限時間を過ぎ
ても交渉が合意に至らなかった場合に得るペナルティ
であり，−1，−0.5，0の 3パターンを提案する．

4 実験
提案した環境を用いて学習を行い，その性能を評価
するために交渉シミュレーション実験を行う．学習の
環境は OpenAI Gymを用いて作成し，実験には自動交
渉プラットフォーム NegMASを用いる．
　学習には Deep Q-Network を用い，3 章で述べた入
力・行動・報酬を設定する．このとき，報酬は (A)(B)(C)
の各 1つずつの組み合わせについてそれぞれ学習を行
う．学習に使用する交渉相手のエージェントとして，
Gahboninhoというエージェントと，boulwareエージェ
ントの 2種を用いる．Gahboninhoは，制限時間直前ま
で自身の効用値が高い提案しかせず，その後譲歩する
戦略を持っているエージェントであり，boulwareは時
間 tにおける自身の効用値が次の式 (5)に従ったものに
なるような提案をするエージェントである．

Utarget(t) = 1 −
( t
T

) 1
0.25

(5)

また，ドメインはEnglandZimbabweドメインを用いる．
報酬と相手エージェントの計 54通りの組み合わせにつ
いて，それぞれ独立に 10回の学習を行う．
　実験では，1回の学習につき交渉を 100回，組み合わ
せ 1つごとに合計 1000回の交渉を行い，得た効用値の
平均や分散を比較する．実験に用いるドメインは party

図 1: 提案手法と先行手法による獲得効用値の比較

ドメイン，相手エージェントは AgentKとする．ベー
スラインには，先行研究 [1]の手法を使用する．
　図 1は，学習に用いた相手エージェントごとの効用値
平均が上位 3つの場合と，先行手法を比較した結果であ
る．この図では，相手にGahboninho，報酬に式 (3-c)，式
(4-c)，−0.5を使用したものはGcc-0.5，相手にboulware，
報酬に式 (3-a)，式 (4-b)，0を使用したものは Bab-0と
している．本結果より，式 (3-a)，(3-c)，(4-b)，(4-c)は
獲得効用が高くなる傾向があると言える．これは，交
渉継続時に報酬を得ることでできるだけ交渉を続けて
相手の譲歩を引き出し，さらに合意時の報酬が高くな
いので，より高い効用値を得ようと探索をするためで
ある．また，boulwareによる学習はGahboninhoによる
学習よりも効用値が高くなる傾向にあり，図 1に示し
た 3つは先行手法と比較して，有意水準 1％のWelch
の t検定により獲得効用が有意に高いことが確認され
た．これは，boulwareの方が学習の際に多様な入力が
与えられるためである．

5 まとめ
本研究では，自動交渉における受入戦略の深層強化
学習フレームワークを提案した．実験により，先行手
法よりも高い効用値が得られ，本手法の有効性が確認
できた．
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