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1 はじめに
音声は意思疎通を図るうえで最も自然で使いやすい手
段の一つである. コンピュータやロボットが実環境で音
声を適切に扱うことができるようになれば, 人との自然
なコミュニケーションの実現に近づくことが期待され
る. ほとんどの場合, 実環境で収録された音声には雑音
や残響が含まれており, これらは音声認識などのサービ
スの性能を低下させてしまう. 音声強調は, 音声に混入
した雑音や残響を取り除き, 人間にとって聞きやすく,

コンピュータやロボットにとって処理しやすいクリーン
な音声を得るための技術である.

音声強調はこれまでに数多く研究されている. 例えば,

Heymannらはニューラルネットワーク (NN) を用いて
時間周波数マスクを推定し, さらにこれをビームフォー
ミングと組み合わせる手法を提案した [1]. 時間周波数
マスクは, 雑音混じり音声のスペクトログラムと同じサ
イズの行列として定義され, スペクトログラムとマスク
の要素積をとることで目的音声のみを通過させ音源分離
や音声強調を実現する手法である. この手法には NN に
よってマスクを正確に推定できるという利点がある一方
で, NN の学習に用いていない未知の環境雑音に対して
は性能が劣化してしまうという問題がある. この他にも,

独立成分分析 (ICA) [2] や非負値行列因子分解 (NMF)

[3] 等を用いた音声強調手法がこれまでに提案されてい
るが, いずれの手法についても収録環境や雑音の種類に
得手不得手があるため, あらゆる環境でロバストに動作
する音声強調手法が必要とされている.

本稿では, 畳み込みニューラルネットワーク (CNN)

を用いて複数の音声強調処理をアンサンブルした, 環境
や雑音の変化に対してロバストな音声強調手法を提案す
る. アンサンブルは機械学習で用いられる識別器の汎化
性能を向上させるために用いられる手法である. 複数の
音声強調手法から生成された時間周波数マスクを CNN

を用いてアンサンブルすることで, それぞれの手法の長
所を併せ持つアンサンブル時間周波数マスクを生成し,

音声を強調する.
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Fig. 1 提案手法のシステム概要

2 提案手法
雑音を含む音声を入力として, 全 N 個の音声強調手
法を用いてそれぞれで時間周波数マスクを推定する. ア
ンサンブルにより統合されたマスク（アンサンブル時間
周波数マスク）を生成し, これをもとにビームフォーミ
ングを行い, 目的の音声を強調抽出する. このシステム
は藤田らが提案したもの [4]とほぼ同一の構成であるが,

マスクのアンサンブルに CNN を用いることで, 時間周
波数ごとに異なるマスク重みを入力音声に応じて推定す
ることが可能となる. アンサンブル時間周波数マスクを
用いた Generalized EigenValue (GEV) ビームフォー
ミング [1] により, 最終的な強調音声を得る. Fig. 1 に
提案手法の概要を示す.

CNN の構成を Table 1 に示す. 入力は各音声強調手
法によって生成された Nch のマスクであり, 出力は 1ch

のアンサンブルマスクである. 全体の構成は, 2 次元の
畳み込みを行う前半部と逆畳み込みを行う後半部分に分
かれる. 出力層の手前にソフトマックス関数を導入し,

入力との積を取ることで出力としている. これは時間周
波数マスクの各時間周波数ビンで次のような入力マスク
の加重平均が行われることを期待している.

M̂ft =

N∑
n=1

αnftMnft (1)
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Table 1 CNN の構成
Input: N -ch time-frequency masks, 800 × 512×N

Conv2D 3× 3 @ 32, ReLU

MaxPooling2D 2× 2, stride = 2

Conv2D 3× 3 @ 16, ReLU

MaxPooling2D 2× 2, stride = 2

Conv2D 3× 3 @ 8, ReLU

MaxPooling2D 2× 2, stride = 2

Conv2D 3× 3 @ 8, ReLU

TransConv2D 2× 2, stride = 2 @ 8, ReLU

TransConv2D 2× 2, stride = 2 @ 16, ReLU

TransConv2D 2× 2, stride = 2 @ 32, ReLU

TransConv2D 2× 2, stride = 2 @ N, ReLU

Softmax

Multiply with input and sum

Output: 1 ch time-frequency mask, 800 × 512

ここで, M̂ ∈ RF×T はアンサンブルマスク, Mn ∈
RF×T は各手法によって生成されたマスク, αn ∈ RF×T

は各マスクに対応する重み行列である.

3 実験・考察
提案手法の有効性を評価するために, シミュレーショ
ンによる実験を行った. 評価指標として Perceptual

Evaluation of Speech Quality (PESQ) [5] を用いた.

PESQは −0.5から 4.5 までの実数値で表され, 値が大
きいほど人にとって聴きやすい音声であることを示す.

評価のためのデータセットをシミュレーションにより
作成した. クリーンな音声として CHiME3 dataset [6]

内の 4 話者の計 330 発話 (16 kHz, 16 bit, 1 ch) を用い
た. 雑音として, Freesound*1からダウンロードしたヘ
リコプターの雑音 (Heli) とレストランの室内の雑音
(Babble) の 2 種類を用いた. これらの雑音は 44.1 kHz

で提供されているため 16 kHz にダウンサンプリングし
た. SN比が 0 dB となるように音量を調節し, Fig. 2 に
示すような環境で混合音を作成した. CNN の学習にお
けるオプティマイザには Adam を用い, 学習率は 0.001

とした. 損失関数として平均二乗誤差を用いた.

アンサンブルの対象の音声強調手法として次の 2 手
法を用いた. ひとつは NN でマスクを推定する手法
(NN) [1] である. NN は CHiME3 dataset の学習用
の模擬録音データによって学習されており, bus, cafe,

pedestrian, street の 4 種類の雑音を既知としている.

もうひとつの手法として ILRMA [7] を用いた. ILRMA

は低ランクな雑音の高精度な除去が可能である一方で,

低ランクでない雑音を十分に取り除けない場合がある.

各音声強調手法で強調した音声を PESQ で評価した

*1https://freesound.org/
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Fig. 2 シミュレーション環境

Table 2 各手法により強調された音声の PESQスコア
Noisy NN ILRMA Proposed

Heli 1.12 2.08 2.72 2.27

Babble 1.13 2.32 2.58 2.64

結果を Table 2に示す. Noisyは強調前の観測音声, NN,

ILRMA, Proposedはそれぞれの手法による強調音声を
表す. ILRMA は低ランクな Heli に対する PESQ スコ
アが高く, NNは既知である Babbleに対する PESQス
コアが高いことが分かる．また, 提案手法は, Babble に
対して NNと ILRMAの強調性能を上回った. この結果
により, 提案手法は 2手法の長所を併せ持つマスクを生
成できることが示された.

4 おわりに
CNN を用いた時間周波数マスクのアンサンブルを行
う音声強調手法を提案した. 評価実験によって CNN に
よるアンサンブルの有効性を示した.
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