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1. はじめに 
視覚的説明は深層学習の意思決定を分析するた

めによく使用されている．特に医用画像を深層

学習を用い分類する際，分類結果と注視領域の

不一致が起きている場合，分類の信頼性が低下

する．そこで分類結果と注視領域の不一致を解

決するために任意の注視領域も同時に学習でき

る Attention Branch Network (ABN) [1]が提案さ

れた．ABN のような任意の注視領域を学習させる

モデルでは，注視領域の学習と画像分類の学習

を同時に行っている．しかし，同時に 2種の学習

を行っているため，適正な結果が得られずに精

度が下がっている場合がある． 

そこで本研究では，損失関数の中で注視領域の

重要度を決める因子を動的に変化させる手法を

提案する．提案手法では学習前半では任意の注

視領域を重視しながら学習を進め，学習後半で

は画像分類の結果を重視した学習を行う．本論

文では，CT 画像による COVID-19 性肺炎識別を例

にとり，提案手法による学習が効果的に働き，

精度が向上することを示す． 
 

2. 提案手法 
 提案手法の概要を図 1に示す．手法の流れとし

て，[1]と同じように分類対象の画像を 図 2の様

な構造である ABN に入力し，出力された結果を元

に，式(1)，(2)の様に損失を計算する．𝑋!は入力
𝑖番目の画像，𝐿"##は Attention branch の出力に

対 す るクロスエントロピー誤差， 𝐿$%& は
Perception branch の出力に対するクロスエント

ロピー誤差，𝑀(𝑋!)は Attention Map で，𝑀'(𝑋!)
は任意の注視領域であり，𝐿("$は平均二乗誤差
である． 

𝐿")*(𝑋!) 		= 	 𝐿"##(𝑋!) +	𝐿$%&(𝑋!)	 (1)
𝐿("$(𝑋!) = 	‖𝑀'(𝑋!) 	− 𝑀(𝑋!)‖+ (2) 

 

 

 

 

 

 

 

 
図 1 提案手法の概要 

 
図 2 Attention Branch Network 
L*(𝑋!) = 𝐿")*(𝑋!) + 	𝛾𝐿("$(𝑋!) (3)	
L,(𝑋!) = (1 − 𝛼)𝐿$%&(𝑋!)													 (4)
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𝛼 = 5
0.9	 9𝑛 <

𝐸
2
=

0.1	 9𝑛 ≥
𝐸
2=
(𝑛 = 1,2…𝐸 − 1)	 (5) 

従来手法では，式（3）の様に損失L*(𝑋!)を設定

しているが，提案手法では式(4)の様に損失

L,(𝑋!)を設定する．式(3）の𝛾はスケール因子で

ある．式(4)の𝛼は式(5)の様に 0.9 から 0.1 へ切

り替える．式(5)の𝐸は全体の学習回数であり，𝑛
は現在の学習回数である．このように損失の重

み𝛼を動的に調整することで，図 1 のように学習

初期は Attention Map （注視領域）を重視しなが

ら学習を進め，学習の後半では画像分類の結果

を重視した学習ができる． 

 

   
図 3 通常肺炎       図 4 COVID-19 肺炎 
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3. 実験 

3.1. データセット 
 実験に使用するデータセットとして，近畿大

学病院で撮影された，図 3，4 の様な通常肺炎と，

COVID-19 肺炎の 2 種のラベルを持つ CT 画像を使

用する．それぞれ使用する枚数は，COVID-19 肺

炎が 6621 枚，通常肺炎が 7092 枚である．

Attention Map の教師データとして，肺のみを切

り 出 し た デ ー タ を 使 用 す る ． こ れ は

Hofmanninger らが作成した U-Net のパラメータ

[3]を使用して生成した．例を図 5，図 6に示す． 

本研究は近畿大学医学部，生物理工学部，総合

理工学研究科の倫理委員会の承認の下で実施し

た． 

   
図 5 入力データ   図 6 教師データ 

 

3.2. 実験方法 
 実験では従来手法の「損失関数の調整なし」

と提案手法の「損失関数の調整あり」を比較す

る．ABN のバックボーンネットワークとして，

ResNet18[3]を使用する．今回使用するデータセ

ットは小規模であり，一通りの評価では正しい

評価ができない可能性がある．そのため 3分割交

差検証を実施することで正確な評価をできる様

にする．  

性能の評価は，スライス単位の指標と，患者単

位の指標を使用する．スライス単位の指標は正

診率，感度，特異度，AUC を使用し，患者単位で

の指標は，1 患者全てのスライス画像で出力され

た softmaxの平均を元にした診断結果，感度，特

異度を使用する．  

 

4. 結果と考察 
 実験の結果は表 1 の様になった．損失関数の調

整ありの方が全体的に精度が高く出ている． 

表 1 実験結果 

 正診率 感度 特異度 AUC 

従来(調整無) 83.1% 88.9% 77.8% 0.914 

提案(調整有) 84.0% 81.3% 86.5% 0.923 

 

AUC と患者ごとの診断結果は表 2 の様になった．

損失関数の調整ありの方が指標は高く出ている． 

表 2 実験結果 

 診断結果 感度 特異度 

従来(調整無) 299
346 

𝟏𝟏𝟓
𝟏𝟏𝟗

 
184
227 

提案(調整有) 𝟑𝟎𝟗
𝟑𝟒𝟔

 
104
119

 
𝟐𝟎𝟓
𝟐𝟐𝟕

 

 

表 1 を見ると，損失関数の調整による学習が効果

的に働いているため，精度が向上している．感

度は調整なしの方が高くなっているが，特異度

が大きく落ちていることから，COVID-19 肺炎へ

偏った振り分けを行なったため感度が向上した

と考えることができる． 

患者ごとの診断結果でも同じ傾向が出ており，

本手法はスライス一枚に対しそれぞれのラベル

へ確信度が高く分類できていることがわかる．

このことから，提案手法による学習は効果的で

あったため精度が向上したといえる． 

 

5. まとめ 
本項では，損失関数の中で注視領域の重要度を

決める因子を動的に変化させる手法を提案し，

COVID-19 と通常肺炎の診断では通常の学習より

良い結果を示した．今後は Microsoft COCO [4]

等のデータセットを使い，手法の汎化性能を確

認していきたい． 

本研究の一部は，"オール近大"新型コロナウイ

ルス感染症対策支援プロジェクトおよび科研費

JP21H05302 の助成を受けた． 
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