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動画配信サービスにおける 
eXplainable AIを用いたレコメンドモデルの評価 
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概要：EC サイトや動画配信サービスにおいて、ユーザへコンテンツを推薦する様々なレコメンドシステムが活用さ
れている．レコメンドシステムにおける課題のひとつとして、推薦理由が不明確なことによる信頼性やユーザ満足度

の低下が挙げられ、その結果 EC サイトにおける購買意欲の低下、動画配信サービスにおける視聴作品数減少に繋が
る．この課題を解決する方法として、説明可能な AI（XAI：eXplainable AI）をレコメンドシステムに応用することで
推薦結果と共に推薦理由をユーザに提示する方法が考えられる．本稿では、XAIを用いたレコメンドモデルのひとつ
である Attentive Multitask Collaborative Filtering（AMCF）において、ユーザに最適な推薦理由やバリエーションに富ん
だ作品を提示できているか、実際の動画配信サービス視聴ログを用いてオフライン検証を行った． 
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1. はじめに   

Amazonや Netflix，YouTubeなどのWebコンテンツ配
信サービスでは，ユーザの興味や関心に合致するコンテ

ンツを推薦するレコメンドシステムを活用している．レ

コメンドシステムを活用することで，膨大な数のコンテ

ンツの中からユーザが自ら検索することなく興味や関心

に合致するコンテンツに辿り着くことができる．商品や

映像など，多種多様なコンテンツがインターネット上に

溢れている現代において欠かせないシステムとなってい

る．レコメンドシステムにおける課題として，推薦理由

が不明確なことによる信頼性やユーザ満足度の低下が挙

げられる [1]．レコメンドシステムに対する信頼性やユ
ーザ満足度の低下はサブスクリプションサービスにおけ

る会員離脱や非アクティブ化に繋がる． 
一方で，レコメンドシステムに限らず医療，金融，セ

キュリティなど，あらゆる場面で人工知能（AI：Artificial 
Intelligence）が活用されており，関連する技術分野として
説明可能な AI（XAI：eXplainable AI）が近年注目を集め
ている．AIには精度のみでなく，その判断に至った経緯
や理由を求める場面が多く存在する．XAIはレコメンド
システムにも応用可能であり，推薦コンテンツのみでな

く，なぜそれがユーザに対して推薦されたのかを提示す

ることができる．このように推薦理由を提示することで

納得感やユーザの興味を惹く情報の提示を行うことがで

き，前述したレコメンドシステムにおける信頼性やユー

ザ満足度の低下といった課題に対応することができる． 
本研究では，実際の動画配信サービスの視聴ログを用

い，XAI を用いたレコメンド（以下「XAI レコメンド」
という．）モデルの評価を複数指標で行った．XAIレコメ
ンドモデルのオフライン評価指標の提案数は少ないが，

今回はその中でも重要と思われる指標についてオフライ
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ン評価を行うことで総合的に有用性を判断した． 
本稿の構成は以下の通りである．2 章では，XAI レコ

メンドモデルの複数の方式を概観する．次に，3 章では
動画配信サービスにおいて XAI レコメンドをどのよう
に応用するのかに関して言及する．4 章では今回のオフ
ライン評価に用いる評価指標，対象となるデータ，モデ

ル，評価条件、評価結果と考察を述べる．最後に 5章に
て本研究のまとめ，今後の課題を述べる． 

 

2. 関連研究 

XAIレコメンドモデルには複数の方式が存在し，それぞ

れのアルゴリズムには推薦コンテンツの精度，推薦理由の

精度に特徴がある．本章では，XAIレコメンドモデルの大
まかな分類やそれぞれの特徴に関して述べる． 

 
2.1 協調フィルタリング 
 協調フィルタリングは従来より実装の簡便さと精度の高

さからレコメンドシステムにおいて多く採用されている手

法である．また，XAIレコメンドにおいても多数モデルの
提案がされている． 

Zhangら [2]は，ユーザの嗜好を推定しそれを商品の推薦

文に埋め込むため，各商品のレビュー文章からユーザの関

心のある商品特徴を抽出した．それにより「この製品はあ

なたの関心のある機能において性能が良い」，「この製品は

あなたの関心のある機能において性能が悪い」といった内

容をユーザに伝えることができる．結果，レコメンドシス

テムの信頼性向上に繋がる．Abdollahi ら [3]は，コンテン
ツのメタ情報を利用せずにレーティングデータのみを用い，

各ユーザの類似度から，「あなたと似た多くのユーザがこの

商品を購入している」といった推薦理由を提示するモデル

を提案している． 
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2.2 Deep Learning 
現在様々な分野で飛躍的な成果を収めている Deep 

Learning だが，近年ではレコメンド分野での活用をされる

ことも多くなっている．Deep Learning ベースのレコメンド

アルゴリズムにおいても，近年協調フィルタリングと同じ

く XAIレコメンドに応用した研究が行われている． 
Seo ら  [4]は，Deep Learning 手法のひとつである

Convolutional Neural Network（CNN）を用いて商品レビュー
文章の特徴を獲得し，推薦文に応用するモデルを提案して

いる．各ユーザの書いた商品レビュー文章，各商品のレビ

ュー文章それぞれの特徴を学習することで，各ユーザが商

品のどの特徴に着目しているかを重みによって示すことが

できる．Changら [5]は，自然言語による推薦理由の説明文

を生成するアプローチを提案した．作品のトピックとなる

キーワードを抽出するモデルとクラウドソーシングによる

説明文の作成により，ユーザの行動から適切な説明文を生

成，ユーザに提示した． 
 

2.3 その他の手法 
 協調フィルタリング，Deep Learning 以外にも XAI レコ
メンドモデルは多く提案されている． 
 Heら [6]はユーザと商品の 2つの関係のみでなく，商品

レビュー文章から抽出したキーワードも加えて 3つの関係

をグラフ構造化することで各ユーザへ推薦商品と重要なキ

ーワードを決定するモデルを提案した．Davidsonら [7]は，
YouTube におけるユーザの視聴履歴から視聴された動画ペ

アをカウントし，関連性のスコアを決定するためにユーザ

の評価などの行動情報を用いている．動画を推薦する際に

は関連性が高いと判断されたユーザの行動を共に提示する． 
 
2.4 関連研究まとめ 
 以上で述べた通り，XAIレコメンドには様々なアプロー

チが存在する．一般的に XAIモデルにおける推論精度と解

釈性の間にはトレードオフの関係があると言われており，

Deep Learning など複雑な手法を用いて精度を向上させる

とモデル解釈性は低下する [8]．2.2 節で述べた通り，レコ

メンドアルゴリズムにおいても複雑性の高い手法が提案さ

れているが，単純なアルゴリズムでもパラメータを最適化

することで高い精度を担保できることがわかっている [9]．
その中で協調フィルタリングは従来より継続的に用いられ

ているレコメンドアルゴリズムであり，精度が高く複雑性

が低いためモデルの解釈が比較的容易である．また，関連

研究では多くのアプローチで各ユーザの商品レビュー文章，

各商品のレビュー文章からキーワードを抽出している．し

かし，レビューを投稿しないユーザも多く，そのようなユ

ーザには適切な推薦，推薦理由の提示ができない．また，

レビュー投稿機能自体備わっていないサービスもあり，レ

ビュー文章を用いることが前提のモデルは汎用性に欠ける． 

 そこで，本研究では協調フィルタリングベースの XAIレ
コメンドモデルである Attentive Multitask Collaborative 
Filtering（AMCF） [10]を評価対象モデルとして用いる．こ

のモデルはユーザの履歴とジャンルなどのコンテンツメタ

情報を入力として，各ユーザがどのメタ情報を好むかを推

定する． さらに，協調フィルタリングベースのモデルの中

でも推薦内容の精度が高く，推薦理由の精度も高い．また，

入力データに商品レビュー文章は必要なく，一般的に付与

されているメタ情報でモデル構築が可能であるため汎用的

である． 
 

3. 動画配信サービスでの XAIレコメンド応用 

1 章で述べた通り，動画配信サービスにおいてもレコメ

ンドシステムは多く活用されている．図 1のように各ユー

ザの興味を惹くコンテンツをリスト形式で表示し，ユーザ

はその中から興味を持ったコンテンツを選び視聴する．ま

た，幅広い作品を推薦することでユーザが出会ったことの

ないコンテンツにも出会うことができ，セレンディピティ

向上に繋がる． 

一方で，1 章で述べたように，レコメンドシステムには

推薦理由が不明確なことによる信頼性やユーザ満足度の低

下といった課題がある．その課題は動画配信サービスでも

同様のことが言え，なぜ推薦されたかが分からないコンテ

ンツは視聴に繋がりにくい．実際に動画配信サービスに対

してユーザから「なぜか〇〇というドラマを勧められる」，

「なぜおすすめにこの作品が出てくるのか」といった，推

薦コンテンツに理由を求める声が上がっている． 
動画コンテンツには「SF」や「アクション」などの作品

ジャンル情報，作品の出演者情報など，各作品それぞれに

ユーザの興味を惹くようなメタ情報が付与されている．図

2 のように，コンテンツの特徴を表すメタ情報を推薦文に

加えることで推薦コンテンツに対する納得感向上やユーザ

の興味を惹くことが可能となる．例えば，「あなたにおすす

めの SF 作品」や，「あなたにおすすめの俳優 Aが出演する

作品」など，ユーザに推薦した理由としてコンテンツメタ

情報を提示する利用方法が考えられる．このように，XAI
レコメンドを活用することで，ユーザの興味を惹くコンテ

ンツのみでなく，メタ情報まで機械的に決定することが可

能となる． 
 以上より，XAIを動画サービスのレコメンドシステムに

 

図 1 動画配信サービスにおける 
通常のレコメンドイメージ 
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適用する際の要件として下記が挙げられる． 
① レコメンド性能 
• 推薦コンテンツがユーザの興味に合致している 
• コンテンツが網羅的に推薦されている 
② 推薦理由の妥当性 
• 推薦理由がユーザの興味に合致している 
• 推薦理由と推薦コンテンツに矛盾がない 

4. 評価 

本章では，XAIレコメンドモデルの評価方法，評価条件，

評価結果と考察に関して述べる． 
 

4.1 評価方法 
本研究では，XAIレコメンドモデルを総合的に評価する

ため，複数指標を用いてオフライン評価を行った．3 章で
述べた通り，図 3のように XAIレコメンドの評価観点とし

て大きく分けて 2 つ挙げられる．1 つがレコメンドモデル
としての性能，もう 1つが推薦理由の妥当性である． 
レコメンドモデルとしての性能には，推薦したコンテン

ツに各ユーザが興味を持つかという推薦コンテンツの精度，

各ユーザにバリエーション豊富なコンテンツを提示できて

いるかというカタログカバレッジが評価指標として考えら

れる．各ユーザの興味を惹くコンテンツを推薦しつつ，膨

大な数のコンテンツからユーザが新たな発見を行えるよう，

コンテンツを幅広く推薦することがレコメンドシステムと

して重要である [11]． 

推薦理由の妥当性には，各ユーザがその推薦理由に興味

を持つかという推薦理由の精度，推薦理由と推薦コンテン

ツの合致度によって表される説明可能性，幅広い推薦理由

を提示できているかというカバレッジが評価指標として考

えられる．各ユーザの興味を惹き，説明可能かつ幅広く提

示できることが推薦理由を提示する上で求められる． 
 

4.1.1 レコメンドモデル評価 
(1) 推薦コンテンツ精度 
推薦コンテンツ精度は，学習期間のデータで学習した

レコメンドモデルを用いて推薦したコンテンツを評価期

間中にコンバージョンしているユーザの割合で定義する． 

𝐶𝑜𝑛𝑡𝑒𝑛𝑡	𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦@𝑁!"#$%%"&' =	
|𝑈#(|
|𝑈|

(1) 

𝑁!"#$%%"&'は各ユーザに対する推薦コンテンツ数，𝑈は
ユーザの全体集合，𝑈#(は𝑁個推薦したコンテンツのうち 1
個でもコンバージョンしたユーザの集合を表す．この指標

を用いることで，推薦コンテンツが各ユーザの興味を惹く

かどうかを評価期間中のコンバーションから推測すること

ができる． 
(2) カタログカバレッジ 
カタログカバレッジは，全コンテンツ中の各ユーザに一

度でも推薦されたコンテンツの割合で定義する． 

𝐶𝑎𝑡𝑎𝑙𝑜𝑔𝑢𝑒	𝐶𝑜𝑣𝑒𝑟𝑎𝑔𝑒@𝑁!"#$%%"&' =	
|𝐶!"#$%%"&'|

|𝐶|
(2) 

𝐶!"#$%%"&'は各ユーザに 1 度でも推薦されたコンテンツ
の集合，𝐶は推薦対象となるコンテンツの全体集合を表す．

この指標を用いることで，どれほど多くのコンテンツを推

薦できているかを測ることができる． 
 
4.1.2 推薦理由評価 

(1) MEP（Mean Explainability Precision） 
MEPは，XAIレコメンドによる推薦理由の説明可能性を

測る指標である [12]．EP（Explainability Precision）とは，
推薦コンテンツ中の説明可能な推薦コンテンツ割合で定義

される． 

𝐸𝑥𝑝𝑙𝑎𝑖𝑛𝑎𝑏𝑖𝑙𝑖𝑡𝑦	𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛@𝑁!")*$& =	
|𝐿𝑚𝑎𝑡𝑐ℎ+|

|𝐿+|
(3) 

𝑁!")*$&は各ユーザに対する推薦理由の提示数，𝐿𝑚𝑎𝑡𝑐ℎ+
はユーザ𝑖に提示した推薦理由と合致した推薦コンテンツ
の集合，𝐿+はユーザ𝑖に推薦したコンテンツの集合を表す．

EPの全ユーザ平均をとったものが MEPである．この指標
を用いることで，どれほど根拠を持ってコンテンツを推薦

できているかを測ることができる． 
 
(2) MER（Mean Explainability Recall） 
MERはMEPと同じくXAIレコメンドによる推薦理由の

説明可能性を測る指標である [12]．ER（Explainability Recall）

 
図 2  動画配信サービスにおける 

XAIレコメンドイメージ 

XAIレコメンド レコメンド性能 

推薦理由の妥当性 

推薦コンテンツ精度 

推薦理由精度 

カタログカバレッジ 

説明可能性 

カバレッジ 

図 3  XAIレコメンドモデルに求められる要件 
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とは，説明可能な全コンテンツ中の説明可能な推薦コンテ

ンツの割合で定義される． 
 

𝐸𝑥𝑝𝑙𝑎𝑖𝑛𝑎𝑏𝑖𝑙𝑖𝑡𝑦	𝑅𝑒𝑐𝑎𝑙𝑙@𝑁!")*$& =	
|𝐿𝑚𝑎𝑡𝑐ℎ+|
|𝐶𝑚𝑎𝑡𝑐ℎ+|

(4) 

𝐶𝑚𝑎𝑡𝑐ℎ+はユーザ𝑖に提示した推薦理由と合致する全コ

ンテンツの集合を表す．ER の全ユーザ平均をとったもの

が MER である．この指標を用いることで，どれほど取り 
こぼし無く，推薦理由に合うコンテンツを推薦できている

かを測ることができる． 
 
(3) 推薦理由精度 
推薦理由精度は，推薦理由と合致するコンテンツを評価

期間中にコンバージョンしているユーザの割合で定義する． 

𝑅𝑒𝑎𝑠𝑜𝑛	𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦@𝑁!")*$& =
|𝑈𝑚𝑎𝑡𝑐ℎ#(|

|𝑈|
(5) 

𝑈𝑚𝑎𝑡𝑐ℎ+はユーザ𝑖に提示した推薦理由と合致するコン
テンツをコンバージョンしたユーザの集合を表す．この指

標を用いることで，推薦理由として提示した情報が各ユー

ザの興味を引くかどうかを評価期間中のコンバーションか

ら推測することができる． 
 

(4) カバレッジ 
カバレッジは，全推薦理由候補中の各ユーザに一度でも

提示された推薦理由の割合で定義する． 

𝐶𝑜𝑣𝑒𝑟𝑎𝑔𝑒@𝑁!")*$& =
|𝑅*,$-|
|𝑅|

(6) 

𝑅*,$-は各ユーザに一度でも提示された推薦理由の集合，

𝑅は提示対象となる全推薦理由候補の集合を表す．この指

標を用いることで，どれほど多くの推薦理由をユーザに提

示できているかを測ることができる． 
 

4.2 評価条件 
XAIレコメンドモデルの評価にあたり，株式会社 NTTド
コモが提供している動画配信サービスのデータを評価対象

データとする．本データには各ユーザの視聴履歴，コンテ

ンツのメタ情報が付与されており，モデルの学習，評価に

用いる．視聴履歴データ期間は 2022年 1 月 17 日〜2022年
1 月 29 日の 13 日間，評価対象ユーザ数は 10,000 名，推薦

対象コンテンツ数は 4,513 作品である．式(1)や式(5)のよう
な精度評価を行うため，モデル学習期間を 2022 年 1 月 17
日〜2022年 1 月 27 日，評価期間を 2022年 1 月 28 日〜2022
年 1 月 29 日と分割する．学習期間の履歴で学習したモデ

ルを用いて各ユーザへの推薦コンテンツや推薦理由を決定

し，そのうち評価期間にコンバージョンしたコンテンツや

推薦理由の割合で評価を行う．推薦理由の候補となるのは

本コンテンツメタ情報中の「ジャンル」29 個，「出演者」

100 個とする． 

2章で述べたように，本研究では XAIレコメンドモデル
である AMCFのオフライン評価を行う．また，AMCFの有
用性を確かめるため，AMCFに加え，LightGBM [13]に SHAP 
[14]を適用したモデル，ランダム提示と比較評価を行った．

LightGBM は機械学習のコンペティションでも多用される

高精度な機械学習モデルであり，SHAP は最も有名な XAI
技術のひとつである．今回の XAIレコメンドタスクにおい
ても高い性能を達成できると推測し採用した．また，ラン

ダム提示は評価値におけるベースラインとして用いた．推

薦コンテンツ数𝑁!"#$%%"&'と推薦理由提示数𝑁!")*$&は各モ

デルで統一し，それぞれ 10 個，3 個とした． 
 
(1) AMCF 
ユーザ視聴履歴より，各ユーザの各コンテンツに対する

視聴回数を計算しモデルに入力する．また，ユーザ嗜好を

推定するため，入力する視聴履歴には各コンテンツのメタ

情報をMulti-hot Vectorの形式で紐付ける．それにより，各

ユーザへの推薦コンテンツ，ユーザ毎に推定される「入力

されたコンテンツメタ情報のうちどのメタ情報を好むか」

といったユーザ嗜好を得ることができる．モデルの出力し

た推薦コンテンツ，ユーザ嗜好を推薦理由として用いて評

価を行う． 
 
(2) LightGBM+SHAP 

 ユーザ ID，コンテンツ IDをそれぞれインデックス化し

たもの，各コンテンツのメタ情報をMulti-hot Vector 形式に
したものを LightGBM への入力として用いる．また，AMCF
と同様にユーザ視聴履歴より各ユーザの各コンテンツに対 
する視聴回数を計算し正解ラベルとして使用し学習，回帰

問題として推薦コンテンツを決定する．推薦理由の決定に

は SHAP（SHapley Additive exPlanations）値を用いる．ユー

ザ毎に推薦コンテンツ決定に寄与したコンテンツメタ情報

を決定するため，以下の計算を行った． 
1. 各ユーザの各コンテンツに対する SHAP 値を計算 
2. SHAP 値を絶対値化 
3. ユーザ毎に 2 で絶対値化した各コンテンツに対する

SHAP 値を平均化 
以上の推薦コンテンツ，推薦理由を用いて評価を行う． 
 

(3) ランダム 
 推薦コンテンツ，推薦理由共にランダムに選出する．推

薦コンテンツは 4.2項で示した全推薦対象コンテンツ 4,513
作品，推薦理由は全コンテンツメタ情報中の「ジャンル」

29 個，「出演者」100 個の中からユーザ毎にランダムに選出

し評価を行う． 
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4.3 評価結果と考察 
表 1では，各モデルにおいて，レコメンドモデル評価，

推薦理由評価に分けてオフライン評価結果を示している．

以降よりレコメンドモデル評価，推薦理由評価について結

果と考察を述べ，最後に総合的な評価を述べる．  
 

4.3.1 レコメンドモデル評価 
推薦コンテンツ精度では 3 モデル中 AMCF が最も高い

値を得られ，カタログカバレッジではランダムを除き

AMCFが最も高い値となった． 
この結果より，AMCFが各ユーザに幅広いコンテンツを

推薦でき，かつ各ユーザの興味を惹くコンテンツを推薦で

きていることが示された．AMCFは純粋なレコメンドモデ

ルとしても精度が高く従来より多用されている協調フィル

タリングベースの XAIレコメンドモデルであり，レコメン
ドモデル評価においてもこのように一定以上の評価結果が

得られたものだと考える． 
一方で，LightGBM+SHAP では推薦コンテンツ精度の値

が AMCFと比較しても大幅に低く，推薦コンテンツをパー

ソナライズできていないことが分かる．さらに，カタログ

カバレッジの値が 0.0348と，全ユーザにほぼ同じコンテン

ツを推薦してしまっていることが分かる．LightGBM は他

分野では多用されている機械学習アルゴリズムだが，この

ように今回の評価条件では高い精度が得られなかった．原

因としてデータの入力方法が考えられる．今回は XAIレコ
メンドモデルの検証のため，コンテンツメタ情報ひとつひ

とつを特徴量とし，各特徴量に対する SHAP 値を推薦理由

として用いていた．しかし，本来はコンテンツメタ情報の

ようなカテゴリ変数は整数でエンコード，インデックス化

するべきである．入力形式の変更やチューニングによって

レコメンドモデルの評価としては改善する可能性がある． 
 
4.3.2 推薦理由評価 

MEP，MERでは LightGBM+SHAPが最も高い値，推薦理

由精度では AMCFが最も高い値，カバレッジではランダム

を除き AMCF が最も高い値となっている．MEP，MER に
ついて LightGBM+SHAP が AMCF を上回った原因につい

て述べる．LightGBM+SHAP が出力した推薦理由はコンテ

ンツメタ情報「ジャンル」，「出演者」のうち，「ジャンル」

に偏っていたことが確認された．4.2 節で述べたように，推

薦理由の候補となる「ジャンル」は 29 個，「出演者」は 100
個と，候補数に差がある．MEPとMERは図 4のように表

され，推薦コンテンツと推薦理由合致コンテンツの和集合

が多くなると 2つの指標の値は高くなる．そのため，「ジャ

ンル」に偏った結果，図 4 中の C に該当しやすくなり，

MEP，MERの値が高くなったと考えられる． 

推薦理由精度，カバレッジに関しては AMCF が
LightGBM+SHAP を上回り．ユーザの興味を惹く推薦理由
を幅広く提示できていることが分かる．LightGBM+SHAP
に関しては 4.3.1 項や本項で前述した通り，全ユーザにほ

ぼ同じコンテンツ、推薦理由を提示していたため，推薦理

由精度，カバレッジ共に低くなっていると考える． 
 

4.3.3 総合評価 
AMCFはMEP，MERを除き XAIレコメンドモデルの要

件となる指標に関して他モデルを上回る結果となった．各

ユーザの興味を惹くコンテンツ，推薦理由を幅広く提示で

きていることから，今回の比較においては AMCFが有用で
あることがわかった．さらに，2.4 節で述べた通り，AMCF
は入力データに商品レビュー文章などの収集が難しいデー

タは不要であり，動画配信サービスのみでなく，他ドメイ

ンでも汎用的に利用可能なモデルである．以上より，精度

面，汎用性を考慮しても実用的であると考える． 
 

5. まとめと今後の課題 

本研究では，レコメンドシステムがユーザにコンテンツ

を推薦する際に提示する推薦文言に着目し，複数モデルの

オフライン評価を行った．評価は実際の動画配信サービス

の視聴ログを用いてレコメンドモデル評価と推薦理由評価

に分けて実施した．評価指標にはレコメンドモデル評価と

表 1 オフライン評価結果 

モデル 

レコメンドモデル評価 推薦理由評価 

推薦コンテンツ 

精度 

カタログ 

カバレッジ 
MEP MER 

推薦理由 

精度 
カバレッジ 

AMCF 0.2146 0.1994 0.6052 0.0048 0.6648 0.5891 

LightGBM+SHAP 0.0327 0.0348 0.7987 0.0080 0.1490 0.0853 

ランダム 0.0053 1.0000 0.1243 0.0021 0.3681 1.0000 

 

 
図 4  MEP，MERを表すベン図 
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して推薦コンテンツ精度とカタログカバレッジ，推薦理由

評価にはMEP，MER，推薦理由精度，カバレッジを用いる

ことで総合的に評価を行った．評価の結果，レコメンドモ

デル評価に関しては推薦コンテンツ精度，カタログカバレ

ッジの値で AMCFが他モデルを上回り，推薦理由評価に関

しては推薦理由精度，カバレッジの値で他モデルを上回っ

た．これにより AMCFが各ユーザの興味を惹くコンテンツ，

推薦理由を幅広く提示できていることがわかった．また，

AMCF は他の XAI レコメンドモデルで使われている商品

レビュー文章など特異な入力データは必要なく，サービス

ドメインが異なっても汎用的に利用可能なモデルという点

で実用的である． 
本研究ではコンテンツメタ情報としてユニーク数の異

なる「ジャンル」と「出演者」をどちらも同じモデルに入

力し学習，評価を行ったが，適切ではない可能性がある．

「ジャンル」，「出演者」をそれぞれ別モデルで学習させる

ことで各ユーザにとってより興味を惹く推薦理由を提示で

きると考えられ，今後の課題としたい．また，本研究では

評価をオフラインで実施しており，実際のユーザの反応を

考慮した評価になっていない．XAIレコメンドモデルのみ
でなく通常のレコメンドモデルにおいても言えることだが，

実際にユーザに推薦コンテンツや推薦理由を提示し CTR
などを評価することが最も適切な評価方法である．提示し

た推薦コンテンツや推薦理由が実際にユーザの興味を惹い

たのかを示すため，オンラインでの評価についても今後の

課題としたい． 
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