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概要：深層学習を用いたセンサによる行動認識では，頑健な深層学習モデルを作成するために大量のアノ
テーションされた時系列データが必要となる．ウェアラブルデバイスの普及により大規模なデータセット
の収集は可能となったが，それらのデータのアノテーションは依然として課題となっている．この問題に
対して，画像認識分野では自己教師あり学習を用いた手法が多く提案されている．しかし，行動認識分野
おいては活発に研究が行われていない．そこで本研究ではセンサによる行動認識において，画像認識分野
で提案されている自己教師あり学習手法の実装，検証を行う．また，センサデータのセグメントの情報を
使った新たな自己教師あり学習手法を提案する．既存の自己教師あり学習と比較した結果，ラベルあり
データによる Fine Tuning において，提案手法の有効性が確認された．
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1. はじめに
センサを用いた行動認識ではデバイスから取得したセン

サデータを用いて，そのデバイスを装着しているユーザの
行動を推定する．ユーザの行動の推定はユーザ活動の補助
や個人認識に利用することができるため，幅広い分野で応
用が期待されている．近年では深層学習が様々な分野で使
われるようになり，行動認識においても深層学習を用いた
手法が多く提案されている．一般的に深層学習において，
頑健な深層学習モデルを作成するためには大量のアノテー
ションされたデータが必要となる．行動認識においてはス
マートフォンやウェアラブルデバイスの普及により大規模
なデータセットの収集が可能となったが，それらのデータ
のアノテーションは未だ人為的に行う必要がある．
アノテーションされていないデータから深層学習モデル

を学習する手法として，半教師あり学習や自己教師あり学
習がある．半教師あり学習は少量のラベルありデータと大
量のラベルなしデータを組み合わせてモデルを訓練する．
自己教師あり学習は大量のラベルなしデータに対してモデ
ルが自動的にラベル付けを行い，そのラベルを元にモデル
を訓練する．どちらの学習法もラベルなしデータからモデ
ルを学習させるという点で同じだが，半教師あり学習はラ
ベルありデータが必要となる．画像などと異なり，センサ
データは人の目でアノテーションを行うのが難しく，専門
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的な知識も必要となってくる．そのため，本研究ではアノ
テーションされていないデータから深層学習モデルの学習
が行える自己教師あり学習を中心に研究を行う．
近年では多くの自己教師あり学習手法が提案されてい

る．Chen ら [1] は深層学習モデルから得られた特徴ベク
トルを用いて対照学習を行う手法 SimCLR を提案してい
る．また，Grill ら [2] はネガティブサンプルを使わずに対
照学習を行う手法を提案している．その他多くの自己教師
あり学習手法が提案されているが，多くは画像認識分野で
あり，行動認識分野においてはあまり活発に研究されてい
ないのが現状である．
本研究では画像認識分野において提案されている自己教

師あり学習手法を行動認識に適用し，有効性を評価する．
その上で SimCLR を行動認識向けに改良した手法を提案
する．SimCLR では同じデータ同士の特徴ベクトルが似る
ように対照学習を行う．一方で提案手法では同一ユーザの
時間的に近傍なウィンドウは関連性が高いという仮説をも
とに，時間的に近傍な異なるデータ同士で対照学習を行う．
時間的に近傍なデータを用いた新たな自己教師あり学習手
法を提案し，有効性を示すことが本研究の目的である．本
研究の貢献は以下の 4 点である．

• SimCLR にセグメント情報を取り入れた手法を
提案した．

• 画像認識分野などで提案されている自己教師あ
り学習手法を行動認識に適用し，提案手法が有
効であることを確認した．
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• ラベルありデータによる Fine Turning におい
て，提案手法が教師あり学習やベースとなった
SimCLR よりも高精度であることを確認した．

• 異なるデータセットによる転移学習において，提
案手法が教師あり学習より高精度であることを
確認した．

2. 関連研究
2.1 深層学習を用いたセンサによる行動認識
センサによる行動認識はセンサデータから特徴抽出を行

い，それらを分類することで行われる．従来は人の手で特
徴量の設計が行われていたが [3] [4]，深層学習により特徴
量の設計が自動で行われるようになった．近年では深層
学習を用いた行動認識手法として，Convolutional Neural

Network (CNN) を用いた手法が多数提案されている [5] [6]

[7]．行動認識に特化したモデルも提案されており，Long

ら [8] はセンサデータに対して異なる時間窓を適用し，そ
れぞれを別々のモデルに入力して特徴量を合わせることで
空間的な特徴と時間的な特徴を捉える CNN モデルを提案
している．また，Ma ら [9] はマルチモーダル行動認識に対
して，Attention ベースの CNN と Gated Reccurent Unit

(GRU) を組み合わせたモデルを提案している．

2.2 自己教師あり学習
自己教師あり学習は事前タスクとターゲットタスクの 2

つのプロセスから構成される．事前タスクではラベルなし
データから自動的にラベルを生成し，そのラベルを用いて
モデルの学習を行う．ターゲットタスクでは事前タスクで
学習したモデルの重みを使い，ラベルありデータで Fine

Tuning を行う．事前タスクによって，データの異なる部
分がどのように相互作用するのかを学習させることでデー
タの表現を学習することができ，その後のターゲットタス
クの精度を向上させることができる．
画像認識分野では多くの自己教師あり学習手法が提案さ

れており，その中でも対照学習を使った手法が高精度を
達成している．Chen ら [1] は入力データに対して異なる
データ拡張を適用した 2 つのデータを作成し，それらの
特徴ベクトルが似るように，また他のデータの特徴ベクト
ルとは異なるように対照学習をする SimCLR を提案して
いる．Dwibedi ら [10] は SimCLR にメモリバンクを適用
した SimCLRv2 [11] を改良し，NNCLR を提案している．
NNCLRでは 入力データの特徴ベクトルとメモリバンク内
の似た特徴ベクトルとで対照学習を行うことで既存手法よ
り精度を向上させた．また SimCLR のようなネガティブ
サンプルを使うような手法ではなく，ポジティブサンプル
のみで対照学習を行う手法も提案されている．Grill ら [2]

は 2 つのモデルと Predictor という特徴ベクトルを予測す
る機構を使い，ポジティブサンプルのみで対照学習を行う

BYOL を提案している．BYOL では 2 つのモデルを用い，
一方のモデルから得られた特徴ベクトルをもう一方のモデ
ルが予測することで高精度を達成している．Chen ら [12]

は BYOL に似た SimSiam を提案している．SimSiam で
は BYOL を簡素化したアーキテクチャであり，Predictor

と 勾配停止を組み合わせることでシンプルながらも高精度
を達成している．
行動認識分野では画像認識分野や音声認識分野の手法を

適用した研究がいくつか報告されている．武仲ら [13] は
個々のデータを個別のクラスとみなして対照学習を行う
Instance Discrimination (ID) [14] を行動認識に適用し，さ
らに ID をセンサデータのセグメントごとに行う Segment

Discrimination (SD)を提案している．Khaertdinovら [15]

や Tang ら [16] は SimCLR を行動認識に適用している．
Qian ら [17] は BYOL や SimSiam, NNCLR を 行動認
識に適用し，有効なデータ拡張やモデルを検証している．
Saeed ら [18] はマルチタスクで入力データにどのデータ拡
張が適用されているかを推測する手法 [19] を行動認識に適
用し，少数ラベルありデータによる Fine Turning におけ
る精度や有効なモデル構造を検証している．Harish ら [20]

は一部分をマスクしたデータをモデルに入力し再構築を
行う手法 [21] を行動認識に適用している．Haresamudram

ら [22] はデータの特徴ベクトルから次のタイムスタンプの
特徴ベクトルを推測する手法である CPC [23] を行動認識
に適用している．

(a) 複数の行動を連続して計測

(b) 行動ごとに計測
図 1: センサを用いた行動認識の計測手法
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3. 提案手法
3.1 問題設定
センサを用いた行動認識ではデータを計測する方法とし

て，行動ごとに計測する方法と複数の行動を連続して行い
計測する方法がある (図 1)．通常の自己教師あり学習では
ラベルのないデータを用いることを前提とする．本研究で
はこの制約を緩和し，行動の種別を示すのラベルは分から
ないが，図 1b のように行動の切り替わるタイミングはア
ノテーションを行えるという環境を想定する．実運用を考
えると，行動の種類をアノテーションすることはユーザに
一定のワークロードを強いることになり，実用的ではない．
一方，行動の切り替わりのみをアノテーションする場合は，
行動が変わるタイミングでワンタップなどの単純な操作を
行うだけで良いため，ユーザの負担を大幅に軽減すること
が可能となる．また，本研究では行動ごとに計測された一
連のデータをセグメントと定義する．

3.2 セグメントを用いた対照学習
提案手法の概要を図 2 に示す．提案手法は SimCLR (図

2a) にセンサデータのセグメント情報を適用した手法であ
る．SimCLR では 1 つの入力データから異なるデータ拡
張を適用した 2 つのデータを作成し，それらの特徴量と学
習バッチ内の他のデータの特徴量とを対照学習することで
データの表現を学習している．すなわち，データのインス
タンスベースで学習を行う ID [14] に基づいた手法である
といえる．SimCLR の損失関数を式 1 に示す．

ℓi = − log
exp(sim(zi, zj)/τ)∑2N

k=1 1[k ̸=i] exp(sim(zi, zk)/τ)
(1)

zi と zj は 1 つの入力データに異なるデータ拡張を適用
して得られた特徴ベクトル，zk はバッチ内の他のデータ
の特徴ベクトルである．sim はベクトルの類似度を計算す
る関数であり，本研究では cosine 類似度を使用している．
1[k ̸=i] ∈ {0, 1} は k ̸= i のときに 1 になる指示関数であ
り，N はバッチサイズ，τ は温度パラメータである．
提案手法 (図 2b) では同一セグメント内の異なるデータ

同士で対照学習を行う．センサを用いた行動認識では一連
のデータを sliding-window 方式などを使い，一定のウィ
ンドウ幅で分割して，モデルの訓練に用いる．そのため，
同一セグメント内のデータ同士は関連性が高い．しかし，
SimCLR ではデータのインスタンス同士で対照学習を行
うため，同一セグメント内のデータ同士を遠ざけるように
学習してしまい，有用な特徴表現を学習できないことが考
えられる．そこで提案手法では同一セグメント内のデータ
同士の特徴ベクトルが似るように，異なるセグメントの
データの特徴ベクトルとは異なるように学習を行う．通常
の SimCLR は ID に基づいた手法であるが，提案手法は
SimCLR をセンサデータのセグメントベースに学習を行う

(a) ID に基づく SimCLR (b) SD に基づく提案手法
図 2: 提案手法概要

SD [13] に基づいた手法に改良した点で異なる．提案手法
の損失関数を式 2 に示す．

ℓi = − log
exp(sim(zsi

1 , zsi
2 )/τ)∑2N

k=1 1[k ̸=i] exp(sim(zsi
1 , zsk)/τ)

(2)

zsi
1 と zsi

2 は同一セグメント si 内の異なるデータにデータ
拡張を適用して得られた特徴ベクトル，zsk は異なるセグ
メントのデータにデータ拡張を適用して得られた特徴ベク
トルである．

4. 実験設定
提案手法の有効性を検証するために既存の自己教師あり

学習手法と比較して検証を行った．本章では実験設定の詳
細を述べる．

4.1 データセット
提案手法の有効性を HASC [24], UCI-HAR [25], USC-

HAD [26] の 3種類のデータセットを用いて評価する．
HASC[24] はスマートフォンなどのウェアラブルデバイ

スを用いて人間の基本行動を計測したベンチマークデータ
セットである．基本行動は，静止，歩行，走行，スキップ，
階段上り，階段下りの 6 種類あり，加速度センサやジャ
イロセンサ，磁気センサなどで計測されている．本実験で
は Basic Activity 内からサンプリング周波数が 100Hz か
つ iPhone で計測されたデータを抽出し，加速度センサで
計測されたデータを使用した．前処理としてデータの前後
5 秒をトリミングし，ウィンドウサイズを 256サンプル，
ストライド幅を 256サンプルとして，sliding-window 方式
でデータを分割した．
UCI-HAR[25] はスマートフォンを用いて日常生活動作

を計測したベンチマークデータセットである．30名の被
験者によって収集された加速度データやジャイロデータに
よって構成されている．日常生活動作は，歩く，階段上り，
階段下り，着席，静止，臥床の 6種類である．データセット
はサンプリング周波数 50Hz で計測されており，各データ
は 128 サンプルのウィンドウに区切られた状態で提供され
ている．本実験では加速度データを使って検証を行った．
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加速度データには total accelaration と estimated body

accelaration があるが，total accelaration を使用した．
USC-HAD[26] はウェアラブルデバイスを用いて日常生
活動作を計測したベンチマークデータセットである．14 名
の被験者によって収集された加速度データやジャイロデー
タによって構成されている．日常生活動作は，前を歩く，
反時計回りに歩くなどの 12種類である．本実験では加速
度データを使って検証を行った．
いずれのデータセットも，被験者ごと，行動ごとにセン

サデータが時系列で計測されている．本研究では，これら
のデータセットのように被験者ごと，行動ごとに計測ファ
イルが分割されている環境下で，行動ラベルがアノテー
ションされていないという設定で実験を行う．

4.2 モデル構造
本実験では Qian ら [17] の検証結果に基づき，Encoder

に 3層の畳み込みブロックを用いた．それぞれのブロック
は畳み込み層，Batch Normalization，ReLU 関数，Max-

Pooling 層で構成されており，1つ目の畳み込みブロック
にのみ Dropout 層を追加した．また，Classifier を Global

Average Pooling (GAP) と 1層の全結合層とした．Qian

らのモデルでは Classifierに Flattenを用いていたが，事前
検証により GAP の方が高精度であったため採用し．また
SimCLR などの対照学習を行う手法は Encoder からの出
力を損失関数を適用する空間に投影するために Projector

(図 2 上部) を用いる．本実験で用いる Projector は Qian

[17] らと同様に手法ごとに異なり，数層の全結合層，Batch
Normalization，ReLU 関数とした．

4.3 モデルの訓練
本実験では提案手法及びその他の自己教師あり学習手法
に適用するデータ拡張を統一して実験を行った．Khaert-

dinov ら [15] の検証結果に基づき，事前タスクに用いる
データ拡張をデータセットごとに設定し，UCI-HAR と
USC-HADには {Jittering, Scaling, Permutation}，HASC

には {Jittering, Scaling, Rotate} の 3 種をそれぞれ適用
した．適用する際には Jittering のみ確率 p = 1 で適用し，
それ以外のデータ拡張は確率 p = 0.5 で適用した．用いた
データ拡張の詳細について以下に示す．

• Jittering: 信号にランダムなガウシアンノイズ
を加算する．

• Scaling: 信号に正規分布からサンプリングした
値を乗算する．

• Rotation: 信号にランダムな三次元回転を適用
する．

• Permutation: 信号を一定の区間に分割し，ラ
ンダムに並べ替える．

訓練時の最適化関数には Adam を用い，学習率を 0.001

表 1: 各データセットの被験者数の内訳
データセット 訓練 検証 テスト
HASC 80 20 30

UCI-HAR 19 5 6

USC-HAD 8 2 4

表 2: 各手法の推定精度
HASC UCI-HAR USC-HAD

TPN 79.48 95.65 51.05

ID 74.90 96.25 46.06

SD 75.62 96.01 43.82

SimCLR 80.20 92.07 48.41

NNCLR 81.85 95.51 45.24

BYOL 80.59 85.54 35.48

Proposed 86.07 95.95 51.36

Supervised 85.25 96.62 50.26

とした．ID, SD 以外の手法は事前タスク時のエポック数
を 150，ID, SD は 300 とし，ターゲットタスク (行動分
類)時 のエポック数を 300 とした．SimCLR などのネガ
ティブサンプルを使う対照学習手法はバッチサイズによっ
て精度が変化するため，バッチサイズを HASC は 512，
UCI-HARと USC-HAD は 256 に統一して訓練を行った．

4.4 評価方法
本実験では Hold-out法によって各手法の評価を行うた
め，データセットを被験者単位で分割した．各データセッ
トの訓練，検証，テストデータの内訳を表 1 に示す．事前
タスク時には訓練データを，ターゲットタスクには訓練，
検証データを用い，テストデータで評価した．ただし，事
前タスク時には訓練データのラベルは使わずにデータのみ
を用いた．評価指標には各試行のテストデータの平均マイ
クロ F 値を用いた．また，本実験ではベースラインとし
て，教師あり学習 (事前タスクを行わずにターゲットタス
クのみを行う) も行い評価した．さらに，各手法がデータ
から有効な特徴表現を学習しているかを評価するために，
事前タスク後のターゲットタスク時には Backbone のパラ
メータを固定して検証を行った．

5. 実験結果
5.1 推定精度
事前タスクによる影響をターゲットタスクにおける F 値

を用いて評価する．本実験では同じデータセットで事前タ
スクとターゲットタスクを行った．
表 2 に各手法のターゲットタスクにおける精度を示す．

提案手法は HASC, USC-HAD において最も精度が高かっ
た．ベースとなった SimCLR よりも精度が高いことから，
セグメント情報を使った対照学習は有効であることが分か
る．また UCI-HAR, USC-HAD においては HASC と比べ
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図 3: 半教師あり学習シナリオにおける精度

て，あまり精度が高くなかった．これは提案手法がセグメ
ント同士で対照学習をしてるために，HASC よりセグメン
トの数が十分でない UCI-HAR, USC-HAD では十分な対
照学習ができなかったことが考えられる．

5.2 半教師あり学習
センサデータのアノテーションは画像などより困難であ

るため，少量のラベルありデータかつ大量のラベルなし
データという半教師あり学習シナリオにおいて，提案手法
の性能を評価する．本実験ではターゲットタスクにおい
て，クラスごとのデータ数を制限して検証を行った．
図 3 に半教師あり学習シナリオにおける各手法の精度を
示す．HASC では提案手法が教師あり学習やベースとなっ
た SimCLR よりも高精度であった．USC-HAD では各ク
ラスのデータ数が 10 以下の場合において，提案手法が教
師あり学習よりも高精度であった．UCI-HAR では提案手
法は教師あり学習とあまり差がなかった．また，いずれの
データセットにおいても提案手法はクラスごとのデータ数
が 50 または 25 程度で表 2 と同程度の精度を達成してお
り，提案手法の半教師あり学習シナリオにおける有効性が
示された．

5.3 転移学習
提案手法の転移学習における性能を評価する．転移学習

ではあるデータセットで事前タスクを行ったモデルに対し
て，別のデータセットでターゲットタスクを行う．本実験
では HASCで事前タスクを行い，USC-HADでターゲット
タスクを行った．また，ベースラインとしての教師あり学
習は HASC で行動分類を行ったモデルを用い，USC-HAD

でターゲットタスクを行った．
表 3 に各手法の転移学習での精度を示す．SimCLR,

BYOL 以外の手法は教師あり学習より精度が上回っている
ため，転移学習において提案手法は有効であることがわか
る．また表 2 と比較すると，ID, SD, BYOL は同一データ
セットで事前タスクとターゲットタスクを行うよりも精度
が高くなっている．ID, SD, BYOL の共通点として，ネガ
ティブサンプルを使わない対照学習であることが挙げられ

表 3: 転移学習での精度
USC-HAD

TPN 48.18

ID 50.39

SD 52.75

SimCLR 40.36

NNCLR 42.56

BYOL 40.26

Proposed 45.93

Supervised 42.74

る．このことから SimCLR などの手法はネガティブサン
プルを使うために，訓練データに特化した特徴表現が得ら
れ，一方で BYOL などの手法はより汎用的な特徴表現が
得られることが考えられる．

6. まとめ
本研究では人間行動認識におけるセグメント情報を用い

た自己教師あり学習手法の提案を行った．既存の手法と比
較した結果，HASC, UCI-HAR データセットにおいて最
も精度が高かった．また半教師あり学習シナリオにおいて
も高精度を達成しており，提案手法の有効性が示された．
一方で提案手法はセグメント同士で対照学習させているた
め，セグメントの数が少ない場合は高い効果が得られない
可能性が考えられる．また，転移学習においてはネガティ
ブサンプルを使わない対照学習手法が有効であることが示
唆された．今後はセグメント以外の情報を使う，損失関数
を変えるなどして，提案手法の改良を行いたい．
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