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半教師あり深層異常検知手法を用いた
クラシックギターにおける演奏ミス自動検出手法の提案

小川 健太1 澤田 隼2 桂田 浩一2 大村 英史2

概要：クラシックギターは気軽に始められる楽器であることから個人で練習することが多い．そのため，
初心者が 1音ずつ正しく弾けるようにサポートするシステムが求められている．エレキギターにおいては，
適切に音が発せられたかを評価する練習支援システムが提案されている．このシステムでは，予め演奏ミ
スを分類し，演奏音のラベル付きデータから学習を行った分類器により演奏ミスの自動判定を行っている．
しかしながら，演奏ミスをした音を大量に収集してラベル付けを行うことは困難であり，演奏ミスの分類
も主観的な判断に大きく依存する問題が生じる．そこで本研究では，「適切に演奏された音」を正常デー
タ，「演奏ミスをした音」を異常データとし，半教師ありの深層異常検知手法を用いた演奏ミスの自動検出
手法を提案する．異常検知は，正常データ群から外れるものを一様に異常データとして検出するため，起
こり得る様々な演奏ミスを検出することが期待できるうえに，データセットの構築も容易となる．評価実
験を実際に演奏したデータに基づいて行ったところ，高い精度で演奏ミスを検出でき，提案手法の有効性
が確認できた．

1. はじめに
ギターは，左手の指で弦を押さえながら右手の指で弦を

弾くという複合的な動作により演奏する．そのため，どち
らが適切にできていなかったり，両手がうまく連動しない
と思った通りに音を奏でることができず，上達には多くの
時間と努力を要する．特にクラシックギターは他のエレキ
ギターやフォークギターと比べて弦高（指板から弦までの
高さ）が高く，ネックが広い．そのため，初心者にとって
は弦を正確に押さえるのが大変なことが多く，単音の基礎
練習から丁寧に練習することが大切である．したがって本
研究では，クラシックギターの単音演奏において，1音ず
つ正しく弾けるようサポートすることを目的とする．
ギター演奏の練習支援についての研究は数多く行われて

きた．例えば，拡張現実（Augmented Reality：AR）表示
技術を用いて正しい運指情報をユーザに提示するシステ
ム [1][2][3]，ギターにセンサを取り付けて正しく押弦でき
ているかを判定するシステム [4][5]，筋電計を用いて指の微
細な動きや姿勢を検出するシステム [6]などが提案されて
いる．しかし，これらのシステムでは音が正しく演奏され
たかの評価は行っていない．演奏音の正確さの判定を組み
込んだ研究として，カメラとセンサを利用したシステム [7]
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や，楽曲データの分析による練習曲としての重要性を考慮
したシステム [8]が提案されているが，判定の際演奏する
フレットは指定されており，判定制度の評価も行われてい
ない．また，上記の研究は主にエレキギターやフォークギ
ターのコード演奏についてしか議論されていない．
これに対し，下尾らは，エレキギター演奏を自動評価す

るための音響的特徴量を調査し [9]，それらを用いてエレ
キギターの単音演奏における押弦ミスの自動検出を行う練
習支援システムを作成した [10]．このシステムでは，演奏
音を予め「フレット上で弦を押さえている音 / 十分に弦を
押さえられていない音 / 正しく押弦できている音」の合計
3つに分類し，音響的特徴量によるクラス分類を行ってい
る．下尾らの研究のようにミスを検出するシステムであれ
ば，単音が適切に演奏されたかの評価が可能である．しか
しながら，この手法では予めミスを分類する必要があり，
それらの音を教師データとして用意しラベル付けを行う手
間がかかる．
そこで本研究では，異常検知手法を用いてこれを解決す

ることを試みる．具体的には，クラシックギターでの単音
演奏において「適切に演奏された音」を正常データ，「演
奏ミスをした音」を異常データとして半教師あり深層異常
検知手法を用いることで，演奏ミスを自動検出する手法を
提案する．異常検知（Anomaly Detection）とは，大多数
のデータから逸脱した振る舞いを示すデータを識別するこ
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と [11]である．通常，正常データと比べて異常データは手
に入る数が少ないと仮定できるため，異常検知は基本的に
ラベルなしデータのみを用いる教師なし学習，もしくはさ
らに少量のラベル付きデータを用いる半教師あり学習の
問題として扱われる [12]．本研究においては，ギター演奏
における「適切に演奏された音」でデータ群を構成したと
き，「演奏ミスをした音」はそのデータ群から外れると考
えられるため，異常検知の一つである外れ値検出（Outlier

Detection）が適用できる．これによりミスの分類を行うこ
となく，起こり得る様々な演奏ミスを検出することが期待
できる．

2. クラシックギターにおける演奏ミス
ギター演奏において押弦や弾弦が不適切であると，思っ

たように音が奏でられない．一般的にこれはミスとされ，
ギターを練習する際はなるべくミスをしないよう意識する
必要がある．以下に，本手法で検出するクラシックギター
の主な演奏ミスと，それによって生じる不適切な音につい
て列挙した．

十分に弦を押さえられていない
弦を十分に押さえられていないと，フレットと弦が満
足に接触せず，弦の振動が不規則になる．それにより，
振動している弦がフレットなどに細く何度も接触を繰
り返すことでエッジの効いたノイズが鳴ってしまうこ
とがある．このノイズは「ビビリ」と呼ばれる．また，
フレットと弦が全く接触していないと，弦の振動を直
接指で止めている状態になり調波音がほとんど鳴らな
くなってしまう（以降この音を「ミュート音」とする）．

フレットから遠くを押さえている
押弦はなるべくフレットのすぐ隣で行うのが望まし
い．フレットから離れた位置を押さえると，フレット
と弦が十分に接触しないことでビビリやミュート音が
生じる場合がある．

フレットの上を押さえている
フレットの上を押さえてしまうと指が触れたまま弦が
振動してしまい，弦の振動が急激に減衰し音がこもっ
てしまう．

押弦が適切に継続できていない
弦をはじいて音が鳴っている間押弦は継続する必要が
あるが，押弦している指が緩むと，音が鳴っている途
中でビビリが生じることがある．また，ポジション移
動*1などで指を早く離した場合，音が不自然に切れて
次の音と滑らかにつながらない*2．

*1 左手人差し指の位置（フレット）をポジションと呼び，今のポジ
ションでは押さえられないフレットを押さえる必要がある時に，
左手の位置を移動することをポジション移動と呼ぶ．

*2 意図的に音を短く切るスタッカートという奏法もある．

弾弦が強すぎる
特に低音弦において，弾弦の力が強すぎると弦の振動
が必要以上に大きくなってしまい，フレットと接触し
てビビリが発生する場合がある．

振動中の弦に指が接触する
弦が振動して音を鳴らしている最中に，押弦している
指以外の指が接触することで急激に減衰したりビビリ
などのノイズが発生することがある．

これら以外にも演奏ミスは起こり得るが，それら全てを
取り上げて分類することは非常に困難である．これに対し
て異常検知手法を利用した本手法では，分類を必要とせず
にこれらを含めたあらゆる演奏ミスを検出することが可能
である．

3. 提案手法：異常検知手法を用いた演奏ミス
自動検出

異常検知手法を用いた演奏ミス自動検出手法の構造を図
1に示す．この手法では，まず入力された演奏音を 1音ず
つに分割して，それぞれを一定の長さに区切りメル周波数
スペクトログラムに変換する．これらの前処理を施した演
奏音データを演奏ミス検出モデルに入力し，それぞれの異
常スコアを得る．そして，異常スコアが予め設定したしき
い値を超えた演奏音をユーザに提示することで，演奏ミス
を検出する．本研究では，Ruffらの提案した半教師あり深
層異常検知モデルである Deep Semi-Supervised Anomaly

Detection（Deep SAD）[13]を演奏ミス検出モデルとして
用いる．

3.1 前処理
音響信号をニューラルネットワークに入力する際，より

周波数成分の特徴を捉えやすいデータに変換されることが
多い．本研究では，データ量を圧縮しつつ演奏音の本質的
な特徴が表された形とするため，人間の音高知覚を考慮し
たメル周波数スペクトログラムに変換する．また，演奏音
を一音ずつネットワークに入力するためにオンセット（発
音時刻）検出を用いる．これらの前処理を以下の順序で
行う．
( 1 ) 入力された演奏データ（44100 Hz）から，オンセット
（発音時刻）検出を用いて 1音ずつに分割する．

( 2 ) それぞれの音を 370 msまでに区切る（消音時のノイ
ズ*3を入力音に含まないようにするため）．370 msに
満たない音には，足りない分ゼロパディングを適用
する．

( 3 ) それぞれの音をメル周波数スペクトログラムに変換
し，正規化する．

*3 弦をはじく直前に指が弦に触れる際，前の音を同一弦で鳴らして
いたときに軽くノイズがなる場合がある．
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図 1: 半教師あり深層異常検知モデル Deep SADを用いた演奏ミス自動検出手法．演奏データの音響信号をオンセット検
出により分割し，それぞれをメル周波数スペクトログラムに変換する（赤い点線はオンセットを示す）．これを Deep SAD

ネットワークに入力し，射影された特徴空間で超球の中心との距離を計算する．その距離を異常スコアとし，異常スコアが
しきい値を超えた音を「演奏ミスをした音」としてユーザに提示する．

オンセット検出には，Pythonの librosaパッケージ [14]

に含まれる onsetモジュールの，onset detect関数を用い
た．また，短時間フーリエ変換の窓関数をハニング窓，フ
レーム長を 512 samples，シフト長を 256 samplesとし，メ
ルフィルタバンクの数を 128個，最大周波数を 22050 Hz

とする．したがって，変換後のメル周波数スペクトログラ
ムのサイズは 128 × 32である．また，音圧はデシベルス
ケールに対数変換している．

3.2 異常検知手法：Deep SAD

Deep SAD は，外れ値検出の既存手法である Support

Vector Data Description（SVDD）[15]をベースとした手
法である．SVDD は，非線型カーネルにより射影された
高次元特徴空間において正常データを包含する最小の識別
超球を探索し，超球の内部に属さないデータを外れ値，す
なわち異常データと判定する．Ruffらは，SVDDの非線
型カーネルをニューラルネットワークに置き換えて高次
元な入力データに対して外れ値検出を行う Deep Support

Vector Data Description（Deep SVDD）[12]を提案した．
Deep SVDDを含め，通常の異常検知手法はラベルなしの
正常（と想定される）データのみで教師なし学習を行うが，
現実では異常データが少数は手に入ることが期待される．
それを踏まえ，RuffらはDeep SVDDを半教師ありに拡張
したDeep SADを提案し，特に複雑な画像データに対して
非常に高い有効性を示している [13]．本研究においても少
数の「演奏ミスをした音」が手に入ると仮定できるため，

「適切に演奏された音」を正常データ，「演奏ミスをした音」
を異常データとし，演奏音を画像データに見立てて Deep

SADを適用する．
入力空間を X ⊆ RD，出力空間を F ⊆ Rd とする．

L ∈ Nの隠れ層で構成されるニューラルネットワークを
ϕ(·;W) : X → F とし，重みをW = W1, . . . ,W

L に設定
する．ここで，Wℓ は隠れ層 ℓ ∈ 1, . . . , Lの重みである．
すなわち，ϕ(x;W ) ∈ F は，パラメータW のネットワーク
ϕにより出力された x ∈ X の特徴表現である．したがって
Deep SADの目的は，出力空間 F において正常データ全て
を包含する中心 cの超球を最小にするようなパラメータW
を学習することである．データセットには，n個のラベル
なしデータ x1, . . . ,xn ∈ X , X ⊆ RD と，m個のラベル付
きデータ (x̃1, ỹ1, . . . , x̃m, ỹm) ∈ X × Y, Y = {−1,+1} を
用いる．ここで，ỹ = +1は既知の正常データ，ỹ = −1は
既知の異常データを示すラベルであり，ラベルなしデータ
の大多数が正常データであると仮定する．このとき，Deep

SADの目的関数は以下の通りである：

min
W

1

n + m

n∑
i=1

||ϕ(xi;W) − c||2

+
η

n + m

m∑
j=1

(||ϕ(x̃j ;W) − c||2)ỹj

+
λ

2

L∑
ℓ=1

||Wℓ||2F , λ > 0.

ラベルなしデータには，射影された点と超球の中心との距
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表 1: エンコーダの構造
Layer Output Size Stride Padding Activation

Input (1,128,32) – – –

Conv3x3 (256,64,16) (2,2) (1,1) ReLU

Conv3x3 (128,32,8) (2,2) (1,1) ReLU

Conv3x3 (64,16,4) (2,2) (1,1) ReLU

Conv3x3 (32,8,4) (2,2) (1,1) ReLU

Linear (64) – – –

表 2: デコーダの構造
Layer Output Size Stride Padding Activation

Input (64) – – –

Linear (1024) – – –

Deconv2x1 (64,16,4) (2,1) – ReLU

Deconv2x2 (128,32,8) (2,2) – ReLU

Deconv2x2 (256,64,16) (2,2) – ReLU

Deconv2x2 (1,128,32) (2,2) – Sigmoid

離，すなわち特徴表現と中心の平均二乗誤差（Mean Squared

Error：MSE）を損失関数として与える．ラベル付き正常
データ（ỹ = +1）に対しては，特徴表現と中心のMSEに
ハイパーパラメータ η > 0を乗算したものを，ラベル付き
異常データ（ỹ = −1）にはその逆数をそれぞれ損失関数
として与える．η はラベル付きデータとラベルなしデータ
のバランスを制御し，η > 1に設定した場合はラベル付き
データに，η < 1に設定した場合はラベルなしデータに重
点を置く．以上によりネットワークは，正常データが集中
するような潜在分布を学習するとともに，正常データが超
球の中心のより近くへ，異常データが中心からより遠くへ
射影されるよう学習する．最終項は重み正則化項であり，
|| · ||F はフロベニウスノルムを示す．

Deep SADは，正常データのみでオートエンコーダの事
前学習を行い，収束したエンコーダの重みでネットワーク
ϕのパラメータW を初期化する．超球の中心 cは，初期
化したネットワークに正常データを入力して得られた出力
の平均値に設定する．テストデータ x ∈ X に対しては，特
徴表現と超球の中心の二乗誤差を測ることで異常スコア s

を算出する：

s(x) = ||ϕ(x;W∗) − c||2.

ここで，W∗ は学習済みモデルのパラメータである．

3.3 演奏ミス検出モデルの学習
演奏ミス検出モデルは，まず特徴表現を抽出するために

事前学習を行い，学習済みの重みで初期化した Deep SAD

ネットワークの学習を行う．
本研究では，事前学習に深層畳み込みオートエンコー

ダ（Deep Convolutional AutoEncoder：DCAE）を用いる．
DCAEは，画像処理分野で多く用いられる畳み込みニュー

ラルネットワーク（Convolutional Neural Network：CNN）
をベースとしたオートエンコーダであり，メル周波数スペ
クトログラムを 1チャネルの画像データとして扱うことで
特徴表現を抽出することができる．本研究で用いるDCAE

の構造を表 1，表 2に示す．ConvXxY，DeconvXxYはそれ
ぞれカーネルサイズX × Y の 2次元畳み込み層，2次元転
置畳み込み層を，Linearは全結合層を表す．エンコーダで
はメル周波数スペクトログラム（128×32）を 4層の 2次元
畳み込み層でダウンサンプリングし，4層目の出力を平坦化
して全結合層で 64次元の特徴量に圧縮している．全ての畳
み込み層では出力にバッチ正規化（Batch Normalization）
[16]と ReLU関数を順に適用している．デコーダでは，エ
ンコーダの処理を逆の順序で行うことで入力された演奏音
のメル周波数スペクトログラムを復元する．ただし，畳み
込み層を全て転置畳み込み層に置き換えている．また，1

層目の全結合層の出力値はサイズを (32,8,4)に変換し，最
終層の出力にはシグモイド関数のみを，それ以外の層では
バッチ正規化と ReLU関数を順に適用している．
本研究で用いるDeep SADのネットワークの構造は，事

前学習で用いた DCAEのエンコーダ（表 1）と同等であ
る．初期化は収束したエンコーダの重みで行い，初期化し
たネットワークに正常データ（ラベルなしデータ及びラベ
ル付き正常データ）を入力した際の出力平均ベクトルを超
球の中心 cに設定する．ラベルなしデータは cとのMSE，
ラベル付き正常データは cとのMSEにハイパーパラメー
タ ηを乗算したもの，ラベル付き異常データはその逆数を
それぞれ誤差関数として学習する．
両者共に最適化にはAdam[17]，誤差関数にはMSEを使

用し，超球崩壊を防ぐためバイアスは用いていない [12][13]．
推論時は，ネットワークのデータ出力値と中心 cの二乗誤
差を異常スコアとして算出する．

4. 評価実験
4.1 実験条件
提案した演奏ミス検出モデルの評価実験として，第一著者

が実際にクラシックギターを演奏，録音（16bit/44100Hz）
してデータセットを用意し，Deep SADネットワークにお
いてハイパーパラメータ η を変えながら学習を行いモデ
ルの評価を行った．学習時は Early Stoppingを適用して
エポック数を自動決定する．具体的には，検証用データの
lossが DACEで 15エポック，Deep SADネットワークで
30エポック改善しなかった場合学習を終了する．バッチサ
イズは共に 64とした．また，全ての ηのパターンでネット
ワークの初期値と中心 cは同一である．提案手法の評価指
標には，PR曲線下側面積（PR-AUC）と F値（F-measure）
を用いた．

PR曲線（Precision-Recall curve）とは，再現率（Recall）
に対する適合率（Precision）を曲線としてプロットしたも
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表 3: ラベルなしデータ
string 0 - 12 fret 13 - 14 fret 15 - 19 fret

1 i:25, m:25 i:10, m:10 i:10, m:10

2 i:25, m:25 i:10, m:10 −
3 i:25, m:25 i:10, m:10 –

4 i:20, m:20, p:10 – –

5 i:20, m:20, p:10 – –

6 p:50 – –

のである．適合率と再現率は以下の式で算出される．

Precision =
TP

TP + FP

Recall =
TP

TP + FN

TP，FP，FNはそれぞれ真陽性，偽陽性，偽陰性を指す．
PR曲線は陽性判定の精度にのみ着目するため，異常検知
などの偏りが大きいデータに対する分類精度を適切に評価
することができる．

F値は適合率と再現率の調和平均であり，以下の式で算
出される．

F-measure =
2 × Precision×Recall

Precision + Recall

本研究では，各しきい値での F値を算出し，最も F値が高
くなるものをそのモデルのしきい値に設定する．以下，こ
のときの F値を最大 F値（Max F-measure）と表記する．

4.2 データセット
データセットには学習用データ，検証用データ，テスト

データを用意した．学習用データにはラベルなしデータと
ラベル付きの正常データ，異常データが含まれる．
学習用データのうち，ラベルなしデータはフレットごと

に表 3の通りに演奏し，オンセット検出により 1音ずつに
分割して用意した．0フレットは開放弦（何も押さえてい
ない状態）を示す．i，m，pは弦をはじいた指を表し，そ
れぞれ人差し指，中指，親指を指す．
検証用データ及びテストデータは実際に基礎練習を演

奏し，「適切に演奏された音」と「演奏ミスをした音」を
それぞれラベル付けして用意した．基礎練習には Andrés

Segovia*4の「Diatonic Major And Minor Scales」[18]を用
いた．これは長調と短調の各 12調，合計 24調からなる音
階練習法であり，世界中で親しまれている基礎練習である．
指板を幅広く使うため，各フレットの音名の記憶，スムー
ズなポジション移動，押弦や弾弦の技術向上に大きく役立
つ．「Diatonic Major And Minor Scales」の楽譜の例を図
2に示す．この音階練習を各調で 5回ほど演奏し，それぞ
れの調で 2～5音ほど演奏ミスをしている録音データを採
用した．それらを 1音ずつに分割してラベル付けを行い，
*4 1893-1987．クラシックコンサート楽器としてのギターの地位を
確立し，「現代クラシックギター奏法の父」とされている．

図 2: 「Diatonic Major And Minor Scales」[18]における
ハ長調（Cメジャースケール）の楽譜

正常データ（「適切に演奏された音」）806音，異常データ
（「演奏ミスをした音」）105音となった．これを正常データ
と異常データそれぞれでランダムにデータを 2分割し，一
方を検証用データ，もう一方をテストデータとした．
また，前述した基礎練習の録音データを利用して学習用

のラベル付きデータを用意した．基礎練習の演奏データの
うちテストデータ及び検証用データに採用しなかったもの
を全て 1音ずつに分割し，ラベルなしデータの 1割の数を
ランダムに抽出しラベル付けした．
以上より，学習用データがラベルなしデータ 4120音，ラ

ベル付き正常データ 295音，ラベル付き異常データ 117音
の計 4532音，検証用データが正常データ 403音，異常デー
タ 53音の計 456音，テストデータが正常データ 403音，異
常データ 52音の計 455音となった．また，演奏音は全て
BPM120の四分音符（1音あたり 500ms）とし，アポヤン
ド奏法*5で演奏した．

4.3 実験結果と考察
実験結果を表 4に示す．一番上の行はラベルなしデータ

のみを用いた教師なし学習の評価結果である．この結果か
ら，ラベル付きデータを用いた半教師あり学習の有効性が
明らかとなった．また，特に η = 5.0以上で PR-AUC，最
大 F値共に高くなっており，ラベル付きデータに重点を置
くことでネットワークが効率良く学習できていると考えら
れる．η の値による変化をより詳しくみるため，各 η での
テストデータの「適切に演奏された音」の平均異常スコア
（Normal MAS）と「演奏ミスをした音」の平均異常スコア
（Miss MAS），及び最大 F値のしきい値（Threshold）を表
5に示す．η を大きくするほど，Miss MASが大きくなっ
ているのが分かる．これは，ラベル付き異常データが中心
から遠くに射影されるほど，未知の「演奏ミスをした音」
に対して敏感になるためと考えられる．今後，ハイパーパ
ラメータのチューニングにより最適な ηの値を探索してい
く必要がある．
最も最大 F値の高い η = 15.0のモデルについて，特徴空

間の可視化を行った．64次元の特徴量から 2次元への変換
には，t-SNE（t-Distributed Stochastic Neighbor Embed-

ding）[19]という次元削減アルゴリズムを用いる．t-SNE

は，高次元データの情報を保持したまま低次元データへ変
*5 弦を弾いた後，隣の弦に指が寄りかかる奏法を指す．弦を弾いた
後に指が空中へ向かうアルアイレ奏法も存在する．
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表 4: 提案手法の評価実験結果
η PR-AUC Max F-measure Precision Recall

– .712 .667 .727 .615

1.0 .914 .839 .783 .904

2.0 .961 906 .889 .923

5.0 .979 .940 .979 .904

10.0 .979 .950 1.00 .904

15.0 .979 .951 .980 .923

20.0 .977 .940 .979 .904

表 5: ηの値による異常スコアの違い
η Threshold Normal MAS Miss MAS

1.0 0.223 0.070 1.148

2.0 0.335 0.087 1.602

5.0 0.455 0.096 2.111

10.0 0.625 0.096 3.238

15.0 0.696 0.135 4.047

20.0 0.669 0.143 4.208

換する方法であり，元の空間での点同士の近さが，圧縮後
の点同士の近さとできるだけ同じになるように次元を圧縮
する．中心，真陰性（TN），真陽性（TP），偽陰性（FN），
偽陽性（FP）にそれぞれ色分けし，t-SNEを適用した結
果を図 3aに示す．定性的ではあるが，「適切に演奏された
音」と「演奏ミスをした音」が超球により分離できている
ことが見て取れる．
また，テストデータの「演奏ミスをした音」を分類した

場合の図を 3bに示す．分類は第一著者のみで行い，弾弦
時にビビリの生じた音（buzz）20音，押弦継続中にビビ
リの生じた音（mid-buzz）10音，こもり音（muffled）19

音，ミュート音（mute）6音となった．それぞれの例を最
終ページの図 6，7，8，9，10に示す．「弾弦時にビビリの
生じた音」と「こもり音」の特徴量が集合しているのは，そ
れぞれの特徴が一貫しているためと考えられる．一方で，
「押弦継続中にビビリの生じた音」は特徴量が散らばって
いる．これは演奏ミスの度合いによってノイズの発生時刻
や長さが異なるためと考えられる．また，「ミュート音」は
「こもり音」の近くに多いが，これは調波音が急激に減衰す
るという類似点によるものと考えられる．これらのことか
ら，提案した演奏ミス検出モデルが多様な「演奏ミスをし
た音」の特徴を適切に抽出して分離できることがわかり，
様々な演奏ミスを検出できることを示した．
一方で偽陰性，偽陽性となった音も散見される．偽陰性

となった「演奏ミスをした音」には，ビビリが 370ms付近
で発生しているものがあった（図 4）．これは，ポジション
移動時などのフィンガーノイズ*6が 370ms付近に鳴った音
をラベル付き正常データに含めているのが原因と考えられ
*6 巻弦（4～6 弦）上で指がフレットを移動する際に，指と弦が擦
れて「キュッ」というような音が鳴るノイズ．「フレットノイズ」
とも呼ばれる．

る．偽陽性となった「適切に演奏された音」にも，押弦継
続中にフィンガーノイズが鳴っている音があった（図 5）．
具体的には，次に押さえるフレットのために開いた他の指
につられ，押弦している指が動いてしまった際に発生した
ノイズである．フィンガーノイズが鳴った音を「適切に演
奏された音」とするか「演奏ミスをした音」とするかは議
論の余地がある．

5. おわりに
本研究では，クラシックギターでの単音演奏において

「適切に演奏された音」を正常データ，「演奏ミスをした音」
を異常データとして，半教師あり深層異常検知手法のDeep

SADを用いた演奏ミスの自動検出手法を提案した．実験
の結果，η = 5.0以上のモデルで，PR-AUCが .97以上，F

値が .95以上という高い精度で演奏ミスを検出することが
できた．また，特徴空間を二次元に圧縮して可視化するこ
とで，ネットワークが「演奏ミスをした音」の特徴を適切
に抽出して異常検知を行っていることが分かり，演奏ミス
の分類や大量のラベル付けの必要がない本手法の有効性を
示した．
今後，本手法を用いた練習支援システムを作成し，ユー

ザ評価を行う必要がある．また，本研究でデータセットの
録音に用いたクラシックギター及び演奏者は単一であるた
め，多様なクラシックギターや演奏者によるデータを集め
て提案手法の汎用性を確認していきたい．さらに，本研究
で扱ったのは BPM120の四分音符のみであったが，入力
を可変長にして様々な長さの音に対応できれば，より実用
性の高いシステムになることが期待できる．
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図 6: 適切に演奏された音（2弦 5フレット）

図 7: 弾弦時にビビリの生じた音（2弦 10フレット）．特
に高周波数帯域でノイズが発生している．

図 8: 押弦継続中にビビリの生じた音（4弦 9フレット）．
発音時ではなく，押弦を継続させて調波音が鳴っている途
中でノイズが発生している．

図 9: こもり音（4弦 8フレット）．基本周波数以外の高次
の倍音成分の減衰が早く，高周波数帯域が削減されている．

図 10: ミュート音（2弦 9フレット）．発音時に打楽器の
ような音が目立ち，調波音が急激に減衰する．
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