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			［知能コンピューティング─AIとハードウェアの出会い─］

			5 ランダム・スパース・ストカスティック
―新しい計算の形を目指して―
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			計算の形

			　

			　「形」とは何か？　広辞苑によると，外見に現れた姿や格好を意味するという．それでは，「計算の形」とは何か？　計算が演算結果を求め出す無形の処理であることを考えると，その組合せ自体が少し矛盾しているようにも思える．筆者は，知能コンピューティングにおけるアルゴリズムとハードウェアの協調設計を主な研究分野としており，本稿では，ハードウェア処理基盤を「計算の形」として捉え，近年のニューラルネットワークの発展がもたらしたハードウェア処理基盤の変化を見ていこうと思う．中には微妙な意味合いの違いが気になる読者もいると思うが，筆者は，言語学者でもなければ，日本語の母語話者でもないので，その部分においては寛大な心で許していただきたい．

			　

			汎用性で決まる「計算の形」

			　現代の計算機アーキテクチャはプログラム内蔵方式のノイマン型がその主流となっている．しかし，計算機アーキテクチャの黎明期には，プログラム内蔵方式以外にも，布線論理方式のアーキテクチャが存在していた（図-1参照）．プログラム内蔵方式のアーキテクチャがメモリからデータの処理手順，すなわちプログラムを読み出し，実行することに対して，布線論理方式は物理的な結線で処理を実行する．言い換えると，プログラム内蔵方式にはソフトウェア（プログラム）とハードウェア（計算機）に明確な区別が存在していたのに対して，布線論理方式にはその区別がなく，ハードウェア構造そのものがソフトウェア処理でもあったと言える．

			　ノイマン型アーキテクチャが現代の主流になった理由は，決して非ノイマン型アーキテクチャの計算能力が劣っていたからではない．プログラム内蔵方式が逐次的制御に基づく演算処理を行っているのに対して，布線論理方式は演算器を物理結線することで高い並列性を実現できるものであった．1946年に作られた布線論理方式のENIACは，8万223時間の稼働時間の間，有史以来人類が行ったすべての演算よりも多くの演算を行ったとも言われている．

			　容易に想像できるように，布線論理方式の問題はプログラムの煩雑さにあったと言える．布線論理方式では計算対象に合わせて物理結線を手で切り替える必要があり，汎用的な用途には向いていなかった．さらにその並列処理構造は，逐次的な処理構造に比べてより高度な制御を要していたため，布線論理方式のアーキテクチャは歴史教科書の一部となってしまったのである．

			　

			機械学習がもたらすポストノイマン時代

			　機械学習に基づく人工知能ブームの中，我々は再び「構造＝処理」の構図を目のあたりにしている．それは皆さんもよく知っているニューラルネットワークである．積和演算と非線形変換，そしてそれを結線することで構築されるニューラルネットワークは，前述した非ノイマン型の計算機アーキテクチャと同一の形を共有する．違いがあるとすれば，機械学習の恩恵により，あらゆる問題に対して人間がプログラムを考える必要がなく，データからニューラルネットワークの構造と重みを学習することでプログラムできる点である．つまり非ノイマン型の弱点であったプログラム性や汎用性の問題が克服できるのである．

			　現在は，さまざまなニューラルネットワークモデルが提案され，アルゴリズム的にも急激に変化している中，計算機アーキテクチャはその後を追う形で発展している．まだ過渡期的な段階でその終着点は定かではないが，ニューラルネットワークと非ノイマン型アーキテクチャが率いるポストノイマン時代はもうすぐそこまで来ていると言える．それではここからの「計算の形」はどのような方向に向かうのだろうか．

			　

			肥大化するネットワーク

			　ここ十年でニューラルネットワークの推論精度は飛躍的に進歩しているが，それに伴い爆発的に肥大化するニューラルネットワーク規模は我々にとって大きな悩みである．たとえば，近年話題になったViT（Vision Transformer）は重みの数が百億を優に超える．このようなニューラルネットワークの肥大化は，それを実行するハードウェア処理基盤を設計する上で大きな負担となる．

			　ハードウェア処理基盤の設計は，回路面積と電力バジェットの制約の下で，決められた演算を効率よく処理するための最適化問題を解く過程である．本来，複数の要素がトレードオフ関係を持ち，複雑に絡み合うものであるが，本稿ではシンプルに図-2に示す各処理における消費エネルギーを基に，電力バジェットの観点から話を進めていく．

			　図-2では，整数と浮動小数点の加算と乗算にかかるエネルギーと，SRAMとDRAMからのデータ読み出しにかかるエネルギーを示している．その数値から分かるようにDRAMからのデータ読み出しが最も支配的であり，ニューラルネットワークの積和に必要な重みをチップの外から読み出すことが積和演算よりも100倍以上のエネルギーを要することが分かる．しかし，オンチップSRAMとして搭載できるのはせいぜい数10MB程度（NVIDIA A100で40MB）であり，32ビット重みだと格納できるのは数千万個（NVIDIA A100で1千万個）となるが，定番のReNet-50における重みの数が2千5百万個を超えていることや計算に必要なワークスペースを考えると，オンチップSRAMですべてを賄おうとするのは現実的ではない．

			　一方GPUなどではデータ再利用によりこの問題を解決している．複数の入力データを束ねて処理（バッチ処理）し，オフチップメモリから一度読み込んだ重みを数百回分の計算に用いることで，データ読み出しと演算処理のエネルギーバランスを保てるのだ．難敵に見えた問題がいとも簡単に解決できたように見える．

			　しかし残念ながらそう簡単にはいかない．多くの実アプリケーションでは即応性が求められる．そのため前もって入力データを集めて束ねて処理することは困難である．たとえば，自動運転で1秒あたり30フレーム撮影できるカメラの入力を同時に128フレーム分バッチ処理するとする．最初のフレームから128番目のフレームが入力されるまで最低でも4.2秒（≒128フレーム/30フレーム）以上かかり，ハードウェア処理基盤の処理速度にかかわらず，その間は目くらまし運転になる．車がどうなるかは想像するだけでも恐ろしい．

			　

			三匹が斬る

			　

			　肥大化するニューラルネットワークが諸悪の根源だとして，我々がとれる方策には何があるだろうか．モデル規模と計算量を軽量化しなければならないのは間違いないが，ハードウェアの都合で勝手にアルゴリズムを改変するのは，ニューラルネットワークの推論精度を損なう可能性が高く，本末転倒である．当然のことながらニューラルネットワークが持つ性質を見抜き，それをうまく活用することが必要になるだろう．そこでここではニューラルネットワークが持つランダム性・スパース性・ストカスティック性の3つの性質に注目し，それらがハードウェア処理基盤に与える影響について見ていきたい．

			　　

			ランダム性 

			　2019年のICMLにはニューラルネットワークに関する興味深い仮説を提唱した1本の論文が発表された1）．MITのFrankleとCarbinによって「宝くじ仮説」と命名されたこの仮説は，乱数初期化された密なネットワークには，同程度の学習で，元のネットワーク（original network）の学習結果に匹敵する部分ネットワーク（subnetwork）が存在するという仮説である．この部分ネットワークを宝くじにおけるあたりくじに例えている．FrankleとCarbinはこの仮説に基づき，通常の枝刈りでは見つけることのできない高い推論精度を持つスパースモデルを学習できる手法を提案している．

			　しかし，その後の研究で分かったさらに面白い事実は，重みを学習していない，乱数初期化状態の部分ネットワークにもすでに当たりくじ（高い精度の部分ネットワーク）が存在していたことである．2020年CVPRでRamanujanらが発表した「What's Hidden in a Randomly Weighted Neural Network?」という論文2）で，著者らは乱数初期化状態のネットワークから必要な重みを選び，部分ネットワークを抽出するだけで，通常学習されたネットワークと同等の推論精度が達成できることを示した（図-3参照．左：二値乱数とスーパーマスクで定義された，右：Hidden Networks（HNNs）の学習手法であるエッジ・ポップアップ（edge pop-up）アルゴリズム．順伝播時にはスーパーマスクで選択された結線のみを使用し，逆伝播時にはすべての結線に対して重みの重要度であるスコアを更新）．本稿では便宜上この手法を「Hidden Networks（HNNs）」と呼ぶことにする．

			　HNNの発見がハードウェア処理基盤に及ぼす影響は実に大きい．今まで膨大な重み数を持つモデルを記憶するためのメモリとその重みを読み出すための電力を必要としていたが，重みが乱数であればメモリは不要になり，必要なときに疑似乱数生成器で作ればよくなったのだ．後の章で少し触れることになるが，我々の研究チームではすでにこの事実を活用し，重みの格納と読み出しを不要とするハードウェア処理基盤を開発している．

			　

			スパース性

			　モデル規模が削減できるのであれば，次に注目すべきは計算回数である．ニューラルネットワークは重みと活性値に大きなスパース性を持つ．重みの場合，影響力の少ない小さな値を7，8割程度枝刈りしてもほとんど精度劣化が発生しないことが知られている．さらに活性値の場合，バッチ正規化☆1と活性化関数ReLU（Rectified Linear Unit）☆2を用いていれば，活性値の約5割はゼロとなる．バッチ正規化で積和演算結果が平均ゼロの分布に整えられ，その半数を占める負の値がReLUによってゼロの活性値になるのだ．

			　積和演算においてゼロ乗算は計算結果に影響を及ぼさないので，これらの重みと活性値に対する計算は推論時にリスクなく省略できる．違いがあるとすれば，重みのスパース性は学習段階で静的に決まるのに対して，活性値のスパース性は推論段階で動的に決まる．それではこれらのスパース性はハードウェア処理基盤にどのような影響を与えるのだろうか．

			　実はニューラルネットワークのスパース性を活用するにはかなりの手間がかかる．NVIDIA社のTensor Coreや Google社TPUでは密なネットワークモデルを想定し，高い並列度をシンプルなデータパスで実現している．それに対してスパース性を活用する場合は，まずゼロデータの位置を把握し，非ゼロ要素の演算をスケジューリングする必要がある．これを実現する方法はさまざまであるが，基本的にはメモリからデータを先読みし，比較回路によりゼロ判定を行った後，非ゼロ要素をかき集めて集約し，演算器アレイに入力することになる．さらにそれによって得られた計算結果は，入力データに応じてアドレスを計算し，メモリに書き戻す必要がある．そのため，ハードウェア処理基盤の並列度が上がるほどその制御は難しくなり，それに伴う周辺回路は複雑化することになる．GPUやTPUでスパース性の利用を諦め，シンプルデータパスを採用しているのも恐らくこれが理由なのだろう．

			　しかし，それでもスパース性の利用は，高い並列度を必要としない小規模のハードウェア処理基盤では，依然有効な選択肢であると言える．何と言っても計算の9割くらいが削減できるのだ．ただし，これも使用するメモリや計算精度によっていろいろ話が変わってくるので，その微妙なさじ加減に気を付けなければならない．

			　

			ストカスティック性

			　機械学習が導き出す答えには常に曖昧性が内在する．機械学習は，データをもとに仮説集合の中から学習対象の事象を説明するもっともらしい仮説を選択することを目的とする．現実世界では事象そのものがゆらぎを持ち，そこから得られるデータ自体にも観測誤差が上乗せされる．そのため，解の確からしさは確率的にしか保証できない．機械学習を利用する上で，これは大きな不安要素であるが，その処理基盤を考える際にはむしろ好都合である．天文学や物理学のような科学分野における高い計算精度を，機械学習は必要としないのだ．

			　機械学習の確率的な性質はハードウェア処理基盤において近似計算の形で現れる．たとえばIBM のAgrawalとLeeらが2021年ISSCCとJSSCに発表したAIチップ3），4）では，既存研究の知見に基づき，学習に8ビットまたは16ビット浮動小数点（FP8/FP16）を，推論に2ビットまたは４ビット整数（INT2/INT4）を選択的に使用する設計となっている．GPUによる通常学習で単精度浮動小数点を用いることを考えると，推論と学習に必要な演算器の回路面積とその処理にかかる消費電力を大幅に削減できることが分かる．その計算効率は最大3.5 TFOPS/W（1ワットあたりの浮動小数点演算回数）で，0.78 TFLOPSのNVIDIA社A100の4倍以上にも上る． 

			　しかし，なぜニューラルネットワークの学習は推論に比べて高い計算精度を必要とし，それ以上サボることができないのだろう．それは学習に用いられる誤差逆伝播が古典的な数値最適化手法であることに起因する．機械学習の確率的性質が数値計算の曖昧さを含むのに対して，学習を実現する数学的な道具はそれを厳密な最適化問題として解いているのである．我々がさらなる高みを目指すには，まず「曖昧な問題」を「正確に解く」というこの矛盾した状況から脱却する必要があるのかもしれない．

			　

			変貌する「計算の形」 

			　

			　我々の研究チームでは，アルゴリズム的な変化に歩調を合わせ，HNNに基づくAI推論アクセラレータを開発した．既存ハードウェア処理基盤がネットワークモデル情報を外部メモリアクセスに依存していたのに対して，新たなAI推論アクセラレータはHNNの特徴を活かし，チップ内部でネットワークモデルを再構築することでその依存度を大幅に軽減したものとなっている．

			　図-4に示すように4次元の並列度を利用する4K個の演算器を中心に，スーパーマスクと乱数重みを提供するスーパーマスク伸張ユニット（SEU : Supermask Expansion Unit）と重み生成ユニット（WGU : Weight Generation Unit）が上下に配置され，同期して各層のネットワークモデルを構築している．スーパーマスクは外部メモリからZRL（Zero Run Length）圧縮で符号化されてZRLメモリに書き込まれ，SEUがそれをスーパーマスク用のメモリに展開する．HNNが7，8割のスパース率で精度のピークを迎えるため，スーパーマスクのZRL圧縮が外部メモリアクセスの軽減に有効に働く．

			　しかし，まだいくつかの課題は残されている．特に気になるのは，HNNが乱数重みを使用してメモリ要求を大幅に削減できる一方で，より高い推論精度を実現するための効率的な学習手法はいまだ確立されていないことである．HNNの元論文ではチャンネル数を増やすことで，精度が向上できることを示しているが，モデル規模を大きくして精度を上げるのでは既存のアプローチに比べてあまり進歩しているようには感じない．

			　

			さらなる革新はアルゴリズムから再び

			　

			　個人的な意見としては，技術的な突破口はいつもアルゴリズムの研究が先行し，ハードウェア処理基盤の研究がそれを支えることで実現しているように思う．この視点からすると，最初に考えるべきはアルゴリズム的な改良である．ここではさらなる革新を目指し，まずHNNの改良について考えることにする．

			　ニューラルネットワーク分野において深層化は表現力を向上させる有効な手段として知られるが，実は人間の視覚野はたったの4層から6層構造が再帰的に使われていると言われている．もしHNNでもこのような再帰構造が使えるのであれば，そのモデル規模を大幅に軽量化できる可能性が出てくる．この発想は既存研究5）において重みを学習する通常のニューラルネットワークに適用され，数％の精度劣化を許容することで，モデル規模を削減できることが知られており，特段に奇抜なアイディアではない．しかし，この後で紹介する，そこからの知見は非常に興味深いものであった．

			　我々の研究グループではBMVC 2021にて，HNNと再帰構造を融合したHFN（Hidden-Fold Networks）というモデルを提案した6）（図-5参照．上段：（a）ResNetの基本構造，（b）複数の同一ブロックにおけるFoldingとUnrollingの関係，（c）FoldingされたResNetの構造．下段：HNNにおける学習手法「edge-popup」のHFN拡張における概要）．ResNet☆3における同形の残差ブロックを1つに統合し，再帰的使用するよう変更した上で，HNNと同様に乱数重みの部分ネットワークを抽出したのである．元のHNNからの変更点は，スーパーマスクを抽出するためのスコア計算を再帰的な回数分累積したところである．

			　図 -6はHFNにおけるモデル規模（重みの数）と精度のトレードオフを既存HNNや再帰的なネットワーク（Folding）の結果と比較したものである．注目してほしいのは，通常のResNetに対してHNNも再帰的構造のFoldingもその推論精度が劣化しているのに対して，2つを融合したHFNはなぜかモデル規模を大幅に減らしながらもそれらより高い精度を達成している点である．また同一規模HFNであっても再帰回数を増やすとその精度が向上することも明らかになった．これらの原因についてはまだ定性的な議論しかできないが，さらなるアルゴリズムの改良を通じて新たなハードウェア処理基盤の可能性が垣間見える．

			　

			ポストノイマン時代の計算の形

			　

			　本稿では，ニューラルネットワークがもたらしたハードウェア処理基盤への要求を通して変化する「計算の形」について考えてみた．主に我々の研究チームが行ってきた成果を中心に話を進めたため，かなり偏ったアプローチの話になっていることは否定できないが，ニューラルネットワークにおけるランダム性・スパース性・ストカスティック性の3つの性質を正確に捉え，それをうまく活用することが，今後のポストノイマン時代を切り拓く鍵となることは皆さんにも共感していただきたく思う．
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					☆1	層の入力分布を再センターリング・再スケーリングする正規化．一般に平均０，分散１の分布にする．

				

				
					☆2	ニューラルネットワークに用いられる非線形関数の一種．入力zに対して出力yをy=MAX (z, 0)で定義．

				

				
					☆3	Kaiming Heらによって提案された残差を用いたニューラルネットワーク．現在提案されている多くのネットワークが基本構造として採用している．
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			■図-1　プログラム内蔵方式と布線論理方式，そしてポストノイマン型アーキテクチャ
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			■図-2　各処理における消費エネルギーの比較
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			■図-3　乱数ネットワークから機能する部分ネットワークを抽出する「Hidden Network」
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			■図-4　HNNに基づきチップ内部でモデルを生成する新たなAI推論アクセラレータ
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			■図-5　HNNとFoldingを融合した「Hidden-Fold Network」
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			■図-6　ImageNetにおけるHFNの推論精度
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