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楽譜情報を援用した音楽音響信号に対する
混合Differentiable DSPモデルの合成パラメータ推定

川村 真也1 中村 友彦1 北村 大地2 猿渡 洋1 高橋 祐3 近藤 多伸3

概要：Differentiable Digital Signal Processing（DDSP）は深層ニューラルネットワーク (deep neural

network: DNN)を用いた楽器音生成モデルであり，中間表現として得られる基本周波数，ラウドネス，音
色特徴量 (合成パラメータ)を変更することで，楽器音を柔軟に加工できる．しかし，DDSPは単旋律の単
一楽器音を対象として設計されており，複数音源が混在した音響信号に対しては直接適用できない. また，
事前に既存の音源分離手法を用いて各楽器音に分離すれば DDSPを適用できるものの，分離に伴う歪み
や当該楽器以外の残留音により必ずしも DDSPが適切に動作するとは限らない. そこで，本稿では音源分
離を介さずに混合音から直接各音源の合成パラメータを推定するため，事前学習済みの DDSPを複数用い
た混合楽器音生成モデル (混合 DDSPモデル)を提案する. 楽譜情報を援用しながら提案する混合 DDSP

モデルからの生成音を混合楽器音にフィッティン グすることで，各楽器音に対応する合成パラメータを推
定する. 混合楽器音からの合成パラメータ推定実験により，提案法の有効性を示す．

1. はじめに
音楽は様々な楽器音によって構成されており，各楽器を

ユーザの意図通りに加工できる楽音加工システムの実現
は，音楽情報処理における重要な問題の 1つである.楽音
加工システムは，対象とする楽器や目的によって様々であ
る.例えば，ドラム音に特化した手法としては，音色置換
システム [1,2]やドラムパターンの置換システム [3]が提案
されている.一方，楽曲中の各楽器音を音量を個別に変更
できるシステム [4, 5]や，楽器音の音色やフレーズに対す
る置換システム [6]など，調波楽器音を主な対象とするシ
ステムも提案されている.本稿では，特に複数の調波楽器
で演奏された混合楽器音を扱う.

深層ニューラルネットワーク (deep neural network:

DNN)を用いた音の合成はこれまで盛んに研究され，一例
として直接波形を形成するモデル [7–9] その中でも，DNN

に加算・減算合成シンセサイザの構造を取り入れた楽器音
生成モデルとして differentiable digital signal processing

（DDSP）が注目を集めている [10]．DDSPは，単旋律の単
一楽器音から時刻毎の音色を表す特徴量（音色特徴量）を
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抽出するエンコーダと，音色特徴量と基本周波数（F0），ラ
ウドネスから当該楽器音の時間信号を出力するデコーダか
らなる．本稿では，デコーダの入力であるこれら 3つの特
徴量を合成パラメータと呼ぶ．デコーダに入力される合成
パラメータがユーザに解釈しやすい形で提供されるため，
人手で合成パラメータを適切に変更することで，音色や音
高，音量を柔軟に加工できる．また，他の楽器音生成のた
めの DNNに比べ少量のデータで学習できることが経験的
に確認されており，比較的学習コストも低い．
DDSPは入力音響信号が単旋律かつ単一の調波楽器音で

あることを前提に設計されている．しかし，加工対象とな
る楽器音は複数の楽器音の中に含まれることも多く，より
可用性の高い楽音加工を実現するためには，混合楽器音に
適用できる手法が必要である．
単純には，既存の音源分離手法を用いて対象とする楽

器音を分離し，分離音に DDSPを適用すれば良い．しか
し，DNNの導入により音源分離性能は向上しつつあるも
のの [11]，音源分離は未だ困難な問題である．そのため，
分離音には分離に伴う歪みや他楽器の残留音が含まれる場
合が多く，分離音に対して必ずしもDDSPが適切に動作す
るとは限らない．実際に，4節の実験で述べるように，既
存の楽譜情報を援用した音源分離手法を用いた場合，分離
音に DDSPを適用して得られた音響信号の音色は対象楽
器音とは大きく異なっていた．また，対象楽器を分離でき
る DNN音源分離手法を用意するためには，学習データと
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して十分な量の対象楽器音データや混合されうる他の楽器
音が必要であり，学習コストは高い.

本稿では，音源分離を介さず，混合楽器音から直接楽器
音の合成パラメータを推定する方法を提案する．提案法で
は各楽器の音響信号が DDSPから生成されているとみな
し，各DDSPの出力の和として混合楽器音を表現する．こ
のモデルを混合 DDSPモデルと呼ぶ．混合 DDSPモデル
の出力を観測混合楽器音にフィッティングすることで，各
楽器の合成パラメータを推定する．
提案法で推定する合成パラメータは，音色や音高，音量

に対応する人間が解釈可能な形式で与えられる．そのた
め，楽譜情報などの音楽的情報が事前に得られれば，それ
らの情報を推定に反映できる．近年では，DNNを用いた
高精度な自動採譜手法が提案されており [12]，採譜結果は
有用な事前情報として利用できる．楽譜情報を援用するこ
とで音源分離性能が向上することは様々な研究で報告され
ており [13–16]，合成パラメータ推定においても有用な事
前情報となりうる．そこで，楽譜情報を合成パラメータの
初期値として反映させる方法を検討する．
最後に，2～4種類の楽器の混合楽器音と同一 3楽器によ

る混合楽器音からの合成パラメータ推定実験により，楽譜
情報を援用した既存の音源分離手法を適用した後に DDSP

を適用する手法に比べ，提案法が高精度に合成パラメータ
を推定することができることを示す．

2. 関連研究
2.1 DDSP

DDSP は，楽器音の音響信号を入力として，合成パラ
メータとして F0，音色特徴量，ラウドネスを得ながら入
力信号を再構成する DNNベース楽器音生成モデルである
（図 1参照）．時間長 N の入力信号 x ∈ RN が DDSPに入
力されると，入力信号から合成パラメータが計算される．
当該信号時間長に対応するフレーム数を T，フレームイン
デックスを t = 1, . . . , T とする．また，フレーム tの F0を
ft ∈ R≥0，音色特徴量を zt ∈ RD，ラウドネスを lt ∈ Rで
表す．F0 は，事前に学習された CREPE [17]と呼ばれる
F0推定用 DNNにより算出する．音色特徴量は，入力信号
からメル周波数ケプストラム係数（mel-frequency cepstral

coefficient: MFCC）を算出し，それを入力とする DNNに
より zt を得る．この音色特徴量を抽出する DNNをエン
コーダと呼ぶ．ラウドネスは，入力信号のパワースペクト
ルに対し対数をとり，A特性による重み付けを適用するこ
とで dB単位で得る．
次に，DDSPは得られた ft, zt, lt を DNNで構成された

デコーダに入力し，加算合成シンセサイザと減算合成シ
ンセサイザによりそれぞれ調波成分と非調波成分を作成
する．ここで，nは信号領域の時刻インデックスとする．
加算合成シンセサイザは，K 倍音までの調波成分からな
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図 1: DDSPの構造

る信号 ĥ = [ĥ1, . . . , ĥN ]⊤ ∈ RN を出力する．調波成分 ĥn

は，ft を参照しつつデコーダ出力である時刻 nでの振幅
an ∈ R≥0 と各調波成分の相対振幅 ck,n ∈ R≥0 を用いて以
下のよう表せる．

ĥn = an

K∑
k=1

ck,n sin

(
2π

n∑
m=1

kf̃m

)
(1)

ここで，k = 1, · · · ,K は調波インデックスであり，f̃n は
ftを時間信号の解像度まで線形補完した F0を表す．また，
ck,n は

∑
k ck,n = 1を満たす．

減算合成シンセサイザでは，周波数サンプリング法と窓
関数法により設計したフレーム毎の有限長のインパルス応
答（finite impulse response: FIR）をもつフィルタを用い
てノイズをフィルタリングする．ノイズは各時刻で [−1, 1]

の範囲から一様ランダムにサンプルしたものを用いる．デ
コーダから出力されるフレーム毎の FIRフィルタの周波数
応答を用いて，対応するフレームのノイズをフィルタリン
グし Hann窓を乗算する．各フレームで得られたその結果
を重畳加算することで，非調波成分を生成する．得られた
調波成分と非調波成分を足し合わせ，それをインパルス応
答長に対応するカーネルサイズをもつ畳み込み層により実
装したリバーブを通した後で，合成音 x̂ ∈ RN が得られる．
DDSPのエンコーダとデコーダを構成する DNNのパラ

メータは，入力された楽器音を再構成できるように学習
される．入力楽器音 xと合成音 x̂の再構成誤差は，マル
チスケールスペクトルロスにより計算する [10]．マルチ
スケールスケールスペクトルロスは，2つの音響信号の誤
差を複数の異なる時間周波数解像度の短時間 Fourier変換
（short-time Fourier transform: STFT）での誤差の和とし
て算出する．用いる時間周波数解像度の種類を I とし，i

番目の時間周波数解像度に対応するフレーム長とフレーム
シフトで STFTを行う演算を Fi で表す．このとき，xと
x̂のマルチスケールスケールスペクトルロスは以下のよう
に定義される．

L(x, x̂) =

I∑
i=1

Li(x, x̂) (2)

Li(x, x̂) =∥Fix−Fix̂∥1 + ∥log(Fix)− log(Fix̂)∥1
(3)

2.2 音源分離
混合楽器音に対する DDSPの前処理として，音源分離
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手法を用いることができる．混合音から直接分離を行う
こともできるが，より高精度な分離結果を得るため楽譜
情報を援用する分離手法も提案されている [13–16]．近年
は，DNNを用いる方法もあるものの [13–15]，十分な量の
対象楽器音の学習データや混合されうる他の楽器音が必要
であり学習コストが高い．それに対し，非負値行列因子分
解（nonnegative matrix factorization: NMF）に基づく分
離手法は比較的少ない学習データでも動作する [16]．当該
手法では，事前に音楽データから NMFの基底を学習して
おき，楽譜と実演奏のアライメントを行いつつ分離を行う．
また，提案法のように，DNNベースの楽音生成モデルを

混合したものを，混合音にフィッティングする音源分離手
法も提案されている [18]．当該手法では，敵対的学習を用
いて各楽器音の学習データから楽器音生成用 DNNを事前
に学習する．その後，得られた各楽器音の DNNの出力の
和を各 DNNの入力である潜在表現を最適化することで観
測信号にフィッティングし，各楽器の推定値を得る．しか
し，潜在表現の各次元が音楽的要素に対応している保証は
なく，楽器加工にそのまま転用することは難しい．また，
楽譜情報を潜在表現に反映させることも単純には難しい．

3. 提案手法
3.1 動機と方策
混合楽器音に含まれる楽器音をDDSPにより加工する方

法の 1つは，事前に対象楽器音を音源分離手法により分離
し，分離音に対して DDSPを適用する方法である．DDSP

はクリーンな楽器音を用いて学習されるため，分離音に含
まれる歪みや他楽器の残留音が加工性能に直結し，高精度
な音源分離が必要となる．DNNの導入により音源分離手
法の性能は向上しているものの [11]，歪みや他の楽器音が
含まれないクリーンな楽器音は必ずしも得られない．その
ため，DDSPが適切に動作する合成パラメータを分離音か
ら得られるとは限らない．実際，4節の実験で示すように，
楽譜情報を援用した音源分離手法を用いた場合であって
も，分離音から得られた F0 とラウドネスはクリーンな楽
器音から得られたものとは大きく乖離していた．より高精
度な音源分離手法を模索することもできるが，多種多様な
楽器音や混合条件下で動作することが求められる上に，楽
器によっては十分な学習データを確保することも難しい．
そこで本稿では，混合楽器音から合成パラメータを求め

る問題を，音源分離問題と分離音からの合成パラメータ回
帰問題に分解して扱うのではなく，観測された混合楽器音
をよりよく説明するような各楽器音の合成パラメータを
推定する逆問題として定式化する．具体的には，各楽器音
が DDSPのデコーダ以降の部分から出力されているとみ
なし，それらの出力の和により混合楽器音を表現する混合
DDSPモデルを提案する．各デコーダの入力である合成パ
ラメータを変数とみなし，事前学習したDDSPを用いて構

成した混合DDSPモデルを混合楽器音にフィッティングす
ることで，合成パラメータを混合楽器音から直接推定する．

3.2 混合 DDSPモデルを用いた合成パラメータ推定の
定式化とパラメータ推定アルゴリズム

本節では，混合DDSPモデルを用いた合成パラメータ推
定問題の定式化を行い，パラメータ推定アルゴリズムを与
える．混合楽器音に含まれる音源数をRとし，r = 1, . . . , R

を音源インデックスとする．各 DDSPに対する合成パラ
メータと合成信号を区別するため，以下では ft, zt, lt, x̂に
下付き添え字 rを付け表す．r番目の DDSPデコーダ以降
の部分を DDSPr で表すと，混合 DDSPモデルは以下のよ
うに表せる．

ŷ =

R∑
r=1

x̂r (4)

x̂r =DDSPr({fr,t, zr,t, lr,t}Tt=1) (5)

これを用いて，混合DDSPモデルを観測混合楽器音 y ∈ RN

にフィッティングする問題は，yと ŷのマルチスケールス
ペクトルロス L(y, ŷ)を最小化する問題として定式化でき
る（図 2参照）．

min
{fr,t,zr,t,lr,t}R,T

r=1,t=1

L(y, ŷ) (6)

ここで，DDSPr として事前学習した DDSPのデコーダ以
降の部分を用いる．
式 (6)で与えられる最小化問題は，合成パラメータを適

当に初期化した後，勾配降下法を用いて解くことができる．
勾配降下法を用いるためには，ロス関数から変数に対する
勾配が計算できる必要がある．Lは ŷに関して可微分であ
り，DDSPr を構成する DNNや演算も全て可微分である
ため，連鎖律により fr,t, zr,t, lr,t の勾配は計算できる．ま
た，この勾配計算は PyTorchや Tensorflowなどの深層学
習フレームワークを用いて容易に実装できる．本稿では，
DDSPの学習とこの最小化問題を解くステップを区別する
ため，当該ステップをフィッティングと呼ぶ．

3.3 楽譜情報を援用した F0 とラウドネスの初期値設計
勾配降下法は一般に初期値により得られる解が変わりう

る．そのため，所望の解を得るには適切な初期値を与える
ことが重要である．本節では，MIDIデータとして事前に
得られた楽譜情報を援用した fr,t, lr,t の初期値設計法を提
案する．簡単のため，ここでは実演奏と楽譜情報の時間的
対応づけは得られているものとする．
図 3に，MIDIデータとそれに対応する F0 とラウドネ

スの初期値の例を示す．音源 r に対応する時刻 tのMIDI

ノートナンバーを pr,t = −1, 0, . . . , 127 で表す．ただし，
pr,t = −1は無音，すなわち音符がない場合を表す．この
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図 2: 混合楽器音に含まれる音源数が Rのときの混合 DDSPモデル
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図 3: MIDIデータを用いた合成パラメータの F0 とラウドネス
の初期値の例

とき，fr,t の初期値は次式で与えられる．

fr,t =

440× 2(pr,t−69)/12 (pr,t ≥ 0)

440× 2(p
(sil)
r −69)/12 (pr,t = −1)

(7)

ここで，p(sil) は当該楽曲の音源 r の音符がある時間区
間の MIDI ノートナンバーの平均である．図 3 の例では
p
(sil)
r = 53.7である．ラウドネス lr,tは，音符がある時間区
間には l(high)，ない時間区間には l(low) で初期化する．図
3の例では，l(high) = −6，l(low) = −10とした．

4. 実験的評価
4.1 実験条件
提案法の有効性を確認するため，楽譜情報を用いた混合楽
器音からの合成パラメータ推定実験を行った．テストデー
タセットとして PHENICX-Anechoicデータセット [15,19]

を用いた．このデータセットは 4曲の交響曲に対する各楽
器の実演奏と，実演奏とアライメントの取れた楽譜情報が

表 1: 実験に用いた楽曲
Label Musical piece

bruckner Symphony no. 8, II movement by A. Bruckner

mahler Symphony no. 1, IV movement by G. Mahler

mozart
An aria of Donna Elvira from the opera

Don Giovanni by W. A. Mozart

表 2: テストデータの楽器構成
Label Instruments Total dur. [s]

Fl./Db. flute, double bass 84

Fl./Vc./Va. flute, violin cello, viola 120

Fl./Vc./Cl./Bn.
flute, violin cello,

216
clarinet, bassoon

Fl./Fl./Fl. flute, flute, flute 84

MIDIデータとして配布されている．本実験では，4曲の
うち表 1に示す mozart，mahler，brucknerの 3曲を使用
した．テストデータは，表 2に示した 4通りの楽器構成で
作成した．Fl./Db.，Fl./Vc./Va.，Fl./Vc./Cl./Bn.はそれ
ぞれ bruckner，mahler，mozartに含まれる対象楽器音を
混合し作成した．Fl./Fl./Fl.は bruckner，mahler，mozart

に含まれるフルートの楽器音を冒頭から混合し作成した．
各テストデータは 16 kHzにダウンサンプリングした後，
冒頭から 12 s毎のセグメントに分割しそれらのセグメント
に対して独立に各手法を適用した．分割後に 12 sに満たな
いセグメントは用いなかった．
本実験では以下の 3つの手法を比較した．ただし，DDSP

は 4.2 節に示す手順で事前に学習したものを共通して用
い，合成パラメータ fr,t, zr,t, lr,t のフレーム間隔は 32 ms

（T = 375に対応）とした．
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SS+DDSP: 文献 [16] で提案された楽譜情報を援用し
た音源分離手法を適用した後，各楽器の分離音に対して
CREPE，DDSPのエンコーダ，ラウドネスの計算手法を
用いて F0，音色特徴量，ラウドネスを算出する．音源分離
手法のパラメータは文献 [16]の実験と同一とし，実装とし
て https://github.com/AntonioJMM/OISS_Minus-One.

github.ioを用いた．
SS+Proposed: SS+DDSP を用いて得られた F0，ラウ
ドネスを初期値として，混合 DDSPモデルをフィッティ
ングする．zr,t は標準正規分布からの乱数で初期化した．
フィッティングではAdamを用いて最適化した．反復数は
5000とし，1000ステップまでは学習率を 0.1，2000ステッ
プまでは 0.01，それ以降は 0.001とした．マルチスケール
スペクトルロスでは，フレーム長は 8, 16, 32, 64, 128, 256

ms，フレームシフトはそれぞれ 2, 4, 8, 16, 32, 64 msとし，
STFTには Hann窓を用いた．
Proposed: 3.3節で提案した楽譜情報を援用した F0，ラ
ウドネスの初期化法を用いて，混合DDSPモデルをフィッ
ティングする．F0 とラウドネスの初期化は，3.3 節で提
案した方法を用い，zr,t は標準正規分布からの乱数で初
期化した．ラウドネスの初期化に用いる値は，実験的に
l(high) = −6，l(low) = −10とした．フィッティングに用い
る最適化手法や学習率のスケジュールは SS+Proposedと
同一とした．
F0 に対する評価指標として，正解楽器音に CREPEを

適用して得られた対数 F0 と各手法により推定された対数
F0 の平均絶対値誤差を用いた．単位は centとした．提案
法によって推定された F0は負値になることもあったため，
本実験では対数 F0の計算の前に，fr,tを 10−7 Hzでフロア
リングした．また，文献 [10]の評価指標に倣い，CREPE

によって得られる F0 の推定信頼度が正解楽器音に関して
0.85以上の個所のみを用いた．
ラウドネスに関する評価指標として，正解楽器音から得
られたラウドネスと各手法のラウドネスの推定値の平均絶
対値誤差を用いた．音色の評価指標として，正解楽器音と
各手法で推定した合成パラメータから合成した音響信号
のMFCCの平均絶対値誤差を用いた．MFCCは，フレー
ム長を 128 ms，フレームシフトを 32 msとして，20から
8000 Hzに対応する 128チャネルのメルフィルタバンクを
用いて計算した．MFCCの次元は 30とした．

4.2 DDSPの事前学習
DDSP は，University of Rochester Multimodal Music

Performance（URMP）データセット [20]を用いて事前に
学習した．URMPデータセットは 44曲のクラシック楽曲
で構成されており，そのうち学習データとして 35曲を用
いた．学習データの構成を表 3に示す．学習データの楽曲
を 12 s毎に分割して各セグメントとした．分割は各楽曲先

表 3: DDSPの学習データの構成
Instrument # of musical pieces Total dur. [s]

violin 26 2237

flute 17 1638

trumpet 19 1662

saxophone 10 754

violin cello 8 873

viola 10 865

clarinet 8 833

trombone 8 737

tuba 4 420

oboe 5 519

bassoon 3 215

horn 5 572

double bass 2 198

頭から順に処理し，12 sに満たないセグメントは後ろに零
詰めを行い 12 sの長さにした．DDSPの DNNの構造は，
文献 [10]と同一のものを用いた．コスト関数としてマルチ
スケールスペクトログラムを用い，学習率を 0.001とした
Adamで 3000エポック学習した．マルチスケールスペク
トログラムはフィッティングの際と同一のフレーム長，フ
レームシフト，時間窓を用いた．

4.3 結果
表 4 に，全手法の合成パラメータ推定性能を示す．

SS+DDSP は Proposed に比べ F0 とラウドネスに関し
てともに平均絶対値誤差が大きかった．この原因の調査の
ため著者の 1人が分離音を聴取してみたところ，対象楽器
が強調されているものの分離音に他の楽器音が部分的に含
まれていた．特に，Fl./Fl./Fl.では，他のパートの音が互
いのパートに部分的に割り込むような分離結果となってい
た．また，SS+DDSPで得られた合成パラメータを用いて
DDSPを駆動すると，複数の楽器で音色が部分的にシンセ
サイザで生成したような機械的な音色となった．したがっ
て，単純に音源分離手法とDDSPを組み合わせるだけでは
必ずしも十分な精度で合成パラメータを推定できない．
一方，楽譜情報を用いて初期化した提案法である Pro-

posedは，SS+DDSPや SS+Proposedに比べ高精度に合
成パラメータを推定できた．比較的安定して F0 とラウド
ネスの平均絶対値誤差も小さく，特に同一楽器の混合音で
ある Fl./Fl./Fl.でも，F0 に関しては Fl./Vc./Cl./Bn.と
同程度，ラウドネスに関しては Fl./Db.と同程度の精度で
推定できた．MFCCに関しては，Fl./Vc./Cl./Bn.以外で
は提案法を用いた場合の平均絶対値誤差が小さかった．こ
れらの結果は，提案法は混合楽器音からある程度高精度
に合成パラメータを推定できることを示している．また，
Proposedと SS+Proposedを比較すると，F0 とラウドネ
スに関しては SS+Proposedの平均絶対値誤差が大きかっ
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表 4: 混合楽器音に対する各手法の推定性能
Instruments Method F0 [cent] Loudness [dB] MFCC

Fl./Db.

SS+DDSP 1158 2.44 3.34

SS+Proposed 1168 2.15 2.67

Proposed 86.7 1.09 2.53

Fl./Vc./Va.

SS+DDSP 1387 2.71 3.33

SS+Proposed 1383 3.01 3.01

Proposed 298 1.64 3.02

Fl./Vc./Cl./Bn.

SS+DDSP 682 3.11 2.69

SS+Proposed 526 3.56 2.57

Proposed 93.8 1.59 2.87

Fl./Fl./Fl.

SS+DDSP 116 3.42 2.22

SS+Proposed 119 4.05 2.01

Proposed 50.6 1.17 2.04

た．両者の差は初期化のみであるため，この結果から提案
法において初期値の設計は重要であり，楽譜情報を用いた
設計が有効であることを確認できた．
Proposed において，Vc. や Va. の含まれる混合音では

合成パラメータの平均絶対値誤差が比較的大きかったが，
DDSPでの合成音を聴取したところ，正解音から得た合成
パラメータを用いて合成した音であっても実楽器音と乖
離があった．そのため，推定精度の低下は提案法ではなく
学習した DDSPが原因である可能性がある．この問題は，
DDSPの学習方法や学習データなどを適切に変更すること
により低減しうる．

5. まとめ
本稿では，混合楽器音から各楽器の DDSPの合成パラ

メータを得るため，DDSPのデコーダ以降の部分を楽器音
生成モデルとみなしそれらを混合し混合楽器音を表現する
混合 DDSPモデルを提案した．提案法では，事前学習し
た DDSPを用いて，混合 DDSPモデルと混合楽器音の間
のマルチスケールスペクトルロスを最小化するように勾配
降下法を用いて合成パラメータを反復更新する．また，合
成パラメータのうち F0 とラウドネスに関して，楽譜情報
を援用した初期化法を提案した．合成パラメータ推定実験
により，音源分離手法を適用した後DDSPを適用するだけ
では合成パラメータを十分な精度で推定できないことを確
認し，提案法の方が高精度に合成パラメータを推定できる
ことを示した．
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informed source separation for classical music using con-
volutional neural networks, in Proceedings of the Inter-
national Society for Music Information Retrieval Con-
ference, pp. 55–62 (2017).

[15] M. Miron, J. J. Carabias-Orti, J. J. Bosch, E. Gómez
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