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深層手書き漢字生成

和田 有輝也1,a) 延原 章平1,b) 西野 恒1,c)

概要：少量の教師なしデータで学習する手書き漢字生成の既存手法では文字全体の構造的特徴の再現が十
分になされていない．そこで，訓練済み手書き漢字認識モデルを用いて訓練データの一部に自動でアノ
テーションを行うことで，比較的少ない数の教師なしデータを用いながらも，高精度に構造的特徴を再現
する手書き漢字生成手法を提案する．教師なしデータで学習できるように CycleGANをベースとしたネッ
トワークを設計する．さらに，自動アノテーションによって得られた教師ありデータを活用すべく，生成
画像と対応する画像を直接比較する損失や，変換前後の対となる画像のペアに対する敵対性損失を導入す
る．また，生成画像が漢字としての構造を維持するように，目的関数に訓練済み文字認識器を用いた損失
を追加する．実験によって，提案手法が既存手法と比較して，特に構造的特徴や部首等の特定の構成要素
についての書き癖の再現の点で高い精度の生成を実現することが確認された．

1. はじめに
同一フォントの活字や同一の筆者によって書かれた手書

き文字はそれぞれ共通したスタイルを有している．共通の
スタイルをもつ文字画像集合からそのスタイルを獲得し，
同一のスタイルをもつ新たな文字画像を生成する手法につ
いてはその幅広い応用のために様々な研究がなされている．
応用例としてはフォント作成支援や画像中の文字編集，文
字認識等の文字画像データを必要とする技術のためのデー
タ拡張が挙げられる．
漢字は算用数字やアルファベットに比べて，文字の種類

が膨大であり，かつ画数が多く，形状も複雑である．その
ため，例えば，漢字のフォント作成にかかるコストは非常
に高く，漢字生成による支援の効果は大きい．漢字生成の
中でも，特に手書きの漢字を対象とした手書き漢字生成が
ある．手書き文字は活字と比較して，筆者の書き癖のため
にしばしばはねやはらいが省略されたり，文字全体が大き
く歪んでいたりするため，スタイルの獲得は難しい．
漢字生成は文字の見本となる既存のフォント（ソース

フォント）の漢字画像から生成したいスタイル（ターゲッ
トフォント）の漢字画像への変換として定式化されてきた．
しかしながら，手書き漢字生成モデルの学習のために筆者
から大量の手書き漢字を収集したり，その一つ一つにアノ
テーションするのは大きな労力を要する．一方で，ある筆
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者が手書きで作成した文書やメモ等にはその筆者の手書き
漢字のサンプルが既に存在している．こうしたサンプルは
その漢字が何であるか等の付加的な情報をもたない教師な
しデータである．手書き漢字生成はそうした限られた数の
教師なしデータから変換を学習できることが望ましい．し
かしながら，比較的少ない数の教師なしデータで手書き漢
字生成を行う既存の手法 [1]では，字画の質感等の局所的
特徴は十分に再現できるものの，文字全体の構造的な特徴
の再現が不十分である．
そこで，本研究では比較的少ない数の教師なしデータに

よる手書き漢字生成の精度を，特に構造的な特徴の再現の
点において改善することを目的とする．そのために，変換
を学習する前に訓練済み文字認識器を用いて，教師なし訓
練データの一部に自動でその漢字が何であるかを示すラベ
ルを付与し，そのラベルを活用することで精度の向上を図
る手法を提案する．

2. 関連研究
ここでは，我々が提案する手書き漢字生成手法の関連研

究として，深層学習を用いた画像のスタイル変換と手書き
漢字生成についての代表的なものを紹介する．

2.1 深層学習を用いた画像のスタイル変換
深層学習を用いた，一般の画像変換問題に対する汎用的

なフレームワークとして pix2pix [2]が広く知られている．
pix2pixは Generative Adversarial Network (GAN) [3]の
フレームワークを用いたモデルであり，変換前後の対とな
る画像のペアから画像間の対応関係を学習する．

1ⓒ 2021 Information Processing Society of Japan

Vol.2021-NL-248 No.32
Vol.2021-CVIM-226 No.32

2021/5/21



情報処理学会研究報告
IPSJ SIG Technical Report

一方で，ペアになっていない 2つの画像データセットか
らそれらのドメイン間の変換を学習するフレームワークと
して CycleGAN [4]がある．CycleGANでは画像のペアを
用いずに変換を学習するために，一方のドメインから他方
のドメインへ画像を変換する生成器に加えて画像を逆方向
に変換する生成器を導入する．また，ドメイン間の一対一
の対応を学習するために，順方向の変換と逆方向の変換を
経た画像が元の画像と一致するように促すサイクル一貫性
損失を導入する．
ペアになっていない画像のデータセットの他に少量の

画像のペアが用意できる場合に有効なものとして，Cy-

cleGAN を半教師あり学習に適応させたいくつかの手法
が提案されている．Mondalらは，画像のペアに対しては
生成器の出力と対応する画像とを直接比較することによ
り，ペアをなさない画像に対してはサイクル一貫性損失
と敵対性損失により生成器を学習する手法を提案した [5]．
また，Nguyenらは半教師あり学習のためのモデルとして
Semi-Supervised Adversarial CycleGAN (SSA-CGAN)を
提案した [6]．SSA-CGANは入力された 2枚の画像が画像
のペアらしいかどうかを識別するモジュールを CycleGAN

に加えたモデルである．この識別器は本物の画像のペアと
少なくとも一方が生成画像であるペアによって訓練される．
本研究では教師なしデータの一部に付与したラベルを活用
するために，半教師あり CycleGANの手法を取り入れる．

2.2 手書き漢字生成
EasyFont [7]は漢字を構成する字画についての事前情報
を活用することで，少数の手書き漢字のサンプルから，ソー
スフォントからターゲットフォントへの変換を学習する手
法である．しかしながら，あるターゲットフォントの漢字
を生成するためには対応するソースフォントの漢字にその
字画についての情報を与える必要がある．これには漢字に
ついての専門知識が必要である上に，大きな手間がかかる．
深層学習を用いた漢字生成の手法としては zi2zi [8]があ

る．zi2ziは pix2pix [2]をベースとした手法である．漢字に
ついての専門的な事前情報は不要であり，ソースフォントと
ターゲットフォントの漢字画像のペアのみから end-to-end

な変換を学習する．一方で，zi2ziは訓練データとして 1つ
のスタイルあたり 1000字以上という大量の教師ありデー
タを必要とする．大量の手書き漢字を収集し，その一つ一
つにラベルを付与するのは大きな労力を要する．そのた
め，大量の教師ありデータを必要とする zi2ziは手書き漢
字生成には向いていない．
教師なし学習によるアプローチとしては CycleGANを

用いた手法 [1], [9]がある．特に手書き漢字に着目した手法
[1]では 400字程度の比較的少ない数の教師なし訓練データ
からでも生成が可能であることを実験により示している．
しかしながら，この手法により生成された漢字画像は，字

画の質感等の局所的特徴は十分に再現できている一方で文
字全体の構造的な特徴の再現が不十分であり，生成精度の
観点から改善の余地がある．本研究では必要とするデータ
の条件を変更しないまま，特に構造的な特徴の再現につい
て生成精度を改善する．

3. 深層手書き漢字生成モデル
本研究では手書き漢字生成をソースフォント画像 x ∈ X

からターゲットフォント画像 y ∈ Y への変換として定式
化する．ただし，X はソースフォントドメイン，Y はター
ゲットフォントドメインである．ソースフォントは文字
の見本として用意した既存の活字漢字のフォントであり，
ターゲットフォントは生成したいスタイルの手書き漢字で
あるとする．また，生成器 G : X → Y が手書き漢字生成
モデルであるとする．
ここで，本研究の提案手法は次の 2つの段階に分割する

ことができる．
教師なしデータに対する自動ラベル付与
教師なしターゲットフォントデータセットの一部に自動

でラベルを付与し，半教師ありデータセットとする．ここ
で漢字画像に対するラベルとはその画像の漢字が何である
かを表す情報であり，例えばUnicodeによって表現される．
手書き漢字生成モデルの学習
ソースフォントデータセットと半教師ありターゲット

フォントデータセットを訓練データとして，手書き漢字生
成モデル Gを訓練する．ここで，ソースフォント画像 x

は全てラベルを有している．同じラベルを有している画像
xp, yp は画像のペア {xp, yp}として用いることができる．
X,Y の部分集合で，ペアとして用いることができる画像
の集合をそれぞれXp, Yp，ペアをなさない画像の集合をそ
れぞれ Xu, Yu とする．

3.1 教師なしデータに対する自動ラベル付与
ターゲットフォント画像 yを訓練済み手書き漢字認識器
に入力し，その認識結果として得られた漢字に対応するラ
ベルを yに付与する．ラベル付与により得られた半教師あ
りデータセットをモデルの学習のための訓練データセット
として用いる．ラベル付与によって増大した情報を活用す
ることで生成精度の向上が期待できる．
ここで，教師なしデータセットの全ての画像にラベルを

付与することで教師ありデータセットにすることも可能で
ある．しかし，一般に認識器の認識結果は必ずしも正確で
はない．ラベル付与に用いる訓練済み手書き漢字認識器の
認識結果に誤りがあった場合，その画像には誤ったラベル
が付与される．誤ったラベルが付与されたデータはモデル
の学習に悪影響を及ぼす．そこで，誤った認識結果を採用
しないために，認識器の予測の確信度の高い一部の画像に
のみラベルを付ける．
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図 1: 提案手法におけるネットワークの構成

trainsposed_conv_block (k = 3, m = 128, s = 1/2)

trainsposed_conv_block (k = 3, m = 64, s = 1/2)

trainsposed_conv_block (k = 7, m = 1, s = 1)

conv_block (k = 7, m = 64, s = 1)

conv_block (k = 3, m = 128, s = 2)

conv_block (k = 3, m = 256, s = 2)

input (1 channel)

output (1 channel)

Residual_block (k = 3, m = 256, s = 1)

Residual_block (k = 3, m = 256, s = 1)

…

Residual_block

repeated 6 times.

図 2: 生成器 G, F の実装．conv blockは畳み込み層，イ
ンスタンス正規化，ReLU 層から成るブロックである．
Residual blockは ResNet [10]を構成するブロックである．
transposed conv blockは転置畳み込み層，インスタンス正
規化，ReLU層から成るブロックである．なお，k はカー
ネルサイズ，mはフィルタ数，sはストライドを表す．

3.2 ネットワークの構成
本手法で用いるネットワークは CycleGAN [4]をベース

としており，生成器 G, F，識別器 DX , DY , Dpair によっ
て構成されている．ネットワークの全体図を図 1に示す．
以下，各構成要素の設計について述べる．
生成器 Gはソースフォント画像 xをターゲットフォン

ト画像 G(x) に変換する．また，生成器 F はターゲット
フォント画像 y をソースフォント画像 F (y)に変換する．
生成器 G, F はいずれも図 2に示す Encoder-Decoderモ
デルのネットワークである．なお，エンコーダとデコーダ
の間の変換ネットワークとして 6ブロックの ResNet [10]

(ResNet-6)を用いた．
識別器 DX ,DY は入力された画像がドメイン X,Y の真
のデータであるか，生成器 F ,Gによって生成されたデー
タであるかをそれぞれ分類する．DX ,DY はパッチサイズ
が 70× 70の PatchGAN [2]である．PatchGANは入力画
像全体に対して真偽を判定する識別器と比較してパラメー
タが少ないという利点がある．
識別器 Dpair は SSA-CGAN [6] で導入された半教師
あり学習のためのモジュールである．Dpair は入力され
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図 3: 識別器 Dpair の設計．Dpair は Dhead/X ,Dhead/Y ,

Dfoot の 3つのモジュールによって構成されている．
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図 4: 識別器 DX , DY , Dpair の実装．ただし，各ブロック
においてReLU層の代わりに α = 0.2の Leaky ReLU層を
用いる．また，Dhead/X , Dhead/Y の各層には 50%のドロッ
プアウトを適用する．

た 2 枚の画像が真の画像のペア {xp, yp} であるか，少
なくとも一方が生成器 G または F によって生成され
たペア {xp, G(xp)}，{F (yp), yp}，{F (yp), G(xp)} である
かを分類する．図 3 に示すように，Dpair は 3 つのモ
ジュール Dhead/X , Dhead/Y , Dfoot によって構成されてい
る．Dhead/X , Dhead/Y は X,Y の画像をそれぞれ特徴マッ
プに変換する．Dfoot は Dhead/X , Dhead/Y から得られる 2

つの特徴マップを結合したテンソルを入力として，Dpair

としての識別結果を出力する．ここで，ある画像のペアに
対して，その一方が真のデータであるかどうかという情報
とそのペアが真の画像のペアであるかどうかという情報は
独立ではない．そのため，DX , DY と Dpair の層を部分的
に共有することでそれぞれの学習の効率を向上させること
ができると考えられる．そこで，Dhead/X , Dhead/Y をそれ
ぞれDX , DY の一部とすることで，Dpair はDX , DY と層
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図 5: 生成器 G, F と損失項の関係．青で示した損失項は
入力がペアをなすかどうかによらずに与えられ，赤で示し
た損失項は入力がペアをなすときのみ与えられる．

を部分的に共有している．

3.3 目的関数
生成器 G,F を学習するための目的関数は，

LG(G,F ) = Ladv(G,F ) + λcyc/uLcyc/u(G,F )

+λcyc/pLcyc/p(G,F ) + λL1LL1(G,F )

+λconLcon(G,F )

(1)

である．ここで Ladv は生成器についての敵対性損失，
Lcyc/u及び Lcyc/pはサイクル一貫性損失，LL1はラベルを
用いた L1損失，Lcon は文字認識器を用いた損失である．
生成器 G, F と損失項の関係を図 5に示す．また，識別器
DX , DY , Dpair を学習するための目的関数は，

LD(DX , DY , Dpair) =

LDX
(DX) + LDY

(DY ) + λDpairLDpair(Dpair)
(2)

である．ここで LDX
, LDY

, LDpair はそれぞれ識別器 DX ,

DY , Dpairに対する敵対性損失である．学習ではLG(G,F )

がG,F について，LD(DX , DY , Dpair)がDX , DY , Dpairに
ついてそれぞれ最小となるよう最適化する．以下，式 (1)，
(2)における各損失項について述べる．
3.3.1 敵対性損失
敵対性損失は生成される画像の分布と真のデータの分布
を一致させることを目的とした損失である．なお，敵対性
損失には LSGAN [11]を採用する．LSGANは Goodfellow

らが提案した敵対性損失 [3]に比べて学習が安定すること
で知られている．
識別器 DX , Dpair に対する敵対性損失 LDX

, LDpair は，

LDX
(DX) =

1

2
Ex∼X

[(
DX(x)− 1

)2]
+

1

2
Ey∼Y

[(
DX(F (y))

)2] (3)

LDpair(Dpair) =
1

2
Ex,y∼Xp,Yp

[(
Dpair(x, y)− 1

)2]
+
1

2
Lfake(Dpair)

(4)

である．識別器DY に対する敵対性損失 LDY
は LDX

と同
様に定義する．ここで，Lfake は，

Lfake(Dpair) =
1

3
Ex,y∼Xp,Yp

[{(
Dpair

(
x,G(x)

))2
+

(
Dpair

(
F (y), y

))2
+

(
Dpair

(
F (y), G(x)

))2}] (5)

で あ り ，識 別 器 Dpair が デ ー タ の 組 {xp, G(xp)}，
{F (yp), yp}，{F (yp), G(xp)} を生成されたペアであると
識別するように促す．真のペア 1つに対して生成されたペ
アが 3通りあるので，式 (4)の第 1項と第 2項で均衡を取
るために式 (5)では 3つの項に対する平均を取る．
生成器 G,F に対する敵対性損失 Ladv は，

Ladv(G,F ) = Ladv/G(G) + Ladv/F (F )

+ λpair/uLpair/u(G,F ) + λpair/pLpair/p(G,F )
(6)

である．ここで，Ladv/G は生成器 Gに対する敵対性損失
であり，

Ladv/G(G) = Ex∼X

[(
DY (G(x))− 1

)2]
(7)

である．生成器 F に対する敵対性損失 Ladv/F は Ladv/G

と同様に定義する．また，Lpair/u, Lpair/p はそれぞれペア
をなさない画像，ペアをなす画像が入力であるときの，G

と F に対する識別器 Dpair との敵対性損失であり，

Lpair/u(G,F ) = Ex∼Xu

[(
Dpair

(
x,G(x)

)
− 1

)2]
+Ey∼Yu

[(
Dpair

(
F (y), y

)
− 1

)2] (8)

で定義する．損失 Lpair/p は Xu, Yu をそれぞれ Xp, Yp と
して Lpair/u と同様に定義する．
ここで，Dpair はペアをなす画像のみから学習するので，

Dpair にとってペアをなさない画像は常に未知のデータ
である．そのため，Dpair の識別の精度はペアをなす画像
に対してより高くなる．より高い精度の識別による学習
の影響を強めるために重み係数 λpair/u, λpair/p について，
λpair/u ≤ λpair/p とすることが望ましい．
3.3.2 サイクル一貫性損失
サイクル一貫性損失は CycleGAN [4]で導入された，生
成器 G,F が互いに順変換と逆変換の関係になるように促
す損失である．ペアをなさない画像についてのサイクル一
貫性損失 Lcyc/u は，

Lcyc/u(G,F ) = Ex∼Xu

[
||F (G(x))− x||1

]
+Ey∼Yu

[
||G(F (y))− y||1

] (9)
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である．ペアをなす画像についてのサイクル一貫性損失
Lcyc/p は Xu, Yu をそれぞれ Xp, Yp として Lcyc/u と同様
に定義する．他の損失との均衡のためにそれぞれに対する
重み係数 λcyc/u, λcyc/p は個別に調整する．
3.3.3 ラベルを用いた L1損失
図 5に示すように，同じラベルを有し，ペアをなす画像

{xp, yp} ∈ {Xp, Yp} については生成画像 G(xp), F (yp) と
それぞれ対応する画像である yp, xp を直接比較することが
できる．生成器 G,F が {xp, yp}からより直接的に変換前
後の対応関係を学習するための損失として，

LL1(G,F ) =

Ex,y∼Xp,Yp

[
||G(x)− y||1 + ||F (y)− x||1

] (10)

で表される L1損失 LL1 を導入する．
3.3.4 文字認識器を用いた損失
生成器によって変換された画像が変換前の画像と同じ漢

字として読める状態を保つように，その意味的構造を保持
するべく，文字認識器を用いた損失 Lcon を導入する．
損失 Lconを計算するために訓練済み文字認識器RX , RY

を用いる．RX は活字漢字に，RY は手書き漢字にそれぞ
れ適応した文字認識器である．RX , RY のパラメータは学
習によって更新しない．文字認識器 RX は活字漢字画像 x

を入力とし，xに対する認識の予測分布として cX 次元ベ
クトルRX(x)を出力する cX 値分類器であるとする．同様
に RY は手書き漢字画像 y を入力として cY 次元ベクトル
RY (y)を出力する cY 値分類器であるとする．ここで，

Lcon(G,F ) = Ex∼X

[
H
(
l(x), RY

(
G(x)

))]
+Ey∼Yp

[
H
(
l(y), RX

(
F (y)

))] (11)

と定義する．ただし，H(p, q)は離散確率変数 p, q に対す
る交差エントロピー誤差関数であり，

H(p, q) = −
∑
i

p(i) log(q(i)) (12)

と表される．また，l(x)は漢字画像 xのもつラベルに対応
する要素について one-hot表現したベクトルである．損失
Lcon の目的は変換の前後で同じ文字として読める状態を
保つことのみである．そこで，変換後の画像に対する予測
分布 RY (G(x)), RX(F (y))において，変換前の画像 x, yの
もつラベルに対応する要素の値が大きくなるようにのみ促
すべく，one-hot表現 l(x), l(y)を用いる．式 (11)の各項
は生成器の出力が，入力画像に付されたラベルの表す漢字
と同じ漢字として読めるように促している．文字認識器を
用いた損失を与えるためには変換前の画像がラベルを有し
ている必要がある．そのため，式 (11)の第 1項は全ての
x ∈ X について適用でき，第 2項はラベルの付与された画
像 yp ∈ Yp にのみ適用できる．

(a) SIMHEI (b) HW252

図 6: SIMHEIと HW252の漢字画像の例．

3.4 モデルの訓練
一般的なデータ拡張として左右反転，上下反転，拡大，縮

小等があるが，漢字画像に対しては真の分布に存在し得な
いデータを増やすことになる可能性が高い．そのため，提
案手法におけるモデルの訓練ではデータ拡張を行わない．
学習のための最適化アルゴリズムには Adamを用いる．

Adamのハイパーパラメータは CycleGANベースの手法
で広く用いられている β1 = 0.5，β2 = 0.999，ϵ = 10−8 を
用いる．学習は 200エポック行う．学習率は，初めの 100

エポックでは 2× 10−4で一定にし，その後は 1エポック毎
に 2 × 10−6 ずつ減少させる．各エポックでは訓練データ
セットの全てのサンプルについて 1度ずつ訓練を行う．そ
の際，訓練するサンプルの順序はエポック毎にランダムに
変化させる．また，訓練では 1バッチ毎に DX , DY , Dpair

を固定して LG(G,F )を計算し，G,F を更新した後，G,F

を固定して LD(DX , DY , Dpair)を計算し，DX , DY , Dpair

を更新する．なお，バッチサイズは 1とする．

4. 評価実験
我々は提案手法の生成精度を評価するための実験を行っ
た．ここでは，実験に用いたデータセット，訓練済み文字認
識器，定量的評価指標について述べた後，実験の結果やそれ
に対する考察を述べる．なお，全ての実験について，目的
関数における各損失項の係数は λpair/u = 0.5，λpair/p = 1，
λcyc/u = 5，λcyc/p = 1，λL1 = 10，λcon = 0.5，λDpair = 0.25

に設定した．また，モデルの実装にはTensorflowを用いた．

4.1 データセット
我々はターゲットフォントとしてCASIA-HWDB1.1 [12]

のHW252 (1252-f.gnt)を用いた．CASIA-HWDB1.1は手
書き中国語漢字のオフライン単一文字画像が収録された
データセットである．HW252 は HWDB1.1 に含まれる
ファイルの一つであり，単一の書き手が書いた，簡体字の
符号化文字集合である GB2312-80のレベル 1に指定され
ている漢字 3755字を含む文字の画像 3926枚が含まれてい
る．なお，画像はいずれも 128×128のグレースケール画像
である．また，ソースフォントとしては，簡体字フォント
として広く用いられている SIMHEIを用いた．ソースフォ
ント画像はターゲットフォントに合わせて 128× 128のグ
レースケール画像とした．図 6は SIMHEI及びHW252の
漢字画像の例である．
GB2312-80のレベル 1に指定されている漢字 3755字の
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ソースフォント画像及びターゲットフォント画像を本実験
で用いるデータセットとした．ランダムに選択した，デー
タセットの 10%にあたる 376字の画像を訓練データとし，
残りの 3379字の画像をテストデータとした．
なお，手書き漢字認識器によってターゲットフォントの

訓練データの一部に自動でラベルを付与する際には，予め
ラベル付与データの割合 rを定めた．そして，訓練データ
のうち認識器による認識の確信度の高かった rN 枚の画像
についてラベルを付与した．ただし，N はターゲットフォ
ントの訓練データの画像の総数である．

4.2 訓練済み文字認識器
我々は訓練済み手書き漢字認識モデルとしてMelnyk-Net

[13] を，訓練済み活字漢字認識モデルとして chinese ocr

[14]をそれぞれ用いた．
Melnyk-Netは手書き漢字に適応した漢字認識モデルで
あり，その訓練済みモデルはGB2312-80のレベル 1に指定
されている漢字 3755字に対応している．また，学習データ
セットには CASIA-HWDB1.0-1.1[12]が用いられている．
chinese ocr は活字漢字に適応した漢字認識モデルであ

る．しかし，それは単一文字画像を入力としてその予測分
布を表す単一のベクトルを出力するものではなく，高さ
32pxの文字列画像を入力として幅に応じた個数の予測ベ
クトルの系列を出力するモデルである．各ベクトルは簡体
字，アルファベット等を含む 5990種の文字についての予測
分布である．予測された文字の系列は規則に従ってデコー
ドされることで最終的な予測結果となる．本実験ではこの
仕様のために式 (11)における第 2項を

Ex,y∼Xp,Yp

[
1

M

M∑
i=1

H
(
l
(
RX(x)i

)
, RX

(
F (y)

)
i

)]
(13)

として代用した．ここで，Mは予測ベクトルの個数，RX(x)i

は chinese ocrにソースフォント画像 xを入力して得られ
る i番目のベクトル，l(RX(x)i)は RX(x)i において最大
となる要素について one-hot表現したベクトルである．ま
た，chinese ocrの訓練済みモデルの学習データセットには
中国語コーパスを用いてランダムに生成された 280× 32の
文字列画像 364万枚が用いられている．
なお，いずれの認識器に漢字画像を入力する場合も適切

にリサイズ等の前処理を行った．特に chinese ocrに入力
する画像は縦横比を変化させずに 32× 32にリサイズした．

4.3 定量的評価指標
生成結果に対する定量的評価指標として Structural Sim-

ilarity Index Measure (SSIM) [15]と Style discrepancyを
用いる．SSIMは 2つの画像の類似度を測る指標である．
[0, 1]の値を取り，値が大きいほど 2つの画像が類似してい
ることを示す．また，局所的なテクスチャのパターンの違

(a) (b) (c) (d) (a) (b) (c) (d)

図 7: 既存手法と提案手法の生成結果の例．各行には
(a):SIMHEI，(b):既存手法 [1] による生成，(c):提案手法
による生成，(d):HW252の同じ漢字が並んでいる．

いによる影響を抑制するため，画像にガウシアンブラーを
かけてから SSIMを計算した．
Style discrepancyは，生成された文字に対する定量的評

価指標として Changらが提案したものであり，それぞれ
が共通したスタイルをもつ 2 つの画像集合について，そ
れらのスタイルの相違を測る [1]．なお，値が小さいほど
画像集合間のスタイルが類似していることを表す．スタ
イルを表現する特徴量として，ある畳み込みニューラル
ネットワークの l番目の層の出力となる特徴マップのグラ
ム行列を用いる．また，ある画像集合のもつ共通したス
タイルを表現する特徴量を，集合の各要素に対するグラ
ム行列の平均とする．さらに，ある 2 つの画像集合間の
Style discrepancyをそれぞれの平均グラム行列の二乗平均
平方根とする．グラム行列の計算に用いる畳み込みニュー
ラルネットワークの層として，訓練済み手書き漢字認識
モデルMelnyk-Net [13]の activation 7を選択した．ここ
で，基準値として次の 2つの Style discrepancyを計算し
た．一つ目は HW252の画像集合をランダムに二等分して
作った 2つの画像集合間の Style discrepancyであり，こ
れは 0.32であった．2つの集合のもつスタイルはいずれも
HW252であり，一致している．したがって，0.32は本実
験における Style discrepancyの最小値の基準となる．二
つ目は SIMHEIの画像集合と HW252の画像集合の Style

discrepancyであり，これは 29.70であった．SIMHEIは活
字漢字であり，HW252は手書き漢字であるので，この値は
本実験における Style discrepancyの最大値の基準となる．

4.4 提案手法による手書き漢字生成の精度
提案手法の生成精度の評価のために，提案手法と Chang

らが提案した CycleGANを用いた既存手法 [1]による生成
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表 1: 既存手法と提案手法の定量的評価による比較
平均 SSIM (↑) Style discrepancy (↓)

既存手法 [1] 0.352 10.33

提案手法 0.377 7.83

結果の比較を行った．提案手法におけるラベル付与データ
の割合は r = 0.25とした．なお，比較のために，既存手
法における敵対性損失及び生成器のエンコーダ，デコー
ダ間の変換ネットワークはそれぞれ提案手法に合わせて
LSGAN [11]，ResNet-6とした．また，既存手法における
サイクル一貫性損失の重みは λcyc = 10とした．
図 7に提案手法と既存手法による生成結果の例を示し
た．提案手法の方が既存手法と比較して字全体の歪みや傾
き，字の細部の形状の両方についてターゲットフォントの
画像に近い生成を実現できている．例えば，「卓」につい
て，提案手法による生成にはターゲットフォントのもつ，
全体の形状として垂直方向に細長く，また，特に 6，7画
目のように横棒が右肩上がりになる傾向があるという特徴
がより明確に現れている．さらに，字画がそれぞれはっき
りしているために可読性が高い．他の例としてターゲット
フォントの「休」は旁である「木」について，3画目が 1，
2画目と接していない，左右非対称的であるという特徴を
有している．既存手法による生成ではこれらの特徴が確認
できない一方で，提案手法による生成ではこれらの特徴が
確認できる．また，HW252の特徴として土偏の 2,3画目
が連続して書かれることで「レ」のようになる傾向が見ら
れる．既存手法による土偏をもつ漢字の生成ではその傾向
が現れていない一方で，提案手法による生成ではその傾向
が現れている．以上のように，提案手法は既存手法と比較
して，特に文字全体についての構造的な特徴や特定の構成
要素における書き癖の再現について，定性的に精度の高い
生成を実現できていることが確認できた．
また，表 1に示すように，提案手法と既存手法のそれ

ぞれの生成結果について，テストデータ全てに対する生
成画像とターゲットフォント画像の SSIMの平均値（平均
SSIM）と，ターゲットフォントとの Style discrepancyを
求めた．既存手法と比較して，平均 SSIMは提案手法の方
が高く，Style discrepancyは提案手法の方が低い．このこ
とから定量的な生成精度の改善が確認できた．
一方で，提案手法でも生成が上手くできなかった例が存

在する．「汕」は変換の過程において点が消失した例であ
り，「震」は字画が密集しているために縺れてしまい，漢
字として崩れた例である．文字認識器を用いた損失は変換
の前後で同じ文字として読める状態を保つことには寄与す
る一方で，点の消失や字画の縺れが生じても形状としてユ
ニークである限り，その是正には寄与しない．そこで，改
善策としては入力された文字画像がその文字として書き損
じのない正確なものであるかを判別するモジュールの導入

(a) (b) (c) (d) (e) (f)

図 8: アブレーションスタディにおける生成結果の例．各
行には (a):SIMHEI，(b):提案手法から (A)を取り除いた場
合の生成，(c):提案手法から (B)を取り除いた場合の生成，
(d):提案手法から (C)を取り除いた場合の生成，(e):提案手
法による生成，(f):HW252の同じ漢字が並んでいる．

が挙げられる．また，「五」のようにソースフォントとター
ゲットフォントにおける形状が大きく異なる漢字について
は再現が困難であった．このような漢字の再現を実現する
ためには訓練データを増やすことで，より多様なターゲッ
トフォントの書き癖を学習する必要があるだろう．

4.5 アブレーションスタディ
提案手法で導入した損失及びモジュールが生成精度の

改善に寄与していることを確かめるべく，(A)文字認識器
を用いた損失 Lcon，(B)識別器 Dpair 及びそれに関する損
失，(C)ラベルを用いた L1損失 LL1 の 3つについてのア
ブレーションスタディを実行し，その生成結果を比較した．
図 8に (A),(B),(C)をそれぞれ取り除いた場合と提案手法
の 4つについての生成結果の例を示した．なお，ハイパー
パラメータは全て同一とし，r = 0.25とした．
(A)を取り除いた場合の生成は，提案手法による生成と

比較して漢字として崩れており，可読性が低いものが多い．
例えば，「虹」は漢字の崩れが顕著な例である．このこと
から文字認識器を用いた損失は変換の前後でその意味的構
造を保持することを促し，同じ文字として読める状態を保
つことに寄与していると考えられる．(B)を取り除いた場
合の生成は，提案手法による生成と比較して文字全体の構
造的な特徴の再現が上手くなされていないものが多い．例
えば，ターゲットフォントの「余」は縦に細長い形状であ
る．また，ターゲットフォントの「巷」は横棒が右肩上が
りである，「巳」の矩形の部分が正方形に近いといった特
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表 2: アブレーションスタディにおける定量的評価による
比較

平均 SSIM (↑) Style discrepancy (↓)
(A) を取り除いた場合 0.362 9.18

(B) を取り除いた場合 0.371 7.50

(C) を取り除いた場合 0.370 8.33

提案手法 0.377 7.83

徴を有している．提案手法による生成の方が (B)を取り除
いた場合の生成よりこれらの特徴が顕著に再現されてい
る．このことから識別器 Dpair 及びそれに関する損失は，
特に文字全体の構造的な特徴の再現に寄与していると考え
られる．(C)を取り除いた場合の生成結果は特に細部につ
いての精度が提案手法による生成結果を下回っている．例
えば，ターゲットフォントの「珠」は 2画目と 4画目が合
わさって「レ」のような 1つの字画になっている．また，
ターゲットフォントの「迂」は 1画目と 3画目は接してい
ない．(C)を取り除いた場合の生成ではこのような細部の
特徴が再現されていないが，提案手法による生成では再現
されている．このことからラベルを用いた L1損失は特に
文字の細部の特徴の再現に寄与していると考えられる．以
上により，提案手法で導入した損失やモジュールが定性的
な生成精度の改善に寄与していると確かめられた．
また，表 2に示すように，4つの場合の生成結果につい

て，それぞれ平均 SSIMとターゲットフォントとの Style

discrepancyを求めた．提案手法は平均 SSIMでは最も高
い値を取り，Style discrepancyでは (B)を取り除いた場合
に次いで 2 番目に低い値であった．両方の指標において
(B)を取り除いた場合と提案手法は僅差であるが，これは
2つの指標が定性的なスタイルの再現の精度の変化を敏感
に反映できていないためであると考えられる．

5. 結論
本研究では，教師なし訓練データの一部に自動で付与し

たラベルを活用することで，比較的少ない数の教師なし
データを用いながらも，質の高い生成を得ることができる
手書き漢字生成の手法を提案した．また，評価実験によっ
て，提案手法を定性的，定量的に評価した．特に文字全体
についての構造的な特徴や特定の構成要素における書き癖
の再現について，提案手法が定性的に高い精度の生成を実
現することを確認した．さらに，アブレーションスタディ
によって，提案手法で導入した損失やモジュールがそれぞ
れ生成精度の改善に寄与していることを確認した．
今後解決すべき課題としては，字画の欠損や縺れのある

生成が見られることが挙げられる．漢字の書き損じの程度
を識別するモジュールによる損失を目的関数に追加するこ
とによって，この課題に対する改善が可能であると考える．
また，漢字を日常的に用いている人は定量化の難しい細か

なスタイルの変化にも気付くことができる．本研究では定
量的評価指標として SSIM，Style discrepancyを用いたが，
新たな評価指標としてクラウドソーシング等を利用した不
特定多数の漢字使用者による評価の導入も検討したい．
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