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強化学習環境を模した VR迷路の探索課題における 

人の学習過程に関する考察 
 

寺井輝 1 田辺弘子 2 小宮山摂 2 

 

概要：迷路を用いた研究は，動物を用いた空間認知プロセスや学習を評価する実験から，人とよく似た学習過程を持
つと言われる強化学習を用いたアルゴリズムの研究まで，広く扱われるテーマである．その一方で物理的な制約に伴

い，人に対する迷路を用いた研究は手つかずの状態であり，知見として既にある動物や強化学習の迷路学習過程と比
べ，どのような違いがあるのかは明らかになっていない．そこで本研究では人の学習過程と強化学習を比較すること
を目的に，VR 技術を利用し，強化学習においてエージェントがおかれた状況に近い条件で人が迷路探索を行うこと
ができるシステムを作成した．このシステムを用いた迷路探索実験を行い，さらに強化学習手法を用いたシミュレー
ションと比較を行った結果，人は強化学習のような手順を覚える学習法と，空間情報を活用した学習を組み合わせて
迷路学習を行っていると考えられ，学習率を高くした 3 手更新の Multi-step Learning が人の迷路学習時の挙動と比較
的近いことが明らかになった． 
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1. はじめに   

学習や記憶は，動物の生命維持や進化にとって重要な脳

の機能であり，既存の情報を元にして問題解決や意思決定

を行うプロセスに基づいている．マウスなどの小動物を用

いた実験では，これまで様々な手法によって学習や記憶が

評価されているが，中でも Y 字型迷路試験や Morris 水迷

路試験といった迷路探索課題により，それぞれ短期記憶の

評価および潜在学習能力の評価を行うことができる[1-2]． 

人において学習や記憶を評価することは，記憶障害など

の病態の解明や運動学習メカニズムの解明に寄与すると考

えられるが，現実世界において人が迷路探索課題を行うこ

とは物理的に困難なため，これまで人を対象とした迷路学

習や記憶の評価は手付かずであった． 

しかし，VR 環境で迷路を作成すれば，先述の物理的制

約を回避することが可能であり，人においても学習や記憶

評価のための迷路探索課題を行うことができる． 

さらに近年では，機械学習の一種である強化学習

（reinforcement learning）を用いて迷路を探索，学習させる

といった研究が注目を集めている．強化学習は試行錯誤を

繰り返して学習を進める様子が人の学習と非常に似ている

と話題であり，しばしば両者は比較されることもある． 

そこで本研究では VR （Virtual Reality） 技術を用いて，

仮想空間内で人が迷路探索を行うことができるシステムを

作成し，かつその環境を強化学習に近いものに設定した．

以上より，強化学習環境に近い，情報が制限された迷路に

おける人の迷路学習過程について，動物迷路実験の知見や

強化学習の枠組みを絡めた検証と考察を行うことを本研究

の目的とした． 
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2. 関連技術・研究 

2.1 強化学習と脳科学との関連 

Skinner は Skinner box と呼ばれるネズミの行動実験を行

い，ある行動により好ましい結果がもたらされると，同じ

状況においてその行動を選択しやすくなることを明らかに

した[3]．このような生物の行動は，試行錯誤を繰り返して

学習を行う強化学習アルゴリズムに非常に近い学習である

と言える．また，現在では生物の脳内において強化学習と

似た学習モデルを形成しているという説が有力である[4]． 

Shultz らはサルを対象としたオペラント条件付け実験によ

り，ドーパミンにより脳内で TD 誤差の情報が伝播されて

いることを提唱した[5]． 

ドーパミン作動性ニューロンは，大脳基底核の入力部に

あたる線条体を主要な投射先にしているため，線条体の神

経活動が価値関数の推定に関与していると考えられる: 

Shidara ら[6]は腹側線条体ニューロンを，Samejima ら[7]は

背側線条体ニューロンの活動をそれぞれ記録し，腹側線条

体ニューロンの活動は状態価値関数 V の挙動に，背側線条

体ニューロンの活動は行動価値関数Qの挙動に高い相関を

持つことを示した．これらの結果を受けて，Barto らは，大

脳基底核回路において報酬の TD 誤差による強化学習が行

われているというモデルを提案した[8]． 

一方で，大脳基底核が強化学習法と同様の情報処理を行

っていると仮定する場合，学習を上手く進めるためのパラ

メータ調整を司る器官が存在することが想定されるが，

Doya はこれらのメタ学習に神経修飾物質が作用している

仮説を提案している[9]．これによると，シナプス可塑性を

調節するアセチルコリン[10]が，記憶の保存と更新の間の

バランスを制御する学習率 𝛼 の役割に相当し，レベルの高

さが衝動的な行動の抑制に関連しているセロトニン[11-12]
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が，報酬の短期的予測と長期的予測のバランスを制御する

割引率 𝛾 に相当すると提唱した． 

 

2.2 迷路探索に関する研究 

一般に，強化学習を用いて学習した迷路探索の学習モデ

ルをそのまま再利用して，微小量形状を変化させた迷路の

学習に適用しても上手く学習が進まないことが分かってい

る．齋藤らは形状変化させた迷路へ学習結果を再利用させ

る際に，ある一定の閾値以上の手数を要した際には行動価

値関数をリセットするといった手段を用いれば，限定的な

環境変化においては効率的に学習結果を再利用ができると

した[13]．また我々は，環境変化のある迷路において一度学

習した学習モデルを再利用する際に，一定値を用いて行動

価値関数を底上げすることにより，変更後の迷路において

最初から学習をやり直す場合よりも効率的に学習を収束さ

せられることを示した[14]． 

一方で，生物が迷路探索を行う場合について, Tolman は

ネズミを用いた迷路学習実験を通じて，迷路学習の際に生

物は頭の中で空間情報を地図化しており，認知地図を作り

上げていると提唱した[15]．また，北濱らは人を対象として

実際に立体迷路を作成し，迷路探索時の注視行動に着目を

した．結果として頭の中で完成された迷路全体の地図を参

照しながらゴールに辿り着いたのではなく，注視が何度も

行われた風景から感覚的に経路を判断していると提唱した

[16]． 

 

2.3 強化学習の枠組みを用いた人との比較 

佐々木らは強化学習型のタスクを人に対して行わせ，強

化学習アルゴリズムの枠組みから人間の行動決定を明らか

にしようと試みた[17]．結果，マクロ的には人の行動決定を

強化学習の枠組みで説明できる部分もあったが，人の記憶

メカニズムなどの要因が学習結果に影響を及ぼし強化学習

の枠組みだけでは捉え切れないものであると結論付けた． 

また，小川らは経済実験を例に，強化学習がどの程度被

験者行動を説明するかを検討した[18]．結果，強化学習モデ

ルのみでは上手く説明できない行動も存在し，強化学習以

外の意思決定アルゴリズムも構想する必要があると唱えた． 

 

3. 強化学習手法について 

3.1 Q学習（Q-learning） 

Q 学習は TD 法（Temporal Difference Learning）の一種で

あり，現時点で予測される報酬を基に 1 回の行動直後に Q

値を更新する手法である．また，Q 値の更新が方策に依存

しないのが特徴であり，これにより，学習の収束を早める

効果が見込まれる．時刻 t において，状態 𝑠𝑡 における行動

 𝑎𝑡 の価値 Q(𝑠𝑡 , 𝑎𝑡)を Q 学習によって更新すると以下の式

（1）の通りとなる． 

Q(𝑠𝑡, 𝑎𝑡) ← Q(𝑠𝑡, 𝑎𝑡)

+  α ∗ (𝑟𝑡+1 + γ max
𝑎

Q(𝑠𝑡+1, 𝑎) − Q(𝑠𝑡, 𝑎𝑡))    (1) 

ここで，𝛼 は学習率(0 < 𝛼 ≤ 1)であり，今行動した結果

をQ値にどれほど反映させるかを調整するパラメータであ

る．一般に 𝛼 の値が小さいほど学習速度は遅いが学習は安

定することが分かっている． 

 

3.2 モンテカルロ法（Monte Carlo Methods） 

モンテカルロ法は 1 エピソードが終了してから，実際に

得られた報酬を基に一気に Q 値を更新する手法である．更

新式は以下の式（2）となる． 

Q(𝑠𝑡, 𝑎𝑡) ← Q(𝑠𝑡, 𝑎𝑡) +  α ∗ ((𝑟𝑡+1 +  𝛾𝑟𝑡+2 +  𝛾2𝑟𝑡+3

+ ⋯ + 𝛾𝑇−1𝑟𝑇) − Q(𝑠𝑡 , 𝑎𝑡))     (2) 

ただし，時刻 T はエピソード終了時刻である． 

 

3.3 Multi-step Learning 

Q 学習が 1 手ごとの Q 値更新，モンテカルロ法が 1 エピ

ソード終了時に Q 値更新であったが，その中間のタイミン

グで Q 値を更新することも可能である．この手法を Multi-

step Learning あるいは n-step learning といい，n 手ごとに Q

値を更新する場合は以下の式（3）となる[19-21]． 

Q(𝑠𝑡 , 𝑎𝑡) ← Q(𝑠𝑡 , 𝑎𝑡) +  α ∗ ((𝑟𝑡+1 +  𝛾𝑟𝑡+2 +  𝛾2𝑟𝑡+3

+ ⋯ +  𝛾𝑛 max
𝑎

Q(𝑠𝑡+𝑛, 𝑎)) − Q(𝑠𝑡, 𝑎𝑡))    (3) 

 

3.4 softmax 方策 

softmax 方策は Q 値に softmax 関数を適用することによ

り，Q 値の高い順に行動選択確率が与えられる方策であり，

状態 s における行動 aの選択確率 Pを以下の式（4）で決定

するものである． 

𝑃(𝑠, 𝑎) =  
𝑒𝑥𝑝 (𝑄(𝑠, 𝑎) 𝜏)⁄

∑ 𝑒𝑥𝑝 (𝑄(𝑠, 𝑎′) 𝜏⁄ )𝑎′∈ 𝒜(𝑠)
     (4) 

ただし， 𝜏  は温度パラメータ（𝜏 > 0），𝒜(𝑠) は状態 s にお

ける選択可能な行動の集合を表す．学習が進むにつれて温

度パラメータ 𝜏 を下げることにより，行動価値の低い行動

を抑制することができる． 

 

4. VR 迷路実験 

4.1 VR迷路システム 

Unity を使用して仮想環境内に迷路を作成した．迷路は

外壁および内壁のみで構成すると先が見通せるため，強化

学習の環境と大きく異なってしまう．そこで一辺 6m から

なる立方体の部屋とそれらを繋ぐ通路によって構成し，強
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化学習における学習状況に近づけるために隣の部屋の様子

が見えない設計とした．  

HMD （Head Mounted Display） にはHTC Viveを使用し，

利用者の首振りに合わせてカメラが連動して動く設計とな

っている．迷路内の移動には HTC Vive 付属のコントロー

ラを用い，視界前方に隣の部屋への通路がある状態でコン

トローラのトリガーボタンを押下すると隣の部屋まで自動

で前進を行う．これにより，実際の迷路内を歩く必要がな

く，その場で回転をするのみで没入感のある迷路探索を体

験する環境を作成した．システムを実際に使用している様

子が以下の図 1 である． 

 

 

図 1: VR 迷路システム利用時の様子 

 

4.2 作成した迷路について 

6×6 サイズ，全 36 部屋からなる迷路を，壁伸ばし法ア

ルゴリズムを用いて無作為に 2 種類作成した（以下，それ

ぞれ迷路 1，迷路 2 とする）．壁伸ばし法は単純な迷路生成

アルゴリズムとしてよく使われる手法であり，迷路内の格

子点からランダムに 1 点を選び既存の壁にぶつかるまでラ

ンダム方向に壁を伸ばし続けることで迷路を作成する．こ

れを繰り返し，すべての格子点について壁生成を行うまで

続ける．これにより，閉区間がなく，特定の 2 点を繋ぐ最

短経路が 1 種類に限定された迷路が出来上がる． 

作成した迷路の概要図を図 2 に，VR 迷路の平面図を図

3 に示す．また，それぞれの迷路について無作為に 3 か所

壁を選択し，変更後迷路で通行可能とした．これは，一度

学習した結果を用いた効率的な学習が可能かを検証する狙

いがある．迷路 1，2 ともに最短経路は初期状態では 14 手，

変更後迷路では 10 手となる．概要図の点線部と平面図の

水色の通路が後に通行可能となる壁である． 

 

図 2: 迷路 1（左）と迷路 2（右） 

  

図 3: 実際に探索する迷路 1（左）と迷路 2（右） 

 

4.3 迷路探索タスク 

迷路のスタート地点からゴール地点までの最短経路を

学習するタスクを設定した．ただし，1 度の探索（以下，こ

れを 1 エピソードとする）における最大移動数は最短経路

の手数である 14 手の約 1.5 倍である 20 手に設定した．20

手に到達した場合はスタート地点に戻されて再度学習を始

める．同様に 20 手以内にゴールに到達した場合にも再度

スタート地点より学習を始める．探索を繰り返す中で被験

者が最短経路であると確信した上で，その経路を 2 度続け

て辿ることができた時点で学習が完了したとみなしてタス

クを終了とする．なお，被験者にはあらかじめ最短経路の

手数は教えておらず，学習回数に上限は設けなかった． 

 

4.4 実験方法 

20 代の大学生 10 名を用いて，各迷路 5 名ずつ迷路探索

を行った． また，実験中の被験者の体調には十分に配慮し，

被験者が体調不良を訴えた場合や攻略不可と判断した場合

にはその場で直ちに実験中止とした． 

学習が終了後，迷路の形状を微小量変更させ，初回の学

習結果を活かすよう指示をした上で再度迷路探索タスクを

行わせた．取得するデータは学習回数，行動履歴および実

験終了後に行うアンケートである． 

 

4.5 実験結果 

4.5.1 学習回数一覧 

各被験者が各迷路で行った学習回数の一覧は以下の表 1

の通りである．被験者 1-5 が迷路 1，被験者 6-10 が迷路 2

で実験を行った．概ねどの被験者も変更後迷路における学

習回数は少ないという結果が得られたが，迷路 1 の被験者

3,4 が変更後迷路で更新された最短経路を学習することが

できなかった．また，迷路 1 においては被験者 5 が体調不

良により初期迷路における学習完了時点で実験を中止，迷

路 2 においては被験者 10 が攻略不可により途中で実験を

中止した． 
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表 1: 各被験者の学習回数一覧 

 被験者 初期迷路 

学習回数 

変更後迷路 

学習回数 

変更後迷路 

学習可否 

 

迷 

路 

1 

1 19 4 ○ 

2 12 6 ○ 

3 11 2 × 

4 6 3 × 

5 10 - × 

 

迷 

路 

2 

6 9 4 ○ 

7 9 4 ○ 

8 12 5 ○ 

9 12 19 ○ 

10 19（中止） - × 

 

 

4.5.2 各部屋通過回数の一覧 

次に初期迷路と変更後迷路について，被験者が各部屋を

通過した回数をヒートマップ表示した．変更後迷路で最短

経路を学習することができた被験者の中から各迷路 1 名ず

つ被験者 1，6 と，学習ができなかった被験者 3，4 をピッ

クアップしてそれぞれ図 4，5 に示す．ただし，S，Gの表

記がそれぞれスタート地点とゴール地点を示し，各部屋の

数値はその部屋を通過した回数を示す． 

被験者 1と 6はショートカットとなる通路を通過できて

いるのに対して，被験者 3 と 4 は変更後迷路においても初

期迷路で覚えた道順をそのまま辿っているのが分かる． 

 

 

図 4: 被験者 1，6 の各部屋通過回数ヒートマップ 

 

 

 

 

図 5: 被験者 3，4 の各部屋通過回数ヒートマップ 

 

4.5.3 経路図 

被験者 1 の実際に辿った経路を図示したものが以下の図

6 である．各エピソード内で辿った経路を赤矢印で示した． 

被験者 1 を含む各被験者に共通して見られた傾向として，

初期迷路においてゴールに初めて到達するまでは各エピソ

ード間で大きく経路を変更するのに対し，一度ゴールに到

達してからは経路変更が小さくなっていた． 

 

 

図 6: 被験者 1 の経路図 
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4.5.4 認知地図の描画結果 

実験後に各被験者に認知地図が描けているかの確認と

して，学習したスタート地点とゴール地点の位置関係を描

画させた結果が以下の図 7 である．ただし数値は被験者番

号を示す． 

迷路 2は全被験者がゴール地点の方角はおおむね正確に

認識できていたのに対し，迷路 1 はゴール地点を正確に把

握できた人はいなかった結果となった．また，変更後迷路

で最短経路を学習することができなかった被験者 3 と 4 の

ゴール地点の認識も大きく異なっていた．  

 

 

図 7: 実験後の各被験者が描いた認知地図 

 

4.5.5 アンケートに関する結果 

実験後に自由記述形式のアンケートを行い，主に探索時

の主観的な攻略法を調査した．その中で複数の被験者から

共通して挙げられた内容が以下の 3 点である． 

・「なるべく同じ道は通らないようにした」 被験者: 4, 6, 7 

・「明らかに行き止まりだった部分には再度行かないよう

にした」 被験者: 3, 4, 5, 7 

・「手順を覚えるように攻略をした」 被験者: 2, 3, 4, 5, 8, 9 

 

5. 強化学習による各迷路のシミュレーション 

5.1 シミュレーション内容 

第 4 章で作成した迷路 1 と 2の初期迷路に対して強化学

習を用いたシミュレーションを行い，作成された学習モデ

ルや学習時の挙動を基に，人の学習時の挙動と強化学習の

学習時の挙動の比較を行っていく． 

強化学習手法は Q 学習，モンテカルロ法，Multi-step 

Learning の 3 種類を使用した．学習内容は第 4 章の迷路探

索タスクと同じであり，スタート地点からゴール地点まで

の最短経路を最大 20 手以内に探し出すものとした．また，

学習終了の条件は最短経路でゴールに到達したエピソード

が 4 エピソード連続して発生した場合とした．報酬の設定

としては， 

 1. ゴール時に正の報酬 +1.0 

 2.  非ゴール時，一手ごとに微量の負の報酬  -0.1

 3.  行き止まり時に負の報酬 -0.3 

の 3 つを設定した．これは最短経路を探し出すタスクであ

ること，および第 4.5.5 項のアンケート結果より，「一度行

き止まりだと判明した部分にはなるべく入ろうとしなかっ

た」とあったことから一手ごとと行き止まりの際に負の報

酬を設定した．また，初期のQ値は全て 0で初期化をした． 

 

5.2 各手法間における学習回数の変化 

迷路 1と 2を Q学習，モンテカルロ法，Multi-step Learning

を用いて各 50 回ずつ迷路探索タスクを行った．Multi-step 

Learning の更新タイミングには 2 手から 19 手までを使用

した．また，各種パラメータは一般によく用いられる値の

割引率 𝛾 = 0.9，学習率 𝛼 = 0.1を設定してある． 

各迷路における学習回数と，初ゴールから学習完了に要

する回数を一覧表示したものが図 8 である．ただし，人の

実験においては学習終了の条件が最短経路を 2 度続けて辿

ることができた時と設定したため，本実験においても最短

経路が 4 連続したうちの 2 エピソード目を学習終了時とし

て調整をしてある． 

学習回数について，一元配置分散分析を行ったところ主

効果が見られ，多重比較の結果，どちらの迷路においても

Q 学習を用いた際の学習回数は，Q 学習以外の各手法にお

けるものよりも有意に多い（𝑝 < 0.001）という結果となっ

た．Multi-step Learning については更新間隔が 3 から 5 手の

間に最小学習回数を取ることが多く，それ以上の間隔では，

更新の間隔が長くなるにつれて学習回数が多くなる傾向が

見られた． 

次に初ゴールから学習完了までにかかる回数について，

一元配置分散分析を行ったところ主効果が見られ，多重比

較の結果，Q 学習を用いた際の初ゴールから学習完了まで

にかかる回数は，Q 学習以外の各手法におけるものよりも

有意に多い（𝑝 < 0.001）という結果となった．また，更新

タイミングが 5 手あたりから初ゴールから学習完了までに

かかる回数がほとんど一桁回数といった数値となり，一度

ゴールに到達するとその後は余計な挙動をせず一気に最短

経路をなぞるような最適化をしていることが伺える． 

 

 

図 8: 各迷路における手法別の平均学習回数一覧と 

初ゴールから学習完了までにかかる平均回数一覧 
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5.3 学習率を変更した際の学習回数の変化 

次に学習率  𝛼 を変更した際の学習回数の変化を観察し

た．用いる手法は Q 学習と第 5.2 節で平均学習回数が最も

少なかった区間より 3 手更新の Multi-step Learning の 2 手

法である．更新間隔の長いモンテカルロ法については学習

率を上げた際に上手く学習が進まなくなり，学習が収束し

なかったため除外した．それぞれの手法について 50 回ず

つ迷路探索タスクを行い，平均学習回数を検証する．  

各迷路における上記 2手法の学習率別平均学習回数をそ

れぞれ示したものが図 9 である．どちらの手法も学習率を

上げることにより学習に必要な試行回数を大幅に減少する

ことができている．また， 3 手更新の Multi-step Learning

の方がQ学習と比較して学習回数が少なく済んでいること

も特徴的である． 

 

 

図 9: 迷路 1，学習率の違いによる学習回数の変化 

 

5.4 人の学習結果との比較 

第 5.3 節では，Q 学習と 3 手更新のMulti-step Learning の

学習率を 0.9 程度まで上げると，初期設定と比べ非常に少

ない学習回数で学習完了となった．そこで，学習率を 0.9 に

設定した 2 手法と，実際の人の迷路探索の結果を比較した．

学習回数と初ゴールから学習完了までの学習回数の比較を

行ったものを図 10 に示す．なお，迷路 1 と迷路 2 で同様

の結果が得られたため迷路 1 の結果のみを示す． 

一元配置分散分析を行ったところ主効果が見られ，多重

比較の結果，人の学習回数は Q学習と 3手更新のMulti-step 

Learning の学習回数よりも有意に少ない（𝑝 < 0.001）とい

う結果となった． 

また，初ゴールから学習完了までにかかる回数について

も同様の分析より，Q 学習を用いた場合が，人と 3 手更新

の Multi-step Learning の初ゴールから学習完了までにかか

る回数よりも有意に多い（𝑝 < 0.001）結果となった． 

 

 

 

図 10: 人と各学習手法の学習回数比較（上）と 

初ゴールから学習完了までの回数比較（下） 

 

5.5 強化学習の経路図 

 第 5.4 節において，Q 学習と比べて初ゴールから学習完

了までにかかる回数が有意に少なく、全体の学習回数も少

ない傾向が見られる，3 手更新の Multi-step Learning，学習

率 0.9 の設定でシミュレーションした際の初ゴール前後 5

エピソードの経路を図 11 に示す． 

 人と同様に初めてゴールするまでは経路を大きく変更し

ているが，それ以降は小さく経路変更をするのみで，少な

い回数で最短経路学習が完了しているのが見て取れる．ま

た，同じ経路を行ったり来たりする点が人の挙動とは異な

る特徴である． 

 

図 11: 3 手更新，学習率 0.9 設定の強化学習 

初ゴール前後 5 エピソードの経路図 
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6. 考察 

6.1 人の迷路学習過程についての考察 

第 4.5.1 項と第 4.5.2 項の結果より，大半の被験者が初期

迷路の学習結果を上手く活用し，変更後迷路においてショ

ートカットを通過する最短経路学習を，非常に少ない試行

回数で行うことができると分かった．このことから Tolman

の提唱した認知地図の特性[15]のような空間的な情報を活

用した学習を行っていることが考えられる． 

しかしその一方で，変更後迷路で最短経路を学習できな

かった被験者がいることも分かった． 第 4.5.4 項の結果よ

り，被験者 3 についてはゴール地点の認識が大きくずれて

いた点から，上手く空間情報の活用ができなかったことが

想像されるが，被験者 4 は非常にゴールに近い位置を認識

することができていた．また，上手く最短経路を学習でき

た被験者 2 も大きくゴール位置の認識がずれていたことか

ら，認知地図の形成と変更された最短経路の学習可否はあ

まり関係のない項目であることが推察される．また，第

4.5.5 項の結果を組み合わせてみると，被験者 3,4 はともに

「手順を覚えるように攻略をした」という攻略法を取って

いたことが分かるが，これは強化学習の学習法に近いと言

える．強化学習の学習モデルは何かしらの工夫をしない限

り，形状変化させた迷路に一度学習させたモデルを再利用

しても上手く学習が進まない[13-14]との知見があるが，ま

さにその状態と一致している．しかし，同じく手順を覚え

るように攻略をした被験者 2 や 8 は変更後迷路においても

上手く学習が進んでいることから，必ずしも「手順を覚え

る攻略」が強化学習のものと完全に同じであるとは言えな

いだろう．また，もし人の迷路学習過程が空間情報の活用

のみによって決まるのであれば，ゴール地点を正確に認識

できていない被験者が学習を行うのは困難であると推測さ

れる．よって本研究で作成した強化学習環境に近い迷路に

おける探索においては，人は「手順，あるいは動作を覚え

る」といった強化学習に近い学習法と，「頭の中で位置関係

を描くような空間情報の活用」を組み合わせた学習を行っ

ているのではないかと考えた．そして，両者を活用するト

レードオフが人により異なり，強化学習型の学習法を強く

活用した場合には被験者 3 や 4 のように変更後迷路におい

て更新された最短経路に気付くことができなかったのでは

ないかと考えられる． 

また，両者の活用割合を決めるものとして，迷路の大き

さと本実験システムの影響も関係があると考えられる．今

回の実験では難易度を考慮した 6×6 サイズのものとした

が，もしこのサイズがさらに大きくなった場合，頭の中で

認知地図を描くことは困難になり，強化学習型の学習に頼

る割合が増加すると思われる．さらに，本実験システムは

操作方法がコントローラを用いた移動ということもあり，

移動した距離感を掴みにくいことが強く影響してしまった

可能性が考えられる．例えば，コントローラによる移動で

はなく，実際に足を動かすことにより移動するようなシス

テムを作成した上で同様の実験を行うことは，今後検証す

べき内容である． 

 

6.2 強化学習と比較した人の迷路学習過程の考察 

第 5 章のシミュレーション結果より，Q 値の更新間隔を

適切に設定し，学習率を高めた場合に学習回数を大きく減

少させることが分かった．また，学習率を 0.9 程度まで高

めた 3 手更新の Multi-step Learning においては，初めてゴ

ールをしてから学習完了までに要する学習回数が人と有意

差の無い結果となった．このことから，人の学習挙動に比

較的近いのは上記の手法であると判断した．この結果につ

いて人の行動に照らし合わせて考察を行う． 

まず，Q 値の更新間隔であるが，第 4.5.2 項より人はゴ

ールに一度到達してからは小さな経路変更を繰り返して最

短経路を探るような傾向があることが分かっている．この

ことから，人は初めてゴールに到達した瞬間に，ゴールま

での大体の経路を頭に思い浮かべることができていると想

像できる．つまり，ゴール時に得られる報酬がそのエピソ

ード終了時に複数の状態に伝播している状態であると考え

られる．よって，ゴールの報酬を 1 エピソードに 1 状態ま

でしか伝えることのできないQ学習は人の学習過程とはや

や異なると言えるだろう．一方で，モンテカルロ法や，更

新間隔の長い Multi-step Learning では，1 エピソードで多く

の状態に報酬を伝播させることが可能であるが，更新が行

われるまではそれまでの探索結果を活かすことができない．

例えば行き止まりに入るなどの明らかにマイナスな行動で

も，設定した更新間隔になるまでは学習することができな

い．これは人の学習挙動から見ても不自然である．これら

を踏まえて更新間隔が 3 手である場合を考えると，複数状

態へ報酬を伝播させることが可能であり，例えば袋小路に

入ってしまった際には袋小路入口の辺りから，この道は間

違っているという情報を学習することもできる．この感覚

は実際に人が迷路探索を行う場合にも妥当な学習感覚であ

ると考えられる． 

次に学習率について見ていく．学習率を上げることは毎

回の学習結果を強く反映させるということになる．これを

人の迷路探索時の行動に当てはめると，直前に通った経路

の記憶が一番鮮明残っており，「さっきこの道は行き止まり

だったからここは絶対に違う」といった考え方に相当する

だろう．これにより，直前に通った行き止まりの道は避け，

経路を大きく変更するが，しばらく経つと行き止まりの記

憶が薄れてまた同じ道に入ってしまう，といった行動が起

こりうると想像できる．さらに，学習率が大きいことによ

りゴール時の報酬を大きく伝えることにも役立つ．また，

第 5.5 節の結果より，強化学習はマルコフ性を仮定するた

めに行ったり来たりといった余計な挙動を挟むが，上記の

Vol.2021-HCI-192 No.7
2021/3/15



情報処理学会研究報告 

IPSJ SIG Technical Report 

 

 

ⓒ2021 Information Processing Society of Japan 8 
 

設定においては初ゴールまでは大きく経路を変更するのに

対し，それ以降は経路変更が小さくなり少ない回数で学習

が完了することも分かった．第 4.5.3 項の結果と照らし合

わせると，この挙動は人の経路選択の挙動と一致する部分

がある．これらの点から考えると，3 手更新の Multi-step 

Learning で学習率を 0.9 程度まで高めた設定は，人に比較

的近い学習挙動をしていると捉えることができるだろう．

しかし，学習率が高いと最適な解に収束しない可能性が高

まるという一般的な性質がある．今回の実験環境において

はゴールまでの解が 1 つしかないため最短経路に学習を収

束させることができているが，例えば，最短経路の他に複

数の最短でない解が存在するような迷路においては上手く

学習が進まないことが想定される．そこで，そのような迷

路における人の学習過程を追加で調査する必要があるだろ

う． 

 

7. まとめ 

本研究では人の迷路学習過程を調査するために，VR 空

間内に強化学習の環境を模した迷路を作成した．その環境

を用いて人に対して迷路探索課題を行い，人の迷路学習過

程を動物迷路実験の知見や強化学習の枠組みを絡めて考察

をした．結果として，人は強化学習のような手順を覚える

学習法と認知地図のような空間情報を活用した学習を組み

合わせている特徴が見られた．これにより，強化学習の学

習速度と比べ非常に速く，かつ，形状が微小量変化した迷

路に関しても一度学習した結果を活かして効果的に学習を

進めていると結論付けた．また，既存の強化学習手法につ

いて，更新間隔が 3 手の Multi-step Learning の学習率を 0.9

程度まで高めた設定にすると，人の行動に比較的近い挙動

を再現することができた．しかし，本研究システムにはま

だ改善の余地があり，かつ検証する余地のある設定が残っ

ていることが課題としてある． 
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