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サーベイ論文

深層学習を用いた新物質探索に関するサーベイ

奥野 智也1,a) 佐々木 勇和1 鈴木 雄太2

受付日 2019年12月10日,採録日 2020年3月14日

概要：所望の物理化学的な性質を持つ新たな物質の探索は化学，創薬，物質・材料科学などの分野におい
て重要な課題である．従来のアプローチは研究者の勘や経験に大きく依存し，また時間的なコストが高い
という問題がある．そのため，探索の効率化を目的として，機械学習やデータマイニングなどの情報科学
の技術を取り入れた研究がさかんに行われている．近年では深層学習技術を用いた高精度化が進んでいる．
そこで，本稿では新物質探索における深層学習技術を網羅的に調査し体系的にまとめることを目的とする．
新物質の探索技術を (1)物質構造からその性質を識別する分類と回帰技術，および (2)性質から物質を導
出する生成技術に大別し，それぞれの技術の適用分野，データの分類，および深層学習のモデルについて
述べる．さらに，既存技術の制約や問題点を述べ，今後の課題を明確にする．
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Abstract: The discovery of new materials with desired physicochemical properties is an important task in
several fields such as chemistry, drug discovery, and materials science. A conventional approach depends
on intuition and experience of researchers. The problem of conventional approach is very time-consuming.
Therefore, for improving the efficiency of the exploration, it is actively addressed to apply informatics tech-
nology such as machine learning and data mining to material discovery. Recent developments of deep learning
achieve high performance compared with conventional techniques. In this paper, we comprehensively survey
deep learning techniques for material discovery and systematically summarize them. The techniques are
categorized into two parts (1) classification and regression that predict properties from material structures
and (2) generation that derives the materials from the property. We review application fields, data represen-
tation, and deep learning models. Finally, we discuss the constraints and problems of the existing techniques,
and we clarify future challenges.
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1. はじめに

所望の物理化学的な性質や機能を持つ新物質の探索は，

化学，創薬，材料科学などの分野において基礎的な目標の 1

つである．探索の候補となる物質の空間は広大であり，た
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とえば，ドラッグライクな化合物の候補は，1023から 1060

個存在するといわれている [39]．従来の物質探索は，研究

者の勘や経験による実験設計と，実験やシミュレーション

による物質の性能評価を交互に繰り返す方法をとる．しか

しながら，このようなアプローチは時間的なコストが高い

ため探索範囲に限界がある．

新物質探索をより効率的に行うために，情報科学と物質

を扱う科学分野との融合分野が注目を集めている．たとえ

ばケモインフォマティクス [36]やマテリアルズインフォマ

ティクス [42]がその例である．これらの分野では物質から

性質を求める従来のアプローチに加えて，物質探索の効率
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化を図るために所望の性質から物質を求めるという逆方向

のアプローチが研究されている．

情報科学の技術が用いられるようになった背景には 2つ

の要因がある．1つ目の要因はシミュレーションから主に

得られるデータ量の増加である．第一原理計算や分子動力

学法といったシミュレーションの課題は計算コストの高さ

であったが，計算機の処理能力向上によって，計算が容易

な性質に関しては候補物質の大規模なシミュレーションが

可能となり，その結果データ量が増加している．さらに実

験データも含め，得られたデータは整備，公開されており，

化学では PubChem [25]，材料分野では，Materials Project

Database [19]や，Automatic Flow of Materials Discovery

Library [8]などのデータベースが利用可能である．

2つ目の要因は，機械学習やデータマイニング技術の性

能向上である．機械学習やデータマイニング技術の応用は，

ケモインフォマティクスでいち早く研究されている [7]．近

年は深層学習が多く取り入れられ，活発に研究されている．

特に，深層生成モデルを使った手法は，物質探索の新たな

手法として重要である [48]．

深層学習技術の急速な発展にともない，化学や物質・材

料科学と情報科学の融合分野においても深層学習技術が調

査されている [5], [12], [34], [45], [46], [48]．一方で，新物

質探索における課題の検討や深層学習モデルの比較は十分

に行われていない．そこで，本稿では，機械学習を用いた

新物質探索に興味がある化学や物質・材料科学の研究者，

および機械学習技術の新たな応用として新物質探索に取り

組む情報科学の研究者を対象とし，新物質探索における深

層学習の応用研究の網羅的な調査と体系的な整理を目的と

する．また，共通の課題と分野ごとの課題を明確にするこ

とで，今後の研究の方向性を示す．

物質探索における深層学習の応用技術は大きく 2つに分

類できる．1つ目は物質構造の分類や物質の性質予測を行

う分類・回帰技術である．分類・回帰技術では，物質構造

を特徴量として物質の性質を RNNや GNNを用いて学習

し，未知の物質構造に対してその性質を予測する．これは

物質から性質を決定する従来の実験やシミュレーションと

同じプロセスである．2つ目は物質構造を学習しそれを模

倣したデータを生み出す生成技術である．生成技術では，

GANやVAEなどの生成モデルを用いて物質を模倣するこ

とで，既存物質に近く所望の性質を持つ可能性が高い物質

を生成する．さらに，最適化手法と併用することで物質生

成の効率化が可能となる．分類・回帰技術と生成技術の比

較を図 1 に示す．物質空間は探索対象となる物質のなす空

間であり，物質の性質・機能空間は物質空間と対応して性

質の大小の分布を表す空間（物性値の大小を色の濃淡で表

現）である．分類・回帰技術は，物質空間から性質・機能

空間への射影であり，物質から物性値を導き出す．一方で

生成技術は性質・機能空間から物質空間への射影であり，

図 1 物質探索手法の比較

Fig. 1 Two material discovery methods.

物性値から物質を導き出す．

それぞれの 2つの技術の詳細な分類については，データ

とする物質，さらに深層学習モデルに入力するデータ構造

にて分類する．まず，データとする物質においては分子と

結晶に大別する．分子は 2つ以上の原子が結合した電気的

に中性な物質であり，有機化合物などがその典型である．

結晶は原子や分子が集まって規則正しく配列した物質であ

り，金属がその典型である．次に，データ構造に関しては，

原子と原子間の関係性をモデル化したグラフ，原子の位置

をモデル化する 3次元データ，また化学構造を 1次元的に

表現する文字列があり，それぞれのデータ構造に対して深

層学習モデルが適応されている．

本稿の構成は以下のとおりである．2 章で，深層学習の

既存技術の分類とデータの表現について，3 章で分類・回

帰技術，4 章で生成技術について，5 章にて他の技術と深

層学習との比較について述べる．最後に，6 章で今後の課

題について述べ，7 章で本稿のまとめる．

2. 既存技術の分類

新物質探索における識別・予測技術と生成技術において，

それぞれの技術が対象とする物質，データの表現方法，お

よび深層学習モデルの観点から分類を行う．表 1 にそれぞ

れの技術の概要をまとめ，技術の詳細においては，3 章と

4 章にて述べる．

以下では，データ表現，深層学習モデル，および他分野

における深層学習技術との違いを述べる．

2.1 対象の物質

探索の対象となる物質の形態は分子と結晶に大別され

る．本稿では，分子は 2つ以上の原子が何らかの力により

結合した電気的に中性な物質，結晶は原子や分子が周期的

に配列した物質と考える．分子は比較的少数の原子から構

成され*1，分子の構造が興味の対象となる物質としては，

医薬品などの有機化合物が代表的な例である．実際の物質

における結晶は，アボガドロ数程度のオーダの個数（1023

個）の原子により構成されるきわめて巨大な系であるが，

これは比較的少数の原子をある対称操作（並進・回転・鏡

映など）に従って配置した単位格子（繰り返し単位）が多
*1 本稿ではポリマーなどの高分子は対象としない．
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図 2 分子と結晶のデータ表現例

Fig. 2 Data representation of molecules and crystals.

表 1 既存の深層学習による物質探索の概要．データは論文内にて使

用されている実験データの種類を表す

Table 1 Summary of deep learning technology for material dis-

covery.

識別・予測技術

論文 データ 表現 モデル

文献 [14] 分子 文字列 RNN

文献 [6], [11], [22], [24], [44] 分子 グラフ GNN

文献 [6], [55] 結晶 グラフ GNN

文献 [43] 結晶 FP FC

生成技術

論文 データ 表現 モデル

文献 [4], [49] 分子 文字列 RNN

文献 [40] 分子 文字列 RNN+RL

文献 [9], [13], [29] 分子 文字列 RNN+VAE

文献 [16] 分子 文字列 RNN+GAN+RL

文献 [31], [33] 分子 グラフ RNN

文献 [21], [50] 分子 グラフ GNN+VAE

文献 [10], [57] 分子 グラフ GNN+GAN+RL

文献 [23] 結晶 ボクセル CNN+VAE

数配列されたものとして表現することができる．結晶構造

が興味の対象となる物質の例としては，金属やセラミック

などがあげられる．分子に対応する物性は，その分子構造

によって発現する．一方，結晶性物質の物性は，単一の単

位格子ではなくその無数の集合によってマクロに発現する

特質であることに留意する必要がある．

2.2 データ表現

分子や結晶のデータ表現の方法について述べる．物質は

3次元空間上に存在する原子により構成され，原子間に働

く相互作用によりその構造が決まる．物質をどのように表

現するかにより深層学習モデル設計および精度に大きな影

響がある．物質のデータ表現は下記のものがある．

• 文字列：化学構造を文字列として 1次元的に表現する

方法．

• グラフ：原子を節点，距離や結合の種類を辺とした重
み付き有向グラフとして表現．

• フィンガープリント（FP）：分子の構造の有無をビッ

ト列で表現．

• 座標データ：物質を構成する原子の座標で表現．
• ボクセル：画像で用いられるピクセルを 3次元に拡張

した表現．

図 2 に分子および結晶の物質構造の例を示す．グラフ

や文字列による表現は物質を扱う深層学習モデルでよく用

いられる表現である．グラフ表現では，原子を節点，距離

や結合の種類を辺とする．また，節点の情報には原子の種

類に加えて，電荷など，各原子に付随する情報を選択的に

用いる．辺の情報には，一重結合，二重結合などの原子間

の結合の種類，あるいは原子間の距離が用いられる．文字

列の表現は SMILES記法 [53]が用いられる．SMILES記

法では節点を原子，辺を結合とした分子グラフを深さ優先

探索により線形な文字列として表現する方法である．座標

データは物質を構成する原子の 3次元的な位置を表すデー

タである．フィンガープリントは特定の分子の構造の有無

をビット列で表現し，特徴的な分子構造を含んでいるか，

もしくはいくつ含んでいるかを表すことができる．

2.3 深層学習モデル

新物質探索において様々な深層学習モデルが適応されて

いる．代表的に用いられているものを下記に示す．

• 全結合ニューラルネットワーク（FC）：順伝播型ニュー

ラルネットワークであり，すべてのユニットが結合し

ている．最も単純なニューラルネットワークである．

• 再帰ニューラルネットワーク（RNN）[32]：データの

シーケンスを繰り返し入力し学習する．自然言語処理

における文字列や時系列データにおけるストリーミン

グデータなどのシーケンスデータを扱う分野にてよく

用いられる．

• 畳込みニューラルネットワーク（CNN）[28]：畳み込
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み層とプーリング層から構成されているニューラル

ネットワークである．画像認識にて広く用いられる．

• グラフニューラルネットワーク（GNN）[58]：グラフ

ニューラルネットワークはグラフ構造を扱う深層学習

モデルの総称であり，隣接節点との関係性を用いて学

習する．

• 敵対生成ネットワーク（GAN）[15]：生成モデルの一

種であり，generatorと discriminatorから構成される．

generator は訓練データに近いデータを生成し，dis-

criminatorは訓練データなのか generatorにより生成

されたデータなのかを識別する．これにより訓練デー

タには存在しないが，訓練データに近いデータを生成

可能である．

• 変分オートエンコーダ（VAE）[27]：生成モデルの一

種であり，入力データよりも少ない次元数の特徴を抽

出する．

分類と回帰においては，RNNと GNNがそれぞれのデー

タ表現方法に応じて用いられている．一方，生成において

は RNNのみ，もしくはGANや VAEが用いられることが

多く，GANや VAEを用いる場合，そのアーキテクチャの

一部に RNNや GNNをデータ表現方法に応じて用いる．

また，このような深層学習モデルと併用して，物質探

索のガイドの役割で強化学習 [2]が用いられる．強化学習

（RL）は，設計された報酬を最大化する行動や選択を学習

することが可能である．

2.4 他分野と新物質探索の違い

最後に，深層学習技術の適用に関して，画像や自然言語

処理といった代表的な領域と，新物質探索における技術的

な違いを述べる．

• データ構造：データの大きさが任意長であり，また順
序がない．

• 物理的な制約：生成される物質には物理化学的な制約
がある．

まず，データの入力順序の問題がある．分子や結晶内の

原子はデータの順番が一意に決定しない．これはグリッド

構造で順序を規則的に割り当てることのできる画像データ

との大きな違いである．さらに，別の問題として，データ

の大きさの問題がある．深層学習モデルの入力層は固定長

であることが多いが，分子や原子に含まれる原子の個数は

様々であり扱うことが難しい．これらのデータ構造上の問

題は深層学習モデルの選択，開発に大きく関わる．

次に，物質には物理的な制約の問題が存在する．たとえ

ば，原子の結合には原子価の制約があり，また，結晶は空

間的な対称性を満たす必要がある，このような制約がある

ため，生成モデルでは，可能な限り物理化学的に正しい物

質を生成するようなアーキテクチャが必要である．

これらの問題により，単純に既存技術を適用するだけで

は所望の物質を探索することは難しく，新物質探索のため

に新たな深層学習技術が開発されている．

3. 分類・回帰技術

分類・回帰技術は，ある物質が与えられたときに物質の

性質を予測することが可能である．与えられた物質データ

から正確に物性値を高精度に予測するために様々なモデル

が提案されている．以下では，物質の性質予測タスクにお

ける深層学習モデルについて述べる．

3.1 分子における分類・回帰技術

まず，分子における分類・回帰技術について述べる．分

子に関する分類・回帰技術に関する機械学習を研究はさか

んに研究されている．深層学習以外の機械学習を用いる手

法では，特徴量を自動的に抽出できないため，多様な特徴

量が提案されており，たとえば，Coulomb matrix, Bag of

bonds, フィンガープリントなどがある [45]．一方，深層学

習モデルではより文字列やグラフ表現などの表現が用いら

れることが多い．以下では入力するデータ構造に分けて技

術を紹介する．

3.1.1 文字列表現を用いた分類・回帰技術

Goh [14]らは，SMILESを入力とした RNN を用いて，

物性予測を行っている．また，文字列の一部をマスクする

ことで，性質予測の精度に対して，どの文字が重要かを調

べている．評価実験では水和物のデータセットを用いた溶

媒和自由エネルギーの予測では第一原理計算を用いた場合

よりも高い性能を示している．

SMILES表現 [53]はどの原子から文字列化するかによっ

て複数の表現を取りうる．この問題に対処するために，分

子グラフと一意に対応するように SMILESを拡張した表

記方法として，canonical SMILESがある [38]．また，機

械学習で用いる場合には，同じ分子グラフから SMILESが

複数種類作成可能であることを利用し，データオーグメン

テーションを行う方法がある [3]．Kimberら [26]は，オー

グメンテーションが行われた SMILESを用いて畳み込み

ニューラルネットワークを用いた提案モデルの評価を行っ

ている．

3.1.2 グラフ表現を用いた分類・回帰技術

Duvenaudら [11]は，フィンガープリントの一種である

circular fingerprintのアルゴリズムを拡張して，グラフ表

現を扱う畳み込みニューラルネットを構築した．このモデ

ルは特徴量設計を必要としないフィンガープリント（neural

fingerprints）の作成と分子の性質の予測を可能にした．検

証実験では溶解度，薬効，有機太陽光発電率のラベル付

きデータ，それぞれ 1,144 件，10,000 件，20,000 件を用

いて，従来用いられてきた extended-connectivity circular

fingerprint（ECFP）を用いた場合と比較し，溶解度，有機

太陽光発電率については予測精度向上，薬効については同
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等の予測性能を達成している．またKearnesら [24]もグラ

フ畳み込みニューラルネットワークを用いて特徴量を作成

する手法を提案している．

文献 [11], [24]では，それぞれグラフ畳み込みニューラ

ルネットワークを提案しているが，一般にグラフ畳み込み

ニューラルネットワーク以外にも様々なグラフを扱うモデ

ルが存在する．たとえば，アテンション機構を用いたモデ

ル [52]や，ゲート機構を取り入れた GG-NNs [30]がある．

Gilmerら [22]は GG-NNsにアテンション機構を持つモ

デルを組み合わせることで，QM9データセットを用いた

13種類の物性値予測実験において Kearnesら [24]の手法

や GG-NNsやその他機械学習による手法よりも高い性能

を記録している．Ryuら [44]も同様に，アテンション機構

とゲート機構を取り入れたグラフ畳み込みニューラルネッ

トワークを用いた手法を提案している．この手法ではアテ

ンション機構の一部に各分子内の原子のペアによって決ま

る相互作用情報を持った辞書を用いている．実験では，分

配係数の予測において GG-NNsと同等の精度でより短期

間で学習できることを示している．また，学習した原子の

特徴量および分子の潜在表現の距離を可視化することで，

原子の機能や分子を構造特性相関について提案手法がより

深く特徴をとらえられることを確認している．

3.1.3 その他の表現を用いた分類・回帰技術

3次元的な原子配置の座標データを用いた予測器も存在

する．座標データを用いる場合，画像のようにデータがグ

リッドに固定されていないため処理が難しくなる．Schütt

ら [47] は，任意の位置を持つ対象をモデリング可能な

continuous-filter convolutional（cfconv）layersを用いて，

分子内の任意の位置に存在する原子間の相互作用をモデリ

ングした SchNetを提案している．SchNetでは活性化関数

に解析的に微分可能な関数を用いることで出力されるエネ

ルギーの入力の座標に対する微分係数，すなわち力の計算

を可能にしている．検証実験では，QM9データセットを

用いたエネルギー予測問題において Gilmerら [22]の手法

と比較して高い性能を示している．

3.2 結晶における分類・回帰技術

分子における分類・回帰技術と比較して，結晶における

分類・回帰技術の深層学習の適用事例は少ない．結晶は主

に材料科学分野にて研究されているが，分子に比べて利用

可能なデータが少ないことや，結晶構造データの取り扱い

の難しさが一因である．

Ryan ら [43] はフィンガープリントを入力とした全結

合ニューラルネットワークによって，結晶構造のトポロ

ジーに基づいた潜在表現を得られることを確認した．ま

た，Yeら [56]は各原子の電気陰性度とイオン半径のみを

記述子に用いて，DFTで計算されたガーネットとペロブ

スカイトのデータに絞り形成エネルギーを予測した．その

結果ガーネットでは 7–10 meV/atom，ペロブスカイトでは

20–34 meV/atomの精度で予測可能であることを示した．

分子の場合と同様に結晶の場合にもグラフニューラル

ネットワークを用いたモデルが存在する．CGCNN [55]は

結晶構造を分子の場合と同様にグラフで表現し，グラフ畳

み込みニューラルネットワークで扱うモデルである．DFT

シミュレーションで計算された形成エネルギー，バンド

ギャップなど 6つの物性値の予測タスクを行っている．そ

の結果，形成エネルギーの予測では 28,046件の訓練データ

を用い，平均絶対誤差 0.039 eVの精度を出している．

Chenら [6]は文献 [22], [55]のモデルを一般化したグラフ

ニューラルネットワークを用いて，分子と結晶の両方を扱

えるモデルを提案している．さらに，気温などのグローバ

ルなデータを学習に取り入れて実験を行っている．結晶の

物性値予測実験では CGCNNや SchNetとの比較を行って

おり，たとえば形成エネルギーの予測実験では，60,000件

の結晶データを訓練に用いて平均絶対誤差 0.028 eV/atom

の予測精度を達成している．これは SchNetの結果を上回

る精度である．

Kajitaら [23]は異なる結晶構造に含まれるどのような

場の量も 3次元のボクセルに変換できるボクセル記述子を

開発し 3次元の畳み込みニューラルネットワークによって

ハートリーエネルギーの予測を行った．また，1次元表現

を用いた手法も存在する．NOMADの Kaggleコンペティ

ション [51]で優勝したモデルは結晶をグラフ表現に直し，

さらに n-gramを用いてシーケンスに直した手法を取って

いる．

別のアプローチとして，Zilettiら [59]はシミュレーショ

ンによって計算した回折画像を入力とした畳み込みニュー

ラルネットワーク（CNN）を用いた結晶構造の分類を行っ

ている．また，Jhaら [20]は DFT計算データだけではな

く実験データを利用した転移学習モデルを提案し，材料の

形成エネルギー予測を行っている．

4. 生成技術

新物質探索では所望の性質に合わせて物質を探索する必

要があり，これまでに機械学習を用いて物質探索のガイド

をする手法が開発されてきた．近年は強化学習を用いた手

法も提案されている [10]．生成モデルはこれらの技術と組

み合わせることで，物質探索を効率化することが期待でき

る．生成モデルとして用いられる VAEや GANのモデル

を図 3 に示す．VAEは物質をエンコードして潜在表現を

得たのち，潜在表現上で性質に関して最適化を行った後，

デコードして物質を生成する手法が取られる．GANでは

強化学習などによって生成物質に付随する性質の制御を

行う．
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図 3 生成技術で用いられる深層学習モデルの模式図

Fig. 3 Popular frameworks for deep generative tasks.

4.1 分子における生成技術

分子における生成技術も分類・回帰技術と同様に各デー

タ構造に対して様々な深層学習モデルが適用されている．

4.1.1 文字列表現を用いた生成技術

Bjerrumら [4]は LSTMを含む RNNによる生成モデル

を提案している．学習データは ZINC12データセット [18]

を用い，モデルから生成される分子と訓練データの間で

SAスコアなどの性質の分布の比較を行っている．Segler

ら [49]も同様に，LSTMを含む RNNモデルによって新た

な分子を生成している．さらに，この手法では訓練データ

に似た分子が生成されてしまうため，所望の性質を持つ少

数の分子を用いて転移学習を行うことで，所望の性質に

近い分子を生成可能であることを確かめている．さらに，

Popovaら [40]は，RNNを用いた生成モデルに対して強化

学習による探索手法を提案している．この手法では予測モ

デルと生成モデルから構成され，生成モデルにより生成さ

れた分子に対して予測モデルが数値的な報酬を割り当て，

生成モデルは期待報酬を最大化するように訓練される．

Bombarelliら [13]は，VAEを用いて，SMILESで表現

された分子の集合を連続的な潜在表現にエンコードする手

法を提案している．この潜在変数空間上で，所望の性質に

よる勾配を用いた探索と，潜在表現から SMILESを再生

成が可能であり，物質探索のプロセスを自動化している．

VAEのエンコーダとデコーダにはRNNや 1次元の畳み込

みニューラルネットが用いられている．

しかしながら，Bombarelliらの手法 [13]はデコード時に

文法的に間違った SMILESを生成することがある．そこ

でGrammerVAE（GVAE）[29]では．エンコード，デコー

ド時に SMILESを直接用いるのではなく，文脈自由文法の

生成規則を表す構文木を利用し，生成される SMILESの有

効性を高めた．また，探索にはベイズ最適化を用いて実験

している．さらに，生成される SMILESの有効性を上げる

手法として Daiら [9]は文法と意味論的な制約を高めるた

めに，コンパイラの理論を応用した手法を提案している．

Guimaraesら [16]は，RNNを用いてシーケンスデータ

を扱う GANを構築し，強化学習で最適化する手法を提案

している．

4.1.2 グラフ表現を用いた生成技術

グラフ生成モデルは，全ノードを一度に生成する手法と，

ノードを 1つずつ生成する手法の大きく 2つに分類でき

る．Simonovskyら [50]は分子グラフを生成する VAEを

ベースとしたモデルを提案した．グラフは線形な表現を一

意に作ることができないので，生成時は全ノードが結合し

た確率グラフを生成してからグラフを得る．MolGAN [10]

は GANを用いた分子グラフを生成するモデルである．最

適化には（深層）強化学習を用いた勾配法であるDDPGを

用いている．Youら [57]はグラフ畳み込みニューラルネッ

トワークと GANを用いた生成モデルと強化学習を合わせ

た手法を提案している．

物理化学的に正しい分子グラフを生成することは難しい

課題である．Maら [35]は，VAEで生成した分子グラフ

の有効性を上げる正則化フレームワークを提案している．

Junction tree VAE [21]は木分解を用いて分子グラフ内の

化学的に有効なサブグラフが壊れないようにしたモデルで

ある．これにより化学的に有効な物質のみを生成すること

に成功している．

Liuら [33]は，GGNNsと VAEを用いて，ノードを 1つ

ずつ生成する生成モデル（CGVAE）を提案している．Liu

ら [31]は任意のグラフをシーケンスに生成できる生成モデ

ルを提案し，分子グラフを生成する実験を行っている．実

験では，SMILESをシーケンスに生成する手法と比較し，

生成した分子の有効性や新規性が向上することを確認して

いる．

4.2 結晶における生成技術

結晶における生成技術はまだまだ発展途上であり，提案

技術の数は非常に少ない．CrystalGAN [37]では，GANを

用いた結晶構造生成モデルを提案している．しかしながら

この手法では高コストなシミュレーションでの評価を避け

るため，限られた物質領域でしか実験が行われていない．

結晶に対する新たな手法として，Hoffmanら [17]は結晶構

造を 3次元のデータとして扱う，VAEを用いた生成モデ

ルを提案している．
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5. 議論

本章では，深層学習と他の技術について比較する．まず，

深層学習以外の機械学習技術と比較を行い，次にシミュ

レーションと比較を行う．

5.1 深層学習以外の機械学習との比較

深層学習以外の機械学習を用いた手法と深層学習を用い

た手法の性能について議論する．深層学習は学習用のデー

タ量を十分に用意できる場合，高い精度で予測することが

可能である．文献 [54]では，17種類のデータセットを用い

て幅広く機械学習の手法を評価しており，実験では 17種

類のうち 11種類のデータセットにおいてグラフベースの

深層学習を用いた手法が最高性能を収めている．その一方

で，データサイズが小さく複雑なタスクに対してはグラフ

ベースの深層学習手法が最適ではないことや，データに偏

りが大きいデータセットの場合はカーネル SVMのような

従来の手法が優れている場合もあることも示している．

また，深層学習の利点として特徴量設計が不要なことが

あげられる．従来の機械学習は，特徴量設計がモデルの予

測精度に大きく依存しているため，タスクとモデルに合わ

せた特徴量設計が必要である．これに対し，深層学習では

特徴量設計の必要はなく，タスクに合わせてモデルの内部

で学習される．一方で，深層学習における高精度な予測の

ためには，長時間の訓練やハイパーパラメータのチュー

ニングが必要であることが一般的である．そのため，実験

データの追加や修正があった場合，即座に対応することが

難しい．そのため，大きな実験指針の決定には有効である

が，実験中におけるインタラクティブな意思決定において

は従来の機械学習が向いている場合も多い．

次に生成技術においては，従来の機械学習技術で達成す

ることは難しく，現状では深層学習による技術が多く提案

されている．生成技術の実用上の応用可能性については，

分子に対する生成技術は有効性の問題は解決しつつあり，

実際の化学や創薬における物質探索への応用が期待できる．

一方で，結晶の生成技術に関する研究は十分に行われてお

らず，実際の問題への応用にはまだ時間を要するだろう．

5.2 シミュレーションとの比較

物質・材料研究では，実験とあわせて，シミュレーショ

ンが広く用いられおり，シミュレーションにより計算され

た物性データが大規模に蓄積されている．本稿で述べた分

類・回帰技術では物性の真値に対して予測を行ったわけで

はなく，シミュレーションによって計算された誤差を含む

物性値データを用いて学習および精度検証を行っている．

そのため，精度においてはシミュレーションと直接比較す

ることは難しいが，たとえば，CGCNNの誤差は，シミュ

レーションによる物性値を真値とした場合において，シ

ミュレーション誤差以内の精度で予測可能である．しかし，

より精密なシミュレーション計算における誤差の範囲には

収まっておらず，深層学習の精度は十分とはいえない．一

方で，深層学習は学習済みのモデルがあれば，シミュレー

ションと比較して高速に物性値を推定することが可能であ

る．そのため，高速かつ精度を大きく下げずに予測でき仮

想的なスクリーニングに有用である．

6. 今後の課題

本章では，既存技術と現状をふまえ，今後の課題につい

てまとめる．

6.1 3次元構造を扱う深層学習技術

3 章および 4 章では，グラフ表現やグラフを文字列に

直す SMILESを用いた手法が高い精度を出すことを説明

した．現状の概観として，分子のような化合物の構造式に

ついては，SMILESなどのデータの表現方法が確立され，

構造を機械学習の枠組みで取り扱うための様々な手法が発

展している．その一方で，結晶構造についてはいまだその

データ表現を模索している段階にある．

現在は結晶のデータ表現として，グラフが主流といえる

が，グラフには 3次元構造の情報を一部失うという情報の

損失がある．たとえば，立体異性体は異なる原子の配置を

持つ分子であるが，同じグラフとして表現される．また，

3次元的な配置は，結晶構造や受容体を考えるうえでも重

要である．

3次元構造を扱う深層学習技術として大きく分けて 2つ

の手法がある．まず 1 つ目はグラフに座標や原子間の距

離などの属性値を付与する方法である．たとえば，グラフ

のエッジを結合の種類ではなく，原子間の距離を用いたモ

デルがある [55]．次に，グラフではなく物質を 3次元デー

タと見なす方法である．点群や，ボクセルのような 3次元

データはコンピュータビジョンなどの分野でさかんに研究

されており，PointNetなどの 3次元データを扱う識別モデ

ルや生成モデルが提案されている [1]．そのため，物質を 3

次元データとして見なした深層学習による物質探索は今後

の有望な技術の 1つである．

材料開発において結晶構造を取り扱う機会は多く，結晶

構造からの物性予測，あるいは望む物性に対応する構造の

生成は実用上きわめて重要なタスクであるため，結晶に対

してどのようなデータ表現を用いるべきかは今後の新物質

探索における重要なタスクの 1つである．

6.2 合成プロセスの予測

有機化合物については，化学式から物性予測，あるいは

望む物性を持ちそうな化合物を予測するためのデータセッ

ト（QM9など）がすでに普及している．しかし，提案され

た新規化合物が実際に現実的なコストで合成可能であるか
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は別問題であり，現状ではその合成経路探索は熟練者によ

る直感や，きわめて高コストな実験をともなうため，研究

のボトルネックとなり得る．すなわち，機械学習による予

測と，実世界における実験のタイムスケールのギャップを

埋める工夫が必要となる．したがって今後は，合成可能性

も含めた予測および，候補物質の合成プロセス（レシピ）

の予測がトレンドとなると見込まれる．特に合成プロセス

の予測についてはいまだ発展途上で，その記述方法を含め

て模索がなされている段階である．そのため，深層学習に

よる合成プロセスの予測が期待されている．一方で，現状

で利用可能なオープンデータでは合成可能性やプロセスに

ついての情報は網羅されておらず，学習データ量が足りな

いという問題があるため，材料科学と情報科学の連携が今

後ますます重要となる．

6.3 失敗データの収集と公開

物質合成など何らかの実験が失敗する条件を知ることは，

その成功条件を探索するうえで非常に重要である．しか

し，実験の失敗条件を論文として発表することの価値は低

いとみなされており，研究室内の実験ノートやコンピュー

タに保存されるのみで，失敗のデータが公開されることは

少ない．

Raccugliaら [41]は，この事実に着目し，研究室内の実

験ノートから失敗した実験条件をクロールし，そのデータ

を用いて機械学習モデルを構築することで，成功する実験

条件を提案することに成功した．そのため，成功した実験

データのみ公開するのではなく，失敗した実験データの公

開する取り組みが広がりつつある．最近の取り組みとし

て，EUでは公的研究費の配分ポリシーとして実験結果の

オープンデータ化を推進し，実験データの永続化・公開の

ためのデータリポジトリの整備が行われている．一例とし

て，EUと CERNによって運営される zenodo*2などがあ

る．学術出版の面からも，実験データの公開を主目的とし

た雑誌（Scientific Dataなど）が創刊されるなど，新しい

取り組みがなされており，コミュニティ全体において，失

敗も含めた実験データの価値が認識されようとしている．

一方で，材料開発は有益な材料を開発することが目的で

あり，成功が期待される実験条件のみを対象として実験

を行うのが基本である．いい換えれば，あえて失敗しそう

な実験をすることはない．したがって，公開されるデータ

セットには既知の（成功する）実験条件の周辺を重点的に

サンプリングしたことによるバイアスが含まれることに留

意する必要がある．深層学習において，研究者らが成功を

期待する実験のみが訓練データに含まれている場合，学習

結果においても研究者らが想像する範疇から抜け出せない

可能性が高い．そのため，深層学習などの機械学習の利用

*2 https://zenodo.org/

を前提として，失敗する可能性が高い実験を含む様々な実

験データを取得することが重要と考えられる．

7. おわりに

新物質探索の研究は，自然言語やグラフ，3次元データ

を扱う深層学習モデルとの関わりが深い．そのため，化学

や材料科学だけではなく，情報科学においてもさかんに研

究されている．

本調査では，分類・回帰技術と，生成技術に大きく分け

て，深層学習を用いた新物質探索の研究動向について調

査した．分類・回帰技術は，いくつかの物性値においてシ

ミュレーションの誤差以下の精度での予測を可能にしてい

る．また，生成技術は，分類・回帰技術や最適化手法と組

み合わせることにより，新物質探索の効率化と自動化に貢

献している．

本稿が新物質探索における深層学習技術の発展の助けと

なれば幸いである．
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