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概要：食事中の咀嚼の回数が少ないと肥満につながる．また，食事中の会話は健康に関連があることより，食事中に

会話することが望ましい．他にも，従来の咀嚼の測定装置は大きく持ち運びができないため，日常で使用することは
難しい．そこで本研究では，自然な食事環境下での食事行動の定量化を実現することを目的とし，自然な食事環境に
対応した咀嚼・嚥下・発話の高精度分類を目標とする．システムは骨伝導マイクロフォンとフィードバックに使用す

るスマートフォンから構成される．ウェアラブルデバイスを用いた食事行動の定量化の研究は今までにも行われてい
るが，実験的な環境でのテストしか行われていない．この研究では，日常的な食事環境での食事音声データを収集し，
分類手法を評価，咀嚼・嚥下・発話の分類最適化の手法を提案する． 
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1. はじめに  

咀嚼とは，口に取り込んだ食べ物を噛み砕くことである．

また，日常生活の中では，食物を嚥下に適した性状に調整

するために噛み砕き，唾液と混ぜる口の働きと定義されて

いる[1]．そして，食べる速さが速いほど BMI が高い傾向に

あり，早食いと肥満は強い関係にあることが明らかになっ

ている[2]．他にも食事中の咀嚼回数が少ないことにより肥

満につながることも明らかになった[3]．そのため，肥満を

予防するには食事の際にゆっくりとよく噛むように意識す

ることが重要であるといえる．これに加え，食事中の会話

は健康との関連が見られることがわかっている[4]．よって，

食事中に会話をすることが望ましい． 

近年，市販されているウェアラブルデバイスはカロリー

出力に関連した人間の活動レベルをモニタリングすること

が可能である．しかし，自由な食事環境での食事行動を自

動的に検出する市販デバイスは存在しない[5]．食事行動の

中でも咀嚼や発話を高精度に識別可能になることにより，

リアルタイムで咀嚼回数や食事中の会話時間を食事者に提

示することで，咀嚼回数増加，発話意識向上を実現できる

と考える．よって，本研究では，自然な食事環境下での食

事行動の定量化を実現することを目的とし，自然な食事環

境に対応した咀嚼・嚥下・発話の高精度分類を目標とする．

本研究での自然な食事環境とは，日常生活における食事環

境と定義する． 
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2. 関連研究 

2.1 音声を用いない食事行動解析・認識手法 

Zhang らは，特に食べ物を咀嚼することをセンシングす

るために，食事モニタリングのためのスマートグラスを提

案した[6]．提案されたスマートグラスは，3D プリントで

製造され，マイクロコントローラ，EMG 電極を収納してい

る．電極配置を分析し，側頭が電極の配置に最適であると

確認した．咀嚼の検出は，適合率と再現率が 80%に達し，

5 種類の食品の分類精度は 63%から 84%の範囲であった． 

Chun らは食事検出のためのネックレス型デバイスを提

案した[7]．近接センサで顎骨の動きを捉え，食事と非食事

活動を区別し，実験環境では適合率 91.2%，再現率 92.6%

と良い結果を示したが，自然な環境では適合率 78.2%，再

現率 72.5%と実験環境と比べて 10%以上劣る結果となった． 

2.2 音声を用いた食事行動解析・認識手法 

Amft らはマイクロフォンを用いた咀嚼音の解析を行っ

た[8]．耳の内側にマイクロフォンを配置することによって，

質の高い咀嚼音を取得できることがわかり，99%の精度で

食事を認識することができ，80%以上の精度で 4 種類の食

べ物を分類することができた． 

安藤らは，集音マイクと咽喉マイクの 2 チャンネルの音

声から会話，食事の検出を行った[9]． GMM を用いて咀嚼，

嚥下，発話の識別を行い，その識別結果を Long Short-Term 

Memory(LSTM) を用いることにより，食事と会話の検出を

行った．既存手法と比べて食事と会話の検出精度が大幅に
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上がったが，食事の検出精度が 55%，会話の検出精度が 77%

と食事の検出精度が会話と比べて 20%以上低い．その原因

として GMM を用いた咀嚼，嚥下の識別結果が低いことが

挙げられた． 

2.3 骨伝導音を用いた食事行動解析・認識手法 

酒造らは，骨伝導マイクロフォンを利用した IC レコー

ダーを用いた食習慣分析を行っている[10]．解析する音声

は，食事中の音声から食べ物を食べている部分を抜き出し，

その音声の値に対して絶対値を取り，ローパスフィルタを

かけたものを 4 つの状態（硬い食べ物を食べている，柔ら

かい食べ物を食べている，水を飲んでいる，喋っている）

に分類し，各状態に対して 80%以上の分類をすることがで

きた．しかし，解析のために PC，サンプリングレート

44.1kHz の骨伝導マイクロフォンを利用したため，手軽に

扱えない．日常生活で扱うことを考慮するのであれば，

Bluetooth 接続した骨伝導マイクロフォンを用いる必要が

あり，Bluetooth 接続が可能な機種はサンプリングレートが

8kHz の物が多いので，それに合わせたアルゴリズムが必

要である． 

三井らは，食行動を改善するために骨伝導マイクロフォ

ンを用いて咀嚼回数と発話状態をリアルタイムで認識しユ

ーザにフィードバックするシステムを提案した[11, 12]．異

なる食感であるキャベツとおにぎりを用いて，リアルタイ

ムでの咀嚼判定精度を約 96%で判定でき，発話の時間測定

精度も約 96%という結果ができた．しかし，提案したシス

テムを使いたくないという否定的な意見や，どの食材にも

対応できないことが問題点として挙げられる．接触型マイ

クロフォンは通常のマイクロフォンと比較し体の表面から

直接内部振動を補足し，周囲のノイズに影響されない．ま

た咀嚼検出が 80%の精度を超えているので，咀嚼検出に適

したマイクロフォンだといえる．しかし，実験環境で限定

した食べ物を用いた咀嚼検出を行っているので，自然な食

事環境ではない． 

2.4 まとめ 

音を用いない食事検出を行うアプローチは，市販されて

いて一般人でも容易に手に入るデバイスを用いず，専門知

識がある人間にしか製造できないようなデバイスを利用し

ている． 

Amft らの研究によって耳の内側にマイクロフォンを配

置することにより，質の高い咀嚼音が取得できるというこ

とが判明したので，耳の内側にマイクロフォンを配置する

ことが理想であると考える．しかし，先行研究では，実験

環境で限定した食べ物を用いた咀嚼検出を行っているので，

自然な食事環境ではない．また，骨伝導マイクロフォンを

用いて咀嚼，嚥下，発話の食事詳細行動の識別を行った研

究はない． 

以上から本研究では，食品を限定しない自然な食事環境

での咀嚼・嚥下・発話の分類を行いたいため，接触型で耳

の内側に配置でき，容易に手に入る市販の骨伝導マイクを

利用する． 

 

3. データセット作成と分類手法の検討 

本研究ではリアルタイムでの分類は行わないため，咀嚼，

嚥下，発話に該当する音声区間を手動で抽出し，分類に用

いる． 

3.1 自然な食事環境下での食事音声データ収集 

本研究では自然な食事環境下での咀嚼・嚥下・発話の分

類を行うために，自然な食事環境下での食事音声データの

収集を行った． 

食事音声データの収集にはスマートフォンと Bluetooth

通信を行う骨伝導マイクロフォンを使用した．スマートフ

ォンは Google 社製の Google Pixel 3，Bluetooth 通信を行う

骨伝導マイクロフォンは Motorola 社製の MOTOROLA 

Finiti HZ800 Bluetooth Headset を用いた．骨伝導マイクロフ

ォンの Bluetooth 規格は 2.1 であった．Android アプリケー

ションソフトウェアにより食事音声データを収集した． 

データ収集では，19±5 歳の男性，女性 6 名を被験者と

した．図 3.1 が示すように，被験者の片耳に Bluetooth 通信

を行う骨伝導マイクロフォンを装着して行った．また，音

声データ収集後に，咀嚼，嚥下，発話に該当する音声区間

をラベリングするため，ラベリング作業を補助するために

音声データと一緒に動画を撮影した．動画を撮影する際，

被験者の口と喉が映るように撮影を行った．データ収集は，

実験室環境ではなく食堂や一般家庭の食卓，研究室など自

由な食事環境で行い，被験者には日常生活と同じように食

事をするよう求めた．また，食事の開始から収集した場合

や，途中から収集した場合があり，収集したデータ時間に

ばらつきがある． 

 

 

図 3.1. データ収集の様子 
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3.2 音声データのラベリング 

収集したデータの整理は，咀嚼，嚥下，発話の分類を行

う際に用いる真値のデータセットを作成することを目的と

した．真値のデータセットを作成するために，骨伝導マイ

クロフォンを用いて収集した音声データを咀嚼，嚥下，発

話に該当する区間の音声をラベリングした． 

骨伝導マイクロフォンにより収集した音声データをラ

ベリングする際に，音声のみでは咀嚼，嚥下，発話のラベ

リングを行うことが困難であるため，音声データと，音声

データ収録と同時に撮影した動画を同期させてラベリング

を行った．撮影した動画は同期させることにより，映像音

声から骨伝導マイクロフォンにより収集された音声データ

の音声に変換した． 

音声データのラベリングは，音声にラベルを付与できる

音声分析用ソフトウェアの Praat を用いて行った[13]．ラベ

ルの種類は，「咀嚼・嚥下・発話」の 3 種類に設定した． 

咀嚼，嚥下，発話のラベルを付与された音声区間のみを

抽出しデータセットを作成した．表 3.1 に示すように，咀

嚼，嚥下，発話のラベルデータ数は咀嚼が他に比べて圧倒

的に多く不均衡であるということがわかる． 

 

表 3. 1. ラベルデータの詳細 

被験者 

食事時間

[min] 

(記録回数) 

咀嚼 嚥下 発話 

合計記録 

時間 

[min] 

1 10:41(5) 487 55 149 41:59 

2 3:01(1) 164 10 30 7:25 

3 5.43(1) 496 35 36 5:43 

4 2:02(1) 61 13 53 8:39 

5 1:27(1) 102 2 8 1:27 

6 3:03(1) 202 8 50 8:21 

合計 25:57 1512 123 326 73:34 

 

3.3 特徴量抽出 

抽出した特徴量について表 3.2 に示す。表 3.2 が示すよ

うに，生データのカテゴリは，生データのデータ時間と振

幅のピーク数と零交差数を用いて合計 3 個抽出した．これ

らを用いた理由は，咀嚼，嚥下と比べ発話の時間が長く，

振幅数が多いと考えたからである． 

パワーのカテゴリは，パワーの最大値を抽出した．パワ

ーに関しても，発話が他のデータと比べパワーの値が大き

いことと，嚥下が他のデータと比べパワーの値が小さいこ

とから抽出した． 

 

 

 

 

表 3. 2. 抽出された 75 個の特徴 

特徴カテゴリ 説明 特徴数 

生データ 

データの長さ 

ピーク数 

零交差数 

3 

パワー 最大値 1 

Amplitude 

difference 

accumulation 

全データの合計 

最大値 
2 

Short term energy 
全データの合計 

最大値 
2 

移動中央値 零交差数 1 

パワースペクト

ル密度(PSD) 

特定の周波数範囲の合計 

中央周波数 

特定の周波数範囲のバンドパワー 

特定の周波数範囲の最大値になる

周波数 

一番と二番目に大きいピーク値の

周波数 

23 

相互相関 
生データ同士の相互相関の最大値 

PSD 同士の相互相関の最大値 
4 

MFCCs メル周波数ケプストラム係数 39 

 

次に，音声信号を特徴化させるために Amplitude 

Difference Accumulation (ADA) をかけた．処理したい信号

を x，N を各フレームのサンプル数，n 番目の ADA とし

て式 3.1 に示す[14]． 

 AD𝐴𝑛 = ∑ |𝑥(𝑚) − 𝑥(𝑚 − 1)|

𝑛∗𝑁

𝑚=(𝑛−1)∗𝑁+1

               (3.1) 

同じく，音声信号を特徴化させるために Short Term 

Energy (STE)をかけた．処理したい信号を s，サンプル数の

シフトを n，窓関数を w(n)，として式 3.2 に示す． 

               e(n) = ∑ (𝑠(𝑚) ∗ 𝑤(𝑛 − 𝑚))2

∞

𝑚=−∞

                     (3.2) 

Amplitude Difference Accumulation と Short Term Energy カ

テゴリは，ADA と STE によって変換されたデータのデー

タ値の合計，最大値をそれぞれ用い，2 個ずつ特徴量とし

て抽出した． 

移動中央値カテゴリは，移動平均をかけた後の零交差数

を用いて，1 個の特徴量を抽出した．これも生データを特

徴化させ，咀嚼，嚥下，発話の振幅数に違いが出たため利

用した． 

また，生データのパワースペクトル密度も特徴として利

用した．パワースペクトル密度は，パワースペクトルを平

滑化するウェルチ法により変換した．パワースペクトル密

度を用いた理由は，音声認識に頻繁に用いられているため
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である．本研究では生データのパワースペクトル密度のデ

ータ値の合計，中央周波数，バンドパワー，パワースペク

トル密度のピーク値の中で一番目と二番目に大きい周波数

を特徴として用い，5 個抽出した．また，特定の周波数範

囲のパワースペクトル密度のデータ値の合計，バンドパワ

ー，中央周波数を用いて 18 個抽出し，以上パワースペクト

ルのカテゴリでは合計 23 個の特徴量を抽出した． 

分類精度向上のために，咀嚼，嚥下の生データからそれ

ぞれ一つデータを選択し，そのデータとすべての生データ，

パワースペクトル密度を相互相関にかけた．それぞれの相

関結果の最大値を特徴量として利用した．よって，合計 4

個の特徴量を抽出した． 

本研究では，音声認識で頻繁に利用されるメル周波数ケ

プストラム係数（MFCC）も特徴として利用した．先行研究

で用いた 39 次の MFCC を特徴量として抽出した[9]． 

以上より合計 75 個の特徴量を分類のために抽出した． 

3.4 不均衡データの均衡化 

ラベリング作業により作成されたデータセットは，表 3.1

で示すように，咀嚼のデータ数は多いが，咀嚼以外のデー

タは咀嚼と比べて非常に少ない．よって，不均衡なデータ

セットを均衡にさせるため，SMOTE (Synthetic Minority 

Oversampling TEchnique) を用いた[15]．SMOTE は Chawla

らによって提案されたマイノリティクラスのオーバーサン

プリングとマジョリティクラスのアンダーサンプリングを

組み合わせた手法である．SMOTE を用いた結果，表 3.3 で

示すように，咀嚼以外のデータも咀嚼のデータ数と遜色な

いデータ数になった．また，均衡化されたデータセットを

4:1 で訓練データとテストデータに分割した． 

 

表 3. 3. SMOTE によりサンプリングされた 

ラベルデータの詳細 

ラベル名 ラベルデータ

の合計 

訓練データ テストデータ 

咀嚼 1512 1209 303 

嚥下 1512 1209 303 

発話 1512 1210 302 

合計 4536 3628 908 

 

3.5 分類器毎の精度検証 

本研究では，骨伝導音データを用いて咀嚼・嚥下・発話

の分類を行うために，機械学習を用いる．機械学習の手法

は，教師あり学習と教師なし学習の 2 種類ある．既に咀嚼，

嚥下，発話とラベリングされたデータを用いるので，既知

の入出力データを用いてモデルを訓練し，出力を予測でき

る教師あり学習を用いる．さらに，教師あり学習は分類や

回帰の手法を用いてモデルを作成するが，本研究では咀嚼，

嚥下，発話の分類を行うので分類モデルを使用する． 

一般的な教師あり学習の分類器は，サポートベクタマシ

ン（SVM），決定木，KNN，アンサンブル分類器などある

が，分類を行うにあたって分類器を選定する必要がある． 

どの分類器が最適なモデルであるかを調べるために

Matlab にあるアプリケーションの「分類学習器」を利用す

る．分類学習器は，自動化された学習を実行して，最適な

分類モデルのタイプを探すことができる． 

分類学習器を用いた分類器選択の手順を以下に述べる．

まず初めに，アプリケーションを実行するには既知の入出

力データセットとデータセットに対するラベルを分類学習

器に与える必要がある．よって，SMOTE により均衡化さ

れた咀嚼・嚥下・発話の特徴量データセットとこのデータ

セットに対する咀嚼，嚥下，発話のラベルを与える．また，

検証方法を指定する必要があり，五分割交差検証を指定し

た．次に，与えたデータに対して，決定木，線形 SVM，ガ

ウス SVM，最近傍分類器，バギング決定木の分類モデルに

自動学習させた．分類学習器は，モデルの自動学習後に各

モデルの指定した検証方法でのスコアが出力される．本研

究では，五分割交差検証を指定したので五分割交差検証の

平均精度が出力された．最後に，分類学習器の出力結果に

より咀嚼，嚥下，発話の分類に用いるモデルを選定した．

出力された各モデルの平均精度を表 3.4 に示す． 

 

表 3. 4. 各モデルの交差検証精度 

分類モデル 精度[%] 

決定木 

複雑な木 83.9 

中程度の決定木 74.8 

粗い木 67.8 

サポートベクタ

マシン 

線形 SVM 84.2 

細かいガウス SVM 86.8 

中程度のガウス SVM 97.6 

粗いガウス SVM 82.4 

最近傍分類器 

細かい KNN 90.3 

中程度の KNN 82.2 

粗い KNN 64.5 

コサイン KNN 88.5 

3 次 KNN 81.0 

重み付き KNN 84.7 

アンサンブル 

分類器 

ブースティング決定木 81.7 

バギング決定木 95.5 

 

表 3.4 で示すように，中程度のガウス SVM が一番平均精

度が高いことがわかる．よって，自然な食事環境下での骨

伝導音を用いた咀嚼・嚥下・発話の分類のために，ガウシ

アンカーネル（rbf カーネル）を用いた SVM を選定した． 
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4. 分類性能評価 

自然な食事環境下での骨伝導音データを用いた咀嚼・嚥

下・発話の分類モデルの最適化と分類性能評価について述

べる．評価の目的は，選択された分類器のパラメータを高

精度な分類が実現するように調整することである．また，

将来リアルタイムでの分類を行う際に，特徴選択を行うこ

とにより分類に関連しない特徴を削減することによって計

算量を削減することである． 

4.1 特徴選択 

本研究で用いる学習モデルは， rbf カーネルを用いた

SVM である．SVM を利用する際に，特徴量をスケール変

換する必要がある．本研究では，StandardScaler を用い，個々

の特徴量の平均が 0 で分散が 1 になるように変換した．よ

り高精度な分類を実現するためにパラメータの調整を行う

必要がある．rbf カーネルのパラメータは，正則化パラメー

タ C とガウシアンカーネルの幅の逆数を表す gamma であ

る．C と gamma は両方ともモデルの複雑さを制御するパラ

メータで，大きくするとより複雑なモデルになり，2 つの

パラメータの設定は強く相関する．よって，C と gamma は

同時に調整しなければならない[16]．本研究ではパラメー

タの調整にグリッドサーチと呼ばれる手法を用いる．グリ

ッドサーチを用いて，合計 36 通りの C と gamma の組合せ

で 5 分割交差検証を行った．グリッドサーチの出力結果で

は，75 個の特徴量を用いた SVM の最適なパラメータは C 

が 10，gamma が 0.01 となった． 

咀嚼・嚥下・発話の分類のための学習モデルに特徴量を

75 個使用した．それらの特徴の中には，この分類とは関係

の薄い特徴があるのではないかと考えた．よって，使用す

る特徴数を削減するために，特徴選択を行った．特徴選択

には Sequential Feature Selector を用いる．Sequential Feature 

Selector には 4 つのアルゴリズムがあり，我々は Sequential 

Forward Floating Selection を使用した．Sequential Forward 

Floating Selection は，ラッパー法であり，最初は特徴が 1 つ

も選択されていない状態から始まり，最もモデルを改善す

る特徴を追加し，削除すべき特徴があるか探す工程を指定

した特徴数になるまで繰り返す．本研究では，Sequential 

Forward Floating Selection で指定する特徴数を 30 に設定し

て実行した．30 に設定したのは，計算量削減のために特徴

数を半分以下にするためである．削減実行結果を図 4.1 に

示す． 

 

 

図 4. 1. Sequential Forward Floating Selection を用いた 

特徴数による精度推移 

 

先行研究でリアルタイムでの咀嚼検出精度が 80%以上だ

と，咀嚼回数のフィードバックシステムに対してユーザは

違和感を感じないという結果が出た[11]．また，90%以上あ

るとフィードバックを行う必要のないヘルスケアや医療の

分野，自動食事モニタリング実現に貢献すると考える．図

4.1 で示すように，特徴数が 6 のときに交差検証スコアが

80%を超え，16のときに 90%を超えることが分かる．また，

特徴数が 6 個，16 個のときに選択された特徴について表

4.2，表 4.1 に示す． 

 

表 4. 1. 特徴選択された 16 個の特徴 

特徴カテゴリ 説明 特徴数 

生データ 
データの長さ 

ピーク数 
2 

Amplitude 

difference 

accumulation 

全データの合計 1 

Short term 

energy 
最大値 1 

パワースペク

トル密度 

特定の周波数範囲の合計 

特定の周波数範囲の最大値になる

周波数 

2 

相互相関 
生データ同士の相互相関の最

大値 
1 

MFCCs メル周波数ケプストラム係数 9 
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表 4. 2. 特徴選択された 6 個の特徴 

特徴カテゴリ 説明 特徴数 

生データ 
データの長さ 

ピーク数 
2 

Short term 

energy 
最大値 1 

パワースペク

トル密度 

特定の周波数範囲の最大値になる

周波数 
1 

相互相関 
生データ同士の相互相関の最

大値 
1 

MFCCs メル周波数ケプストラム係数 1 

 

4.2 特徴選択された特徴のみを用いた SVM のパラメータ

調整 

特徴選択された特徴のみを用いた SVM のパラメータ調

整を行う．今回もグリッドサーチを用いて，rbf カーネルを

用いた SVM のパラメータ調整を行う．特徴数による性能

比較を行うために，特徴選択での交差検証スコアが約 80%

の 6 個の特徴，同じく約 90%の 16 個の特徴，特徴選択さ

れた 30 個の特徴を用いてパラメータ調整をそれぞれ行う．

合計 36通りの C と gamma の組み合わせで 5分割交差検証

を行った．30 個の特徴を用いたときの結果を図 4.2 に示す． 

特徴数が 30 個の場合，C が 10，gamma が 0.1 のときが

最適なパラメータであると示された． 

 

 

図 4. 2. 30 個の特徴を用いたときの，SVM の C と gamma

の影響による交差検証精度 

 

4.3 テストデータによる SVM の汎化性能結果 

テストデータを用いて，最適なパラメータに調整した

SVM の汎化性能結果を出した．汎化性能とは，モデルが未

知のデータに対して正確に予測する能力のことである．訓

練データセットを用いた交差検証では精度が高かったが，

未知のテストデータセットを用いてのモデルの予測精度は

高いとは限らない．特徴選択前の 75 個の特徴を用いた

SVM と特徴選択された特徴のみを用いた SVM，この各モ

デルの汎化性能結果を出した．また，特徴選択された特徴

のみを用いた SVM では，各モデルの上位 5 つのパラメー

タの組み合わせの汎化性能結果を出した．結果はそれぞれ

のクラスの F1 値を出した．特徴数ごとの汎化性能評価結

果を表 4.3 に示す． 

 

表 4. 3 特徴数ごとの汎化性能評価結果 

 F1 値 

特徴数 6 16 30 75 

咀嚼 0.84 0.92 0.98 0.98 

嚥下 0.88 0.95 0.99 0.98 

発話 0.94 0.97 1.00 0.99 

 

汎化性能評価結果より，16 個と 30 個の特徴を用いた場

合は，F1 値が 90%以上と非常に良い結果であった．6 個の

場合も F1 値が 90%は超えなかったが，80%を超え，リアル

タイムでの咀嚼・嚥下・発話の分類をしフィードバックを

行うには問題のない結果であるといえる． 

 

5. まとめ 

本研究では，自然な食事環境に対応した骨伝導音を用い

た咀嚼，嚥下，発話の分類手法を提案した．rbf カーネルを

用いた SVM により，咀嚼，嚥下，発話の分類を行った．75

個あった特徴量を特徴選択により削減し，特徴選択の際に

出た交差検証スコアが 80%，90%の 6 個，16 個と特徴選択

を行う際に設定した 30 個と 75 個の汎化性能を比較した．

結果としては，特徴数が 6 個のときは F1 値が 84%，88%，

90%とリアルタイムでのフィードバックを行うには問題の

ない結果となった．16 個と 30 個は F1 値が 90%を超え非常

に良い結果となった． 

今後の展望としては，本研究で用いた分類モデルを利用

し，骨伝導マイクロフォン，スマートフォンを用いてリア

ルタイムでの咀嚼，嚥下，発話の分類を目指す． 
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