
情報処理学会研究報告
IPSJ SIG Technical Report

時系列データ分類に基づく
クラス対応を考慮した部分時系列の学習

小寺 謙斗1,a) 沼尾 正行2 福井 健一2

概要：機械学習の解釈性に関する研究が注目を集めている．近年時系列データ分類における解釈性の高い
分類手法として，Shapeletと呼ばれる分類に有効な部分時系列を学習によって獲得する手法が提案された．

しかしながら,従来手法では学習によって得られた Shapeletとクラスとの対応が不明瞭となる問題がある．

本研究では,従来手法の構造を変更し，損失関数に新たな項を加えることで，クラス固有の Shapeletを獲得

する手法を提案する．実験結果より，分類に有効な各クラス固有の Shapeletを獲得出来ることを確認した．

Learning subsequences considering class correspondence
based on time series data classification

Kotera Kento1,a) Mumao Masayuki2 Fukui Ken-ichi2

Abstract: Research on the interpretability of machine learning has attracted a great deal of attention. In
recent years, as a highly interpretable classification method for time series data classification, a method to
acquire subsequences effective for classification called Shapelet by learning has been proposed. However, in
the conventional method, there is a problem that the correspondence between Shapelet and class obtained by
learning becomes unclear. In this research, we propose a method to obtain class-specific Shapelet by changing
the structure of the conventional method and adding a new term to the loss function. From the experimental
results, we confirmed that we could acquire class-specific Shapelets that are valid for classification.
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1. はじめに

近年機械学習技術の発展により，様々な領域で応用が進

んでいる．しかしながら，そのモデルの複雑さやブラック

ボックス化により，透明性や公平性が求められる分野での

適用が難しいという課題がある．そこで，機械学習の出力

に対し，説明性や解釈可能性を持たせる研究が注目を集め

ている [11]．

機械学習の主要なタスクの 1つに時系列データ分類問題

がある．心電図のような生体情報やセンサデータなど，現
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実世界のデータの多くが時系列の形をとる．これらのデー

タは，ただ分類するだけでなく，分類の根拠の説明を要求

される場合がある．

説明性のある時系列データ分類手法として，分類に有効

な部分時系列群をクラスタリングおよび特徴選択により獲

得する手法 [10]や，Shapeletと呼ばれる部分時系列を探索

や学習により獲得する手法がある．特に近年，その分類根

拠の明確さから，Shapeletを用いる手法の研究が盛んであ

る [3][9]．これらの手法では，時系列分類に有効なのは時

系列全体のパターンではなく，局所的なパターンであると

いう前提に基づく．Shapeletはその局所的なパターンとの

距離を特徴量に変換し，その特徴量を入力としてを用いた

ときにクラスを最大限に分離出来るような部分時系列であ

る．図 1は Shapeletの例である．Shapeletはそれぞれの

時系列データの中から最も類似する部分との距離計算を行
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図 1 Shapelet(緑色) の例．上側の 2 つの時系列はクラス 1(青色)

に属し，下側の 2 つはクラス 2(赤色) に属する．

う．図 1の Shapelet(緑色)はクラス 1特有のパターンであ

るため，クラス 1との距離は小さくなり，クラス 2との距

離は大きくなる．

Shapelet に関する初期の研究では，部分時系列は訓練

データの中から探索によって獲得された．Shapeletに関す

る最初の研究である文献 [8]では，Shapeletによって変換

された特徴量を用いてクラスを分割した場合に，情報利得

が最大となるような Shapeletを探索し，決定木を用いて分

類器を作成した．文献 [7]では，Local Shapeletと呼ばれ

るものを探索する手法を提案した．Local Shapletは，そ

れぞれの Shapeletが各クラスに対応付けられており，分類

結果の解釈が容易となるメリットがある．しかしながら，

これらの探索ベースの手法では計算時間が大きく，ノイズ

に脆弱である問題がある．

これらの問題を克服するため，近年学習によって Shapelet

を獲得する手法が提案された [3]．この手法では，入力デー

タと Shapeletとの距離を計算する部分と，ロジスティッ

ク回帰によってクラス予測を行う部分を結合し，勾配法に

より Shapeletとロジスティック回帰の重みを同時に獲得

する．この手法は探索ベースの手法に比べ非常に高速であ

る．さらに，訓練データに存在しない Shapeletの形状を獲

得出来るため，高い精度を達成することが出来る．しかし

ながら，得られる Shapeletは特徴量変換のための部分時系

列以上の意味を持たず，クラスとの対応が不明瞭である．

その上，学習時に行われる様々な幾何学的変換により，得

られる Shapeletの解釈が困難になる問題がある．

そこで，本研究では Shapeletをクラスに対応付け，解

釈が容易な形状を学習によって獲得することを目的とす

る．従来手法 [3]の構造をクラス数だけ並列に並べ，それ

ぞれの構造をクラスに対応付けて One-vs-restで学習させ

ることにより，Shapeletをクラスに対応付ける．さらに，

学習時の幾何学的変換による解釈不可能性を克服するた

め，Shapeletが対応したクラスに属するデータから遠ざか

ることにペナルティを科す項を損失関数に加える．これに

より，得られる Shapeletはそのクラスに属するデータにお

ける，分類に有効な局所パターンのセントロイドに近似さ

せる．これらのクラス対応付けと形状のセントロイド近似

のアイデアをモデル設計の段階で組み込むことは，出力さ

れる Shapeletを解釈する上での信頼性を提供する．提案

手法について，いくつかの実データに対して実験を行い，

得られた Shapeletが分類に有効であることを示す．さら

に，得られた Shapeletを視覚的に分析し，対応したクラス

を表現する Shapeletが得られていることを確認する．

2. 部分時系列の学習法

2.1 Shapelet変換

Shapelet変換とは，k個の Shapeletを用いた場合に，あ

る時系列データに関して各々の Shapeletが最も類似する

箇所との距離を計算することで，k次元の特徴量に変換す

ることである．このような特徴量変換のアイデア自体は，

Shapeletに関する最初の研究 [8]の時点ですでに存在して

いた．しかしながら，この研究では Shapeletの探索が分類

器として用いる決定木に従属しており，特徴量は逐次的に

計算された．このような決定木を構築しながら Shapeletを

探索する試みは，分類精度や探索時間に問題があった．後

に探索時間の高速化の手法 [4][6]も提案されたが，決定木

に由来する過学習の問題を解決することは出来なかった．

そこで文献 [5]では，Shapeletを分類器と独立して探索し，

探索された複数の Shapeletによる特徴量計算を Shapelet

変換という特徴変換とみなすアイデアを導入した．変換さ

れた特徴量に 1NN法や SVMなどの汎用的な分類器を適

用することで，Shapeletにより提供される解釈性を維持し

つつ，高い精度での分類を可能にした．Shapelet変換の具

体的な定義は以下のようになる．

2.1.1 時系列データセットと Shapelet

時系列データセットを T ∈ RI×Qとする．ここで，Iは時

系列データセットのデータ数であり，Qは各時系列データ

のデータ長とする．また，Shapeletの集合を S ∈ RK×Lと

する．ここで，Kは Shapeletの数であり，Lは各 Shapelet

のデータ長とし，これらは事前に設定される．

2.1.2 時系列データと Shapelet間の距離

i 番目の時系列データの j 番目の値を Ti,j とする．長

さ Lの部分時系列を考えると，i番目の時系列データの j

番目から開始される部分時系列は (Ti,j , ..., Ti,j+L−1)とな

る．なお，1つの時系列データに対して長さ Lの部分時系

列は J = Q − L + 1 個存在する．k 番目の Shapelet の l

番目の値を Sk,l とする．部分時系列 (Ti,j , ..., Ti,j+L−1)と

ShapeletSk との距離は以下のように計算される．

Di,k,j =
1

L

L∑
l=1

(Ti,j+l−1 − Sk,l)
2 (1)

2.1.3 Shapelet変換による特徴量

前述した定義により，i番目の時系列データの k 番目の

Shapeletとの距離 Di,k は J 個存在し，そのうち距離が最
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図 2 LTS 法の流れ

小の部分は k 番目の Shapeletと最も類似する箇所とみな

すことが出来る．そのときの距離をMi,k とすると，次の

ように表すことが出来る．

Mi,k = min
j=1,...,J

Di,k,j (2)

Shapelet変換は，K個の Shapeletを用いて，時系列データ

T ∈ RI×Q からM ∈ RI×K に変換する一連の操作である．

2.2 LTS法

Learning time-series shapelets(LTS) 法 [3] は前述した

Shapelet 変換とロジスティック回帰を組み合わせた

Shapeletの学習手法である．Shapeletの初期値に対して，

損失関数を小さくする方向に重みと Shapeletを反復的に

更新することで，分類器のモデルを学習しながら Shapelet

自身も予測精度が最大になる方向へ形状が最適化される．

具体的なモデルと損失関数は次の通りである．

2.2.1 予測モデル

簡略化のため，2 クラス分類の場合を考える．訓練

データの教師ラベルを Y ∈ {0, 1}I とする．線形重みを
W ∈ RK(およびバイアスW0 ∈ R)とし，ロジスティック
関数を σ(·)とする．Shapelet変換後の特徴ベクトルM を

用いて，クラスの予測値 Ŷ は次のように表される．

Ŷ i = σ(W0 +

K∑
k=1

Mi,kWk), ∀i ∈ {1, ..., I} (3)

以上の手続きを示したものが図 2である．多クラス分類の

場合も，通常のロジスティクス回帰と同様出力をクラスの

数だけ用意し，出力の one-hot表現とソフトマックス関数

を用いることで容易に拡張出来る．

2.2.2 損失関数

通常のロジスティック回帰同様，損失関数はクロスエン

トロピー誤差関数および L2正則化を用いる．クロスエン

トロピー誤差関数は教師ラベル Y と予測値 Ŷ を用いて次

のように表される．

L(Y, Ŷ ) = −Y ln Ŷ − (1− Y ) ln (1− Ŷ ) (4)

ロジスティック回帰の重みの L2正則化項 ∥·∥2 およびその
係数 λw を用いて，損失関数 Fは次のように表される．

F (W,S) = L(Y, Ŷ ) + λw∥W∥2 (5)

一般的なロジスティック回帰では，式 (5)の重みW に

関する勾配を計算し更新するが，LTS法では (5)の重みW

に加えて ShapeletS の勾配を計算し，それぞれ更新する．

3. 提案手法

提案手法では，Shapeletをクラスに対応付けるために従

来の LTS法の構造を拡張する．さらに，Shapeletが訓練

データから遠ざかることにペナルティを科す項を損失関数

に加えることで，Shapeletがクラス固有の形状を獲得する

ことを目指す．以下では，具体的な構造および損失関数を

述べる．

3.1 基本構造

提案手法の構造は，Shapeletの学習 (STEP1)のための

構造と，クラス予測 (STEP2)のための構造に分かれる．

3.1.1 STEP1:Shapeletの学習

Shapeletを学習するための構造では，図 2に示した LTS

法の構造をクラスの数だけ並列に並べる．それぞれの構

造の中の Shapeletは，それぞれのクラスに対応付けられ

る．つまり，Shapelet の集合はクラス数を C とすると

S ∈ RC×K×Lとなる．入力データ T I×Qはクラスに対応付

けられた特徴量の集合M ∈ RC×I×K に変換され，クラス毎

に One-vs-restな予測を行うよう線形重みW ∈ RC×K(お

よびバイアスW0 ∈ RC)を用いてロジスティック回帰を行

う．つまり，このロジスティック回帰における各々の教師

ラベルは

Yi,c =

1 (if c = Y categorical
i )

0 (otherwise)
(6)

となる．ここで，c ∈ {1, ..., C}は並列に並んだ構造の番号
であり，Y categoricalはデータの元の教師ラベルのカテゴリ

変数表現である．図 3(a)は 2クラスの場合の Shapeletを

学習するための構造の例である．入力データ T は，クラス

1，クラス 2に対応した ShapeletS1, S2によってM1,M2に

変換される．クラス 1の構造では，M1 を入力としてクラ

ス 1かそれ以外かのバイナリ分類をロジスティック回帰で

行う．クラス 2の構造も同様にクラス 2かそれ以外のバイ

ナリ分類を行う．この構造によって得られた Shapeletは，

対応したクラスに属するかどうかを予測するのに有効な部

分時系列となる．後述する損失関数により，それをセント

ロイドの形状獲得しながら近づけることで，クラス固有の

局所パターンを獲得する．

3.1.2 STEP2:クラスの予測

クラスを予測するための構造では，学習済の Shapelet
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(a)Shapelet を学習するための構造 (b) クラス予測を行うための構造

図 3 2 クラスの場合の提案手法

より計算される M ∈ RC×I×K を入力として，線形重み

W ∗ ∈ RC×K(およびバイアス W ∗
0 ∈ R) を用いてロジス

ティック回帰を行う (3クラス以上の場合は多クラスロジ

スティック回帰を行う)．ただし，このときの入力M はク

ラスごとに分割されない．学習時の重みの更新はロジス

ティック回帰の重みだけ行い，Shapeletは更新されない．

図 3(b)は，クラスを予測するための構造の具体例である．

図 3(a) で Shapeletの形状を学習後，特徴量M1,M2 が計

算される．M1,M2 の両方を入力としてロジスティック回

帰の学習を行い，クラスの分類器を構築する．この学習に

よって得られる重みの大きさは，後に Shapeletの重要度を

分析するのに役立つ．

3.2 損失関数

新しい損失関数は STEP1の Shapeletを学習するための

構造に適用される．式 (5)の損失関数に加えて，Shapeletが

対応するクラスの波形から遠ざかることにペナルティを科す

項を加える．Shapelet変換による特徴量Mc,i(i = 1, ..., I)

は Shapeletとデータとの距離なので，損失関数に cがデー

タのクラスラベルと同一の場合はMc,i を，それ以外の場

合は 0を加えればよい．追加の項を式で表すと以下のよう

になる．

I∑
i=1

K∑
k=1

Yi,cMc,i,k (7)

さらに，従来手法では多くの Shapeletが出力される中，

ロジスティック回帰の重みの大きさの差異が小さく，重要

な Shapeletを取り出すことが難しい問題があった．より

解釈を容易にするため，L2正則化の代わりに L1正則化を

用いることで，少数の重要な Shapeletの獲得を図る．以上

より，クラス cに対応した構造の損失関数は以下のように

なる．

Fc(W,S) = L(Yc, Ŷ c) + λw∥Wc∥1

+ λc

I∑
i=1

K∑
k=1

Yi,cMc,i,k

(8)

STEP2のクラス予測を行うための構造では，式 (5)と

同様通常の損失関数を用いるが，正則化は L1正則化を用

いる．

F ∗(W ) = L(Y, Ŷ ) + λ∗
w∥W ∗∥1 (9)

3.3 アルゴリズム

以上の手続きを疑似コードで示すと以下の通りである．

Algorithm 1 提案手法
Require: 入力データ T I×Q，出力ラベル Y I×C，クラス数 C，

Shapelet の個数 K，Shapelet 長 L，最大イテレーション数
Maxitr1,Maxitr2，学習率 η

STEP1

1: for itr = 1, ...,Maxitr1 do

2: for c = 1, ..., C do

3: for k = 1, ...,K do

4: Wc,k ←Wc,k − η ∂Fc

∂Wc,k

5: for l = 1, ..., L do

6: Sc,k,l ← Sc,k,l − η ∂Fc

∂Sc,k,l

7: end for

8: end for

9: end for

10: end for

STEP2

11: for itr = 1, ...,Maxitr2 do

12: for k = 1, ..., C ×K do

13: W ∗
k ←W ∗

k − η ∂F ∗

∂W ∗
k

14: end for

15: end for

16: return S,W,W ∗

4. 実験と評価

本実験では UCR time series archive[2]で公開されてい

る時系列データを用いる．いくつかの実データに関して，

従来手法および提案手法を用いて実験を行い，視覚的分析
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図 4 Coffee データの実験結果 (従来手法)

図 5 Coffee データの実験結果 (提案手法)

により提案手法がクラス固有のパターンを捉えた Shapelet

を獲得出来ていることを確認する．次に，分類精度につい

ても検討し，獲得した Shapeletが分類に有効な波形である

ことを示す．

4.1 Coffeeデータ

Coffee データは，ロブスタ種とアリビカ種のコーヒー

豆を分類するための食物スぺクトログラムデータである．

Shapelet長 L = 20，Shapeletの個数をK = 2× 10とし，

従来手法である LTS法と提案手法のそれぞれについて実験

を行う．図 4図 5はそれぞれ従来手法および提案手法で

の実験結果である．黒色の細線がクラス 1およびクラス 2

それぞれの時系列データであり，その他の色で表される太

線が Shapeletである．従来手法では Shapeletとクラスの

対応がないため，合計 20個の ShapeletをClass1とClass2

の両方に表示している．Shapeletの位置は，各クラスの中

からデータをランダムに 1つ取り出し，そのデータと最も

マッチングする箇所に配置している．提案手法では，対応

するクラスに基づきそれぞれ 10個ずつ表示している．図 4

で示される通り，従来手法の Shapeletはデータと無関係な

形状となることが多い．一方図 5では，Shapeletがデータ

のパターンを捉えており，提案した構造および損失関数が

上手く機能していることが確認出来る．

さらに，ロジスティック回帰の重みの大きさを用いて，

どの Shapeletが分類に重要な役割を果たしているか検討

する．図 6図 7はそれぞれ図 4図 5で示される実験結果

について，対応した重みの大きさに応じ色の濃淡で重要な

図 6 Coffee データの実験結果 (従来手法, 強調して可視化)

図 7 Coffee データの実験結果 (提案手法, 強調して可視化)

表 1 上位 5 つの重みの大きさ (Coffee データ)

順位 従来手法 提案手法

1 位 0.366 1.108

2 位 0.234 0.768

3 位 0.229 0.000

4 位 0.194 0.000

5 位 0.158 0.000

Shapeletが強調している．表 1は実際の重みの大きさに

ついて，上位 5つの値を示している．これらの図と表より，

従来手法ではクラスの予測に多くの Shapeletを利用して

いるのが分かる．一方提案手法では，図 7において黄色で

示される Shapelet(クラス 1に対応)および緑色で示される

Shapelet(クラス 2に対応)以外の重みの大きさは無視でき

るほど小さく，実質その 2つの Shapeletのみで予測を行っ

ている．この 2つの Shapeletはそれぞれ対応したクラス

のパターンを捉えているので，これら 2つのパターンの違

いが，このデータの分類上有効な違いであると言える．

4.2 GunPointデータ

GunPointデータは，銃をホルスターから取り出して構

え，後元に戻す動作と，それを銃を持たずに真似た動作の 2

つについて，モーションキャプチャリングによって得られ

る 2クラス分類の時系列データである．一連の動作に関し

て，映像の中心を原点とし，手の X軸方向の位置について

追跡して得られる．Shapelet長 L = 30，Shapeletの個数

をK = 2× 10とし，従来手法である LTS法と提案手法の

それぞれについて実験を行う．図 8図 9はそれぞれ従来手
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図 8 GunPoint データの実験結果 (従来手法, 強調して可視化)

図 9 GunPoint データの実験結果 (提案手法, 強調して可視化)

法および提案手法での実験結果である．図 6図 7同様，対

応した重みの大きさに応じて強調している．このデータに

おいても，従来手法では困難である，クラス固有のパター

ンを捉えた Shapeletを獲得出来ていることが分かる．ここ

で，提案手法で得られた各クラス毎の最も重要な Shapelet

について検討する．図 10は図 9で示される最も強調され

た Shapeletを拡大したものである．クラス 2の Shapelet

である図 10(b)の波形には凹んだ部分が確認出来る．これ

は，オーバーシュート現象として知られており [8]，クラス

2特有のものである．従来手法では Shapeletが分類に有効

な波形以上の意味を持たないため，この現象の発見が困難

である．一方，提案手法では Shapeletが各クラスに対応付

けられており，さらに Shapeletが局所パターンのセント

ロイドに近似するように設計されているため，出力される

Shapeletは局所パターンの代表的な形状である．よって，

出力される Shapelet間の形状の差異，つまり凹みの有無に

注目することでデータの解釈に繋げることが出来る．

4.3 分類精度

最後に，UCR time series archive[2]に含まれる 6つの

データについて，従来手法および提案手法の分類精度につ

いて検討する．さらに，Shapelet 関連の手法以外のベー

スラインとして，動的時間伸縮法 (DTW) を距離尺度と

する 1-Nearest Neighbor法 (1NN)の精度についても比較

する．この手法は時系列データ分類における最も代表的

な分類手法であり，汎用性および精度の高さから，非常

に強力なベースラインとして知られている [1]．従来手法

(a) クラス 1 の Shapelet (b) クラス 2 の Shapelet

図 10 それぞれのクラスの最も重要な Shapelet(GunPoint)

表 2 テストデータでの分類精度

データ名 Train/Test 1NNDTW 従来手法 提案手法

CBF 30/900 1.00 0.98 0.98

Coffee 28/28 1.00 1.00 0.96

GunPoint 50/150 0.91 1.00 0.96

SonyAIBO. 1 20/601 0.73 0.92 0.90

SonyAIBO. 2 27/953 0.83 0.89 0.82

DiatomSize. 16/306 0.96 0.95 0.95

および提案手法の実験パラメータは，K ∈ {10, 20} × C，

L ∈ {0.075, 0.125, 0.175, 0.2}×Qより検証データを用いて

従来手法で選択し，提案手法は同一のパラメータを用いた．

訓練データとテストデータの分割は UCRデータの標準に

従った．表 2はテストデータにおける分類結果である．提

案手法では損失関数に分類に直接影響しない項を加えたた

め，従来手法に比べて精度は若干損なわれているものの，

概ね高い分類性能を維持していることが確認出来る．な

お，提案手法は分類精度の向上を目的としたものでないこ

とを強調しておく．

5. おわりに

本研究では，出力として得られる Shapeletをクラスに

対応付けられるように従来手法を拡張した．視覚的分析か

ら，各クラス固有のパターンを捉えた Shapeletを獲得出

来ることを確認した．さらに，従来手法では困難であった

データに内在する現象の理解に関して，提案手法による解

釈のプロセスを述べ，その有効性を示した．
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