
情報処理学会研究報告
IPSJ SIG Technical Report

敵対的生成ネットワークを用いた
角膜表面反射画像からのシーン識別

枝本 祐典1,a) 中澤 篤志1 西田 豊明1

概要：本論文では，目の表面反射（角膜表面反射）画像からシーンを高精度に自動的に識別する手法を提案
する．角膜表面反射画像にはシーンの映像が反射していることが知られているが，低い解像度や虹彩テク

スチャ，まつげやその陰などが含まれており，シーン識別タスクに用いるには困難であることが知られて

いる．そこで本研究では，深層学習の手法，具体的には１）Generative Adversarial Network（GAN）を

用いて角膜表面反射画像を高精度化しシーン識別に用いる手法，２）GANの Discriminatorの出力ベクト

ルによりシーン識別を行う手法，を実装する．また，全方位ディスプレイにシーン画像を投影し，その中

で被験者の角膜表面反射を撮影することでデータセットを作成し，評価を行った．
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1. 序論

近年，画像を使った研究は様々な応用がなされており

我々の生活に根ざしており，また，カメラから得られたシー

ン画像から場所を特定する Visual Odometry 技術は古く

から研究がなされている [1]．しかし，記念写真や自己撮影

画像などは，背景シーンが映っていない状況も多く，背景

シーンを用いたシーン識別が困難である．これに対し，人

物画像中の角膜表面反射画像からシーン識別をすることを

行うことは，犯罪捜査への活用が期待されるともに，新た

なプライバシー問題への対策検討につながる重要なタスク

である．

角膜表面反射画像はシーン識別に用いるために，撮影さ

れた画像から目領域を切り出し，目の幾何モデルを考慮し

て展開することで，通常のカメラ画像と同様の透視投影に

よる画像にすることができる．しかし，この画像を用いて

そのままシーン識別すると，角膜表面反射画像に特有の以

下のようなノイズにより識別精度が上がらない [2]．
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• 虹彩のパターンが角膜表面反射したシーン画像と混ざ
り合う．

• まつげが角膜に直接覆いかぶさる．
• 帽子やまぶたが影になりシーン画像を遮って角膜まで
到達できなくなる．

この理由から，角膜表面反射画像からシーン識別精度を向

上にはこれらのノイズを取り除く必要がある．

本研究では，近年画像変換の技術として盛んに研究が行

われている敵対的生成ネットワーク（GAN）を用いて角

膜表面反射画像特有のノイズを取り除き，その画像を用い

てシーン認識を高精度で行う手法を提案する．具体的に

は，以下の 2つの手法を提案する．1つ目は，GANによ

り角膜表面反射画像をシーン画像のドメインに変換した画

像から抽出した Vector of Locally Aggregated Descriptors

（VLAD）特徴量を用いてシーン識別を行うという手法で

ある．2つ目は，GANの Discriminatorにベクトルを出力

させ，そのベクトルを特徴量として用いてシーン識別を行

うという手法である．以上の 2つの提案手法によりシーン

識別精度を向上させることを目指した．
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2. 関連研究

2.1 画像によるシーン識別に関する研究

画像によるシーン識別はVisual Odometryとも呼ばれ多

くの研究が存在するが，基本的には，識別対象とする画像

の特徴量と予め得ておいた画像特徴量を比較し，最も一致

するものからシーンを同定する手法が多い．これらに属す

る研究として，Toriiら [3]はVector of Locally Aggregated

Descriptors（VLAD）[4]という特徴量を用いてシーン識別

する手法を提案した．VLADは任意の局所特徴量を集約す

ることができ，位置ずれに強く次元数を大幅に圧縮するこ

とのできる特徴量である．さらに主成分分析などによる次

元圧縮も可能で，多数のデータの貯蓄ができるため，検索

性能が高いことが知られている．

2.2 敵対的生成ネットワークに関する研究

Generative Adversarial Networks（GAN）[5]は,生成器

(generator)と識別器 (discriminator)から構成される画像

生成モデルである．Generatorは，潜在変数から生成した

画像を Discriminatorが本物の画像と判定するように学習

し，Discriminatorは，本物の画像か生成画像かを正しく判

定するように学習することで，Generatorがより本物らし

く画像を生成することを可能にしている．

Conditional GAN（cGAN）[6]は，GANを条件付きモ

デルに拡張したものである．Generatorは潜在変数とラベ

ルを入力として画像を生成し，Discriminatorは画像とラ

ベルに基づき本物の画像か生成画像かを判定することで，

Generatorがラベルに基づく画像を生成することを可能に

している．

pix2pix[7]は，cGANを拡張することで，2つのドメイ

ン間の変換を学習することを可能にしたモデルである．ド

メイン Xから Yへの学習するために，ドメイン Xの各画

像に 1対 1対応するドメイン Yの画像を用意して，cGAN

における入力ラベルをドメイン Xの画像に，本物の画像を

ドメイン Yの画像とすることで，generatorがドメイン X

から Yに画像を変換することを可能にしている．

CycleGAN[8]は，GANを拡張することで，1対 1対応

する訓練データを用いずに 2つのドメイン間の相互変換を

学習することを可能にしたモデルである．GANを 2セッ

ト用意し，それぞれの generatorの潜在変数を他方の本物

の画像とすることで，2つの generatorがそれぞれドメイ

ンXからY，YからXへの画像変換を学習する．2つのド

メイン間に共通する構造を保ったまま変換するために，再

構築誤差 (cycle consistency loss)を generatorの損失関数

に追加している．

Auxiliary Classifier GAN（ACGAN）[9]は，GANの dis-

criminatorがクラス識別も行うように拡張したモデルであ

る．generatorは cGANのように潜在変数とラベル (クラ

ス)を入力として画像を生成し，discriminatorは，本物の

画像か生成画像かの判定と画像に対するクラス出力をする

ように拡張し，generatorと discriminatorが協力して，出

力クラスを生成画像なら生成時に入力したクラス，本物の

画像ならその画像の属するクラスとなるように学習する

ことで，generatorの生成画像をより高精度なものにして

いる．

3. 提案手法・アルゴリズム

3.1 提案手法の概要

本研究では，２種類の手法を用いてシーン識別を行った．

１つ目は，GANによる画像のドメイン変換と VLADに

よるシーン識別である．これは，VLADのみを用いる従来

手法を拡張したものである．図 1のように処理を行う．ま

ず，角膜表面反射画像を平面状に展開した画像を GANの

Generatorを用いてシーン画像のドメインに変換する．次

に，その生成画像から VLAD特徴量を抽出する．最後に，

抽出したVLAD特徴量を用いて，予め抽出しておいたデー

タセットの全てのシーン画像の VLAD特徴量との類似度

を計算し，類似度が高い順に画像を出力する．

２つ目は，GANのDiscriminatorによるシーン識別であ

る．図 2のように処理を行う．まず，角膜表面反射画像を

平面状に展開した画像を GANの Generatorを用いてシー

ン画像のドメインに変換する．次に，その生成画像をGAN

のDiscriminatorに入力してベクトルを出力させる．また，

データセットの全てのシーン画像も Discriminatorに入力

して出力ベクトルを得る．最後に出力されたベクトルを特

徴量として用いて，全てのシーン画像との類似度を計算し，

類似度が高い順に画像を出力する．

GANのGenerator

従来⼿法からの拡張

⾓膜表⾯反射画像

シーン画像のデータセット

類似度計算
VLAD特徴量
を抽出

予め
VLAD特徴量
を抽出

シーン画像を
類似度順に出⼒

シーン画像の
ドメインに変換

図 1 画像のドメイン変換と VLAD によるシーン識別の手法

3.2 画像のドメイン変換とVLADによるシーン識別

シーン識別に用いる VLAD特徴量は，任意の局所画像

特徴量を利用して変換することができるが，本研究では拡

大縮小・回転・照明変化に強い Dense SIFT特徴量を利用

する．さらに計算された VLAD 特徴量を主成分分析によ

り 4096次元に次元圧縮し正規化する.
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Generator Discriminator⾓膜表⾯反射画像

シーン画像のデータセット

類似度計算

シーン画像を
類似度順に出⼒

GAN

特徴ベクトルを出⼒

Discriminator

図 2 GAN の Discriminator によるシーン識別の手法

正規化されている特徴量ベクトルを用いるので，ドット

積によって得られる cos類似度を画像間の類似度として用

いる．

画像のドメイン変換には以下の小節で述べる GANを用

いる．

3.2.1 pix2pix

Zhuらの公開しているコード *1 を基に実装した．

ネットワークは Generator と Discriminator からなる．

GeneratorはU-net[10]をベースとして構成した．Discrim-

inatorは PatchGAN[7][11]をベースとして構成した．

3.2.2 CycleGAN

Zhuらの公開しているコード*1 を基に実装した．

ネットワークは 2つのGeneratorと 2つのDiscriminator

からなる．2つのGenerator，2つのDiscriminatorはそれぞ

れ同じネットワーク構造である．Generatorは ResNet[12]

をベースとして構成した．Discriminator は pix2pix と同

じものを用いている．

3.2.3 CycleACGAN

ACGANのように discriminatorがクラスを出力し gen-

eratorと discriminatorが協力してクラス識別を学習する

仕組みを CycleGAN に加えた．具体的には，CycleGAN

のシーン画像の真偽を判定する Discriminatorの出力にク

ラスを表す one-hot vectorを加え，角膜表面反射画像から

シーン画像のドメインに変換する generatorとシーン画像

の真偽を判定する Discriminatorが協力してクラス識別を

学習するようにしたものである．

小節 3.2.2で述べた CycleGANを拡張することで実装し

た．図 3のように，CycleGANを基に構成して，シーン画

像を判定する Discriminatorに変更を施している．

角膜表面反射画像のドメインをドメイン X，シーン

画像のドメインをドメイン Y として扱う．Generator

GX 7→Y ,GY 7→X，Discriminator DX ,DY はそれぞれ以下の

損失関数 LGX 7→Y
，LGY 7→X

，LDX
，LDY

を最小化するよう

に学習させる．

*1 https://github.com/junyanz/pytorch-CycleGAN-and-
pix2pix

real
or

Discriminator

DY

fake
real
or Discriminator

DXfake

Generator

GX→Y

Generator

GY→X

x

y

G (x)X→Y

G (y)Y→X

one-hot
vector

図 3 CycleACGAN のネットワーク構造

LGX 7→Y
= LGAN(GX 7→Y , DY ) + Lcyc(GX 7→Y , GY 7→X)

+ Lidt(GX 7→Y ) + Lclass(GX 7→Y , DY ) (1)

LGY 7→X
= LGAN(GY 7→X , DX) + Lcyc(GX 7→Y , GY→X)

+ Lidt(GY 7→X) (2)

LDX
= −LGAN(GY 7→X , DX) (3)

LDY
= −LGAN(GX 7→Y , DY ) + Lclass(GX 7→Y , DY )

(4)

Lclass(GX 7→Y , DY )

= Ex∼pdata(x)[LCE(Vonehot(x), VDY
(GX 7→Y (x)))]

+ Ey∼pdata(y)[LCE(Vonehot(y), VDY
(y))] (5)

LCE(t, p) = −
∑
i=0

ti log pi (6)

　 VDY
(y)は画像 y を Discriminator DY に入力して得ら

れるベクトルを表す．

Vonehot(x) は画像 x のクラスを表す one-hot vector を

表す．

3.2.4 CycleACVLADGAN

CycleACGAN のシーン画像の Discriminator の出力ベ

クトルを，VLAD特徴量を主成分分析により次元圧縮した

ものと同じ次元数である 4096次元のベクトルに変更した

ものである．

小節 3.2.3で述べた CycleACGANを改良することで構

成した．図 4 のように，CycleACGAN を基に構成して，

シーン画像の真偽を判定する Discriminatorに変更を施し

ている．

real
or

Discriminator

DY

fake
real
or Discriminator

DXfake

Generator

GX→Y

Generator

GY→X

x

y

G (x)X→Y

G (y)Y→X

4096次元の
特徴ベクトル

図 4 CycleACVLADGAN のネットワーク構造

角膜表面反射画像のドメインをドメイン X，シーン

画像のドメインをドメイン Y として扱う．Generator
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GX 7→Y ,GY 7→X，Discriminator DX ,DY はそれぞれ以下の

損失関数 LGX 7→Y
，LGY 7→X

，LDX
，LDY

を最小化するよう

に学習させる．

LGX 7→Y
= LGAN(GX 7→Y , DY ) + Lcyc(GX 7→Y , GY 7→X)

+ Lidt(GX 7→Y ) + Lsimi(GX 7→Y , DY )

LGY 7→X
= LGAN(GY→X , DX) + Lcyc(GX 7→Y , GY 7→X)

+ Lidt(GY 7→X)

LDX
= −LGAN(GY 7→X , DX)

LDY
= −LGAN(GX 7→Y , DY ) + Lsimi(GX 7→Y , DY )

Lsimi(GX 7→Y , DY )

= Ex∼pdata(x)[1− VDY
(GX 7→Y (x)) · VVLAD(yX 7→Y

(x))]

+ Ey∼pdata(y)[1− VDY
(y) · VVLAD(y)]

VVLAD(y)は画像 y の VLAD特徴量を次元圧縮した 4096

次元のベクトルを表す．y
X 7→Y

(x)は角膜表面反射画像 xの

クラスに対応するシーン画像 y を表す．VDY
(y)は画像 y

をDiscriminator DY に入力して得られる 4096次元のベク

トルを表す．

3.3 GANのDiscriminatorによるシーン識別

GANの Discriminatorの出力ベクトルを用いて類似度

を求める．出力ベクトルのドット積をとることにより，cos

類似度を求め，これを画像間の類似度として用いる．

利用するGANは，小節 3.2.3，3.2.4で述べた CycleAC-

GAN，CycleACVLADGAN である．CycleACGAN の出

力ベクトルは正規化されていないので，ドット積を求める

前に正規化を行っている．

4. データセット

4.1 シーン画像データセット

4.1.1 24/7 Tokyo dataset

Toriiら [13]によって作成された 1125枚の画像からなる

データセットである．撮影には Apple社の iPhone 5Sと

Sony社の Xperiaのスマートフォンを用いている．図 5に

その一例を示す．

図 5 24/7 Tokyo dataset のシーン画像の一例

4.1.2 京都大学周辺のシーン画像データセット

京都大学周辺の 25シーンにおいて 1枚ずつ撮影された

25枚の既存のデータセットである．画像は RICOH社の

RICOH THETAを用いて撮影されたものである. 図 6に

その一例を示す．

図 6 京都大学周辺で撮影したシーン画像の一例

4.2 角膜表面反射画像データセット

4.2.1 24/7 Tokyo datasetを用いて撮影した角膜表面

反射画像データセット

図 7のように八面ディスプレイ内にカメラとチンレスト

（顎乗せ台）を配置した環境で撮影を行った．被撮影者の

頭部をチンレストによって固定し，ディスプレイに表示し

たパターン画像の中心点に視線を向けてもらうことで目の

位置を固定する．この状態で 2秒間隔の画像の自動切り替

えとインターバル撮影によって自動で撮影を行った。画像

の表示には八面ディスプレイの前方 3面を用いた．表示す

る画像は 5点のパターン画像とシーン画像であり，これを

交互に表示する．シーン画像には 24/7 Tokyo datasetの

うち無作為に選んだ 100 枚を用いた．パターン画像は次

のシーン画像の位置合わせに用いる．撮影は RAW撮影で

行った．

上記の自動撮影によって得た画像セット（シーン画像を

表示した時の撮影画像とその直前のパターン画像表示した

時の撮影画像のセット）に，図 8のように以下の処理を施

した．

( 1 ) RAW現像により明るさを調整と目の周辺の切り抜き

を行う．

( 2 ) シーン画像を表示した時の撮影画像をパターン画像表

示した時の撮影画像のパターンの周囲 4点の座標をも

とに切り抜きと平面展開を行う．

( 3 ) シーン画像と合わせるため，左右反転させる．

以上の処理により得た，1053枚の角膜表面反射画像のデー

タセットである．図 9にその一例を示す．

4.2.2 京都大学周辺シーンを用いて撮影した角膜表面反

射画像データセット

京都大学周辺の 25シーンを用いて、小節 4.2.1で述べた

手法により得た，99枚の角膜表面反射画像のデータセット

である．図 10にその一例を示す．
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カメラ⼋⾯ディスプレイ

チンレスト(顎乗せ台）

図 7 撮影の様子

平⾯展開

周囲４点を認識

明るさ調整・切り抜き シーン画像に適⽤

パターン画像

シーン画像

同じ座標

左右反転

図 8 撮影画像から角膜表面反射画像を得る処理

図 9 24/7 Tokyo dataset を用いて撮影した角膜表面反射画像の

一例

図 10 京都大学周辺シーンを用いて撮影した角膜表面反射画像の

一例

4.2.3 京都大学周辺シーンの角膜表面反射画像データ

セット

京都大学周辺の 25 シーンで撮影された 62 枚の既存の

データセットである．画像はアイカメラを用いて撮影され

たものである. 図 11にその一例を示す．

図 11 京都大学周辺で撮影した角膜表面反射画像の一例

5. 実験

本研究において提案した，１）GANにより角膜表面反

射画像からシーン画像のドメインに変換したものから抽

出した VLAD 特徴量を利用したシーン識別を行う手法，

２）GANに入力した角膜表面反射画像に対する GANの

Discriminatorの出力ベクトルによりシーン識別を行う手

法について，従来手法である角膜表面反射画像から直接抽

出した VLAD特徴量を利用してシーン識別を行う手法と

比較，精度検証を行った．

5.1 実験設定

学習・評価に用いる画像は，RGB画像でサイズは 256×256

に resizeしている．GANの generatorの出力画像は，RGB

画像でサイズは 256 × 256 である．シーン識別で用いた

VLAD特徴量は，Toriiら [3]による，24/7 Tokyo dataset

から抽出した約 2500万の Dense SIFT特徴量もとに学習

を行ったVLAD特徴空間と主成分分析を用いて得た，4096

次元の VLAD特徴量である．

CycleACGANのクラス数・出力ベクトルの次元は 100

とする．クラスは，以下で述べる学習データである撮影に

用いた 100シーンをそれぞれ表す．

学習データ 　

24/7 Tokyoディスプレイデータセット（シーン画像：

24/7 Tokyo datasetの 1125枚，角膜表面反射画像：

24/7 Tokyo datasetを用いて撮影した 1053枚）

評価データ 　

評価に用いるデータセットとして以下の 3つを用いた．

( 1 ) 24/7 Tokyoディスプレイデータセット

( 2 ) 京都大学ディスプレイデータセット（シーン画

像：京都大学周辺の 25枚＋ 24/7 Tokyo dataset

の 1125枚の 1150枚，角膜表面反射画像：京都大

学周辺シーンを用いて撮影した 99枚）

( 3 ) 京都大学データセット（シーン画像：京都大学周辺

の 25枚＋ 24/7 Tokyo datasetの 1125枚の 1150

枚，角膜表面反射画像：京都大学周辺で撮影され

た 62枚）．

5.2 評価方法

各角膜表面反射画像に対して類似度の高い順にシーン画

像を並べ，上位 k 件の中に正解画像が含まれている割合

（これを Acc(k)とする）により評価を行う．

5.3 結果と考察

5.3.1 24/7 Tokyoディスプレイデータセット

24/7 Tokyoディスプレイデータセットに対する各手法

の Acc(k)を表 1にまとめる．また，図 12に GANの生成

画像を示す．
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従来手法 画像のドメイン変換と VLAD discriminatorの出力

k件 eye pix2pix CGAN CAGAN CAVGAN CAGAN CAVGAN

1 0.8481 0.8386 0.7246 0.8196 0.8262 0.0190 0.9934

2 0.9136 0.9003 0.7949 0.8803 0.8822 0.0199 0.9991

3 0.9288 0.9117 0.8167 0.9050 0.8993 0.0199 0.9991

4 0.9345 0.9231 0.8310 0.9202 0.9050 0.0199 1.0000

5 0.9383 0.9316 0.8433 0.9259 0.9126 0.0199 1.0000

表 1 24/7 Tokyo ディスプレイデータセットに対する Acc(k)

表中の CGAN，CAGAN，CAVGAN はそれぞれ，

CycleGAN，CycleACGAN，CycleACVLADGAN を表す．

以下の図・表でも用いる．

元画像 pix2pix CGAN CAGAN CAVGAN シーン画像
対応する

図 12 24/7 Tokyo ディスプレイデータセットに対する GAN の

生成画像

VLAD特徴量を用いる手法は，どの手法も高い精度と

なっている．これは，24/7 Tokyo datasetをVLADの学習

に用いたことが理由だと考えられる．pix2pix，CycleAC-

GAN，CycleACVLADGANが，CycleGANと比較して識

別精度が高くなっている．これは 24/7 Tokyoディスプレ

イデータセットは GANの学習に用いたものであり，これ

ら 3つの GANは教師データとして対応する画像またはク

ラスを与えていることが理由だと考えられる．

discriminatorの出力を用いる手法において，CycleAC-

GANによる識別精度が非常に低くなっている．これは学

習に用いるシーンのクラスを表す one-hot vectorを特徴量

として用いると，特徴量ベクトルは学習データに非常に

強く依存し，汎化性がほぼなくなっていると考えられる．

CycleACVLADGANによる識別精度がとても高くなって

いる．これも教師付きデータを用いていることが理由だと

考えられる．

pix2pixによる生成画像は，まつげや虹彩のパターンをほ

ぼ取り除けているがぼやけており，これは角膜反射画像と

シーン画像の位置合わせを完全には行えていないので，学

習時に L1lossの影響が大きすぎたことが原因であると考え

られる．CycleGAN，CycleACGAN，CycleACVLADGAN

による生成画像は，色彩情報がシーンに近づいているが，

強いまつげの影響は取り除くことができず，この影響で不

自然な着色がなされているものがある．

VLAD特徴量を用いる手法において，CycleGANなどに

よる変換で画像の見た目の品質向上が行われたにもかかわ

らず，元の角膜表面反射画を用いた手法による識別精度が

最も高い．この原因として，24/7 Tokyo datasetをVLAD

の学習に用いているので，虹彩の影響による多少の色味の

違いは識別にはあまり影響せず，GANによる全体的な色

彩情報向上よりも少しの不自然な着色が識別精度に影響し

たということが考えられる．

5.3.2 京都大学ディスプレイデータセット

京都大学ディスプレイデータセットに対する各手法の

Acc(k)を表 2にまとめる．また，図 13に GANの生成画

像を示す．

従来手法 画像のドメイン変換と VLAD discriminatorの出力

k件 eye pix2pix CGAN CAGAN CAVGAN CAGAN CAVGAN

1 0.8889 0.6566 0.8182 0.8586 0.9495 0.0101 0.7778

2 0.9293 0.7273 0.8586 0.9394 0.9495 0.0202 0.8788

3 0.9495 0.7475 0.8687 0.9596 0.9495 0.0202 0.8990

4 0.9495 0.7576 0.8687 0.9697 0.9495 0.0202 0.9293

5 0.9596 0.7677 0.8788 0.9697 0.9596 0.0404 0.9293

表 2 京都大学ディスプレイデータセットに対する Acc(k)

図 13 京都大学ディスプレイデータセットに対する GAN の

生成画像

Acc(1)の値を見ると CycleACVLADGANと VLAD 特

徴量を用いる手法が最も識別精度が高かった．24/7 Tokyo

ディスプレイデータセットの場合と比べて識別精度が少し

向上している理由として，京都大学周辺のシーン画像データ

セットはそれぞれのシーンの差が大きく判別しやすいこと

が考えられる．また，この評価データはVLADの学習に用

いた 24/7 Tokyo datasetと異なるので，GANによる色彩

情報向上による影響が出ていると考えられる．pix2pixの識

別精度が低いのは，学習データの影響を受け不自然な着色が

なされていることが原因だと考えられる．また，CycleGAN

は学習データの影響を受け少し不自然な着色がなされ識別

精度が低いが，CycleACGAN，CycleACVLADGANは学

習データの影響をあまり受けずに着色しており識別精度が

向上したと考えられる．
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discriminator の出力を用いる手法において，Cy-

cleACVLADGANによる識別精度が下がっているが，これ

は CycleACVLADGAN の discriminator の出力する特徴

ベクトルは学習データの影響を受けていると考えられる．

5.3.3 京都大学データセット

京都大学データセットに対する各手法の Acc(k)を表 3

にまとめる．また，図 14に GANの生成画像を示す．

従来手法 画像のドメイン変換と VLAD discriminatorの出力

k件 eye pix2pix CGAN CAGAN CAVGAN CAGAN CAVGAN

1 0.2903 0.0161 0.2581 0.2097 0.2581 0.0000 0.0968

2 0.3548 0.0161 0.2742 0.2581 0.2742 0.0000 0.1290

3 0.3548 0.0161 0.2903 0.2742 0.2903 0.0000 0.1452

4 0.3548 0.0323 0.3226 0.2903 0.3387 0.0000 0.1613

5 0.3548 0.0323 0.3226 0.3226 0.3710 0.0000 0.1613

表 3 京都大学データセットに対する Acc(k)

元画像 pix2pix CGAN CAGAN CAVGAN シーン画像
対応する

図 14 京都大学データセットに対する GAN の生成画像

従来手法が最も識別精度が高かった．VLAD特徴量を

用いる手法において，pix2pix による識別精度が非常に

低いことから，pix2pix は学習データの影響を多大に受

けていると考えられる．CycleGAN，CycleACGAN，Cy-

cleACVLADGANによる識別精度は pix2pixと比較すると

高いので，これら 3つの GANの画像変換は pix2pixより

は汎化性能が高いと考えられる．

pix2pix による生成画像は，まつげや虹彩のパターン

を多少取り除けているが，ぼやけていおり，不自然な着

色がなされている．この不自然な着色は学習データの影

響によるものと考えられる．CycleGAN，CycleACGAN，

CycleACVLADGANによる生成画像は，色彩情報がシー

ンに多少近づいているが，まつげや虹彩のパターンによる

影響はほとんど取り除けず、これらの影響で不自然な着色

がなされている．

GANの画像の生成結果が良くない原因として，GANの

学習に用いた 24/7 Tokyoディスプレイデータセットの角

膜表面反射画像は室内で撮影したが，京都大学データセッ

トは室外で撮影されたもので，赤外線の影響で虹彩のパ

ターンが強く出ていることや，まつ毛が多く含まれている

ことが考えられる．

6. 結論と今後の展望

本研究では，角膜表面反射画像からのシーン識別精度向

上を目的として，GANを用いて角膜表面反射画像をシー

ン画像のドメインに変換したものから抽出した VLAD特

徴量を利用するシーン識別を行う手法，及び，GANに入

力した角膜表面反射画像に対する GANの Discriminator

の出力ベクトルを特徴量としてシーン識別を行う手法を

提案した．実験では従来手法である角膜表面反射画像から

直接抽出した VLAD特徴量を用いてシーン識別と，提案

手法の精度の比較を行った．その結果，京都大学ディスプ

レイデータセットに対しては，CycleACVLADGANによ

る画像変換により従来手法より良い結果が得られた．しか

し，京都大学データセットにおいては，画像の見た目の品

質向上が行われたにもかかわらず，GANを用いた手法は

直接角膜表面反射を使用する方法よりも高い精度は得られ

なかった．その理由として，以下の問題点が考えられる．

( 1 ) pix2pixは完全には位置合わせができていないデータ

を用いて学習した場合，かなりぼやけた画像を生成

する．

( 2 ) CycleGANなどによる画像変換では，まつ毛が取り除

けず，その影響で不自然な着色を施すことがある．

( 3 ) 角膜表面反射画像に虹彩パターンがあまりでていない

学習データを用いて GANを学習させたため，強い虹

彩パターンをほとんど取り除くことができなかった．

これらの問題点の解決法として以下のことが考えられる．

問題点 1の解決法として，位置合わせをより正確に行っ

た学習データを用意することが考えられる．これには，2

つの方法が考えられる．1つ目は，本稿で述べた八面ディ

スプレイによる撮影においてインターバル間隔を短くする

という方法である．しかし，シャッタースピードを考慮す

ると，カメラのインターバル間隔とディスプレイの切り替

えのタイミングの制御がかなり困難になり，撮影に失敗す

るリスクが増える．2つ目は，位置合わせの手法で既存の

データセットを厳密に位置合わせする方法である．どちら

の手法を用いる場合でも，pix2pixは本研究における学習

データ数ではその影響を強く受けるので学習データをさら

に多く集める必要がある．

問題点 2の解決法として，2つの方法が考えられる．1つ

目は，まつ毛の影響を受けている学習データを増やすとい

う方法である．しかし，本研究における生成画像を見ると，

CycleGANは着色はできるが，形状を完全に変更するほど

の着色はできず，この解決法では，まつ毛の影響を本研究

による生成画像よりは取り除くことができるが，完全には

取り除けないと考えられる．2つ目は，まつ毛の位置を学

習データに加え，この情報を基に変換を学習できるネット
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ワークを用いるという方法である．しかし，人の手で行う

場合，まつ毛位置のアノテーションには高いコストがかか

るという問題がある．また，まつ毛の位置の取得にネット

ワークを利用する場合，どの程度の精度でまつ毛の位置を

取得できれば，GANの学習に利用できるかを検証する必

要がある．

問題点 3の解決法として，太陽光の赤外線により虹彩パ

ターンがはっきりと出ている撮影データを，学習データに

追加することが考えられる.しかし，その場合，室外での

撮影となり，本稿で述べた八面ディスプレイによる撮影の

ように大量のデータを低コストで集めることが困難である

と考えられる．
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