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概要：近年,ゲーム AI開発は深層強化学習が注目されており,従来に比べ高い汎用性を持った AIの開発が
進んでいる.代表的なものとして Deep Q Network(DQN)がある. DQNを始めとする深層学習を用いた汎
用的なゲーム AIはゲーム画面のみを入力とすることでゲームのルールにとらわれない汎用性を獲得した.

様々なゲームに適用可能であるが, Atari2600のMs. Pac-Manのようにあまりスコアの増加が見られない
ゲームもある.本稿は人間の視覚における性質をもとに従来の深層強化学習法が苦手としていたゲームへの
適応法を提案する. DQNは入力をゲーム画面全体としているが,人間は画面の中でも注視している部分と
そうでない部分があり,情報の鮮明さが違う.人間は画面内の重要な箇所を注視して情報を取り入れること
で効率的な学習を図っていると考えた.本稿は Ms. Pac-Manを対象として,視覚的顕著性モデルを使用し
てゲーム画面内の重要な情報を抽出することにより学習の効率化を図る.実験の結果,学習序盤でより早く
高いスコアを取るようになったことが確認できた.

General machine learning using visual saliency models
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Abstract: In recent years, deep reinforcement learning is gaining attention in game AI development, and
development of AI with higher general versatility than conventional ones is progressing. A representative one
is Deep Q Network (DQN). A general-purpose game AI using deep learning including DQN gained versatility
that is not limited by game rules by inputting only the game screen. Although it is applicable to various
games, there are games in which scores are not increased so much like Ms. Pac-Man in Atari 2600. In
this paper, we propose a method to improve learning in games which was difficult with conventional deep
reinforcement learning method, based on human visual characteristics. Although the input of DQN is the
entire game screen, human beings have places they often see in the screen and places they do not, and the
sharpness of information is different. We thought that human beings are learning efficiently by paying atten-
tion to important places in the screen and extracting information. In this paper, we try to improve learning
by extracting important information in game screen using visual saliency models. As a result of experiments
on Ms. Pac-Man in Atari 2600, the agent with proposed method got a higher score earlier in the learning
process.

1. はじめに

近年,ゲーム AI開発は深層強化学習が注目されており,

従来に比べ高い汎用性を持った AIの開発が進んでいる.深

層学習を用いることでゲーム画面のような大きな入力を

扱うことが容易になり,人間のような目からの情報を基に

した学習プロセスを実現できた. Mnihらは Q学習と深層
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学習を組み合わせた Deep Q Networkを提案し,実験では

Atari2600の複数のゲームにおいて,ルールを一切知らない

状態から人間よりも高いスコアを獲得するまでの成長を見

せた??.さらに Hasseltらにより提案された Double Deep

Q Network(DDQN)は, DQNの誤差の増大を抑え過度に

価値が評価される現象を抑制し,平均して DQNより高い

パフォーマンスを見せた?.さらに派生手法が数多く提案さ

れており,汎用性を獲得しつつもより強力になっている.

しかしゲームによっては人間を超えるほど強くなるもの

の,全てのゲームを上手く学習できるわけではない. Mnih
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らの実験では Atari2600 の中で Ms. Pac-Man や”Mon-

tezuma’s Revenge”などのゲームでは人間には遠く及ばな

いスコアしか獲得できなかった?. DQNはゲーム画像を深

層学習により解析し,そこにランダムな試行を繰り返すこ

とで各状態に対する最適な行動を学んでいく.このとき画

面遷移の幅が小さいほど学習は進みやすくなる.ある状態

の最適行動を学んでも画面変化のランダム性が高いと学習

された経験が活かされにくくなる. Ms. Pac-Manでは目の

前の敵に接触し死亡した経験を得ても,その状況が活かさ

れるのは敵が似たような配置にあるときであり,異なった

場所にいると別の状態と識別される可能性が高くなる.こ

のように画面内の変化するオブジェクトやそれらのランダ

ム性に対応させる手法が必要である.

DQNは Atari2600の複数のゲームで人間を上回る成果

を見せた.しかし DQNと違い,人間は全くプレイできない

ゲームはなくほぼ全てのゲームである程度のスコアを獲得

する.ランダム性が高いオブジェクトが存在するゲームで

も, DQNより短い時間でゲームの特徴を掴んでいく. 人間

のゲームプレイを考えると,人間の入力のとり方は DQN

と違いがある. DQNではゲーム画面全ての画像を入力と

しているが人間は画面全体は見ていない.人間は目をむけ

注視することで先の物体からより多くの情報を得る.ゲー

ム画面においても同様であり情報を鮮明に取得している箇

所とそうでない箇所が存在する.画面内の重要な箇所の情

報を抽出しているため効率的にゲームの特徴を獲得できる

のだと考えられる.

画像解析の分野では,画像内の人間が見る場所を推定す

る研究が盛んである.画像の色やエッジなどの特徴量から計

算した人間の注視度を顕著性と言い,このモデルから得ら

れる顕著性マップからは画素ごとに人間が注視する確率を

得ることができる?.数多くの手法が存在するが,それらの

手法をゲームに適用させる研究は少ない.本稿では顕著性

マップを用いた入力画像の前処理方法を提案することで更

に人間に近く汎用的な学習方法を検討する.深層強化学習の

うち DQNと DDQNを用いて Atari2600のMs. Pac-Man

を対象として実験を行い,提案手法の優位性を検討する.

2. 深層強化学習

強化学習とは,エージェントが与えられた環境を観測し

て,そこに行動を加えた結果を元に,価値が最大化する行動

を学んでいく学習プロセスである. この強化学習に深層学

習の手法を組み合わせたものが深層強化学習である.ここ

では深層強化学習の代表的な手法であり, 本稿で用いてい

る Deep Q Networkと Double Deep Q Networkについて

紹介する.

2.1 Deep Q Network

Mnihらにより提案された Deep Q Network(DQN)は強

化学習の 1つである Q学習における行動価値関数を多層

畳み込みニューラルネットワーク用いて近似した手法であ

る?.深層学習を用いることでゲーム画像のような次元の大

きな入力でも上手く学習できるようになった. DQNはゲー

ム画像だけを入力としており,ゲームのルールを教えられ

なくても画像の変化と報酬から最適方策を策定することが

できるため,従来以上の汎用性を持っていると注目を浴び

た.2015年のMnihらによる実験では, Atari2600のゲーム

の多くで人間レベルのプレイを見せ,いくつかのゲームで

は人間を上回るスコアを獲得した?. DQN は様々な方法

で改良され, Double Deep Q Networkや Dueling Deep Q

Networkなどのより強力な手法も提案されている??.

2.2 Double Deep Q-Network

DQNは,誤差計算時に目標値が大きすぎると,前の状態

を過大評価してしまうという問題があった. Hasseltらによ

り提案された Double Deep Q Network(DDQN)は, DQN

における行動価値観数 Q を Qθ−1 とそのコピーの Qθ で

分け,st+1 でとるべき行動を Qθ で決定し, その評価値を

Qθ−1 で出力してQθ を更新した?.これによりDQNの誤差

の増大が抑えられ過度に価値が評価される現象が抑制され

た.実験では Atari2600の多くのゲームで DQNより高い

パフォーマンスを見せた.

3. 深層強化学習の難しさ

DQNやDDQNはAtari2600の多くのゲームで人間より

も高いスコアを獲得した.しかしゲームによっては人間レベ

ルに達しないものもあり,全てのゲームで上手くいくわけ

ではない.ゲームによりスコアの増加に違いが現れる要因

として,ゲーム画面の情報量が挙げられる. DQNやDDQN

はゲーム画像を深層学習により解析しランダムに試行する

ことで,その画像の状態に対する最適な行動を学んでいく.

このときゲーム画面の変化幅が大きいほど状態数が増えて

いき,学習は進みにくくなる.学習が上手く行く例として,

Mnihらの Atari2600を用いた実験で高いスコアを獲得し

た Breakoutを挙げる.図 1は Breakoutのゲーム画面上で

変化するオブジェクトを示したものである. Breakoutでは

画面上で変化するものはバーとブロックとボールのみであ

る.画面内のオブジェクトが少ないため,状態数も少ない.

また Breakoutはオブジェクト数だけでなくランダム性も

少ない. Breakoutでは図 1の状況で自分が操作するバー

以外に変化するものはボールのみである.このボールにラ

ンダム性はなくボールの進む方向に変化するだけであるの

で, この後に観測される状態はごくわずかに限られる. こ

のように状態変化の幅が小さいゲームでは学習が進みやす

く,短い時間でも高いスコアを獲得しやすい. 対してMnih

らの Atari2600を用いた実験でスコアが低かったゲームと

してMs. Pac-Manを挙げる.図 2はMs. Pac-Manのゲー

The 23rd Game Programming Workshop 2018

© 2018 Information Processing Society of Japan - 24 -



ム画面で変化するオブジェクトを示したものである. Ms.

Pac-Manは画面上をプレイヤーが操作するパックマンと

敵キャラクターが最大 4対動く. Breakoutよりもオブジェ

クト数が多く,状態数も多い.また,この敵はある程度ラン

ダム性を持って動くためこの状態から遷移する状態の数は

Breakoutに比べ遥かに多くなる.オブジェクトが多く,さ

らにランダム性も加わると,ゲーム内で同じ状況が繰り返

されることは難しくなり,学習が進みにくくなる.図 2では

画面下にいるパックマンが水色の敵のすぐ右隣に位置して

いる.このとき次の瞬間に左に進み敵に接触し死んだと仮

定すると,次に同じ画面下でパックマンと水色の敵が接触

しそうになっても,その他の赤・黄・ピンクの敵の配置が

異なれば別の場面と認識される確率が高くなる. ゲームに

おいて重要な情報が,その他の重要度の低い情報に引っ張

られて学習が進まなくなってしまう. Ms. Pac-Manのよう

なゲームでは目の前にいる敵に接触し死亡した,または目

の前のアイテムを取得すると報酬が増加したなどのゲーム

攻略に重要な情報を抽出して記憶することができなければ

攻略することは難しい.

図 1 Breakout の画面変化

図 2 Ms. Pac-Man の画面変化

4. 関連研究

Yuezhang らにより, オブジェクト認識処理を深層強化

学習に適用させる試みがあった?. Atari2600のいくつかの

ゲームを対象として,オブジェクトの情報を入力に付加して

より高いパフォーマンスを実現させた.画面内のオブジェ

クト画像を予め用意しテンプレートマッチングにより入力

画像内のオブジェクトを抽出する.そしてイメージ内で k

個のオブジェクトが検出されたとすると, k個の追加のチャ

ネルを元のイメージの RGBチャネルに追加する.各チャ

ネルは単一のオブジェクトを表し,各チャネルでは検出さ

れたオブジェクトに属するピクセルに対し,対応する位置

に 1を割り当て,そうでない場合は 0を割り当てる.これに

よりオブジェクトの位置と属性を入力に付加する.このオ

ブジェクト情報を加味した深層強化学習は,オブジェクト

情報を付加しないものよりも優れたパフォーマンスを示し

た. 5つの Atari2600ゲームで実験が行われ,各ゲームで 1

％から 20％スコアが上昇した. Ms. Pac-Manでは対象の

ゲームの中で最も高い 20％のスコアの上昇が見られた.

オブジェクトを抽出することでオブジェクトの場所や属

性といったゲーム攻略に重要な情報を抽出でき,これによ

り効率的に学習が進んだのだと言える.しかし, Yuezhang

らはオブジェクト情報の抽出は各ゲームのオブジェクト画

像を用いたテンプレートマッチングに拠るものであった.

これは各ゲームに個別のタスクとなっており,汎用性とい

う観点ではあまり優れていない.

5. 人間のゲームプレイ

では人間はMs. Pac-Manのようなゲームをどのように

プレイしているのだろうか.人間のゲームプレイを考える

と,人間とDQNやDDQNには入力のとり方に違いがある.

DQNやDDQNはゲーム画面全体を入力としているのに対

し,人間は画面全体は見ていない. Ms. Pac-Manであれば,

自機キャラクターや近い場所にいる敵,近くのアイテムな

どをよくみてプレイするであろう.遠くの敵はぼんやりと

見ており,自機の近くを注視することが多いと考えられる.

このように人間にはゲーム画面内でも状況によりよく見る

箇所とそうでない箇所が存在し, 重要でないと判断した部

分の情報を削り,重要な箇所の情報を鮮明に取り入れるこ

とで情報量が多いゲームでも効率的に学習していると考え

られる.

6. 視覚的顕著性

人間は,目に写った映像から重要だと思われる箇所を瞬時

に判断してその部分を注視している.この機能をコンピュー

タ上で実現するための研究が盛んに行われており,様々な

計算モデルが存在する.様々な画像特徴量をもとに計算さ

れ推定された「注視される確率を表す画像」を顕著性マッ

プと呼ぶ. Ittiらが提案した計算モデルが最も広く知られ

ており, 初期視覚系の生理学的知見に基づき, 色や傾きと

いった基本的な視覚属性の顕著性,すなわち目立ちやすさ

の分布を計算し,これに基づいて顕著度の計算を行ってい

る?．この手法は様々な形で改良されており,グラフベース

のアプローチに拠るモデルが提案されている. Houらによ

るモデルは用いる特徴は Ittiらと同様であるが,対象物体で
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はなく背景の特徴に着目して,周波数スペクトルを用いて

いる?. 近年では動画像における視覚的顕著性や,オブジェ

クトを識別することを目的とした物体認識にも応用されて

いる.

このような手法はゲームに適用された事例は少ない.本稿

では視覚的顕著性を求める計算モデルのうち,スタンダード

とされる Ittiらの計算モデル,及び Ittiらを基にした Hou

らのモデルをDQN, DDQNに組み込むことで,学習の効率

化を図る.

7. 提案手法

本稿では顕著性マップを用いた入力画像の前処理方法を

提案する.まずゲーム画面画像を取得後, 顕著性計算モデ

ルを用いて顕著性マップを作成する.顕著性マップは画素

ごとに注視されやすさが数値として表現されており,一定

値以上もしくは最大値を注視部分とする.注視されると推

定された箇所以外にはフィルタをかけぼかし効果を入れ

情報を落とす.フィルタは注視箇所から離れるごとに強く

していき, 遠くの情報ほど多く減らしていく. 注視箇所が

自機周辺の場合, 近くの敵の情報は鮮明に残るが, 遠くの

敵やアイテムの情報はフィルタによりぼやけたものとな

る.この処理を施した画像を従来の深層強化学習に入力と

して与える. この処理を加えることで, 画像中の変化が抑

えられ学習がより進むと考える.この処理を加えた DQN

及び DDQNを本稿では Saliency DQN(S-DQN), Saliency

DDQN(S-DDQN)とする.

8. 事前実験

顕著性計算モデルを用いて正しく注視箇所を推定できる

か実験を行った. Ms. Pac-Manにおいて自機が最も重要で

あり注視されるべき箇所であると考え,どの計算モデルが最

も自機を注視箇所と推定できるか調べた.計算モデルは Itti

らのモデルと Houらのモデルを使用した. Ms. Pac-Man

のゲーム画像をランダムに 100枚用意し,モデルよりそれ

ぞれの顕著性マップを作成した.そしてマップ上の注視確

率が 0.9以上の画素を注視箇所としてその画素を中心とす

る半径 20の円を描画した.その後目視により 100枚の画像

の内, 自機キャラクターを含む箇所に円を描画している画

像を調べた.図 3,図 4は実験結果の一部である.図 3では

画面中央のパックマンが, 赤い円で囲まれている.赤い円の

中心が注視画素であり, 赤い円の付近を見る確率が高いこ

とを表している.図 4は画面内の離れた複数の箇所が注視

点と推定されたゲーム画像である.状況により自機だけで

なく敵も赤い円で囲まれ,あまり人間が見るとは考えられ

ない画面下の部分も注視点と推定されている.実験の結果,

Houらのモデルでは全ての画像で自機を含んだ箇所を注視

箇所と推定できていた.画像により自機が抽出されないこ

ともあったが 100枚中 96枚で円の内に自機が含まれてい

た. Ittiらのモデルは自機を注視箇所としたものは半分ほ

どであった.

また Houらのモデルにおいて,顕著性マップの最大値を

注視箇所として実験を行った.図 5は自機が円に含まれて

いるが, 図 6は離れた敵に円が描かれている.最大値だけ

を取ると, 確率 0.9以上を注視箇所とした時に比べ自機が

含まれないことが多かった.結果として 100枚中 70枚の画

像で自機を抽出していた.以上の結果より,顕著性計算モデ

ルはMs. Pac-Manでは Houらの計算モデルが優れている

ことが確認できた.最大値を注視点とすると,自機が含まれ

ない可能性が高くなったが, 70％の確率で自機を注視点と

推定できていた.ただし計算モデルを適用し,顕著性マップ

から注視点を推定するまでの実行時間は,最大値のみの抽

出の場合,注視点を複数設けた場合に比べ 3倍以上高速で

あった.

図 3 Ms. Pac-Man の画像に視覚的顕著性モデルを適用し, 注視確

率 0.9以上の画素を中心に円を描画した画像 (自機付近のみが

抽出された場合)

図 4 Ms. Pac-Man の画像に視覚的顕著性モデルを適用し, 注視確

率 0.9以上の画素を中心に円を描画した画像 (離れた複数箇所

が抽出された場合)
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図 5 Ms. Pac-Man の画像に視覚的顕著性モデルを適用し, 注視確

率が最大値の画素を中心に円を描画した画像 (自機のみが注視

箇所と推定されている場合)

図 6 Ms. Pac-Man の画像に視覚的顕著性モデルを適用し, 注視確

率が最大値の画素を中心に円を描画した画像 (自機以外が注視

箇所と推定されている場合)

9. 実験

表 1に実験環境を示す.また,表 2に用いた内部手法及び

パラメータの値を示す. Chainer及び Chainerの強化学習

用ライブラリである ChainerRL,そして強化学習用プラッ

トフォームであるOpenAIgymを使用して実験を行った [1].

実験対象としてMs. Pac-Manを選択した. Ms. Pac-Man

はMnihらの実験において Atari2600のゲームの中でスコ

アが低く,十分な学習ができていなかったためである?.学

習手法は DQN, DDQN, S-DQN, S-DDQNを用いた.ネッ

トワーク構造は 2015年のMnihらの実験と全て同じもの

を使用し,表に示すようにMnihらの実験と同様のものを

使用した?.学習プログラム内部で使用したパラメータの値

についても同様である.

顕著性計算モデルは第 8章で述べたように Houらのモ

デルを使用し, OpenCVの saliencyモジュールを使用した.

注視箇所は顕著性マップの最大値とした.注視箇所を複数

箇所とすると, 最大値の一点のみとしたものより学習時間

が約 3倍長くなったため,時間の都合上本稿ではより高速

な最大値のみを注視点と推定する方法で実験を行った.顕

著性モデルより得られた注視画素を中心とした縦横 30ピ

クセルをフィルタをかけずに入力とした.その範囲から縦

横 30ピクセルずつ拡大し 5× 5のフィルタを用いてガウ

シアンフィルタを適用した.さらに縦横 30ピクセルごとに

フィルタをかける範囲を拡大していく.フィルタ範囲を拡

大するごとにフィルタサイズを 10× 10, 15× 15と増やし,

より情報をぼかしていった.図 7のゲーム画面画像に処理

を加えたものが図 8である.図 8のような画像を状態とし

て与え,直近 4フレームの画像を畳み込みニューラルネッ

トワークに入力した.ゲーム開始から死ぬまでを 1ステッ

プとし,用いた 4手法でそれぞれ 15000ステップ学習させ

た.また,50ステップごとに 10回のテストプレイをさせそ

の平均スコアを記録した.また,学習後のモデルを使用して

Ms. Pac-Manを 50回プレイさせそのスコアを記録した.

表 1 実験環境
OS Ubuntu16.04LTS

GPU G-Force GTX 1070

言語 Python2.7

ライブラリ Chainer4.3.0

ChainerRL0.3.0

OpenCV3.3.0

表 2 パラメータおよび使用手法
割引率 0.99

学習係数 0.1

行動決定 ε-Greedy 法

活性化関数 ReLU

optimizer RMSprop

図 7 Ms. Pac-Man のゲーム画像
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図 8 図 7 に提案する前処理を施した画像

10. 結果

図 9学習中の報酬推移を表している.横軸は学習ステッ

プ数で, 50ステップごとに 10回テストプレイを行った.縦

軸は 10 回のテストプレイの平均報酬である. グラフは区

間 10で移動平均を取ったものである. 15000ステップの学

習には, DQNと DDQNは約 2日間, S-DQNと S-DDQN

は約 5日間の時間を要した.また,表 3は学習済モデルに

Ms. Pac-Man を 50 回プレイさせた時の平均スコアであ

る.図 9では学習序盤は S-DQN, S-DDQNが従来の DQN,

DDQNに比べ早い段階でスコアが増加した.その後 DQN

及び S-DQNでは 10000ステップのあたりでスコア上昇が

停滞した. DDQN及び S-DDQNはどちらも 5000ステッ

プの付近から停滞している.表 3では DQNと DDQNでは

100点近くの差があるが, DQNと S-DQN, そして DDQN

と S-DDQN はどちらもスコアの大きな違いは見られな

かった.

図 9 15000ステップ学習時の 50ステップごとのテストプレイにお

ける平均報酬 (区間 10 で移動平均をとったグラフ)

表 3 学習後モデルにMs. Pac-Manを 50回プレイさせたときの平

均スコア
DQN S-DQN DDQN S-DDQN

659 627 754 789

11. 考察

図 9より, DQN, DDQNに比べ, S-DQN, S-DDQNはど

ちらも早い段階から報酬が増加している.従来の DQNと

DDQNは序盤に少し停滞し,1000ステップのあたりで徐々

に報酬が伸びているのに対し,提案手法を組み込んだもの

はどちらも学習開始からすぐに報酬が増加している.これ

は提案手法により入力であるゲーム画像の変化が抑えられ

学習が効率的に進んだためではないかと考える. DQNや

DDQNはゲーム画面だけを入力として学習するため,画面

の情報を減らすと学習が進まなくなるおそれがある.しか

し S-DQNと S-DDQNは画面の情報を減らしても従来と同

程度の強さになった.これは視覚的顕著性モデルを用いて

重要な情報を正しく抽出することができたためだと考える.

S-DDQNは学習中盤以降の報酬は増加が止まり,従来の

手法に追いつかれている. YuezhangらのMs. Pac-Manを

対象とした実験でも,用いた内部ネットワークやパラメー

タが違うため本稿とスコアに差があるが,どの手法も 200

万フレームあたりで学習が停滞していた.このように DQN

のような学習手法ではMs. Pac-Manの学習にはスコアの

上昇がある程度で停滞する傾向があると思われる.

本実験では学習時間の都合上注視点を一点のみとしたた

め,自機以外に注視点が選ばれることがあった.事前実験で

は注視確率 0.9以上の点を抽出したところほぼ全てで自機

を含んだ箇所を注視点と推定することができていたため,

そちらの条件で実験を行うことで,本実験以上の報酬増加

が見られるのではないかと考える.

12. まとめ

本稿では,視覚的顕著性計算モデルを用いてゲーム画面

内の自機や敵などの重要な情報を抽出することで, DQN

や DDQNの効率的な学習を促すことができると考え実験

を行った.具体的には Houらの視覚的顕著性モデルを用い

てゲーム画像の注視箇所を推定し,その箇所以外の情報を

フィルタによりぼかしてエージェントへの入力とした.結

果として,従来の手法に比べ学習序盤により早くスコアが

上昇した.本手法により, DQNと DDQNのより早い学習

を促進することができたと思われる.本稿では顕著性マッ

プの最大値のみを注視点としていたため, 注視点を一定値

以上として複数設けて重要な情報を全て抽出することで,

さらなる報酬が増加すると考える.

13. 今後の展望

注視箇所を複数個として学習させる.また本稿と同じ条

件で複数回実験を行い,スコアの推移を確認する必要があ

る.そしてMs. Pac-Man以外にも, Mnihらの実験におい

てスコアが増加が見られなかったゲームを対象として実験

を行い学習を促進できるか検証したい.
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