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CTC音響モデルのためのシーケンスレベル知識蒸留法の
検討

高島 遼一1,†1,a) 李 勝1 河井 恒1

概要：本報告では，CTC音響モデルのための知識蒸留法について検討する．従来の知識蒸留法では音声フ

レームごと独立に，教師モデルとのクロスエントロピーを最小化することで生徒モデルを学習しているが，

我々の先行研究により，従来のフレームレベルでの知識蒸留法は CTC音響モデルには有効に働かず，発

話シーケンス単位でクロスエントロピーを最小化するシーケンスレベル知識蒸留法であれば有効に働くこ

とが明らかとなった．本報告では，シーケンスレベル知識蒸留法の実装方法として，N-bestベースの手法

とラティスベースの手法について検討し，比較を行う．またモデル圧縮実験および耐雑音音響モデル学習

の実験において，シーケンスレベル知識蒸留法の性能を評価する．
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1. はじめに

音声認識の分野において，従来の deep neural network-

hidden Markov model (DNN-HMM)ハイブリッドモデル

に代わる音響モデルとして，connectionist temporal clas-

sification (CTC) [1], [2] を用いた音響モデルが研究されて

いる [3], [4], [5], [6], [7], [8], [9], [10], [11]．DNN-HMMで

は，音声の各フレームに何らかのラベルが付与されること

を前提としているため，学習時にはフレームごとのラベル

情報が，音声認識時には HMMを用いてフレームごとの

ラベル推定値から最終的な出力系列への変換が必要であ

る．一方 CTCの枠組みでは，フレームごとにラベルを付

与することは前提としておらず，音声系列から直接出力系

列を推定する recurrent neural network (RNN) を学習し，
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従って認識時は HMMによるネットワーク出力の変換が

不要である．また DNN-HMMではラベルが，例えばトラ

イフォンの HMM状態のような時間的に細かい単位で定

義されているのに対して，CTCではフレーム単位でラベ

ルを定義する必要がないため，モノフォンや文字，単語と

いった時間的に粗い単位でラベルを定義することが可能

である．以上の特徴から，CTCは辞書や言語モデルを用

いない End-to-end音声認識 [10], [11]や，音響イベント検

出 [12], [13]など様々な用途に用いられている．

知識蒸留 (knowledge distillation; KD)[14], [15] は

teacher-student学習とも呼ばれる，ニューラルネットワー

クの学習方法の一つである．KDは，あるモデル (生徒モ

デルと呼ぶ)を学習する際に，正解ラベルを教師信号にす

る代わりに，生徒モデルよりも高性能なモデル (教師モデ

ル)の出力を教師信号とすることで，生徒モデルを教師モデ

ルの性能に近くなるように学習する手法である．KDは主

にニューラルネットワークのモデル圧縮に使われており，

そこでは高性能・大規模なモデルを教師モデル，小規模な

モデルを生徒モデルとしている [16], [17], [18], [19]．また，
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耐雑音音響モデルの学習にも使われている [20], [21], [22]．

そこではクリーン音声と雑音音声のパラレルデータを用意

し，クリーン音声を用いて学習させたモデルを教師モデル

として，雑音音声を用いて生徒モデルを学習させることで，

従来のマルチコンディション学習よりも良い性能を示すこ

とが報告されている．

KDは DNN-HMMを用いた音声認識において効果があ

ることが報告されているが，CTC音響モデル対してはむし

ろ性能が劣化してしまった例が報告されている [23]．CTC

にKDが適用できれば，例えば，認識率は高いがリアルタイ

ム処理が困難な bidirectional-RNNベースのCTCを教師モ

デルとして，unidirectional-RNNベースの CTCを学習す

ることで，高性能かつリアルタイム処理可能な End-to-end

音声認識の実現などの応用が期待される．そこで我々の先

行研究 [24]では，CTC音響モデルのための KD手法とし

て，フレームレベルの KD方式とシーケンスレベルの KD

方式を検討した．フレームレベルKDは従来のKD方式と

同様に，フレームごとに教師・生徒モデルのクロスエント

ロピーを最小化することで学習を行う．一方シーケンスレ

ベル KDは発話シーケンス単位でクロスエントロピーを最

小化する．比較実験の結果，従来のフレームレベル KDは

CTCに適用すると性能が劣化し，シーケンスレベルKDで

あれば CTCの性能を改善可能であることを明らかにした．

我々の先行研究では，シーケンスレベル KD 方式とし

て N-bestベースの手法を提案したが，この手法は通常の

CTCの学習に対して処理量がN倍 (NはN-best仮説の数)

に増えるため，学習に要する時間の問題により，仮説数と

性能の関係が評価できていなかった．本報告では，N-best

ベースの手法を GPUで効率的に計算させることで，先行

研究時よりも多くの仮説数で評価を行った．さらに計算効

率化のため，ラティスベースの手法を提案し，N-bestベー

スの手法と認識率・処理速度の観点で比較を行う．また，

モデル圧縮の実験と耐雑音音響モデル学習の実験を行い，

提案手法の有効性を確認する．

2. 関連研究

2.1 Connectionist temporal classification

一般に，音声認識ではフレームごとに得られるラベル

（パス π と呼ぶ）を，フレーム数以下の長さのラベル系列

lに変換する必要がある．CTC[1]では，同一ラベルの繰り

返しの削除と blankラベル (=ラベル無し)を導入すること

で，パスからラベル系列への変換を行っている．ここで，

この変換関数を B (ただし l = B(π))と定義する．同一の
ラベル系列を出力するパスは複数存在するため，音声系列

xを入力したときのラベル系列 lの出力確率は，そのラベ

ル系列に変換される全パスの出力確率の総和で表される．

p(l|x) =
∑

π∈B−1(l)

p(π|x) (1)

パス πの出力確率は以下のように計算される．

p(π|x) =
T∏
t

ytπt
(2)

ここで ytπt
はフレーム tにおける RNNの πt に関するノー

ドの出力値を表す．T はフレーム数である．

CTC音響モデルは，ラベル系列に対する尤度最大基準

から導出される，以下の損失関数を最小化するように学習

する．

LCTC = −
∑

(x,l)∈Z

ln p(l|x) =
∑

(x,l)∈Z

FCTC(l|x) (3)

Z は学習データのセットを表す．FCTC(l|x) = − ln p(l|x)
は発話ごとの損失関数で，3節での説明のため定義してい

る．ラベルを kとしたとき，back propagation に必要とな

る，出力ノード ytk に関する LCTC の勾配は以下のように

計算される．

∂LCTC

∂ytk
= − 1

p(l|x)
1

ytk

∑
π:(B(π)=l,πt=k)

p(π|x) (4)

∑
π:(B(π)=l,πt=k) p(π|x)は，ラベル系列 lを出力し，かつフ

レーム tにおいてラベル kを通る全てのパスの確率総和を

意味する．この確率は forward-backwardアルゴリズムに

よって次式のように計算される．∑
π:(B(π)=l,πt=k)

p(π|x) =
∑

s:(ls=k)

αt(s)βt(s)

yts
(5)

αt(s)，βt(s)はそれぞれ，t番目のフレームにおいて，ラベ

ル系列 l中の s番目のラベルを通るパスの前向き，後ろ向

き確率である．s : (ls = k)は l内におけるラベル kの位置

を表す．forward-backwardアルゴリズムの詳細は文献 [1]

を参照されたい．

2.2 知識蒸留

知識蒸留 (KD)[15]はニューラルネットワークの学習方

法の一つで，あるモデル (生徒モデル)を学習する際に，正

解ラベルを教師信号にする代わりに，生徒モデルよりも高

性能なモデル (教師モデル)の出力を教師信号とすること

で，教師モデルと似た識別能力を持つ生徒モデルを学習さ

せるという手法である．KDではまず正解ラベルを用いて

教師モデルを学習させる．そして学習データに対する教師

モデルの出力 (確率分布)を用いて，生徒モデルをクロスエ

ントロピー基準により学習させる．

LKD = −
∑
l

ptea(l|x) ln pstu(l|x) (6)

ptea(l|x)および pstu(l|x)は，それぞれ教師モデルおよび生
徒モデルによって推定された，入力 xに対するラベル lの

出力確率を表す．

音声認識における主な従来研究では，式 (6)をフレーム
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of label sequence
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probability

hypothesis of label sequence

Probability distribution 
of label sequence

CTC mapping

図 1 CTC モデルのためのシーケンスレベル KD 方式

単位で定義し，クロスエントロピー学習によるDNN-HMM

に対して適用している．一方，MMI学習への適用 [25]や，

機械翻訳における attentionモデルへの適用 [26]を目的と

したシーケンスレベルでの KD方式も提案されており，そ

こではラベル単体ではなく，ラベル系列の出力確率分布を

用いて，クロスエントロピーを計算している．

3. CTC音響モデルのためのシーケンスレベ
ルKD

3.1 概要

我々の先行研究 [24]では，CTC音響モデルのためのKD

手法を検討し，従来のフレームレベルの KD方式をそのま

ま CTCモデルに適用しても有効に働かないが，一方シー

ケンスレベルの KD方式であれば有効に働くことを明らか

にした．本報告ではシーケンスレベル KDの実装方法につ

いてさらに検討する．図 1 に CTCモデルのためのシーケ

ンスレベル KD方式の概要を示す．関連研究 [25], [26]に

倣って，まず学習済みの教師 CTCモデルを用いて，学習

データに対するラベル系列の仮説とその出力確率を求め

る．そして得られた仮説と出力確率を用いて，生徒 CTC

モデルを，次式で定義されるシーケンス単位のクロスエン

トロピーを最小化することで学習する．

LCTC−KDseq = −
∑
x∈Z

∑
h∈H

ptea(h|x) ln pstu(h|x) (7)

hは入力系列 xに対するラベル系列の全仮説 H中のある
仮説を表す．ptea(h|x)および pstu(h|x)はそれぞれ教師モ
デルおよび生徒モデルによって推定された，仮説 hの出力

確率を表す．式 (7)は，次式のようにも表現できる．

LCTC−KDseq
=

∑
x∈Z

∑
h∈H

ptea(h|x)FCTC(h|x) (8)

よって，CTCのためのシーケンスレベル KDの損失関数

は，各仮説を正解ラベル系列と見なしたときの CTCの損

失関数を，その仮説の出力確率を重みとして加重平均し

たものと言える．ここで，全ての仮説に対する出力確率

ptea(h|x)を展開することは現実的に困難なため，限定され
た個数の仮説を用いて近似的にシーケンスレベル KDを実

現することが求められる．本研究では，N-best仮説を用い

た実装方法と，ラティスを用いた実装方法を検討する．

3.2 N-bestベースのシーケンスレベルKD

N-best ベースのシーケンスレベル KD では，式 (8) を

N-best仮説，すなわち出力確率の最も高い N 個の仮説の

みを用いて近似する．

L̃CTC−KDNbest
=

∑
x∈Z

N∑
n=1

p̃tea(hn|x)FCTC(hn|x) (9)

hn は，N-best仮説中の n番目の仮説を表し，p̃tea(hn|x)
は次式を用いて確率の総和が 1となるよう正規化した出力

確率を表す．

p̃tea(hn|x) =
ptea(hn|x)∑N
n=1 ptea(hn|x)

(10)

back propagation に必要となる，ytk に関する勾配は以下

のように計算される．

∂LCTC−KDNbest

∂ytk

= −
N∑

n=1

p̃tea(hn|x)
1

pstu(hn|x)
1

ytk

∑
π:(B(π)=hn,

πt=k)

p(π|x) (11)

式 (3)と式 (9)，および式 (4)と式 (11)より，N-bestベー

スのシーケンスレベルKDは，N-best仮説の分だけ FCTC

あるいは
∑

π:(B(π)=hn,πt=k) p(π|x)を従来の CTCの学習

方法で用いられている forward-backwardアルゴリズムを

用いて計算し，各仮説の確率で加重平均を取ることで実装

できる．そのため，N-bestベースのシーケンスレベル KD

は実装が比較的簡単である反面，従来の CTC学習と比べ

て計算量が N倍に増えるという欠点がある．各仮説に対

する FCTC は仮説ごと独立に計算可能のため，GPU上で

並列計算させることで，一定数の仮説を用いる限りでは学

習時間の増大を抑えることが可能である．しかし用いる

N-best仮説の数が増えるにつれて GPUコア数の圧迫によ

る学習速度低下や，メモリ不足に陥るため，現実的に使用

可能な仮説数は限られる．

3.3 ラティスベースのシーケンスレベルKD

N-best仮説はそれぞれ類似したラベル系列になりがちな

ため，仮説ごと独立に forward-backward計算をすると，重

複した計算がしばしば含まれる．そこでラティスベースKD

は複数の仮説をグラフ化し，グラフ上で forward-backward

計算を行うことで，同一計算の重複を防いで計算を効率

化する．通常の CTC学習，N-bestベース KD，ラティス
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図 2 通常の CTC 学習，N-best ベース KD，ラティスベース KD

それぞれにおける forward-backward 計算の概念図

ベース KDそれぞれにおける forward-backward計算の概

念図を図 2に示す．図の例では “CAT”と発声された音声

に対して，“CAT”，“CUT”，“AT”の仮説が教師モデルか

ら推定されている．N-bestベース KDでは各仮説独立に

forward-backward計算を行うのに対して，ラティスベース

KDでは，初期状態から ‘C’への遷移や ‘T’から終了状態へ

の遷移など，各仮説で共通する部分の計算が 1回で済む分，

仮説が増えても計算量の増大が抑えられると期待される．

ラティスベースでの forward-backwardアルゴリズムを

説明する．まず計算効率化のため，ラティスデータは事前

に「遷移先ステート ID > 遷移元ステート ID」となるよう

にソートしておく．従来の CTC の forward-backward に

おいて，ラベル系列の各ラベルの間に blankを挿入してい

たのと同様に，ラティスベース forward-backwardにおい

ても，ラティスの各ステートの間に blankを挿入したグラ

フ (拡張ラティスと呼ぶことにする)を考える．ラティスの

ステート IDを n = 0, . . . , N としたとき，拡張ラティスの

ステート IDは 2nであれば非 blankラベル，2n + 1なら

blankラベルが割り当てられる．

前向き確率計算

前向き確率 αt(s)の計算について説明する．まず初期化

として t = 0の前向き確率を以下のように定義する．

αt(0) = 0, αt(1) = yblkt

αt(2n) = y
lab(n)
t ptea(n|0), αt(2n+ 1) = 0

(12)

yblkt は blank に関するネットワーク出力，y
lab(n)
t は n ス

テートに割り当てられたラベルに関するネットワーク出力

を表す．0ステートは初期状態でラベルが存在しないため，

αt(0) = 0とする．ptea(n|m)はmステートから nステー

トへの遷移確率で，m = 0のとき，つまり初期状態からの

遷移確率と，n = N のとき，つまり終了状態へ遷移確率の

み，1か 0の 2値をとる．

次に t > 0の場合を以下のように定義する．

αt(0) = 0, αt(1) = yblkt αt−1(1)

αt(2n) = y
lab(n)
t

(
αt−1(2n)

+
∑

m∈1:n−1
lab(n) ̸=lab(m)

ptea(n|m)(αt−1(2m) + αt−1(2m+ 1))

+
∑

m∈1:n−1
lab(n)=lab(m)

ptea(n|m)αt−1(2m+ 1)

)

αt(2n+ 1) = yblkt (αt−1(2n) + αt−1(2n+ 1)) (13)

従来の CTC学習と異なり，ラティスベース方式では nス

テートへ遷移するステートは複数存在し得るため，遷移元

m ∈ 1 : n− 1で総和を取っている点が，従来 CTC学習に

おける前向き確率計算との違いである．

後向き確率計算

後向き確率 βt(s)の計算について説明する．入力信号の

最終フレーム t = T − 1における後ろ向き確率を以下のよ

うに定義する．

βt(2n) = y
lab(n)
t ptea(N |n)

βt(2n+ 1) = yblkt ptea(N |n) (14)

ptea(N |n)は終了状態への遷移確率で，1か 0の 2値をと

る．また，ptea(N |N) = 0である．

t < T − 1の場合は以下のように定義される．

βt(2n) = y
lab(n)
t

(
βt+1(2n) + βt+1(2n+ 1)

+
∑

m∈n+1:N−1
lab(n) ̸=lab(m)

ptea(m|n)βt+1(2m)

)

βt(2n+ 1) = yblkt

(
βt+1(2n+ 1)

+
∑

m∈n+1:N−1

ptea(m|n)βt+1(2m)

)
(15)

4. 実験

4.1 音響モデル圧縮の実験

提案する KD方式の有効性を評価するため，まず音響モ

デル圧縮の実験を行った．KDによるモデル圧縮は，大規模
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なモデルを教師モデル，小規模なモデルを生徒モデルとし

て KDを行うことで，より性能の高い生徒モデルを学習す

ることを目的とする．本実験では，教師CTCモデルを中間

層数 5，メモリセル数 320の bidirectional long short-taerm

memory (LSTM) [27]で定義し，生徒 CTCモデルを中間

層数 3，メモリセル数 320の unidirectional LSTMで定義

した．

データセットはWSJコーパス [28]を用いた．学習デー

タとして “WSJ0” (train si84，15時間)を使用し，評価デー

タとして “dev93” および “eval92” を用いた．入力特徴量

として，40次元のメルフィルタバンク特徴とその 1次，2

次デルタ特徴（計 120次元）を用い，出力は 72種類のラベ

ル（69モノフォン+ノイズ 2種 (SPN, NSN)+blank）で定

義した．学習率は初期値を 0.0004，最終値を 0.000004とし

て，エポックごとに指数関数に従って減少させた．エポッ

ク数は 15とした．学習において，GPUは NVIDIA Tesla

P100 PCIe 16GB を使用した．

CTCの学習・評価ツールとしてEESENツールキット [5]

を使用した．また，フレームレベルKD，シーケンスレベル

KD(N-bestベース，ラティスベース)は全てEESENツール

上で実装した．シーケンスレベルKDにおいては，EESEN

を使用してWFSTベースのビームサーチ [29]により，仮

説とその出力確率を求めた．ただしこの処理においては辞

書と言語モデルは使用せず，トークンWFSTと呼ばれる，

フレームごとの出力をラベル系列へ変換するWFST(2.1節

の Bに相当)のみを用いた．

実験結果を表 1に示す．word error rate (WER [%]) 算

出時は辞書および言語モデル (lm tgpr)を使用しており，

phone error rate (PER [%]) 算出時は辞書も言語モデルも

使用していない．frame per second (fps) は，学習時にお

いて 1秒間に処理したフレーム数を表し，高いほど学習が

高速であることを意味する．表より，フレームレベル KD

を用いた場合，KDを用いない場合に比べて生徒モデルの

認識率が悪化することが分かる．N-bestベースのシーケン

スレベル KDを用いた場合，N = 10以上において認識率

の改善が見られ，また N が大きいほど性能が改善された．

ラティスベースのシーケンスレベル KDを用いた場合，辞

書・言語モデルを使用せずに PERを評価した場合では最

も良い結果となったが，辞書・言語モデルを使用してWER

を評価した場合は，KDを用いない場合とほとんど同等の

性能となった．また，N-bestベースの方式ではN = 50に

おいて学習速度が半分程度に低下したが，ラティスベース

の方式では学習速度の低下は比較的抑えられていた．

4.2 耐雑音音響モデル学習の実験

KDによる耐雑音音響モデル学習実験の概要を図 3に示

す．この実験は文献 [22] に倣い，学習データとして，ク

リーン音声と，それに雑音を重畳させた雑音音声からな

表 1 WSJ データセットを用いたモデル圧縮の実験結果

Acoustic KD WER w/ LM PER w/o LM fps. in

Model method dev93 eval92 dev93 eval92 training

teacher CTC none 17.03 10.79 21.19 15.38 1306.3

none 20.31 13.59 29.76 24.16 2318.7

1-best 21.86 14.85 29.87 24.01 1982.0

student CTC 10-best 20.46 13.47 28.22 22.46 2324.6

50-best 19.99 12.94 28.17 22.13 1288.9

lattice 20.59 13.52 28.04 21.94 1879.9

frame 26.60 17.54 37.94 33.06 4350.1

Teacher CTC model
(already-trained using 

clean speech and 
correct label sequence)

output

clean training speech noisy training speech
mixed with
noise data

Student CTC model

outputminimize 
sequence-level CE

図 3 KD を用いた耐雑音音響モデル学習方法

表 2 CHiME4 データセットを用いた耐雑音音響モデル学習の実験

結果

Acoustic KD WER w/ LM PER w/o LM

Model method dt05 simu et05 real dt05 simu et05 real

none 24.99 54.93 37.65 59.39

student CTC 50-best 22.13 52.45 33.63 55.82

lattice 22.99 54.05 33.98 56.27

る，パラレルデータを使用する．まずクリーン音声と正解

ラベル系列を使用して教師モデルを学習する．次に学習時

に用いたクリーン音声を教師モデルに入力し，クリーン学

習データに対する仮説および出力確率を計算する．生徒モ

デルを学習する際は，クリーン音声の代わりに雑音重畳音

声を用いて，上記で求めたクリーン学習データに対する仮

説・出力確率を教師信号として KDを行う．

教師 CTCモデル，および生徒 CTCモデルはどちらも

中間層数 5，メモリセル数 160の bidirectional LSTM を使

用した．データセットは CHiME4コーパス [30]を用いた．

CHiME4コーパスの学習データである “tr05 simu noisy”

セットはWSJコーパスのWSJ0セット (train si84)に雑音

を重畳させたデータである．そのため，パラレル学習データ

としてWSJ0をクリーン音声，“tr05 simu noisy”を雑音重

畳音声として使用した (それぞれ約 15時間)．評価セットに

は “dt05 simu noisy” と “et05 real isolated 1ch track” を

使用した．他の実験条件については，4.1節と同じである．

実験結果を表 2 に示す．表中において KD method が

noneのモデルでは，従来のマルチコンディション学習と同

様に，“tr05 simu noisy”を学習データとして，正解ラベル

を教師信号として学習させている．表より，PER，WER

ともにシーケンスレベル KDを用いることによって，通常
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のマルチコンディション学習よりも良い性能が得られた．

5. おわりに

本報告では，CTC音響モデルのための KD方式として

シーケンスレベルKDについて検討し，N-bestベースの方

式とラティスベースの方式を提案した．実験の結果，どち

らの方式もKDとしての効果を確認できた．N-bestベース

の方式は用いる仮説数に応じて学習時間も増加する一方，

ラティスベースの方式は学習時間の増加は比較的抑えられ

ることを確認した．しかしながら，PERの評価では性能が

上がっても，言語モデルと併用してWERを評価した場合

では性能が改善されないケースもあった．今後は言語モデ

ルとの統合方法について調査し，さらに temperatureなど

の KDの周辺技術の適用方法についても検討を行う．
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