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1. はじめに
自動採譜は音楽情報検索技術の様々なタスクを支える

基礎となっており，ドラム採譜も重要な自動採譜の１つ
である．一方で，ドラムパートは多様な音色・音高で表
現する他の楽器パートとは異なり，スネアドラムやバス
ドラムなどのリズムパターンで表現する性質を持つため，
一般的な楽器の自動採譜とは異なるアプローチがとられ
ることが多い．
ドラム自動採譜においては，非負値行列因子分解

（NMF）[1]や再帰型ニューラルネットワーク（RNN）[2]
を用いた研究では，音色の多様性は扱われているが，リ
ズムパターンは十分に表現されていない．一方，サポー
トベクターマシン（SVM）を用いて小節単位でリズムパ
ターンを分類する研究 [3]では，音楽的に妥当性の高い
リズムパターンが出力されるが，それらの組み合わせな
ど，複雑なパターンを表現することは困難であった．し
たがってドラム採譜では多様な音色を表現可能な音響モ
デル，複雑なリズムパターンを表現可能な言語モデル，
の 2つが重要となる．
本稿では，楽曲の振幅スペクトログラムとそのビート

時刻を入力として，ドラム譜を推定する手法について述
べる．本手法は，NMFによるスペクトログラムの低ラ
ンク近似モデルをベースとして音色を表現する基底スペ
クトルとリズムパターンを表現する二値変数のそれぞれ
に変分オートエンコーダ（VAE）[4]に基づく事前分布
を導入する．VAEを音響モデルの事前分布として利用す
ることは坂東らが音声強調を目的として行って [5]おり，
本研究はそれをドラム採譜に適用する．一方で，リズム
パターンの事前分布，すなわち音楽における言語モデル
としてに VAEを用いることは本研究が初の試みである．

2. 提案手法
本手法はベータ過程 NMF[7]を元にしており，スペク

トログラム X ∈ RF×T
+ と 16分音符単位のビート時刻

を入力として，楽譜 S ∈ {0, 1}K×R，音量H ∈ RK×T
+ ，

音色W ∈ RF×K
+ を推定する．X は音楽音響信号に対

して調波打楽器音分離（HPSS）[6]による前処理で打楽
器音のみを抽出したもの，F は周波数ビン数，T は時間
フレーム数，K は基底数（楽器数），Rは 16分音符単
位のビート数である．ビート時刻に基づき，時間フレー
ムのインデックス t ∈ {1, . . . , T}をビートのインデック
ス r ∈ {1, . . . , R}に変換する関数 r(t)を構築する．本手
法の全体像を図 1に示す．
ベータ過程 NMFおよび上記の事前分布に基づき，ス

ペクトログラム，楽譜，音量，音色を以下の確率的生成
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図 1: モデルの全体像

過程でモデル化する．

xft ∼ Poisson

(∑
k

wfkhktskr(t)

)
(1)

wfk ∼ Gamma(afk, bfk) (2)

hkt ∼ Gamma(c, d) (3)

skr ∼ Bernoulli(ekr) (4)

ここで k ∈ {1, . . . ,K}は基底，f ∈ {1, . . . , F}は周波数
ビンであり，c, dは音量H のハイパーパラメータであ
る．以下では，楽譜Sのハイパーパラメータである ekr，
音色W のハイパーパラメータである afk と bfk につい
て述べる．

2.1 楽譜 VAE
VAEを用いて楽譜 S が従う事前分布を構築する．楽
譜の事前分布は 1小節を単位として構築し，各小節の統
計的独立性を仮定する．r番目のビートで k番目の楽器
が発音しているか否かを表す二値変数 skr に対して以下
の確率的生成モデルを考える．

skr ∼ Bernoulli(ekr) (5)

ekr = πk,beat(r)(zbar(r)) (6)

zb ∼ N (0, I) (7)

ここで bar(r) = ⌊ r
16⌋は r番目のビートが何番目の小節

に位置するかを表し，beat(r) = r mod 16は，r番目の
ビートが小節内で何番目のビートであるかを表す．πkr′

は楽譜潜在変数 zb を楽譜ベルヌーイ分布のパラメータ
へと変換する非線形関数であり，VAEのデコーダで構築
される．

2.2 音色 VAE
VAEを用いて音色W が従う事前分布を構築する．k
番目の楽器の f 番目の周波数インデックスの基底スペク
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表 1: 各楽器に対する再現率，適合率，F値

楽器名 F値 再現率 適合率

バスドラム 0.650 0.579 0.744
スネアドラム 0.543 0.546 0.689

クローズドハイハット 0.541 0.531 0.462
オープンハイハット 0.145 0.190 0.117

トル wfk に対して以下の確率的生成モデルを考える．

wfk ∼ Gamma(afk, bfk) (8)

afk = αf (vk) (9)

bfk = βf (vk) (10)

vk ∼ N (0, I) (11)

αf と βf は音色潜在変数 vk をガンマ分布のパラメータ
へと変換する非線形関数であり，VAEのデコーダで構築
される．

2.3 事後分布の推論

事後分布 p (W,H,S,Z,V|X)は解析的な計算が困難
なため，ギブスサンプリングにより近似推論する．W，H
，Sの推論は文献 [7]と同様に行った．Z，Vはメトロポ
リスヘイスティングス法を用いて推論をする．これら 5
つの変数を交互にサンプルして事後分布を近似する．

3. 評価実験
MDB Drumsデータベース [8]のうち，４曲に対して

採譜し再現率，適合率および F 値によって性能評価を
した．ビート情報はMDB Drumsデータベース内のアノ
テーションデータをを用い，バスドラム，スネアドラム，
クローズドハイハット，オープンハイハットの 4種類を
採譜した．
楽譜 VAEの事前学習では，学習データに RWCデー

タベース [9]のポピュラー楽曲と The Beatles，Superfly，
Mr.Childlen，Aikoの曲のドラムパート譜を用いた．音
色VAEの事前学習では，RWC楽器音データベース [10]
内のドラム楽器音を学習データに用いた．各 VAEの学
習には，SGDの一種である Adam[11]を用いた．
各楽器の F値，再現率，適合率の平均を表 1に示す．

表１から，楽器全体で F 値が低く，特にオープンハイ
ハットの F値が著しく低い結果となったことがわかる．
また，正解データの一例と採譜結果を図 3に示す．図 3
から，オープンハイハットとクローズドハイハットの区
別がついていないことがわかる．また，図 2の採譜結果
が得られたときの推定した音色を図 3に示す．図 3から
4つの音色全てがドラム楽器音の音色を表現できている
ことが分かる．また，図 2から推定結果では正解と比べ，
オンセット時刻が多く検出されている部分が存在するこ
とがわかる．これは連続したビートで楽譜が 1となって
いる箇所では本来 1音が伸びている状態であるが，ドラ
ム音は減衰が速いため連続した 1のそれぞれを 1音とし
て扱っていることが原因である．これを改善するために，
バスドラム，スネアドラムとハイハットで異なる減衰モ
デルを設定する必要があると考える．
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図 2: 採譜結果の例
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図 3: 推定された音色の例

4. おわりに
本稿では，VAEを事前分布に用いた NMFによりドラ
ム楽譜を推定をする手法を提案した．楽譜と音色にVAE
に基づく事前分布を導入することにより，より自然な分
布を生成し，効率的に推論を行うことが出来る．今後は
音の減衰モデルを導入しハイハット間の区別をさせるこ
とで推定結果の精度向上を図る予定である．
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