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1	はじめに	
	 グラフ分析手法のひとつである RankClus [1]はラ
ンキングとクラスタリングを統合し，相互に補完す

ることで従来の手法より正確で効率的な分析を可能

にした手法である．しかし，RankClus はグラフに
含まれるクラスタの数だけ部分グラフを作成し，全

ての部分グラフに対してランキングとクラスタリン

グを実行する必要があり，大規模グラフにおいて計

算時間が膨大となってしまうという問題がある． 
	 そこで本稿では大規模グラフに対する RankClus 
の高速化手法を提案する．提案手法では，計算対象

となるノード数を削減することで RankClus の高速
化を図る．具体的には，処理の過程において計算さ

れるランク値の変化に着目し，ランク値の変化率が

著しく低いノードを検出し逐次的に計算対象から枝

刈りすることでノードの数を削減する．本稿では，

人工データを用いた提案手法の有効性を検証し，ノ

ード間のリンク接続密度が低いグラフに対して，提

案手法が効果的であることを確認した． 
 
2	RankClus 
2.1入力データと初期化 
	 RankClus [1] は，Bi-Type Information Network と呼
ばれるデータモデルを対象とする．2 つのノード集
合，𝑋 = 𝑥$, 𝑥&, … , 𝑥( , 𝑌 = {𝑦$, 𝑦&, … , 𝑦,}が与えられ
た時，V と E はそれぞれグラフのノード集合とエッ
ジ 集 合 と し ， 𝑉 𝐺 = 𝑋 ∪ 𝑌，𝐸 𝐺 = 𝑜3, 𝑜4 		(
ただし，𝑜3, 𝑜4 ∈ 𝑋 ∪ 𝑌)とするグラフ𝐺(𝑉, 𝐸)を Bi-
Type Information Networkと定義する．𝑚, 𝑛をそれぞ
れ𝑋, 𝑌の要素の数とする時，各データ間のリンクの
重みを𝑊(<, ×((<,) = {𝑤?@,?A}の隣接行列で表す．
また便宜的にリンクの行列 𝑊  をWCC,𝑊DE,𝑊ED,𝑊EE
の 4 つのブロックに分解する．各ブロックの添字が
型間のオブジェクトのサブネットワークを示す.  
	 RankClusでは𝑋, 𝑌の中から，target type と attribute 
type を定める．RankClusは target typeであるノード
集合に対してのみクラスタリングを行い，attribute 
type として指定されたノード集合はランキングとク
ラスタリング処理の補助情報として利用する． 
2.2 ランキング処理 
	 RankClus は target type に対し任意の𝐾個の初期ク
ラスタを与え，各データ集合に対してクラスタに基

づいたランキング処理をする.  
	

	

	 ランキング関数は Authority Ranking [3] と呼ばれ
るノード集合 X，Y のオーソリティを考慮したラン
キング関数を用いる．ノード集合𝑋, 𝑌に含まれる各
ノードのランク値 𝑟D, 𝑟Eを次の式で定義する．	

𝑟D =
𝑊DE𝑟E
𝑟D

, 𝑟E =
𝛼𝑊ED𝑟D + 1 − 𝛼 𝑊EE𝑟E

|𝑟E|
	

ただし，0 < 𝛼 < 1とする．𝑟D, 𝑟Eは互いの値を入力
として持つ再帰構造となっており，収束した𝑟D, 𝑟E
を獲得するまで，𝑟D, 𝑟Eを反復計算する必要がある．	
2.3 クラスタリング処理	
	 ランキング関数によって得たランク値に基づき，

target type の各ノードに対して各クラスタへの寄与
率を求める. ここではノード集合𝑋を target typeとす
る．寄与率を計算するにあたって EMアルゴリズム
[2]を適応する.混合分布モデルを扱う上で，あるク

ラスタ𝑘に対するノード集合	 Y のランク値をpQ(𝑌)
と表し，クラスタ𝑘に対する𝑋のランク値を𝑝Q(𝑋)	
と表す．また，クラスタ𝑘に𝑋の要素𝑥3が属する事後
確率，	𝜋3Q = 𝑝(𝑘|𝑥3)とするとき，𝑥3と𝑌に含まれる
各𝑦の間にリンクが生成される確率𝑝T@ 𝑌 は以下の
式でモデル化する.	

	
𝜋3Qのパラメータ推定にあたりリンク生成の尤度を
EM アルゴリズムにより計算し，最終的に以下の式

を得る.	𝑝(𝑘)はグラフの総リンク数に対するクラス
タ𝑘の内部に含まれるリンク数の割合である．	

	
	 𝜋3Qを𝑘次元ベクトル	𝑠T@ = (𝜋$Q,𝜋&Q, … , 𝜋3Q)で表し
クラスタの中心を求める.これは各クラスタ内の全

ての要素𝑥3に対する𝑠T@の平均から求める.最後に各
target type に対し求めたクラスタの中心に一番近い
クラスタに割り当て処理を終了する．	

2.4 RankClus の問題点	

	 RankClusは与えられた全てのデータに対して，上
述のランキング処理，EM アルゴリズムによる計算
およびクラスタリング処理を繰り返し行う．特にラ

ンキング処理は全てのノードに対する反復計算を必

要とし，データ数の増加に伴い計算時間も増加する.	
  
3 提案手法 
	 本稿では RankClus の高速化手法を提案する．
我々は RankClusの出力するランク値は反復計算の 
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進行とともに次第に収束していく性質に着目した． 
そこで本研究では，ランク値の収束傾向を利用して，

ランキング処理における計算対象のノード数を削減

することにより RankClus の高速化を図る． 
	 具体的には，提案手法は反復計算の過程において，

ランク値の変化が著しく低いノードを特定し，計算

対象から逐次的に枝刈りする．これにより，ランキ

ング処理における計算時間の削減を図る． 
	 枝刈り可能なノードを特定するために，ランキン

グ処理の各反復計算において各ノードの前の反復と

比べたときのランク値の変化率を求める. 変化率は
現在のノードのランク値とひとつ前の反復のランク

値の変化の割合とし，以下の式で定義する． 
 [定義 1] (変化率) 
𝑡 番目の繰り返し計算におけるクラスタ𝑘に対する
ノード j のランク値𝑟Eの変化率𝑅 Y (𝑗, 𝑘) は次のよう
に計算する． 

 
	 変化率がパラメータ𝜆\回の反復において連続して
𝑅 Y 𝑗, 𝑘 ≤ 	 𝜆^となるノードを枝刈り対象とする. パ
ラメータ𝜆\, 𝜆^はユーザが任意に与えるものとする． 
 
4 評価実験 
	 提案手法の実行速度および精度を人工データセッ

トにより評価する．本実験で用いる人工データデー

タセットはノード集合𝑋のノード数 45，ノード集合
𝑌のノード数 2000とするBi-Type Information Network
であり，ノード集合	𝑋を target type とする．ノード
集合	𝑋は 3 つのクラスタに分割され，各クラスタ内
のリンクの総数𝑃 = [𝑃$, 𝑃&, 𝑃a]（リンク密度）と各
クラスタ間でリンクが生成される確率を指定する確

率遷移行列𝑇 = [𝑇$$, 𝑇$&, 𝑇$a; 𝑇&$, 𝑇&&, 𝑇&a; 𝑇a$, 𝑇a&, 𝑇aa]
（クラスタ間の分離度）の値を変えた 5種類のデー
タセットを構築した．ただし，𝑃3はクラスタ𝑖内の
リンク数，𝑇34はクラスタ𝑖から𝑗へリンクが張られる
確率とする． 

表 1:データセットの詳細 

 
 4.2 評価指標 
	 クラスタリングの評価指標には NMI (Normalized 
Mutual Information)を用いた．NMI はクラスタリン
グの結果と正解データを比較する．結果は 0 から 1
の値を取り，1 に近いほどクラスタリング精度は高

く，0 に近いほどクラスタリング精度が低いことを
示す．提案手法の RankClus に対する近似精度の評
価指標には NMIの相対誤差を用いる．相対誤差は 
	( 提案手法のfg\ h(ijklmnop のfg\))

(ijklmnop のfg\)
と定義する． 

4.3 実験結果 
実行時間を図 1に，相対誤差を表 2に示す． 

 
図 1: 異なるデータセットに対する実行時間 

表 2: RankClusとの相対誤差 
データセット 相対誤差 

Dataset1 0.053 
Dataset2 0.026 
Dataset3 0.057 
Dataset4 0.126 
Dataset5 0.077 

 
	 実験結果より，どのデータセットに対しても提案

手法は RankClus より 30%程度高速であることが確
認できる．また，クラスタのリンク分離とリンク密

度が低いデータセットほど誤差が小さくなる傾向に

あることがわかる．以上より提案手法はリンクが適

度な分離であり，密度が低いネットワークで特に有

効性が高いことがわかった． 
 
5まとめ 
	 本稿では大規模グラフを対象としたときの

RankClus の高速化手法を提案した．提案手法では，
ノードのランク値変化率が継続的に低いノードを逐

次的に枝刈りすることによってノード数を削減する．

提案手法は RankClus と比較して，高速かつ高精度
で評価実験を行えることを確認した．特に，提案手

法ではクラスタ間の接続が比較的疎であり，リンク

の密度が低いネットワークに対して最も有効である． 
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データセット リンクの総数𝑷 確率遷移行列𝑻 
Dataset1 

（中密度,中分離） 
[1000,1500,2000]   [0.8, 0.05, 0.15; 0.1, 0.8, 

0.1; 0.1, 0.05, 0.85]  
Dataset2 

（低密度,中分離） 
[800,1300,1200]   [0.8, 0.05, 0.15; 0.1, 0.8, 

0.1; 0.1, 0.05, 0.85]  
Dataset3 

（高密度,中分離） 
[2000,3000,4000]   [0.8, 0.05, 0.15; 0.1, 0.8, 

0.1; 0.1, 0.05, 0.85]  
Dataset4 

（中密度,大分離） 
[1000,1500,2000]   [0.9, 0.05, 0.05; 0.05, 

0.9, 0.05; 0.1, 0.05, 0.85] 
Dataset5 

（低密度,大分離） 
[800,1300,1200]   [0.9, 0.05, 0.05; 0.05, 

0.9, 0.05; 0.1, 0.05, 0.85] 
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