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推薦論文

可変長時系列パターン分類のための大幾何マージン
最小分類誤り学習法の提案とその実験的評価
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概要：最近，識別学習法の 1 つ，最小分類誤り（MCE: Minimum Classification Error）学習法が，大幾
何マージン最小分類誤り（LGM-MCE: Large Geometric Margin Minimum Classification Error）学習法
に拡張された．LGM-MCE 法は，利用可能な学習用標本上の分類誤り数損失の最小化と，標本空間にお
ける幾何マージンの最大化とを同時に行うものである．学習用標本に対する過学習を抑制することで，こ
の新しい LGM-MCE法は，理想的な最小分類誤り確率状態に対応する分類器状態を近似する．その有効
性は，プロトタイプ型分類器用に実装され，様々な固定次元ベクトルパターンの分類課題において実証さ
れている．本稿は，可変長パターンに対しても過学習が抑制された望ましい分類が実現されることを目指
し，状態遷移モデル型分類器を用いて可変長パターンのための幾何マージンを新たに導出し，それを用い
た LGM-MCE学習法を構築し，その有効性を 3種の音声認識課題において評価した結果を報告するもの
である．実験では，LGM-MCE学習法と，その基盤となったMCE学習法とを比較する．実験の結果，い
ずれの課題においても，LGM-MCE学習法が，過学習を抑制し，未知の試験用標本上で高い分類精度を達
成することが示される．比較実験に用いる LGM-MCE学習法の実装は，適応型損失最小化手段である確
率的降下法を用いている．本稿では追加的に，高速な並列処理に適した RPROP法に基づく実装も行い，
その動作確認結果も報告する．
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Abstract: Recently, one of the latest discriminative training methods, Minimum Classification Error (MCE)
training, was extended to Large Geometric Margin MCE (LGM-MCE) training. This new version of MCE
training, LGM-MCE training, simultaneously maximizes the geometric margin in the sample space as well as
minimizes the classification error count loss over the training samples in hand. It is expected to effectively ap-
proximate an optimal classifier status, which corresponds to the desirable, minimum classification error prob-
ability condition, by suppressing overlearning. So far, the LGM-MCE training method has been implemented
for prototype-based classifiers, and its effectiveness was demonstrated in various fixed-dimension pattern clas-
sification tasks. In this paper, to achieve the ideal overlearning-suppressed classification for variable-length
patterns, we newly define a new LGM-MCE training procedure for the state-transition-model-based classifier,
and evaluate its effect in three speech pattern classification tasks. In experiments, we compare LGM-MCE
training and its baseline, MCE training, and show that LGM-MCE training successfully suppresses overlearn-
ing and surpasses MCE training in classification accuracy over unknown testing patterns. The LGM-MCE
training implementation used in experiments adopts an adaptive Probabilistic-Descent-method-based loss
minimization procedure. In the paper, we also introduce an alternative RPROP-method-based implementa-
tion, which will be useful for fast parallel run of loss minimization.
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1. はじめに

統計的パターン認識における理想は，最小分類誤り確率

状態，いわゆるベイズリスク状態に対応する分類*1を行う

ことである [1]．しかし，無限個のパターン標本によって定

義されるベイズリスクは本質的に観測が難しい．したがっ

て実際には，利用可能な有限のパターン標本に基づいて，

最小分類誤り確率状態を近似するクラス境界，あるいはそ

れを導く分類器の実現が目指されている [1], [2]．

そうした実現を効率的に目指す手法として，パーセプ

トロン学習の時代から識別学習法が幅広く研究されてき

た [3]．識別学習は，最小分類誤り確率状態を，学習の評

価基準，すなわち損失として近似する定義法に応じて，二

乗誤差損失最小化法やクロスエントロピー最小化法，ヒン

ジ損失最小化法など，実に様々な様式で定形化されてき

た [1], [4], [5]．

理想状況が最小分類誤り確率状態であるとき，分類誤り

数を損失とすることは自然である．この理解に基づき，関

数マージン最小分類誤り（FM-MCE: Functional Margin

Minimum Classification Error）学習法*2が提案され，特に

音声認識器のための識別学習法として広く用いられてき

た [4], [6]．しかし，識別学習法の効率の良さは，翻って，

学習用標本に対する過剰適応，すなわち過学習を引き起こ

しやすくなる．この弱点に関し，FM-MCE学習も例外で

はなく，正則化や損失の改良などに基づく様々な改良が行

われてきた [7], [8]．

一般に，過学習は最小分類誤り確率の過小推定を招く．

過学習された認識器は，学習用標本に対して高い認識精度

を達成する一方で，未知の試験用標本に対しては低い精度

の達成にとどまりやすい．したがって，過学習の抑制は，

必ずしも保証されるものではないものの，未知標本に対す

る認識性能の向上を期待させる．実際，識別学習だけでな

く広範な学習法において用いられている正則化の概念は，

この期待に基づいている [2]．また，サポートベクタマシ

ン（SVM: Support Vector Machine）の登場によって注目

を集める幾何マージン最大化の概念も同様である [9], [10]．

SVMは，完璧な認識が困難な現実の認識課題の多くに

おいては，非線形カーネル写像をともなう線形識別関数の

学習法として，ヒンジ損失の最小化と幾何マージンの最大

化（過学習の抑制）を目指す．実際，多くの評価実験にお

いてその有用性が認められ，有力な認識器実現法として定

着しつつある．しかし，SVMは，基本的に固定次元ベク

トルパターンを入力とし，可変長時系列パターンの認識へ
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の直接的な適用は必ずしも容易ではない．また，学習手続

き自体あるいは学習後の認識器規模が膨大になるスケーラ

ビリティの問題もかかえている．したがって，様々な認識

課題において高い（未知標本に対する）認識性能の達成が

実証されてはいるものの，こうした問題の解決が望まれて

きた [11]．

こうした状況の中で，FM-MCE学習法の過学習を抑制

し，また同時に，SVMが持つ可変長パターンへの適用の困

難さを解決する識別学習法として，大幾何マージン最小分

類誤り（LGM-MCE: Large Geometric Margin Minimum

Classification Error）学習法が提案された [12]．この新し

い学習法の定形化においては，まず，基本的に識別関数の

種類に制約されない一般的な幾何マージンが導入された．

そして，幾何マージンとの親和性が高い距離型識別関数を

用いるプロトタイプ型分類器に実装され，様々な固定次元

ベクトルパターン分類課題においてその有用性が明らかに

された．しかしその一方で，元々 FM-MCE学習法の長所

でもあった，音声パターンのような可変長時系列パターン

の分類のための実装とその評価は，まだ必ずしも十分では

なかった．実際，著者らが知る限り，可変長時系列パター

ンにおける幾何マージンの定式化さえも行われてこなかっ

た．また，たとえば動的計画法に基づくパターンの非線

形伸縮，すなわち動的時間軸伸縮（DTW: Dynamic Time

Warping）をともなって定義される可変長パターン間の距

離は，固定次元空間における幾何学的距離とまったく同様

に扱うことは難しく，固定次元の距離空間において認めら

れた幾何マージン増大による過学習抑制効果が，そうした

可変長パターンの距離空間においても認められるとは限ら

ない．

本稿は，上記の不十分さや未解明部分の解消を目指し，

状態遷移モデル型識別関数を用いて，可変長パターンのた

めの幾何マージンを新たに定式化し，その識別関数を用

いる可変長時系列パターン分類のための LGM-MCE学習

法を提案するものである．提案手法の評価は，複数の音声

認識課題における，LGM-MCE学習法とその基盤でもあ

る FM-MCE学習法との比較実験によって行う．固定次元

パターン分類において LGM-MCE学習法が評価された際

には，FM-MCE学習法だけでなく，過学習抑制を狙った

一般化学習量子化（GLVQ: Generalized Learning Vector

Quantization）法との比較も行われた [12]．しかしそこで

本論文の内容は 2016年 9月の情報処理学会関西支部支部大会に
て報告され，同支部長により情報処理学会論文誌ジャーナルへの
掲載が推薦された論文である．

*1 本稿では，「特徴抽出（Feature extraction）」と「分類（Classi-
fication）」からなる過程を「認識（Recognition）」と呼び，「識
別」という用語は，識別関数（Discriminant function）や識別
学習（Discriminative training）を指す際に用いている．

*2 元々 MCE 学習法と呼ばれたものであるが，後述する改良型の
MCE学習法である LGM-MCE学習法との区別を明確にするた
め，本稿では，当初の MCE 学習法を FM-MCE 学習法と呼ぶ
こととする．
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は，GLVQ法の過学習抑制機構は必ずしも幾何マージン

を増加させるものでないことが示され，かつその抑制力は

FM-MCE学習法のそれとほぼ同程度であることも示されて

いる [12]．こうした結果を受け，本稿における LGM-MCE

学習法の比較対象は，FM-MCE学習法によって代表させ

ている．

MCE学習における損失の最小化には，最急降下法や確

率的降下（PD: Probabilistic Descent）法 [13] *3が用いら

れることが多い．そうした中で，本稿では特に，適応学習

型の PD法を採用する．なお，最急降下法においても PD

法においても，そこで用いられる学習係数の設定は，実験

や経験に頼らざるをえないやっかいな問題であり，本稿に

おけるような実験を行う際にもその改善が望まれる．そこ

で，本稿における研究では，最急降下法における学習係数

の設定が不要となる RPROP法 [14], [15]を FM-MCE法

と LGM-MCE法との双方に実装し，その動作の検証も行っ

た．得られた結果は，LGM-MCE学習法の有用性を検証す

る本稿の主たる文脈とやや離れるため，付録において紹介

する．

2. 準備

2.1 分類課題および分類規則

可変長時系列パターン標本X = [x1, . . . ,xt, . . . ,xT ]を

J 個のクラス {Cj (j = 1, . . . , J)}のうちの 1つに分類す

る課題を考える．課題は，以下のように規則化することが

できる．

C (X) = Ci iff i = arg min
j

gj (X;Λ) . (1)

なおここで，xt は系列中のフレーム時刻指標 tにおける δ

次元の（音声）音響特徴ベクトルであり，T は音響特徴ベ

クトルの数（フレーム数）で表す，X の長さである．また，

Λは分類器パラメータ（クラスモデルパラメータ）の集合

であり，C( )は分類オペレータである．説明の具体化のた

め，課題は孤立単語音声認識とし，分類すべきクラスは単

語クラスとする．

2.2 状態遷移モデル型識別関数を用いる分類器

上記の課題に対処するため，音声認識で広く用いられて

いる混合ガウス分布・状態遷移モデル型，いわゆる隠れマ

ルコフモデル（HMM: Hidden Markov Model）型識別関数

（例：文献 [4]）を採用することは一案である．しかし本稿

では，幾何マージンの定義の正確さを優先し，マルチプロ

トタイプ距離・状態遷移モデル型識別関数 [16]を採用する．

可変長パターン間の類似性を測るとき，HMM型であって

もマルチプロトタイプ距離・状態遷移モデル型であっても，

*3 PD法は，最近では確率的勾配降下（SGD: Stochastic Gradient
Desent）法と呼ばれることも多い．しかし PD法という呼称は，
60 年代から用いられてきた長い歴史を持つ．

図 1 単語 “あお” の状態遷移型クラスモデルの概念図

Fig. 1 Conceptual diagram of state transition model of word

“/a/ /o/”.

その尺度にパターン長の伸縮にともなう非線形性が加わる

ことは基本的に避けにくい．一方，固定次元の音響ベクト

ル空間においては，ガウス分布のような確率型識別関数に

基づく幾何マージンの定義に近似を避けることが難しいの

に対し，距離型識別関数に基づく幾何マージンは近似をと

もなわず厳密に定義することができる [12]．したがって，

距離型識別関数を採用することでより正確に定義される幾

何マージンを用いることが可能となり，本稿ではこの点を

優先した．

図 1 に，各クラスの識別関数を構成するマルチプロトタ

イプ距離・状態遷移モデルを図解する．単語に相当するク

ラスモデルは，状態遷移構造を持つ音素モデルを連結して

構成する．図では，/a/と/o/との 2つの音素に対応する音

素モデル（3状態かつ 3プロトタイプ（/状態）の例）を連

結して単語 “あお”に対するクラスモデルを構成している．

後続する学習法の定義においては，音素モデルは，S 個

の状態を持ち，また各状態において I 個のプロトタイプを

持つものとし，たとえば，h番目の音素の s番目の状態の

i番目のプロトタイプは rh,si と表す．FM-MCE学習法お

よび LGM-MCE学習法における学習対象はこのプロトタ

イプであり，式 (1)中の Λは Λ = {rh,si }H, S, Ih,s
h=1,s=1,i=1 と表

されることになる．なおここで，H と S，Ih,s は，それぞ

れ，音素クラスの数と，音素クラスに用いられる状態遷移

モデルの状態数，その第 h音素クラスモデルの第 s状態に

配置されるプロトタイプ数を示している．

固定次元ベクトルパターンの次元数と異なり，音声のよ

うな可変長時系列パターンにおけるフレーム数はパターン

ごとに異なる．したがって，そのようなパターンと（状態

遷移型）モデルとの間の距離を測る際には工夫が必要であ

る．音声認識分野で広く行われてきたように，本稿で扱う

分類器も，DTWによる累積距離計算を採用する．このと

き，各単語クラスに対する識別関数を，DTWによる最小

累積距離として次のように定義する．

gj (X;Λ) =
1
T

T∑
t=1

‖ xt − r
ϕj,t θj,t
i(ϕj,t,θj,t,t)

‖2
. (2)

ここで，最適な経路 {(ϕj,1 θj,1); (ϕj,2 θj,2); . . . ; (ϕj,T θj,T )}
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図 2 DTW による識別関数値の計算の概念

Fig. 2 Concept of DTW-based distance calculation.

は，DTWによって自動的に見出される．また，ϕj,t は第

j クラスにおける時刻 tでの音素であり，θj,t は第 j クラ

スにおける時刻 t における状態の指標である．さらに，

i (ϕj,t, θj,t, t) =
I

arg min
i=1

‖ xt − r
ϕj,t θj,t
i ‖2

である．図 2

は，この DTWに基づく識別関数の計算過程を図解してい

る．図は，横軸に入力パターンの音声特徴ベクトルを置き，

縦軸に音声区間の始めと終わりに無音区間（“sil”で示す）

を持つ，単語クラス “あお”の状態遷移モデルを置き，両

者の間で行われる DTWの手続きを示している．

2.3 関数マージン最小分類誤り学習法

LGM-MCE学習法の新しい実装などを議論するとき，そ

の基盤となる FM-MCE学習法の定式化の利用は必須であ

る．準備の一環として，本節において FM-MCE学習法の

概要をふりかえる．

2.3.1 関数マージン型誤分類尺度

FM-MCE学習は，まず，学習用標本X（∈ Cy）に対す

る，分類判断の正誤およびその程度を表す関数マージン型

誤分類尺度を式 (2)の識別関数を用いて

dy (X;Λ)

= gy (X;Λ) −
[

1
J − 1

∑
j,j �=y

gj (X;Λ)−ψ
]− 1

ψ

(3)

と定義する*4．ここで ψ は正の定数であり，ψ → ∞とし
たとき，式 (3)の誤分類尺度は次のように簡単化される．

dy (X;Λ) = gy (X;Λ) − gy∗ (X;Λ) ,

y∗ = arg min
j,j �=y

gj (X;Λ) .
(4)

ここで，式 (4)が，優れて規則 (1)における操作minの

表現になっていることが分かる．以下では，この一貫性の

維持と処理の簡単化とのため，誤分類尺度には式 (4)を用

いるものとする．以降では，便利のため，Cy∗ をベスト・

インコレクト・クラスと呼ぶ．
*4 元々 FM-MCE 学習法においては，式 (3) は単に誤分類尺度と
呼ばれていたが，LGM-MCE 学習法が用いる尺度との対比のた
め，関数マージン型誤分類尺度と呼ぶ．

2.3.2 平滑な分類誤り数損失

式 (4)が示すように，FM-MCE学習法は，誤分類尺度の

符号を用いて分類の正誤を表す．すなわち，正値が誤分類

を，負値が正分類を表す．したがって，誤分類尺度の関数

として

�y (X;Λ) =

⎧⎨
⎩1 if dy (X;Λ) > 0

0 if dy (X;Λ) < 0
(5)

の 0-1損失関数を用いることによって，学習用標本に対す

る分類誤りの個数を求めることが可能となる．しかし，式

(5)は学習対象である Λに関して微分不可能であり，さら

にほとんど常にその勾配値はゼロであり，勾配法を用いて

分類器の学習をすることは難しい．そこで，式 (5)を，

�y (X;Λ) =
1

1 + exp (−αdy (X;Λ))
(6)

の平滑な分類誤り数損失で置き換える．ここで αは正の定

数であり，損失関数の平滑度を制御する．

最小分類誤り確率状態の近似を目指す FM-MCE学習は，

式 (6)の損失を多数の学習用標本のそれぞれに適用し，そ

うして得られる以下の経験的平均損失

L (Λ) =
1
N

N∑
n=1

�yn (Xn;Λ) (7)

の最小化を目指す．ここでXnは n番目の学習用標本を表

し，yn はその学習用標本が所属するクラスを表している．

なお，この学習用標本を表す指標に合わせて，Xn の要素

に関してはXn = [xn1 , . . . ,x
n
t , . . . ,x

n
Tn

]と記述することと

する．

2.3.3 確率的降下法による経験的平均損失の最小化

1つの学習用標本ごとに状態遷移モデルのプロトタイプ

を更新し，学習用標本を取り替えながらその更新を繰り返

す PD法のm回目（m = 1, 2, 3, . . .）の更新において，プ

ロトタイプ rh,si に関する更新は

rh,si
(m+1)

= rh,si
(m) − εm∇rh,si

�y(X;Λ(m)) (8)

となる．ここで，rh,si
(m)
と rh,si

(m+1)
は，それぞれプロト

タイプ rh,si の繰返し指標mにおける更新前と更新後の状

態（値）であり，さらにΛ(m)とX，y，εmとは，それぞれ

mにおける，全プロトタイプの更新前の状態と，学習用標

本，学習用標本の正解クラスの指標，学習係数（εm > 0）

である．また，∇rh,si
�y(X;Λ)は，微分の鎖則により，以

下のように展開される．

∇rh,si
�y(X;Λ)

=
∂�y(X;Λ)
∂dy(X;Λ)

·
(
∂dy(X;Λ)
∂gy(X;Λ)

· ∇rh,si
gy(X;Λ)

+
∂dy(X;Λ)
∂gy∗(X;Λ)

· ∇rh,si
gy∗(X;Λ)

)
.

(9)
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3. 状態遷移モデル型識別関数を用いる分類器
のための大幾何マージン最小分類誤り学習
法 [17], [18], [19]

3.1 可変長パターンのための幾何マージン

幾何マージンは，固定次元ベクトルパターンの空間にお

いて，クラス境界とその最近傍パターンの間のユークリッ

ド距離として定義される [10]．また，固定次元ベクトルパ

ターン分類のための LGM-MCE学習法，特に距離型識別

関数を用いるプロトタイプ型分類器のための適用において

は，その幾何マージンは，符号を反転した誤分類尺度値に

厳密に等しいことが示されている [12]．

本来，可変長パターンのための幾何マージンは，可変長

パターンの距離空間を定義し，その空間において導出され

るべきである．しかし，そうした可変長パターンの距離空

間は必ずしも十分に解明されていない．一方，DTWに基

づく距離が，音声などの時系列パターン間の距離として広

く普及している．こうした状況を考えたうえで，可変長パ

ターン分類における LGM-MCE学習法を用いた分類器の

実装を可能にするため，DTWに基づく距離の定義の下で，

固定次元ベクトルパターンの場合 [12]と同じようにして幾

何マージンを導出する．

まず，可変長パターン間の距離を，DTWに基づく最小

累積距離として定義する．各クラスの識別関数値は，それ

ぞれのクラスにおける（DTWによって選択可能な）プロ

トタイプ系列の中で，この DTW距離の意味で入力パター

ン標本に最近傍のプロトタイプ系列と入力パターンとの間

の距離となる．したがって，クラス境界は，この識別関数

値の意味で，正解クラスとベスト・インコレクト・クラス

との識別関数値が等しい点の集合となり，以下のように表

される．

βy (Λ) = {X ∈ X |dy (X;Λ) = 0}. (10)

ここで X は標本空間を示す．幾何マージン ρは，クラス境

界に最近傍の（正しく分類された）入力パターン標本X†

と，それに対応するクラス境界上の最近傍点X‡ との間の

DTW距離と定義する．なお，X† とX‡ はそれぞれ以下

のように表される．

X† =
[
x†

1, · · · ,x†
t, · · · ,x†

T †
]
. (11)

X‡ =
[
x‡

1, · · · ,x‡
t, · · · ,x‡

T ‡
]
. (12)

したがって，幾何マージン ρは次のように定義できる．

ρ =

√√√√ 1
T ‡

T ‡∑
t=1

‖ x‡
t − x†

π(t) ‖2
. (13)

ここで π (t)はX‡ との最小累積距離を計算する際の最適

経路であり，簡単化のため T ‡ ≤ T †および T † = π
(
T ‡)と

する．定義より，X‡ は以下の制約条件付き最小化問題の

解として与えられる．

min
X

1
T

T∑
t=1

‖ xt − x†
π(t) ‖2

subject to: X ∈ βy (Λ) .

(14)

次に，ラグランジュ未定乗数 λを導入し，次式の評価関

数を考える．

V (X, λ)=
1
T

T∑
t=1

‖ xt−x†
π(t) ‖2

+ λdy (X;Λ) . (15)

式 (15)，式 (4)，式 (2)より，X‡は次式を満たさなけれ

ばならない．
2
T ‡ (x‡

t − x†
π(t)) + λ{ 2

T ‡ (x‡
t − r

ϕy,t θy,t
i(ϕy,t,θy,t,t)

)

− 2
T ‡ (x‡

t − r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

)} = 0 (16)

(t = 1, · · · , T ‡),

T ‡∑
t=1

‖ x‡
t − r

ϕy,t θy,t
i(ϕy,t,θy,t,t)

‖2

=
T ‡∑
t=1

‖ x‡
t − r

ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

‖2
.

(17)

さらに，式 (16)より，

x‡
t − x†

π(t) = λ
(
r
ϕy,t θy,t
i(ϕy,t,θy,t,t)

− r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

)
(t = 1, · · · , T ‡).

(18)

式 (13)と式 (18)から幾何マージン ρは次のように書き

換えられる．

ρ=
|λ|√
T ‡

√√√√ T ‡∑
t=1

‖ r
ϕy,t θy,t
i(ϕy,t,θy,t,t)

−r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

‖2
. (19)

また，式 (17)を変形すると以下のようになる．

T ‡∑
t=1

x‡
t

T
(
r
ϕy,t θy,t
i(ϕy,t,θy,t,t)

− r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

)

=
1
2

T ‡∑
t=1

‖ r
ϕy,t θy,t
i(ϕy,t,θy,t,t)

‖2 − 1
2

T ‡∑
t=1

‖ r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

‖2
,

(20)

ここで Tはベクトルの転置である．さらにこの式 (20)に

対して両辺に
∑T ‡

t=1 x†
π(t)

T
(
r
ϕy,t θy,t
i(ϕy,t,θy,t,t)

− r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

)
を減算することで次式を得る．

T ‡∑
t=1

(
x‡
t − x†

π(t)

)T (
r
ϕy,t θy,t
i(ϕy,t,θy,t,t)

− r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

)

=
1
2

⎛
⎝ T ‡∑
t=1

‖ x†
π(t) − r

ϕy,t θy,t
i(ϕy,t,θy,t,t)

‖2
(21)

−
T ‡∑
t=1

‖ x†
π(t) − r

ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

‖2

⎞
⎠ .
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式 (18) を式 (21) に代入し，変形すると以下のように

なる．

λ =
1

2
∑T ‡

t=1 ‖ r
ϕy,t θy,t
i(ϕy,t,θy,t,t)

− r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

‖2

×
⎛
⎝ T ‡∑
t=1

‖ x†
π(t) − r

ϕy,t θy,t
i(ϕy,t,θy,t,t)

‖2
(22)

−
T ‡∑
t=1

‖ x†
π(t) − r

ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

‖2

⎞
⎠ .

さらに，この式 (22)を式 (19)に代入することにより，幾

何マージン ρは次のようになる．

ρ =
1√
T ‡

× 1

2

√∑T ‡
t=1 ‖ r

ϕy,t θy,t
i(ϕy,t,θy,t,t)

− r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

‖2

×
∣∣∣∣∣∣
T ‡∑
t=1

‖ x†
π(t) − r

ϕy,t θy,t
i(ϕy,t,θy,t,t)

‖2

−
T ‡∑
t=1

‖ x†
π(t) − r

ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

‖2

∣∣∣∣∣∣ .

(23)

しかしながら，導出した幾何マージン ρは算出不可能な

X‡ との最適経路などが含まれており，求めることが不可

能である．そこで，X‡ とX† の最小累積距離を計算する

ときに x‡
tと x†

π(t)が対応し，さらに x‡
tが (ϕy,t, θy,t)と

対応することをふまえて，(ϕy,t, θy,t)を x†
π(t) に対する最

適な状態対であると考える．そこで 2つの仮定を行う．

(仮定 1) T ‡とπ(T ‡)は大きく変わらない．

(仮定 2) X†はクラス境界に十分近い．

(仮定 1)より式 (23)の右辺の分子に存在する [x†
π(1), · · · ,

x†
π(t), · · · ,x†

π(T ‡)]を [x†
1, · · · ,x†

t, · · · ,x†
T † ]に近似的に

置き換えることができる．また，(仮定 2)よりX‡ に関す

る連結モデルの最適経路であった (ϕy,t θy,t)をX†に関す

るものと近似的に見なすことが可能となる．さらに，X†

が正分類であるため，式 (23)は以下のように近似的に表す

ことができる．

ρ ≈ (−1)

×
√
T †dy(X†;Λ)

2

√∑T †
t=1 ‖ r

ϕy,t θy,t
i(ϕy,t,θy,t,t)

− r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

‖2

(24)

3.2 誤分類尺度と平滑な分類誤り数損失

式 (24)から，符号を反転した幾何マージンは，モデル

ベクトル系列間の DTWに基づく “近さ”によって正規化

された誤分類尺度 dy(X;Λ)にほかならないことが分かる．

そこで，この符号を反転した幾何マージンを，

Dy(X;Λ) = −ρ (25)

のように新たに誤分類尺度Dy(X;Λ)として定義し，それ

を用いたMCE学習を行う．幾何マージンを誤分類尺度と

するMCE学習は，分類判断の信頼度をより向上させうる

はずである．すなわち，学習の進展とともに，分類判断結

果は，誤分類尺度の負の領域において，その絶対値がより

大きな領域に写像されることになる．結果的に，符号を反

転した幾何マージンを誤分類尺度とするMCE学習は，平

滑な分類誤り数損失の最小化がそのまま幾何マージンの増

大化を導き，この同時最適化を通して理想的な分類器パラ

メータの状態を追及する．

基本的に，FM-MCE学習法と LGM-MCE学習法の違い

は，上記のような誤分類尺度の違いのみである．この違い

に基づき，FM-MCE学習法における式 (6)と式 (7)におけ

る dy (X;Λ)をDy (X;Λ)によって置き換え，LGM-MCE

学習法のための平滑な分類誤り数損失

�y (X;Λ) =
1

1 + exp (−αDy (X;Λ))
(26)

と経験的平均損失

L (Λ) =
1
N

N∑
n=1

�yn (Xn;Λ) (27)

を得る．なお，LGM-MCE学習法における �y (X;Λ)は，

直接的には dy (X;Λ)ではなくDy (X;Λ)の関数であるこ

とに注意が必要である．

式 (24)の定義から，誤分類尺度Dy (X;Λ)の負の領域に

おける絶対値が，可変長パターンXとクラス境界との距離，

すなわち幾何マージンであった．したがって，LGM-MCE

学習による式 (27)中の L (Λ)の最小化は，同時に，Λに

対応する分類判断が，負の領域におけるDy (X;Λ)の値の

絶対値がより大きくなるように Λを更新する．こうして，

LGM-MCE学習法は，平滑な分類誤り数損失からなる経

験的平均損失の最小化と幾何マージンの最大化とを同時に

進めることになる．

3.3 確率的降下法による経験的平均損失の最小化

LGM-MCE学習法における経験的平均損失の最小化（同

時に幾何マージンの最大化も含む）の手続きも，基本的に

は FM-MCE学習法におけるものと同様に導出でき，PD

法による更新式は，誤分類尺度の定義の違いに基づき更新

量を決定する微分の結果が異なる（後述）ものの，形式的

には式 (8)と同一となる．便利のため，更新式を再掲する．

rh,si
(m+1)

= rh,si
(m) − εm∇rh,si

�y(X;Λ(m)). (28)

式 (28)による LGM-MCE学習は，式中の第 2項によっ

て特徴づけられる．すなわち，∇rh,si
�y(X;Λ)は
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∇rh,si
�y(X;Λ)

=
∂�y(X;Λ)
∂Dy(X;Λ)

·
{ √

T

N(Λ)

·
(
∂dy(X;Λ)
∂gy(X;Λ)

· ∇rh,si
gy(X;Λ)

+
∂dy(X;Λ)
∂gy∗(X;Λ)

· ∇rh,si
gy∗(X;Λ)

)

−
√
Tdy(xT1 ;Λ)

N(Λ)2
· ∇rh,si

N(Λ)

}

(29)

となる．ここで

N (Λ)

= 2

√√√√ T∑
t=1

‖ r
ϕy,t θy,t
i(ϕy,t,θy,t,t)

− r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

‖2
(30)

であり，さらに

∂�y(X;Λ)
∂Dy(X;Λ)

= α�y(X;Λ){1 − �y(X;Λ)}, (31)

∇rh,si
N(Λ)

=
2
∑T

t=1 (Q)√∑T
t=1 ‖ r

ϕy,t θy,t
i(ϕy,t,θy,t,t)

− r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

‖2
, (32)

Q = {δ(ϕy,t − h)δ(θy,t − s)δ(i(ϕy,t, θy,t, t) − i)

− δ(ϕy∗,t − h)δ(θy∗,t − s)δ(i(ϕy∗,t, θy∗,t, t) − i)}
×
(
r
ϕy,t θy,t
i(ϕy,t,θy,t,t)

− r
ϕy∗,t θy∗,t
i(ϕy∗,t,θy∗,t,t)

)
(33)

である．

結果的に，LGM-MCE学習法における更新式 (28)は，FM-

MCE学習における式 (9)と異なる式 (29)の∇rh,si
�y(X;Λ)

をプロトタイプの更新量の決定に用いることで，FM-MCE

学習法における更新式 (8)とは異なるプロトタイプの状態

をもたらすことになる．

4. 評価実験

4.1 音声データ

評価は，ETL-WD-I&IIデータベースと東北大–松下単語

（TMW: Tohoku University Matsushita Word）音声デー

タベースを用いる 2種の孤立単語音声認識課題と，TIMIT

データベースを用いる 1種の音素認識課題とを用いて行っ

た．各データベースの主な仕様は以下のとおりである．

ETL-WD-I&IIデータベース*5は，20名の発話者（男女

各 10名）による 1,542語の読み上げ単語音声で構成されて

いる．ただし，一部の音声が収録されておらず，実験には，

男声と女声がともに存在する 984単語の音声データを用い

た．したがって，課題は，各クラスのパターン標本数が 20

の，984クラスの単語分類課題（標本総数は 19,680）とした．
*5 http://research.nii.ac.jp/src/ETL-WD.html

TMWデータベース*6は，60名の発話者（男女各 30名）

による，212語の音韻バランス単語の読み上げ音声で構成

されている．ここでも一部の音声が収録されておらず，課

題は，各クラスのパターン標本数をおよそ 60とする，212

クラスの単語分類課題（標本総数は 12,649）とした．

TIMITデータベース*7は，486名の英語発話者（男女そ

れぞれ 342名と 144名）による連続文音声データからなる．

付属の，音素単位の書き起こしと音声波形の音素境界情報

とを用いて，54クラスの音素認識用のデータベースを作成

した．このデータベースの標本総数は 157,699となった．

なお，学習時に適切に選定されるべきハイパーパラメー

タ（4.4節参照）の不適切な設定は，過学習に対して，副

作用的で解析が困難な影響を及ぼす．本稿における研究の

ように過学習現象の分析を目指す場合，そうした副作用的

な影響は避ける必要がある．また，そうしたハイパーパラ

メータの設定には，多数回の学習実験の繰返しを必要とす

る．こうした点を考慮し，ハイパーパラメータの設定を十

分に吟味できるように，1回の学習実験に要する時間があ

まり膨大にならない程度の規模のデータベースを選択した．

4.2 音響特徴表現とクラスモデル

各時間窓位置（前出のフレームに対応）における音響特

徴量には，12次元のメル周波数ケプストラム係数（MFCC:

Mel-Frequency Cepstrum Coefficient）とその窓内の音声

信号のパワーとからなる 13次元の変数ベクトルと，さら

にそれらの各変数の 5フレーム内の変動を近似する線形回

帰直線の傾きからなる 13次元ベクトルを合わせた，合計

26次元ベクトルのベクトルを用いた．したがって，入力音

声パターンは，この 26次元の音響特徴ベクトル系列とし

て表した．

本実験に用いた各音素の状態遷移モデルは，それぞれ 3

状態からなり（S = 3），各状態に 3つのプロトタイプを配

置した（Ih,s = 3）．ただし，孤立単語音声認識において無

音区間を表す “sil”については，1状態モデルを用い，その

状態におけるプロトタイプ数も 1とした．各状態遷移モデ

ルのプロトタイプの初期化にはセグメンタル K 平均法を

用いた [20]．

4.3 学習と試験のためのデータ分割法

過学習にかかわる学習法の特性を調べるため，各課題に

おける音声データは，学習用標本群と試験用標本群とに分

割して，それぞれを学習とその結果の試験（評価）に供した

（Hold-Out法）．表 1 に，各データベースにおける学習用

と試験用との標本分割の詳細を示す．いずれのデータベー

スにおいても，学習用標本群と試験用標本群は，互いに独

立である．なお一般に，学習された認識器が取り扱う試験

*6 http://research.nii.ac.jp/src/TMW.html
*7 https://catalog.ldc.upenn.edu/ldc93s1.html
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表 1 Hold-Out 法におけるデータ分割

Table 1 Data splitting for hold-out evaluation scheme.

データベース名 学習用標本数 試験用標本数

ETL-WD-I&II 5,904 13,776

TMW 4,233 8,416

TIMIT 149,967 7,732

用標本の数に比べれば，学習に利用可能な学習用標本の数

は小さい．この点を考慮し，ETL-WD-I&IIは学習用標本

に話者 6名分，試験用標本に話者 14名分を設定し，TMW

は学習用標本に話者 20名分，試験用標本に話者 40名分を

設定することで，学習用標本数よりも試験用標本数を大き

くなるようにしている．一方，TIMITデータベースに関

しては，広く定着している学習用標本群と Core Testと呼

ばれる試験用標本群との分割をそのまま採用した．

便利のため，以下では，学習用標本集合を用いた評価を

Closed Testと，未知の試験用標本集合を用いた評価のこ

とを Open Testと呼ぶこととする．

4.4 ハイパーパラメータの設定

多くの学習法と同様に，FM-MCE学習法も LGM-MCE

学習法も，学習対象であるΛのほかに学習の進行を制御す

るハイパーパラメータを持つ．一般に，ハイパーパラメー

タは，学習用標本群とも試験用標本群とも独立な検証用標

本群を用いて，その検証用標本群に対する分類精度が高く

なるように最適設定される．しかし，そのようなデータの

3分割は，各標本群の数を減らし，学習あるいは試験の信頼

度を低下させうる [21]．実際，分割の仕方によって，それ

ぞれの標本群に対する分類精度は大きく変動し [21]，この

3分割法は必ずしも合理的とは思えない．この点を考慮し，

本稿の実験では，検証用標本群は準備せず，学習用標本群

に対して最も高い分類精度が出るようハイパーパラメータ

を設定し，そうして得られた分類器の試験用標本上の分類

精度を通して過学習特性を調査した．なお，3分割法を用

いた場合であっても，LGM-MCE学習法が FM-MCE学習

法よりも高い過学習抑制力を持つことは，固定次元パター

ンの実験において明らかにされている [12]．

両MCE学習法におけるハイパーパラメータは，仮想的

に学習用標本を増やす効果を持つ，平滑分類誤り数損失の

損失平滑度と，経験的平均損失の最小化における収束を

制御する，学習係数と最大エポック数とである．ここでエ

ポックとは，PD法において，全学習用標本を（通常，無作

為順で）1度ずつパラメータ更新に供する過程を指す．し

たがって，学習用標本は，最大エポック数分，繰返し学習

に利用されることになる．

まず，損失平滑度と学習係数に関しては，表 2 に示す

ように，データベース別に一定の探索範囲の中を試行的に

設定し，最良の（学習用標本群に対して最も高い分類精度

表 2 ハイパーパラメータ設定の概要

Table 2 Overview of hyper-parameter settings.

データベース名 パラメータ FM-MCE LGM-MCE

ETL-WD-I&II 損失平滑度 0.5-8.0 (0.5) 5-50 (5)

学習係数 0.5-4.0 (0.5) 0.4-2.0 (0.2)

TMW 損失平滑度 0.5-5.0 (0.5) 5-50 (5)

学習係数 0.1-1.5 (0.2) 0.1-1.5 (0.2)

TIMIT 損失平滑度 1.0-2.0 (0.5) 10-20 (5)

学習係数 0.05, 0.1 0.05, 0.1

を出す）値を探索した．なお，それぞれの探索範囲と探索

の粒度（表中の括弧内の数字）は，予備実験によって設定

した．

一方，最大エポック数に関しては，予備実験を通して

選択した，いずれのデータベースに関する学習において

も経験的平均損失値が十分に収束できる値，すなわち，

ETL-WD-I&IIおよび TMWでは 100とし，TIMITでは

500とした．

本稿では前述したように試行錯誤的に損失平滑度と学習

係数の設定を行ったが，この設定方法は多くの時間がかか

るという問題がある．その解決を目指し，損失平滑度に関

しては，誤分類尺度空間における確率分布の最尤推定を通

して，それを自動的に選定する手法が提案されている [22]．

しかし，学習係数に関しては，その設定の理論的基盤が必

ずしも明確でなく，その自動化は容易でないように考えら

れる．こうした状況を受け，経験的ではあるものの種々の

実験で有効性が示されている，学習係数を自動的に調整す

る機構を持つ損失最小化法，RPROP法を FM-MCE学習

法と LGM-MCE学習法とに適用し，その効果を調査した．

この結果は，1章にも述べたように付録において紹介する．

4.5 結果と考察

学習が，過学習を避け，最小分類誤り確率状態の優れた

推定を行った場合，得られた分類器は，学習用標本群に対

する分類精度（Closed Testの結果）を過剰に高めること

なく，むしろ，未知なる試験用標本群に対する分類精度

（Open Testの結果）を高めることが期待される．したがっ

て，上述のように，学習用標本群に対する分類精度が上が

るようにハイパーパラメータの設定を行った学習を通して

得られた Open Testの結果を観測することで，学習手続

きの最小分類誤り確率状態の推定能力を評価することがで

きる．

以下に 3種の認識課題ごとに，結果を表にまとめる．い

ずれの表においても，各学習法に対する分類精度は，学習

用標本群に対して最も高い分類精度を達成するように学習

された分類器を用いて得たものである．

ETL-WD-I&IIに対する実験結果を表 3 に示す．表 3 は

表 2 で示すハイパーパラメータの組合せである 128回の実

験（FM-MCE学習法の場合）と 90回の実験（LGM-MCE
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表 3 ETL-WD-I&II における分類率（%）

Table 3 Classification rates of ETL-WD-I&II.

FM-MCE LGM-MCE

Closed Test 99.98 99.98

Open Test 90.53 92.00

表 4 TMW における分類率（%）

Table 4 Classification rates of TMW.

FM-MCE LGM-MCE

Closed Test 100.00 100.00

Open Test (Max) 96.49 97.37

Open Test (Ave) 96.25 97.04

表 5 TIMIT における分類率（%）

Table 5 Classification rates of TIMIT.

FM-MCE LGM-MCE

Closed Test 73.89 73.09

Open Test 66.59 67.76

学習法の場合）の中でClosed Testの結果が一番高いものを

表にしている．表 3から，Closed Testにおける分類率の差

はないものの，Open Testの分類率において，LGM-MCE

学習法が FM-MCE学習法を上回っていることが分かる．

目指す最小分類誤り確率状態の推定に関し，LGM-MCE学

習法の方が FM-MCE学習法よりも勝っていることを読み

取ることができる．

次に，TMWに対する実験結果を表 4 に示す．この実

験では，各学習法に対してハイパーパラメータの組合せ

数分の 80 回ずつの実験を行った．しかしながら，ETL-

WD-I&IIの実験とは異なり，FM-MCE学習法で 12個の，

LGM-MCE学習法で 8個の組合せにおいて，Closed Test

の分類精度が 100%に達成する結果が存在した．そこで，

表中の Open Test (Max)には，それらの複数の結果の中

で，試験用標本群に対する最も高い分類精度を示し，また

Open Test (Ave)には，それらの複数の結果のそれぞれに

対応する試験用標本群に対する分類精度の平均を示した．

TMWデータベースは 212クラス問題であるため，ETL-

WD-I&IIデータベースの 984クラス問題と比べて容易なタ

スクと推測された．このことは，FM-MCE学習法と LGM-

MCE学習法の両手法において，分類精度が 100%を達成

するハイパーパラメータの組合せが複数あったことからも

うかがい知ることができる．表から，Open Test (Max)と

Open Test (Ave) のいずれにおいても，LGM-MCE 学習

法の優位性を読み取ることができる．また特に Open Test

(Ave)における優位性は，LGM-MCE学習法の効果の安定

性を示唆するものと考えられる．

続いて，TIMITに対する実験結果を表 5 に示す．この

実験では，エポック数を 500とした関係で，先の 2つの実験

と比べると少ない 6回ずつの実験であるが，ETL-WD-I&II

表 6 3 種のデータベースにおける 3 つの上位分類率の平均と標準

偏差（%）

Table 6 Averages and standard devisions of classification rates

for 3 databases.

FM-MCE LGM-MCE

ETL-WD (Closed Test) 99.98 (0.01) 99.97 (0.01)

ETL-WD (Open Test) 91.11 (0.99) 92.90 (0.68)

TMW (Closed Test) 100.00 (0.00) 100.00 (0.00)

TMW (Open Test) 96.49 (0.00) 97.26 (0.10)

TIMIT (Closed Test) 73.80 (0.08) 72.85 (0.28)

TIMIT (Open Test) 66.96 (0.26) 67.55 (0.25)

と同様にその中で Closed Testの結果が一番高いものを表

にしている．表の Closed Testの結果が 73%程度であり，

先の 2つの課題と比べて難しいことがうかがえる．またこ

の課題では，先行する 2 つの課題と比べて圧倒的に多数

の学習用標本を用いている．このような，分類が難しく，

かつ学習の規模が大きな課題においてもまた，表の Open

Testの結果は LGM-MCE学習法の優位性を示している．

表 3 から表 5 までの結果は，学習用標本群に対して最も

高い分類精度を出した（TMWデータベースに関する一部

を除いて）単独の学習結果に基づくものであった．観測の

信頼性を高めるため，表 6に，それぞれのデータベースに関

する実験において，FM-MCE学習法あるいは LGM-MCE

学習法が学習用標本群に対してもたらした上位 3つの分類

精度に着目し，それらの平均と標準偏差を，それらの学習

結果に対応する試験用標本群に対する分類率の平均と標準

偏差とともにとりまとめた．表から，この複数の学習結果

においても，LGM-MCE学習法は FM-MCE学習法よりも

高い試験用標本分類率を達成し，安定的に過学習抑制の効

果を発揮していることを読み取ることができる．

本研究で採用した PD法などのパラメータ更新の繰返し

をともなう学習においては，その繰返しの数，すなわちエ

ポック数の不足が，副作用的に過学習抑制効果をもたらす

ことがある*8．本実験が，そうした副作用に影響されるこ

となく，FM-MCE学習法と LGM-MCE学習法それぞれの

本来の学習性能を検証していることを確認するため，TMW

データベースに関する表 4 中の “Open Test (Max)”欄，

すなわち学習用標本群に対して 100%の分類率を達成した

場合の中で試験用標本群に対して最も高い分類率をもたら

した場合に注目し，その学習が，学習エポックの増加とと

もにもたらした分類率の変化を観察した（図 3）．図中，横

軸はエポック数であり，縦軸は分類誤り率である．また，

橙色実線と赤色実線は，それぞれ LGM-MCE学習法の学

習用標本群と試験用標本群に対する分類誤り率を示し，水

色実線と青色実線は，それぞれ FM-MCE学習法の学習用

標本群と試験用標本群に対する分類誤り率を示している．

*8 広く用いられている正則化は，この副作用的効果を積極的に利用
するものである．
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図 3 学習の進捗にともなう分類精度の推移

Fig. 3 Changes in classification error rates along training

progress.

さらに，赤色点線（直線）は LGM-MCE学習法によって

試験用標本群に対して達成された最小の誤り率を，青色点

線（直線）は FM-MCE学習法によって試験用標本群に対

して達成された最小の誤り率を示している．図から，いず

れの学習法も，学習用標本群に対して 40エポック前後で

0%の誤り率を達成する一方で，試験用標本群に対しては，

LGM-MCE学習法が到達できた最小の分類誤り率付近に

安定的に収束しているのに対し，FM-MCE学習法は，比

較的早いエポック（40エポック周辺）においていったん最

小分類誤り率に達した後，わずかながら誤り率が増加して

そのまま収束するという，過学習にしばしば見られる現象

が現れていることが分かる．これらの結果から，いずれの

学習法も十分に学習が繰り返され，その結果には不測の副

作用的な影響は入っていないことも，FM-MCE学習法の

収束には過学習現象が現れているのに対し，LGM-MCE学

習法にはそれが見られなかったことも理解できる．

パラメータ更新の不足が副作用的に過学習抑制効果を生

み出しうることを述べたが，分類器のクラスモデルの表現

力の不足がやはり副作用的に過学習を抑えることがある．

本研究では，この点も考慮したうえで比較的標準的なク

ラスモデル（3状態状態遷移モデル）を採用した．実際，

表 3 から表 6 の結果に見られるように，学習用標本群と

試験用標本群との分類率には大きな乖離があり，用いた 3

種のデータのいずれの実験においても過学習が発生してい

たものと考えられる．なお，LGM-MCE学習法の過学習

抑制は，分類誤り数損失の平滑性にともなって生み出され

る，学習標本周辺における仮想標本生成効果によることが

分かっている [23]．したがって，過少な学習標本を用いる

学習においては，標本分布がまばらになりすぎ，その抑制

効果が現れにくくなるおそれがある．こうした問題の有無

を確認するため，TMWデータを用いた追加の調査を行っ

た．表 4の実験では 20名分のデータを学習用（学習用標本

数：4,233）に，また 40名分を試験用（試験標本数：8,416）

に用いたのに対し，ここでは 10名分を学習用（学習用標本

数：2,114）に，50名分を試験用（試験用標本数：10,535）

表 7 TMW における分類率（学習用標本数：2,114，試験標本

数：10,535）（%）．

Table 7 Classification rates of TMW(Training samples: 2,114,

Testing samples: 10,535).

FM-MCE LGM-MCE

Closed Test 100.00 100.00

Open Test (Max) 95.06 95.84

Open Test (Ave) 94.61 95.51

に用いて実験を行った．ハイパーパラメータ設定に関して

は，FM-MCE学習法においては損失平滑度を 1.0～4.0（0.5

刻み）の範囲で，学習係数を 0.5～1.1（0.2刻み）の範囲

で調査し，LGM-MCE学習法においては損失平滑度を 5～

30（5刻み）の範囲で，学習係数を 0.7～1.3（0.2刻み）の

範囲で調査した．こうして得られた 28個の FM-MCE学

習法の結果と 24個の LGM-MCE学習法の結果の中から，

学習用標本群に対して最も高い分類率（100%であった）を

達成した分類器を用いて得た分類率と，学習用標本群に対

して 100%を達成した分類器のそれぞれがもたらした試験

用標本群に対する分類率の平均を表 7 に示す．表から分

かるように，この表 1 とは異なる（より厳しい過学習状況

の発生が予想される）データ分割においても，LGM-MCE

学習法は，FM-MCE学習法より安定的に高い試験用標本

分類率を達成し，過学習抑制効果を発揮していることを読

み取ることができる．

5. おわりに

可変長時系列パターンの分類においては必ずしも十分に

評価されていなかった LGM-MCE学習法について，状態

遷移モデル型分類器を用いた実装を行い，3種の音声認識

課題においてその実験的な調査を行った．実験では，利用

可能な標本を学習用標本群と試験用標本群とに 2分割し，

学習用標本群を用いて分類器クラスモデルパラメータとハ

イパーパラメータの双方を最適化する学習を行い，そうし

て得られた分類器の試験用標本群に対する分類精度によっ

て学習法の評価を行った．その結果，従来型の FM-MCE

学習法と比べ，提案した LGM-MCE学習法が，未知標本

に対して安定的に高い分類精度を達成しうる，すなわち，

学習用標本に対する過学習が抑制された（最小分類誤り確

率状態により近い）分類器クラスモデルパラメータの正確

な推定を行いうることを確認することができた．

最近の音声認識の研究においては，本稿で用いた（HMM

も含む）状態遷移モデル型クラスモデルの前段に（一般に

クラス共通の）深層ニューラルネットワーク（DNN: Deep

Neural Network）を備えた，ハイブリッド DNN-HMM型

音声認識器の利用が注目を集めている [24]．この新しく強

力なハイブリッド型音声認識器を用いて LGM-MCE学習

法の評価を行うべきとも考えられる．多くの場合，そうし
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たハイブリッド型音声認識器は，その規模の大きさゆえ

に，異なる学習基準を用いた部分的な学習の組合せによっ

て学習される．すなわち，まず後段部分の HMMクラスモ

デルが，たとえば単語クラスのような認識器出力のレベル

で学習され，その学習結果を利用して，遡って前段部分の

DNN特徴変換部が，単語よりも小さなセノンのようなク

ラスのレベルで学習される．しかし，様々な要因が複雑に

影響し，そのような異なる基準を用いた学習の組合せは，

必ずしも最終段階の性能向上につながらない．これは，認

識器全体の統合的な最適化を目指す End-to-End学習が継

続的に研究されているゆえんでもある（文献 [25], [26]な

ど）．また，こうした強力な音声認識器でさえも話者や発

話環境の多様性を必ずしも十分には獲得できず，ハイブ

リッド DNN-HMM型音声認識器のための話者適応技術な

どもさかんに研究されている（文献 [27], [28]など）．基本

的に，ハイブリッド DNN-HMM型音声認識器は多数の学

習対象モデルパラメータを持つ一方で，適応学習用標本の

量は限られる．したがって，適応学習における過学習の抑

制はいっそう重要となる．本稿で提案した可変長パターン

分類用の LGM-MCE学習法を，こうした統合的学習や適

応学習の文脈において研究することは，次の重要な課題と

思われる．

なお，1章でも触れ，付録で実験結果を紹介してもいる

ように，LGM-MCE学習法が採用している PD法における

学習係数の最適化は，必ずしも容易ではない*9．その結果

として，実験に多くの時間を要するばかりか，学習法が本

来達成しうる性能を十分に引き出すこと自体も難しくなっ

ている．したがって，この学習係数を合理的に設定する手

法の開発が望まれる．また，本稿で用いた可変長パターン

のための DTW型距離が最良である保証はない．より適切

な距離空間における幾何マージンを増大させることによっ

て，過学習抑制効果をいっそう高めうる可能性がある．こ

れらの点も，重要な課題であると思われる．
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付 録

A.1 MCE学習におけるRPROP法による損
失最小化 [19]

PD法や最急降下法における学習係数の値は，実験によ

る試行錯誤などを通して経験的に設定せざるをえない．そ

の設定には多くの時間を要し，なんらかの改善法の開発

が期待される．本稿では，学習係数の値を陽に設定する

必要のない RPROP法 [14], [15]に着目し，それを用いた

LGM-MCE学習法の（および，比較のために FM-MCE学

習法の）学習手続きを導出する．

A.1.1 概要

RPROP法は，以下のように勾配の符号のみを用いて，

あらかじめ設定しておいたパラメータ更新量を最適な値に

向けて変化させつつ，損失の超曲面を下るようにしてその

局所的最小状態の発見を目指すものである．また，PD法

とは異なり，RPROP法ではパラメータベクトルの要素ご

とに更新量が変化する．

rh,si
(m+1)

(dim)

= rh,si
(m)

(dim) − sign

(
∂L(Λ)

∂rh,si (dim)

(m)
)
×
h,s

i

(m)

(dim),
(A.1)

Algorithm 1 RPROP+ algorithm
for each rh,s

i (dim)
do

if ∂L(Λ)

∂rh,si (dim)

(m−1) × ∂L(Λ)

∂rh,si (dim)

(m)
> 0 then

�h,s
i

(m)
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= min

(
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i
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(dim)
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else if ∂L(Λ)
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(dim)
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(dim)
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(dim)
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end if

end for

ここで
h,s
i

(m)

(dim) は，更新繰返しのmステップにおける h

番目の音素の s番目の状態の i番目のプロトタイプの dim

次元のパラメータに対する更新量を表している．この更新

量は，たとえば現在mステップの更新であるとした場合，

それに先行する (m− 1)ステップの勾配の符合とmステッ

プの勾配の符合が等しいときはさらに大きく曲面を下るこ

とができると見なして更新量を増やし，符号が異なる場合

は局小解を飛び越えたと見なして (m− 1)ステップのパラ

メータに戻し，さらに更新量も減らす処理を行うことで更

新量を調整する．

RPROP 法には複数の版があり，特に RPROP+ と呼

ばれる RPROP 法を用いた [14], [15]．RPROP+ の具体

的な更新手続きを，式 (A.1) に基づく疑似コードとして

Algorithm 1 に示す．疑似コード中の 
max は更新量の

最大値であり，
min は更新量の最小値である．また，

0 < η− < 1 < η+である． ∂L(Λ)

∂rh,si (dim)

(m)
はmステップにお

ける経験的平均損失を rh,si (dim) で微分した値を表す．

A.1.2 パラメータ更新量

疑似コードの手順に従い，分類器パラメータの更新を行

う．疑似コード中の ∂L(Λ)

∂rh,si (dim)

は鎖則によって以下のよう

に表すことができる．

∂L(Λ)

∂rh,si (dim)

=
1
N

N∑
n=1

∇rh,si (dim)
�yn(Xn;Λ), (A.2)

ここでパラメータ更新量 ∇rh,si (dim)
�yn(Xn;Λ) は，式 (9)

や式 (29)において，パラメータがベクトル rh,si であると
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きの dim次元目の要素に関するものである．FM-MCE学

習法と LGM-MCE学習法に対し，パラメータ更新量の具

体的な定義はそれぞれ次のよう与えられる．

・FM-MCE学習法の場合

∇rh,si (dim)
�yn(Xn;Λ)

= α�yn(Xn;Λ){1 − �yn(Xn;Λ)}

×
(
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{
− 2
T
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(
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)}

+ (−1) ×
{
− 2
T

T∑
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(
xnt (dim)−rh,si (dim)

)})
.

(A.3)

・LGM-MCE学習法の場合
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t=1 ‖ r

ϕyn,t θyn,t
i(ϕyn,t,θyn,t,t)

−r
ϕyn∗,t θyn∗,t
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(A.4)

ここで，Q′ は次式で表すものとする．

Q′ = {δ(ϕy,t − h)δ(θy,t − s)δ(i(ϕy,t, θy,t, t) − i)

−δ(ϕy∗,t−h)δ(θy∗,t−s)δ(i(ϕy∗,t, θy∗,t, t)−i)}

×
(
r
ϕyn,t θyn,t
i(ϕyn,t,θyn,t,t)(dim)

− r
ϕyn∗,t θyn∗,t
i(ϕyn∗,t,θyn∗,t,t)(dim)

)
.

(A.5)

A.1.3 動作確認および評価

ETL-WD-I&IIデータベースを用いて，RPROP法によ

る FM-MCE学習法と LGM-MCE学習法との動作確認を

行った．

なお，RPROP法では，学習係数の設定はなくなったも

表 A·1 RPROP のためのハイパーパラメータ設定

Table A·1 Hyper-parameter settings for RPROP.

パラメータ FM-MCE LGM-MCE

損失平滑度 0.5-8.0 (0.5) 5-50 (5)

更新量の初期値 0.2-0.5 (0.1) 0.2-0.5 (0.1)

表 A·2 RPROP 法による分類率（%）

Table A·2 Classification rates by RPROP method.

FM-MCE LGM-MCE FM-MCE LGM-MCE

(PD) (PD) (RPROP) (RPROP)

Closed Test 99.98 99.98 99.92 99.93

Open Test 90.53 92.00 92.61 92.15

のの，更新量
h,s
i

(m)

(dim)の初期値の設定を行う必要がある．

しかし，これまでの報告 [14], [15]から，学習結果に対する

この設定の感度は比較的低いとされている．この点も含め

て，表 A·1 に示す，損失平滑度と更新量の初期値とをハ
イパーパラメータとした学習実験を行った．表から分かる

ように，PD法における学習係数の設定と比べ，更新量の

初期値の設定はかなり粗い粒度で行った．最大エポック数

は，PD法と同じ 100とした．

表 A·2 に，PD法の結果と比較する形で，RPROP法に

よる分類精度を示す．表から，FM-MCE学習法と LGM-

MCE学習法のいずれにおいても，RPROP法が PD法と

ほぼ同等の Closed Test結果を出していることが分かる．

結果は，RPROP法による学習が期待どおりに動作してい

ることを示唆しているように思われる．なお，FM-MCE

学習法と LGM-MCE学習法のいずれにおいても，RPROP

法の Closed Testの精度は PD法のそれより若干低い．こ

れは，RPROP法における近似によるもののように考えら

れる．一方，RPROP法による FM-MCE学習法の Open

Testの精度は，PD法のそれを上回り，さらに LGM-MCE

学習法の RPROP法の精度をも上回っていた．これは，学

習における近似が，その副作用として過学習を抑制した結

果であるように推察される．しかし，こうした副作用は，

元々陽に制御することが難しく，RPROP法を用いるMCE

学習法は，理想的な（最小分類誤り確率状態に対応する）

分類器の実現を分析的に探求するための手法としては最良

とはいい難い．

一方，パラメータの更新を全学習用標本に対してまとめ

て行う RPROP法は，手続きの並列化による学習の高速化

に明らかに適している．表 A·2 の結果から，RPROP法を

用いるMCE学習が，そうした目的に十分に対応しうるこ

とが期待できる．

推薦文

関西支部では支部大会において優れた内容の論文に対し

推薦論文を選定することとした．そこで，支部大会で発表

c© 2018 Information Processing Society of Japan 1307



情報処理学会論文誌 Vol.59 No.4 1295–1308 (Apr. 2018)

された論文のうち 6ページに満たないものを除く 24件を

対象とし，各セッションの座長および実行委員から広く推

薦を集めて候補論文を選出した．各論文に対し事後評価者

2名の評価を加え，実行委員会による審議を経て 2件の推

薦論文候補を決定した．本論文では，可変長の音声パター

ン分類においては必ずしも十分に評価されていなかった大

幾何マージン最小分類誤り（LGM-MCE: Large Geometric

Margin-MCE）学習法について，単語音声パターンの分類

実験を通して，実験的な評価を行っている．関数マージン

最小分類誤り（FM-MCE: Functional Margin-MCE）学習

法との比較を行うことで可変長の音声パターン分類におけ

る LGM-MCE学習法の有用性を明らかにしており，評価

に値する．

（情報処理学会関西支部支部長 安本慶一）
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