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概 要

学術論文のトピックが時間的にどのように変遷したかを表す研究は，研究に欠かすことのできない先行研究の調査を

手助けすることができると考えられる．先行研究では，bag of wordsでのモデル化や，LDAを用いた手法の提案が

行われてきたが，これらの手法では，年代を経て主な意味が変化してしまった単語を正しく扱えていないという弱点

がある．近年注目を集めている，word2vecに代表される単語埋め込みの手法の多くは，他の空間を比較することは

できないが，変換を行うことで比較可能とし，時系列拡張することでそのような意味の変遷も考慮することができる

と考えられる．そこで，本研究は word2vecで獲得できる分散表現を用いたトピックの抽出とそれの変遷の可視化を

試みる．

1. はじめに

学術論文は，単に知識を蓄積していくためのものでは

なく，過去の発見に基づいた研究をする際に必要な情報

である．過去の学術論文を読み，先行研究を調査し当該

分野の経年変化を含む全体像を把握することは，研究を

進めていく中で欠かすことのできない行程である．しか

し，先行研究の調査は，研究を始めて間もない人や自分

の専門分野以外ではどこから手をつけていいのかわから

ず難航してしまうことがある．このような人に，当該の

分野がどのようにこれまで変化してきたかを提示するこ

とは当該分野における全体像の把握に有用であると考え

られる．

近年，DBLP∗や arXiv†といった学術論文のデータベー

スの整備が進んでおり，このデータベースを活用する研究

が盛んに行われている．このようなデータベースを活用

する研究として，研究トピックの抽出 [1]，専門用語の検

出 [2]，共著ネットワーク [3]の発見などが行われている．

学術論文の理解を助ける研究の一つとして，研究トピック

の抽出とその変遷を扱う研究 [1]があげられる．これは時

間区分ごとにトピックを抽出し，その関係性を時間区間を

またいで同定することで，トピックがどのように変化して

いくかを検出する研究である．学術論文以外を対象にする

場合でもこれらのトピックの抽出やその変遷を追う研究

は数多くあり，Probabilistic Latent Semantic Indexing

(p-LSI)[4]や Latent Dirichlet allocation (LDA)[5]を応

用して行うDynamic Topic Model[6]などがあげられる．
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しかし，これらのどの研究においても，ある分野に関

するトピックの変遷を知りたいとき，先行研究によって

出力されたトピックとその変遷から，知りたい分野がど

のトピックに属しているかユーザ自身が探し判断する必

要があった．例えば，hadoopに関する分野について知

りたい場合に，networkやDBなどのトピックの変遷が

関係あるとユーザーが判断し，その内容を追わなければ

ならなかった．これは，調べたい分野に詳しくない人は，

どの単語が関連するかを判断することが難しいという問

題点があった．また出てくる結果もそのトピックについ

ての理解をすることができても，どのような概念と近く

なったのかなど方向性については提示することができて

いないという欠点があり，ただの変遷だけではなく分野

が，どのような方向性に向かっているかを含む全体像を

俯瞰するという目的においては不十分であると言える．

また，これらの研究は単語を bag of wordsでモデル

化しているため，似た単語を違うものとして扱うという

問題点や，年代を経て単語自体の意味が変わってしまっ

た場合でも同じ単語として扱ってしまうなど問題点があ

る．これらの問題は，word2vec[7]を各時間区分ごとに

単語ベクトルを作成しそれらを変換行列を作成し結合す

る研究 [8, 9, 10]によって提案された手法を用いること

で，解消できると期待される．クラスタリングを用いて

word2vecの単語空間上にトピックを検出しそのトピッ

クの方向ベクトルを定めることでトピック自体も同じ単

語空間上に表すことができる．また，トピックをベクト

ルで表現することができるため，トピックがどのような

単語と近い方向にどのくらいの速さで変遷しているのか

を定量的に測るなど応用が期待される．



本研究では，問合せ処理により知りたい分野の変遷を

提示する手法を提案する．具体的な手法を以下に示す．

まず，学術論文集合の各文章の題目とあらましを一つの

文章とし，各時間区分ごとに word2vecによって学習し

それによって得られた単語ベクトルからその論文を表す

ベクトルを生成する．次に，文章集合を，問合せと近い

概念を持った文章集合を選定し，次に出版の年度で文章

集合を分割し，分割された集合内でクラスタリングを行

いトピックを検出する．そして，異なった年度のトピッ

ク群同士を，分散表現で表されるトピックのベクトルを

基に類似度を計算して結びつけ，そのトピック間の関係

を同定し，トピックがどのように変化していっているの

かを提示する．

本稿の構成を以下に示す．2.節では，トピックの検出

や word2vecに関する関連研究を述べる．3.節では提案

手法について述べる．4.節では提案手法によって得られ

た実験結果をまとめ，それに対する考察を行う．5.節で

本論文のまとめと今後の課題，展望について述べる．

2. 関連研究

この章では，まず，トピックモデルやトピックの変

遷の検出を試みている先行研究そして，word embed-

ding のトピックの検出に関する先行研究について述べ

る．word2vecを時系列的に用いている研究や，類似す

る問題設定の先行研究について簡単にまとめる．

2.1 トピックの検出

トピックの検出は，これまで bag of wordsを用いて単

語の局所表現であるところのベクトルを作りその後処理

する手法が主であった．この手法は，単語の語順を考慮

できていないことや似た単語の意味の扱いに問題があっ

たが，簡単に文章をベクトル化できるために広く使用さ

れていた．

近年 word2vec[7]の出現を受けて，分散表現を用いて

得られる単語のベクトルを処理する手法が注目されるよ

うになってきている．従来の手法と比べて，語順の問題

や似た単語の扱いの問題を緩和できることが期待されて

いる．さらに，局所表現であればベクトルの次元数は出

現する単語数（104～）となっていて，非常に大きな次

元数の疎なベクトルとなっていたのに対して，分散表現

で表されるベクトルは数百次元とより小さい次元で表す

ことができ，取り扱いやすいという特徴もある．

この節では，bag of wordsベースのモデルのトピック

とその変遷の検出と，word embeddingのモデルを用い

てトピックを扱う先行研究について記述する．

2.1.1 bag of wordsベースモデル

bag of wordsを使用したトピックの検出モデルは，大

きく三つに分けることができる．それぞれ，1. 確率モデ

ル，2. グラフベースモデル，3. 行列分解モデルである．

確率モデルを利用したトピックモデルは，p-LSI[4]や

LDA[5]に代表される．LDAは，トピックを文章に潜在

的に分布しているものとして確率的にモデリングを行い

その結果から，事前に与えられた数のトピックを抽出す

る手法である．LDAは様々な拡張がされている．LDA自

体の拡張としては，Tehら [11]が事前にトピック数を指

定する必要がなく，ドキュメント集合に応じて動的にト

ピック数を定めるHierarchical Dirichlet Process (HDP)

を開発した．LDAや p-LSIを用いて学術論文集合のト

ピックを抽出する研究は多く行われており，著者の影響

を考慮したトピックを算出するもの [12, 13]や，論文の

引用情報を考慮に入れるもの [1]などがある．

そのほかに，グラフを用いた手法 [14]が存在する．こ

の手法は，論文同士を使用している単語と引用関係から

グラフを構成して，その単語がトピックとして使われる

時その単語の引用グラフは密に接続されているという仮

説を基に定式化をしている．これにより二つの単語の組

からなるトピックを抽出することができている．

行列分解を用いた手法は近年より盛んに研究される

ようになってきており，その中でも特に Non-negative

Matrix Factorization (NMF) を用いたものが多くなっ

てきている [9, 15]．NMFを用いた手法は，LDAなどと

比較して計算量が少なくて済むため，ソーシャルメディ

アやニュース記事などの即時性が求められるトピックの

解析に用いられることが多い．

トピックそのものだけでなく，検出したトピックの変

遷，つまり時間によってトピックの特徴語や構造がどの

ように変化していくかについての研究も盛んに行われて

いる．トピックの変遷を検出する研究は判別手法と生成

手法の二つに分けることができる．

判別手法は，文章集合におけるトピックを単語の組

合せであると考えており，森永ら [16]は finite mixture

modelを使って，トピックの変遷がどのようにシフトし

ていくのかを，離散的に考慮している．

生成手法は，LDAの登場により活発になっている手

法であり，Bleiらは [6]は LDAを拡張し，トピックの

盛衰をもモデル化してパラメータを学習する Dynamic

Topic Modelを提案した．Wangら [17]は LDAを拡張

した Topic Over Time (TOT) という手法を開発した．

この手法は，トピックの変遷を年度などの離散的な時間

区分ではなく連続的に扱う手法であり，論文のデータや

メールのデータを用いて検証を行われている．これまで



は，SNSなどのデータであっても一日ごとなどに分割し

て使用しなければならず，その分割が正しいのかという

疑問があり，この手法は連続時間で扱えるようにしたこ

とでこの問題を緩和した．

その他にも，Heら [1]は，学術論文により適したモデ

ルを開発した．これまでの研究では学術論文をデータと

している研究であっても，引用情報をその論文との関係

性も考慮した上で用いているものはなく，論文では引用

情報は大切な要素の一つであるという考えから，引用情

報を加味したモデルを作成した．また，引用情報はすべ

て同じ重要度ではないと考えて，その割合についても学

習するモデルを LDAを拡張して作成してる．

2.1.2 word embeddingモデル

word embedding を使用したモデルは，word2vec や

doc2vecの拡張であり，bag of wordsベースのモデルと

は違い低次元であり計算量が比較的少なく済み，トピッ

ク自体もベクトル化して，単語ベクトルと同列に扱うこ

とができるという特徴がある．

Niuら [18]は事前に LDAで文章集合を学習させてお

き，それによってつけられたラベルを word2vecの学習

時に付与することで，単語とトピックのベクトルを学習

する Topic2vecを開発した．Liら [19]は，トピックと

単語を同時に学習するモデルを作成した．これらの手法

は bag of wordsを用いてきたこれまでの手法と同程度

またはそれ以上の成果を出しており新しい方向性とし

て期待されている．Batmanghelichら [20]は LDAのト

ピック数を動的に決める Hierarchical Dirichlet Process

(HDP)[21]を拡張し，トピックを学習しそのそのトピッ

クを単一のベクトルとして扱うのではなく，単語空間を

normが 1になるように正規化することで超球面上のあ

る方向ベクトルとして扱い，von Mises-Fisher分布を用

いて表現することで，言葉の意味も考慮したトピックモ

デリングが可能になるとしている．

2.2 word embeddingの時系列適応

異なるパラメータで通常学習した単語空間は相互に比

較することができないが，それを可能にし，時系列的に単

語空間を扱うという手法が近年研究されている．Vacaら

[9]はまずコーパスを時間単位ごとに区切り，最初の時間

単位は通常通り Skipgram Negative Sampling（SGNS）

で学習した後，次の時間単位の学習の初期パラメータを

前の時間単位の単語空間とすることで連続的に扱い，複

数年たっても比較することができるとし，それによって

言葉が経年でどのように変化していったのかを検出する

手法を提案した．Hamiltonら [8]はこの研究に加えて，

複数の年度のベクトルを直交行列を用いて変換すること

で複数の単語空間の比較を可能にし，経年でどのような

単語が意味の変遷が起こりやすいかなど意味の変化と単

語の性質について検証した．Yaoら [22] は上記二つの

研究を踏まえて検証し，時間区分を超えて代替物となる

もの，例えば 2016年のObamaが 1993の Clintonと近

いということを発見できるとしている．また，Zhangら

[10]らは，変換行列を用いて複数年度の単語空間を比較

し，1980年代のWalkmanと 2010年代の iPodなど似

た側面のある二つのものが，Sonyや Appleなどどのよ

うな違いがあるかを発見する手法を提案した．

3. 提案手法

この章では，提案手法を説明する．まず，問題設定を

行い，その後に論文集合に対しての分散表現の獲得手法

について記述する．次に，ユーザから与えられた問合せ

の処理について扱い，そして，それを用いたトピックの

抽出方法とその変遷の検出方法について扱う．

3.1 問題設定

本研究は分散表現を用いるため，単語集合の分散表現

は N 次元のベクトルで表される．本研究では全ての分

散表現は長さ 1に正規化されているものとする．単語分

散表現系列をW = ⟨w1, · · · , wV ⟩と表す．本研究では，
二つの単語の分散表現wiとwj の間の類似度を式 (1)の

コサイン類似度を用いて算出することとする．

sim(wi, wj) =
wi · wj

||wi|| ||wj ||
(1)

D = {d1, · · · , dl} を学術論文の集合とする．本研究
ではこの学術論文の集合も単語と同様に，N 次元の分

散表現空間で表す．学術論文集合の分散表現は D =

{d1, · · · ,dl}で表すことができる．文章ベクトル diは，

全ての単語集合 V と，TD-IDFによって得られる重み

TFIDFdi と，文章にその単語が存在するかを表す関数

ζ(3)を用いて，長さ 1に正規化する関数 normalizeを用

いて式 (2)のように表される．

di = normalize

(
V∑
v

ζiv · TFIDFwv · wv

)
(2)

ζiv =

{
1 v ∈ di

0 otherwise
(3)

ただし，関数 normalizeは式 (4)と表される．

normalize(v) =
v

||v||
(4)

この時各文章間および各文章および単語間の類似度は，

コサイン類似度を用いて算出することとする．

本研究ではトピックの検出のために，von Mises-Fisher

(vMF)分布を用いる．vMF分布は半径 1の超球面上の



ガウス分布であり，主に方向データのモデリングに使用

される．角度によって類似性を測ることができるため，

単語分空間のモデル化を行うことができると考えられる．

また，vMFは中心ベクトル µとその広がり κという二

つのパラメータを持つ．トピックは単一のベクトルとし

てではなくある程度広がりを持つと考えられるため，ト

ピックを vMFを用いて分類することは適切であると考

えられる．そこで，本研究では vMF混合分布によって文

章ベクトルをクラスタリングし，そのクラスタをトピッ

クとすることとする．ある文章 dt が，トピックをあら

わす vMFから生成される確率密度分布 p(dt|Θ)をパラ

メータ群 Θを用いて式 (5),(6),(7)で表す．

p(dt|Θ) =

M∑
m=1

πmf(dt|µm, κm) (5)

f(dt|µm, κm) = CN (κ) exp(κmµT
mwt) (6)

CN (κ) =
κN/2−1

(2π)N/2IN/2−1(κ)
(7)

このとき，M は混合数とし，πを異なる vMFの重みと

し，I は第一種変形 Bessel関数を表す．本研究では簡単

のため，vMFを用いたクラスタリングによって得られ

た二つのトピック間の類似度を中心ベクトルのコサイン

類似度を用いて測ることとする．

文章集合Dを，出版された時刻 t(∈ [1, n])を用いて互

いに素な集合D(1), · · · , D(n)に分割する．ただし，D =

∪n
t=1D(t)を満たす．

3.2 分散表現の獲得手法

word embeddingを利用した分散表現の獲得は，近年

注目を集めている．本研究では word2vecを用いて，単

語や文章の分散表現を獲得する．word2vecによって得

られた分散表現は，足し算や引き算といった演算をする

ことができ，国と首都の関係などベクトルでその関係性

を表すことができるとされている．

複数の時間区分の分散表現を獲得するとき，全ての時

間区分から一つの分散表現を獲得する手法と，複数の分

散表現を獲得しそれらを変換する二つの手法が存在する．

前者は，学習したものを変換無しに正しく比較すること

ができるという特徴があるが，例えば “cloud”という言

葉の使われ方が 1990 年と 2015 年で違うように，言葉

の主な使われ方が変遷してしまった場合に正しくとらえ

られないという弱点がある．その一方複数の分散表現を

獲得しそれらを変換する手法はこれらの問題を緩和する

ことはできるが，異なるパラメータで学習した単語空間

同士は通常比べることができないため別の単語空間に変

換を行わなければならないという弱点がある．本研究で

は，Vacaら [9]や，Hamiltonら [8]の研究を基に，まず

はじめの時間区分D(1)のコーパスで学習しその結果を

初期状態として次のコーパスを学習させ，分散表現を連

続的に学習させた後，式 (8)のような変換行列Rを作成

した．

R(t) = arg min
QTQ=I

∥∥∥W(t)Q−W(t+1)
∥∥∥
F

(8)

ここで，W(t) は，時間区分 tで学習した分散表現であ

り，Qは直交行列である．また，W(t) には全ての単語

を使わずに，出現回数の多い単語はその使われ方が変わ

らないと仮定し，最も出現回数の多い単語 1000語を用

いた．本研究では，出版年度を基に時間区分を定義する

ことし，その粒度は一年とする．

word2vecは，単語の分散表現を獲得する手法であり，

文章の分散表現は単語の分散表現から獲得するものとす

る．本研究では，文章集合D内の文章 diの分散表現を獲

得し，それを用いてトピックの分類を行う．我々は，論

文においてその論文を最もよく表現している部分が題目

とあらましであると仮定し，diの分散表現は題目とあら

ましの分散表現で近似されると考えた．本研究では，文

章ベクトルは，題目とあらましを一つの文章として，各

時間区分でTF-IDF値を計算しその重みを利用して、単

語ベクトルの重み付き平均を文章ベクトルとしている．

また，単語の処理に関しては，単純に文章を空白文字

で分割したものよりも，n-gramをとって，フレーズとし

て使用した方が理解がしやすい場合がある．しかし，す

べての n-gramをとるのは語彙空間が大きくなりすぎて

しまうという欠点がある．そこで，本研究では，mikolov

ら [7]に則り，頻度に応じた n-gramを作成することにす

る．この手法の二つの連続している単語wi, wjが 2-gram

として連結させるべきかについての評価関数を式 (9)で

表す．

score(wi, wj) =
count(wi · wj)－δ

count(wi)× count(wj)
(9)

δは多くの単語連結ができてしまうことを防ぐためのパ

ラメータであり，この評価値が閾値を超えた場合に，単

語を連結する．また，この手法を複数回繰り返すことで，

2-gramから 3-gramを作り出すこともできる．本研究で

は，“natural language processing”など三語程度までま

とまりのある言葉があるととらえるのが妥当であると考

えたため上記の手法で 3-gramまで作成している．なお

そのほかの単語の処理として，名詞・動詞・形容詞・副

詞のみを全て原型に戻して小文字にして取り出し，英単

語 (a-z)以外のものはすべて排除するという処理を行っ

ている．



3.3 問合せ処理

この節では，3.2 節で獲得した分散表現 D から問合

せを考慮したベクトル集合を抽出する手法について説明

する．本研究での問合せ q とは，q ∈ Wを満たす単問

合せのことを指す．問合せとして与えられた言葉に関す

るトピックがどのように変遷していくかを抽出すること

が目的であるため，単語 qだけでなく，時間区分 tも入

力とする．つまり，qtという表記で，時間区分 tの単語

q を意味するものとする. これにより，単語の分散表現

wqt ∈ W(t) を定めることができ，これに近いものを検

索結果とする．このようにすることで，例えば 2015年

の “topic modeling”と直接対応するものが 2000年にな

くても “text classification”を検出できるなど年代を超

えて近い概念を検索することができる．検索結果は通常

ある閾値を超えたものや，最も類似度が高い k件を正解

集合とするものが多いが，新しい概念などは昔は存在し

ておらず今は非常に数が多くなることが予想され，閾値

ベースだと新しい時間区分での問合せ結果が多すぎたり，

上位 k件だと古い時間区分で遠い文章が問合せ結果に含

まれてしまう可能性があるため，本研究ではこれらを組

み合わせてある閾値以上のかつ上位 k件とする．

3.4 トピックの抽出

この節では，3.2節および 3.3節で獲得した分散表現D

からトピックを抽出する手法について説明する．文章の

分散表現であるDはN 次元空間上に分布しており互い

に比較が可能であり，同じトピックは近くの距離に存在

しクラスタを形成しており，距離が遠いクラスタは別の

トピックであると考えることができる．そのため，我々

はトピックの抽出手法としてクラスタリングを用いた．

また，単語の分散表現は長さを 1に正規化し，超球面上

に分布させることで方向データとして扱うため，ここで

混合 vMFでモデリングする．vMFのパラメータは EM

アルゴリズムで最尤推定する．EMアルゴリズムの Eス

テップにおける負荷率の計算には，ハード方式とソフト

方式が存在 [23]し，ソフト方式が厳密解であるが本研究

では速度の都合上ハード方式を使用している．

また，通常混合分布の混合数ははじめに与える必要が

あるが，ある文章集合の正しい混合数つまり，トピック

数を人手で与えることは難しいため，Bayes Information

Criterion（BIC）を用いて混合数を決定することがあり

[24]，本研究においても BICで混合数を決定する．BIC

は尤度関数 L，混合数 k，データのサンプル数 nを用い

て式 (10)のように表される．

BIC = −2 · ln(L) + k ln(n) (10)
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図 1: 各年の論文数

3.5 トピックの変遷の検出

トピックの変遷とは，複数の時間区間にわたり，出現

しているトピックを特定しその内容の変遷を検出するも

のである．3.4節で求めたトピックは区間 tの学術論文集

合である D(t)に対して求めたものであり，区間 t以外

の情報は使用していない．トピックの変遷の検出は，異

なる二つの時間区間 t, t′のトピックとの関係性を解析し

て行う．本研究では簡単のため隣り合った年代 tと t+1

のトピックの間で類似度を計算し，最も類似度が高いも

のを同一のトピックと見なす．

4. 評価実験

本研究では，提案手法の有効性を確かめるために，

Aminer[25]によって提供されている Citation Network

のデータセットを利用した．本研究では各論文のタイト

ルとあらましの双方が必要となるため，このデータセッ

トのうちタイトルとあらましのどちらにもかけがない

文章のうち，データの数が比較的多くなる 1990年から

2014年までを対象とした．本研究の対象となっている論

文数は合計で 1,570,902件の論文を対象としている．各

年の論文の数を図 1に示す．

4.1 実験結果

実験環境は，Ubuntu 15.04，Intel core i7 6770k，

Memory 64GBの環境で行った．実験に用いたコードは

Python2.7.12で実行され，word2vecおよび n-gramを

用いたフレーズ作成，そのほか言語処理は gensim 0.13.2

を用いた．

この節では，提案手法による問合せを与えた場合のト

ピックの変遷の検出についての有効性について評価する

ために，まず word2vecを用いて時間区分を考慮した分

散表現の獲得したことにより単語の変遷を追えているこ

とを確認した後，問合せ処理に使われている年代を超え

た代替物を検索することができるという性質を確認する．
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図 2: cloudという単語の変遷の検出

これらを踏まえて，トピックが年代を経てどのように変

化していったかを検証する．

4.1.1 単語の変遷の検知

本研究で学習したモデルが，先行研究と同様に単語の

意味の変遷を検出できていることを検証する．ここでは

ケーススタディーとして，“cloud”を用いる．この言葉

は，クラウドコンピューティングという言葉が出てくる

前は，主な意味は空に浮かぶ雲として利用されていた．

つまり，空の雲から，クラウドコンピューティングという

意味へ変移していることが図示できれば良い．word2vec

などの単語空間を低次元に圧縮して可視化するときに

t-Stochastic Neighbor Embedding (t-SNE)[26] がよく

用いられる．t-SNEは，Principal Component Analysis

(PCA)と同様に次元削減の手法を用いて，確率分布を用

いて二次元または三次元に可視化するため手法であり，

高次元のデータを構造を失わずに可視化することができ

ることで知られている．ここでは，“cloud”という単語

が 2014年の単語の中をどのように移動しているかを図

示するために，tSNEを用いて次元圧縮しこれらを図示

したものが図 2である．通常 tSNEはある程度多くの単

語数がある方がうまく可視化することができるため，図

2以外に，最も出現頻度の高い 500単語も入れて tSNE

で圧縮し，“cloud”に関係あるところのみ図示している．

この図によると，元々は skyなどと近かったが IaaSな

どと近い概念になっていることがわかり，適切に図示さ

れていることがわかる．

4.1.2 年代を超え類似する単語の検知

次に，問合せ処理にも使用されている，時代を超え類

似する単語の検出について検証する．ここではケースス

表 1: hadoopの代替物検索

年度 似ている単語

1990
mimd, sun, sprite,

vax, share memory multiprocessor

2000
network workstation, pvm,

linux cluster, disk array, file server

表 2: 2012,2013年のトピック

トピック番号 似ている単語

1
topic modeling,

latent dirichlet allocation lda

2 text, document

タディーとして “hadoop”という単語を用いる．2014年

の “hadoop”という単語に割り当てられたベクトルと最

も近い単語を 1990年，2000年で探したものが表 1とな

る．hadoopとは大規模データを分散処理するフレーム

ワークであり代替物には分散処理や分散ファイルシステ

ムなど直接の代替物がない年代においても近い単語が検

索できていることがわかる．この性質により，どの単語

が関連するのかを時代を超えて検出することができると

考えられる．

4.1.3 トピックの変遷

トピックベクトルの変遷を検証する．ここではケース

スタディーとして，“topic modeling”という単語を用い

る．2014年の “topic modeling”という単語と近い単語

を 3.3節で定義した手法でクエリ処理を行う．ここでは，

コサイン類似度の閾値を 0.4とする．問合せ処理によっ

て得られた論文のベクトル集合を，平滑化するため連続

二年をコーパスとして扱い，vMFによってクラスタリ

ングを行いトピックを抽出する．2012年，2013年の論

文集合をコーパスとして抽出されたトピックベクトルと

似ている単語を表 2に示す．なお，BICに最適なトピッ

ク数を算出したところ 2つになっている．

このうちトピック番号 2に着目する．このトピックは

ソースとなるドキュメントなどを対象にしているトピッ

クであると考えられる．これがどのように変遷している

かを示したのが図 3となる．問合せ処理により，出力さ

れた件数が 10件を超える 1997年 1998年以降に絞って

図示を行っている．wikipediaなどから，マイクロブロ

グなど shorttextに変遷していることが図示されている．
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図 3: トピックの変遷

5. むすびに

本研究では，分散表現を用いて，学術論文のトピック

の変遷を提示する手法を提案した．本手法は，問合せ処

理も可能であるため欲しい概念に関する変遷を獲得する

ことができ，時系列的な分散表現を使用しているため，

単語の使われ方が変化したり新しい概念が現れた場合に

も対応できていると考えられる．

今後の課題としては，まず本研究では評価として少な

い数のケーススタディしか行えていないため他のケース

での検証や，既存の研究との比較を行っていくことが挙

げられる．現在は過去の変化の方向を可視化することに

とどまっているが，ベクトルでトピックを表すことがで

きているので，変遷の速度による分野の成熟度や，変遷

に一定の法則などが見いだせるのであれば近い未来どの

ように変遷していく可能性があるのかを提示することが

できないか検討していきたい．さらに，現在は一つのト

ピックのみを扱っているが，複数のトピックの関連性も

定性的に測ることができるため，それらを用いて複数の

トピックの関連性についても提示することができるよう

に検討していきたい．
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