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リアルタイム人口を用いた Stacked denoising Autoencoder による 
タクシー将来需要予測 

 

石黒慎†1 菊地悠†1 深澤佑介†1 
 

概要：タクシーの効率的な運行には，運転手に乗客に関する様々な情報を与えることが有効である．高効率なタクシ

ー運行は，タクシー事業の収益向上に繋がるだけでなく，乗客が素早くタクシーに乗車することにも効果があり，社

会全体の交通の効率化を期待できる．本稿では Stacked denoising Autoencoder を用いたタクシー将来需要の予測とそれ

に基づいた運行支援手法を提案する．提案法では，タクシー運行データ，リアルタイム人口統計データおよび雨量デ

ータを用いることで，MAPE による評価により，26.77%の誤差で予測が可能であることを示す． 
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1. はじめに   

 タクシードライバーにとって利益を最大化するためには，

空車の状態を減らし，乗車時間を最大化することが重要で

ある．ベテランドライバーは，どこを運行すれば乗客の候

補がいるかを暗黙的な知見として持っており効率的に収益

を得ることができる．一方，新人のドライバーはそのよう

な知見が少なく，結果として収益につながらず，離職など

につながる可能性がある．また，ベテランドライバーであ

っても，不慣れな場所に送迎した帰路は空車になる可能性

が高い．従来，このような格差を埋めるためにマニュアル

や講習などでノウハウを伝承していたが，効率的ではない．

そこで，本研究では，過去のタクシーの乗車データおよび

人々の統計的な位置情報から場所ごとにタクシーの乗車需

要を予測するアルゴリズムを提案する．さらに，タクシー

運転手にその情報を表示し，実際に乗車需要が予測できた

かどうかを確認する．タクシーの効率的な運行は，タクシ

ー事業の収益向上に繋がるだけでなく，乗客が素早くタク

シーに乗車することにも繋がる．  

近年では機械学習手法の一つであるディープラーニン

グが注目を浴びている．今日までにディープラーニングは

画像認識，自然言語処理，音声認識など多様な分野で成果

を挙げている[15] ．ディープラーニングでは，多層のニュ

ーラルネットワーク構造を用いて，低レベルデータの入力

を元に，データ間の構造・関係性を高レベルな特徴量で表

現することで，データ中の重要な要素の抽出を実現する． 

本研究では，タクシーの需要を予測するため，リアルタ

イム人口，天気，過去のタクシーの乗車データなど様々な
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異なる情報を扱う．予測精度を上げるためには，これらを

組み合わせた複雑で抽象的な特徴を設計する必要があるが，

組み合わせの可能性が膨大になり人手では対応ができない．

そこで，本研究では，これらの異種混合データから抽象的

で複雑な特徴を自動で獲得するため，ディープラーニング

を用いたタクシー将来需要予測手法を提案する．ここでは

様々な研究で予測精度の効果が示されている Stacked 

denoising Autoencoder (SdA)モデル[1]を用いて個別に各層

の学習を進める．モデル学習の中で，入力の時間情報と空

間情報の関係性が非明示的に考慮される． 

 

2. 関連研究 

これまでタクシーの将来需要予測は，多くの研究者によ

って研究をされている．過去の関連研究には以下の様な方

法がある． 

Chang et al.[2]は，タクシー乗降履歴データのクラスタリ

ングを行い，クラスタ領域内の道路とクラスタを対応付け

ることで，道路毎に将来需要を推定する手法を提案した． 

Li et al.[5],，Powell et al.[6]は，位置情報データを時刻ご

とグリッドごとに分け，グリッド毎の需要を推定する手法

を提案した． 

Lee et al.[3], Yue et al.[4]は，タクシーの乗降履歴データの

クラスタリングを行い，タクシー需要のホットスポットを

推定し，ホットスポットごとに需要を推定する手法を提案

した． 

このように，タクシーの将来需要予測には注目をされて

おり，現在まで，様々な需要予測手法が研究されている．

しかしながら，過去の研究では，タクシーデータのみを用
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いた分析を行っており，人々の移動データおよび過去のタ

クシーデータの両方を用いた研究がなされていない．また，

ディープラーニングを用いて精度向上を図った研究はなさ

れていない． 

 

3. 問題設定 

 本研究では，人口移動データ，天気データおよび過去の

タクシー乗車数を入力とし，500m グリッド単位で 30 分先

の需要（当該グリッドにおける乗車予測数）を出力するア

ルゴリズムを提案する．需要予測は連続値となるため，回

帰問題としてモデル化する．また，グリッドごとにモデル

を構築するのではなく，全グリッドで共通のモデルを作成

する． 

 

4. 手法 

 Stacked Autoencoder を用いたディープラーニングによる

タクシー将来需要予測手法について説明する．Stacked 

Autoencoder[14]は Autoencoder[8]を積層することで，深層化

したニューラルネットワークにより，学習を行うモデルで

ある． 

 

4.1 Autoencoder による特徴抽出 (pre-training) 

Autoencoder は入力データの復元を試みるニューラルネ

ットワークの手法である．図 1 に Autoencoder の模式図を

示す，この図では，入力層，隠れ層，出力層を 1 つずつ持

つニューラルネットワークが表現される． 

入力ベクトルݔ = ሼݔଵ, ,ଶݔ ,ଷݔ … , ௜ݔ，ௗሽݔ ∈ ܴが与えられる

とき，Autoencoder は，まず式(1)のエンコーダーݕ = ఏ݂(ݔ)を
用いて入力ベクトルݔを変換した出力 yを求める．次に式(2)

のデコーダーݖ = ݃ఏᇱ(ݕ)を用いて，隠れ層の出力ݕを入力と

して，ݔ෤ を出力する．Autoencoder では，ニューラルネット

ワークの説明変数，目的変数にそれぞれ同じ値を入力した

教師なし学習による事前学習を行うことで，エンコーダー

とデコーダーに変換と復元の機能を実現する． ݕ = ఏ݂(ݔ) = ݔܹ)ݏ + ݖ (1) (ܾ = ݃ఏᇱ(ݕ) = ݕ′ܹ)ݏ + ܾ′) (2) 

 

式(1)のパラメータはߠ = ሼܹ, ܾሽ，式(2)のパラメータはߠ′ = ሼܹᇱ, ܾᇱሽで表現される．ここで，Wは重み行列，bはバ

イアスベクトル，ܹᇱは逆変換の重み行列，ܾᇱは逆変換のバ

イアスベクトルとなる．(ݔ)ݏには非線形の活性化関数を用

いることができ，検証では，ReLU 関数(ݔ)ݏ = ,0)	ݔܽ݉ を(ݔ
用いた． 

 復元誤差ݔ)ܮ, ෤)を最小化するため，下記の目的関数を用ݔ

いて，モデルのパラメータߠ,  ．を最適化する′ߠ

,ߠ ᇱߠ = argminఏ,ఏᇲ ,ݔ)ܮ  (ݖ
										= argminఏ,ఏᇱ 1ܰ ෍ቀݔ௜ − ݃൫݂(ݔ௜)൯ቁଶே

௜ୀଵ 	(3) 
 このようにして獲得されるエンコーダーの出力ݕは，入

力ݔを復元するための情報を保持したまま，隠れ層のノー

ド数の増減を実現する．したがって，Autoencoder は元の入

力から役立つ情報を抽出することを実現する機能を有する． 

 

 

図 1. Autoencoder の模式図 

 

4.2 Autoencoder の積層によるモデル作成 (fine tuning) 

Stacked Autoencoder のモデルでは，下層の Autoencoder

の出力結果を入力として用いることで，Autoencoder の層を

積層し，深いネットワーク構造を表現する． 

層数が݈ である Stacked Autoencoder を考える．初めの層

は入力データを用いた Autoencoder を学習する．初めの層

を獲得した後，k 番目の隠れ層の出力を， k+1番目の隠れ

層の入力として用いる．このようにして，複数の

Autoencoder の積層を実現する． 

本稿のタクシー将来需要予測では，需要を回帰問題とし

て解くアプローチを行う．このため，作成された Stacked 

Autoencoder モデルの最終層に回帰の予測器を加える必要

がある．本論文ではロジスティック回帰の予測器を最終層

に加え，目的変数としてタクシーの需要データを入力する

教師あり学習を行う．ネットワークのファインチューニン

グを行うことで，深層ネットワーク全体でタクシー需要予

測を行うアーキテクチャを実現する．図  2 に Stacked 

Autoencoder の予測器の模式図を示す． 

 

4.3 Sparse Autoencoder 

 Autoencoder で表現されるエンコーダーの出力結果 y は，

入力 x の情報を保存するが，それだけでは有用な情報が抽

出されたことを保証することが出来ない．なぜなら，隠れ

層のノード数が入力層と等しいAutoencoderの最適化では，

恒等関数が学習される可能性があるからである[1]．したが

って，入力データのノイズから有用な情報を分離するには，

更なる制約が必要である． 
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図 2. Stacked Autoencoder による予測器 

 

入力層の次元数を d，隠れ層の次元数を d’ とした際，d’<d
とする変換を行う場合を考える．このようなエンコーダー

の出力 y は入力 x よりも少ない次元数で x の復元を実現す

るため，次元圧縮と呼ばれる．しかしながら，低次元の y
からの復元 x は，復元誤差が大きくなり，元の x よりも情

報量が失われる可能性がある． 

 一方で，d’>d とする変換を行う場合を考える．このエン

コーダーの出力 y は，スパース表現を学習する．スパース

表現では，次元圧縮より正確に元の情報を保持出来る場合

があり，代替として注目を浴びてきた[12]．明示的に次元

数を落とす場合と異なり，スパース表現は多くの 0 値を含

むことで，隠れ層ノードで内的に次元削減を表現する．こ

のようにデータがスパースに表現される Autoencoder を

Sparse Autoencoder という[12]． 

 スパース表現の獲得を促進するため，目的関数に制約を

加えることを考える．本稿では重みܹの平均を正則化項と

して加算する．正則化係数ߩには 0 に近い小さな値を用い

る． 

,ݔ)ᇱܮ (ݖ = ,ݔ)ܮ (ݖ + ෍หܦߩ ௝ܹห஽
௝ୀଵ 				(4) 

 

4.4 Denoising Autoencoder 

 次元圧縮，Sparse Autoencoder とは異なるアプローチとし

て，入力データにノイズを加えた上で，変換・復元を行う

Denoising Autoencoder の手法がある[9]．Denoising 

Autoencoder では，欠損が加わったデータから元データを復

元する処理を行うことで，入力データが元々持つノイズや

欠損に対してロバストになること．元データの復元におい

て重要な情報を優先的に抽出することを期待できる． 

 Denoising Autoencoder のアルゴリズムでは，入力データ

に欠損を加えた上で，欠損が加わる前の元データの復元を

行う．	ݍ஽(ݔ෤|ݔ)により，ݔに欠損を加えたݔ෤を取得する．ݔ෤を
用いて，通常の Autoencoder をかける． ݕ = ఏ݂(ݔ෤) = ෤ݔܹ)ݏ + ݖ (5)							(ܾ = ݃ఏᇱ(ݕ) = ݕᇱܹ)ݏ + ܾᇱ)			(6) 
 

 復元された z について，欠損が加わる前のݔとの平均誤差

の最小化を実施する．これによって，欠損のない入力ݔを
用いる場合よりも有用な情報を優先的に抽出することを実

現する． ߠ, ᇱߠ = argminఏ,ఏᇲ L(ݔ,  (7)				(ݖ
5. 実験 

5.1 データの詳細 

提案法のディープラーニングを東京のタクシーの将来

需要予測に適用する．本稿では入力データとして，タクシ

ーデータ，人口データ，雨量データの 3 種類のデータを用

いて検証を行った． 

タクシーデータとして，個々のタクシーに設置された

GPS デバイスより 5～10 秒に 1 回の周期で，緯度，経度，

客車状態(0, 1)の収集されたものを用いる． 

人口データとして，携帯電話ネットワークの仕組みを利

用して人口を推定した人口統計データを用いた．モバイル

端末と基地局の位置関係から，東京都内では，500m の空

間解像度，10 分毎の時間解像度で人口推定が可能であり，

モバイルネットワークのデータから，日本の実際の全人口

の推定を行ったデータとなる．*a 

雨量データは，250m グリッドで降水量の推定を行なっ

た高解像度降水ナウキャストのデータを用いた．各データ

の詳細は表 1 の通りである．  

評価では， 10 分毎，各 500m グリッドに関して，ある対

象の時刻から将来 30 分間に同エリアで何台のタクシーが

乗客を乗せることが出来たかを計算する．2015 年 4 月 1 日

～2016 年 8 月 31 日を学習用データとして用い，2016 年 9

月 1日～2016年 9月 14日を評価用データとして利用した． 

 図 3 にタクシーの乗車数毎の総出現回数を示す．このよ

うに，タクシーの乗車数は少量の乗車数が極めて多く出現

する分布となっている． 

  

                                                                 
a 本実験で使用する人口統計は、エリア毎や属性毎の集団の人数を示す情

報であり、お客様個人を特定できる情報を一切含みません。したがって、

この人口統計によりお客様の行動が他人に知られることはありません。な

お、本実験で使用する人口統計は、モバイル空間統計ガイドラインを遵守

しております。モバイル空間統計ガイドライン 

https://www.nttdocomo.co.jp/corporate/disclosure/mobile_spatial_st

atistics/guideline/index.html 
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表 1. データの詳細について 

データソース 東京都 

期間 2015 年 4 月 1 日～ 

2016 年 9 月 14 日 

タクシーデータ 台数 

取得頻度 

4400 台 

5～10 秒毎 

人口データ 解像度 

取得頻度 

500m 

10 分毎 

雨量データ 解像度 

取得頻度 

250m 

10 分毎 

 

図 3. タクシー乗車数実績と総出現回数（対数スケール） 

（2016 年 9 月 1 日～9 月 14 日） 

 

5.2 データの前処理について 

5.2.1  空間解像度/時間解像度の変換 

 各データで異なる空間解像度，時間解像度を合わせる

ため，各データの集約を行った．タクシーデータについて

は，500m/10 分毎に，将来 30 分間に渉る乗客の乗車数 ，

乗客の降車数の総和を計算した．人口データは，500m/10

分毎の人口データへの集約を実施，雨量データでは，250m

毎の雨量の平均を求めることで，500m への変換を行った． 

 

5.2.2  時系列特徴量／統計特徴量 

需要予測の精度を高めるには，タクシー需要に関係する

データを入力することが望ましい．タクシーの乗車数は季

節，曜日（平日・休日・休前日），および時刻によって変化

する．このような時系列による変化を予測するには，現在

の時刻情報，短期間の時系列トレンド，長期間の時系列ト

レンドの情報をそれぞれ考慮することが有効である．  

現在の時刻情報として，曜日情報および時刻情報を用い

る．曜日情報は当日の平日・休日判定，翌日の平日・休日

判定に基づいた 2bit の 1-of-k のデータで表現した．時刻情

報は 0～24時の形で用いると 0と 24が同時刻であるにも関

わらず大きな差を生じてしまう．従って本稿では，下記式

に基づいて時刻を(α, の(ߚ 2 次元で表現した． α = sin π12 ,ݐ ߚ = cos π12 ,ݐ ሼ0 ≤ t < 24ሽ				(8) 

短期間のトレンドとしては，タクシーの乗降履歴，人口，

雨量を対象の時刻から 30 分前，60 分前，…6 時間前までの

ラグ値を利用する．長期間のトレンドとして，過去１年間

のタクシー乗降履歴，人口のデータについて各グリッド，

曜日，時刻毎に平均を計算したデータを利用する． 

 

5.2.3  データの正規化 

ニューラルネットワークの活性化関数は，入力データが

0 付近にあるときに機能する．上記手順で作成された各デ

ータについて，式 X の計算を行うことで，−1 ≤ ௜ݔ ≤ 1を満

たすようにデータの正規化を行った． ݔపෝ = ௜ݔ − min(ݔ௜)max(ݔ௜) − min(ݔ௜)					(9) 
 

5.2.4  データのミニバッチ化 

ネットワークの汎化性能を上げる手法としてミニバッ

チという手法が知られている[13]．本手法でもミニバッチ

を採用する．これまでの手順で作成された各データを一つ

のデータセットとしてまとめ，500m/10 分毎にデータセッ

トからランダムに取得したミニバッチを取得する． 

またバッチ毎のデータの分布の違いを考慮するため，活

性化関数の前段で Batch Normalization[10]を用いることで，

データの正規化を実施した．実験の SdA では，このように

データを学習データとして用いる． 

  

5.3 Stacked denoising Autoencoder のパラメータ探索 

 Denoising Autoencoder の深層ネットワークの予測性能は

ネットワーク構造を規定する各ハイパーパラメータの設定

に依存する． 

ハイパーパラメータは各層毎に多数あり，ハイパーパラ

メータ同士も互いに関係している為，選択パターンが多岐

にわたる．探索方法として良く知られているグリッドサー

チによる全探索は，離散的に設定されたパラメータ群から

探索を行う物であるが，探索範囲が限られるため，十分に

探索が実施された場合，ランダムサーチの精度に劣ること

が知られている[11]．そこで本稿では Python の hyperopt モ

ジュールを利用し，ランダムサーチによるハイパーパラメ

ータ探索を 実施した[16]． 

 探索対象としたハイパーパラメータは，各層のノード数，

denoising Autoencoder のノイズ係数，Sparse Autoencoder の

正則化係数，Dropout の割合，バッチサイズである． 

それぞれのパラメータについて表 2 の範囲で探索を実

施した． 
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表 2. ハイパーパラメータの探索範囲 

ハイパーパラメータ 探索範囲 

Denoising Autoencoder の 

ノイズ係数 
0 ≤ ஽ݍ ≤0.2 

Sparse Autoencoder の 

正則化係数 
0 ≤ ρ ≤ 0.02 

Dropout の割合 0.3 ≤ ε ≤ 0.7 

バッチサイズ 50 ≤ BS ≤ 200 

ノード数 10 ≤ N ≤ 1000 

5.4 評価指標について 

提案法の有用性を評価するため，絶対平均誤差（MAE），

2 乗平均平方根誤差（RMSE），平均絶対誤差率（MAPE）

の３種類の指標を用いて評価を行う．これらの定義を以下

に示す．ここで，ݐ௜は，タクシーの実際の乗車量，̂ݐ௜は予測

したタクシーの乗車量である． 

MAE = 1݊෍|ݐ௜ − ௜|௡ݐ̂
௜ୀଵ 									(10) 

									RMSE = ൭1݊෍(ݐ௜ − ௜)ଶ௡ݐ̂
௜ୀଵ ൱ଵଶ 							(11) 

							MAPE = 100%݊ ෍|ݐ௜ − ௜௡ݐ|௜ݐ̂
௜ୀଵ 							(12) 

5.5 実験結果 

 実験の深層学習では，最適化関数として Adam を用いた

学習を実施した．3 層，4 層，5 層の SdA について 1000 モ

デルずつ，パラメータ探索および学習を行い，精度評価を

行った．表 3 および図 4 に評価結果を示す．結果から，乗

車実績値の小さい領域では 3 層の SdA の精度が高く，一方，

乗車実績値の大きい領域では，4 層の SdA の精度が高いこ

とがわかる．これは，乗車実績数の小さい領域においては，

総数の少ない 3 層のネットワークでも将来需要を説明する

重要なパラメータを抽出することができていると考えられ，

一方で，乗車実績値の大きい領域では，より表現力の高い

4 層の SdA によるデータ構造の抽象化が上手く機能し，精

度を向上することができたと考えられる．また，5 層の SdA

ではモデルの有する表現力が高く，探索範囲が広がり過ぎ

た結果，同じ学習時間では十分な性能を得ることが出来な

かったと考えられる． 

 また，4 層のネットワークによる予測精度について， デ

ータを変更して学習を行った．表 4 および図 5 にタクシー

データのみ，タクシーデータと人口データ，タクシーデー

タと気象データ，3 種全てのデータでの学習結果をそれぞ

れ示す．結果から，タクシーデータ単体での学習に比べて，

人口データおよび雨量データを加えた学習を行った場合に

性能が向上することが確認できる．これは，タクシーデー

タのみでは説明できないタクシーの将来需要に関する重要

なデータを SdA により抽出し，予測に利用出来ていると考

えられる．また，特に雨量データが全域の乗車実績値の精

度向上に大きく寄与していることがわかる．全データによ

る学習では，タクシーおよび雨量データによる学習に比べ

て乗車実績値の小さい領域では精度が劣り，一方で乗車実

績値の大きい領域では精度が勝ることがわかる．これは，

人口データが乗車実績値の大きな場所により影響する傾向

があり，性能向上に寄与したことが考えられる．結果とし

て，全データを用いた学習結果では，幅広いグリッドおよ

び時間帯で高い 需要予測精度を期待できる． 

 

表 3. 層数毎のモデル評価結果 

手法 MAE RMSE MAPE 

3 層 0.727 1.295 38.78 

4 層 0.990 1.378 26.77 

5 層 0.962 1.399 31.74 

 

 

図 4. 各層数のSdAによる乗車実績値毎の予測精度（RMSE） 

左縦軸：RMSE，右縦軸：対象実績値の延べ出現数（対数スケー

ル），横軸：乗車実績値 

 

表 4. 異なる入力データによるモデル評価結果 

データ MAE RMSE MAPE 

タクシー 1.042 1.513 28.74 

タクシー + 人口 0.877 1.370 36.75 

タクシー + 雨量 0.994 1.351 32.03 

全データ 0.990 1.378 26.77 
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