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機械学習を用いた
創薬におけるリード化合物最適化経路の予測

安尾 信明1,a) 渡辺 敬介2 新井 直樹1 関嶋 政和1,3

概要：新薬開発における段階の一つであるリード最適化では，化合物は標的蛋白質への活性だけでなく脂
溶性や毒性など様々な性質を考慮した合成展開がなされ，その薬としての性質を向上させていく．本研究
の目的は，製薬会社内における過去の化合物最適化経路のデータを利用して，新規の標的に対するリード
最適化を自動的に行うシステムを作成することである．本発表では，このシステムにおける化合物の評価
関数に相当する化合物の薬らしさの予測を行うため，機械学習を用いて最適化過程で化合物が合成された
順序の予測を試みた．
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1. 序論

我々の生活において薬剤はなくてはならないものであり，

新規の薬剤を創出する創薬もまた重要な産業である．しか

し，新規な薬剤を開発するためのコストは年々増加してお

り [1]，情報技術を用いたコストダウン手法の需要が高まっ

ている．創薬プロセスの一部であるリード最適化は，特に

低分子の新規薬候補化合物を創出する際に重要なプロセス

である．リード最適化では，既に薬剤標的に対してある程

度の活性をもつ化合物を，より薬として好ましい性質を持

つ化合物に変化させる [2]．具体的には，化合物の構造を変

化させることで，標的に対する活性や，ADMET(absortion,

distribution, metabolism, excretion, toxicity)を始めとす

る化合物の物理化学的特性といった様々な性質について，

それらを総合的に最適化していく過程である（図 1）．

[1]によれば，リード最適化には創薬全体の約 17%の費

用が掛かっている．リード最適化のコストが高い原因は，
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図 1 リード最適化の模式図

薬らしい化合物を発見するために多くの化合物が合成さ

れ，そのうちのわずかしか薬らしい化合物が得られないた

めである．したがって，化合物最適化の経路を過去のデー

タを用いて予測し，実際に合成する化合物数を削減するこ

とが可能となれば，創薬のコストを大きく削減できる可能

性がある．

本研究の最終的な目標は，化合物を入力とし，最適化後

の化合物を出力とするような自動化合物最適化システム

（図 2）を作成することにある．このシステムは大きく分

けて二つの要素からなる．ひとつは最適化中の候補化合物

の探索であり，もう一つは探索された候補化合物の評価で
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図 2 自動化合物最適化システムの概念図

ある．前者はmatched molecular pair (MMP)を用いた化

合物の置換を用いて達成可能である．MMPはある一部の

構造や官能基だけが異なる二つの化合物の組のことを表

し [3]，MMPを用いた化合物最適化に関する研究は既に行

われている [4], [5]．

後者については，定量的構造活性相関 (quantita-

tive structure-activity relationship: QSAR) や定量的構

造物性相関 (quantitative structure-property relationship:

QSPR)といった化合物の構造から標的への活性や特定の

物性を予測する試みが広く行われている [6], [7]が，リー

ド最適化においては複数の活性や物性を同時に最適化しな

ければならず，統一された指標があることが望ましい．ま

た，化合物の「薬らしさ」を表す値としてリピンスキーの

rule of 5[8]や QED[9]が存在するが，これらは化合物の官

能基の情報や物理化学的な特徴を用いて設計された量であ

り，創薬化学者の間で広く用いられているが，リード最適

化にはこの他様々な考慮すべき特徴が存在するため，これ

だけでは十分に化合物最適化の予測が可能であるとはいえ

ない．

本研究では，製薬会社内に存在する過去のリード最適化

研究で合成された化合物を特徴とし，学習することにより

化合物の薬らしさを予測する．リード最適化ではより後に

合成された化合物の方がより薬らしい化合物であると考え

られるため，化合物の合成順序を予測することとし，複数

のランク学習手法を適用してその精度を比較・検討した．

ランク学習は情報検索などの分野で多く用いられる手法

で，データの順序を予測する手法である [10]．ランク学習

には pointwise, pairwise, listwiseの 3手法があるが，本研

究で用いているのは pointwise手法と pairwise手法である．

Pointwise手法は単純な回帰問題と同様であり，予測対象

一つを一つの値と対応付け，その値の比較によって順序の

予測を行う．Pairwise手法は予測対象二つの組について，

いずれの順序が先かを予測する分類問題である．Listwise

手法は予測対称のリストについて，直接全ての順序を予測

する手法である．本研究では，Pointwise手法と Pairwise

手法について比較検討を行った．

2. 手法

2.1 データセット

本研究におけるデータセットは，武田薬品工業株式会

社より提供された 17種の標的タンパク質に関するデータ

セットである．ある薬候補化合物の最適化過程において合

成された化合物が，合成された時系列によって並んだデー

タをプロジェクトと呼ぶ．それぞれの標的タンパク質はす

べて異なり，タンパク質の分類上二つの大きなグループ A,

Bに分けられる．プロジェクト 1–6はグループ A, 7–17は

グループ Bに属する．各プロジェクトの化合物数は，最大

570, 最小 291, 平均 484である．

各化合物のラベルは合成順序とした．化合物は時系列順

に番号が振られており，回帰モデルについてはこの番号を

[0, 1]に正規化したもの，ランク学習モデルについてはこの

順序をそのままラベルとしており，ランク学習モデルにつ

いては同じタンパク質内の組のみを比較する．

2.2 特徴量

プロジェクトに含まれる化合物はECFP6[11]によって特
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表 1 使用手法
手法名 種別 詳細 パラメータ

SVM (linear) pointwise SVM 線形カーネル (回帰モデル) C : 1.0× 10−5

SVM (rbf) pointwise SVM RBF カーネル (回帰モデル) C : 1.0, γ : 0.1

Random forest pointwise ランダムフォレスト 特徴量数 : 25

rankSVM pairwise SVM 線形カーネル (判別モデル) C : 1.0

logistic pairwise ロジスティック判別モデル α : 1.0× 102

lasso pairwise L1 正則化付き最小二乗法 α : 1.0× 10−3

徴ベクトル化されている．ECFP (Extended-connectivity

fingerprint)は部分構造ベースの fingerprintであり，以下

のアルゴリズムにより計算される．まず，化合物中の各原

子に IDを割り当てる．次に，各原子について，対象の原

子からの距離 0, 1, 2, ...以内にある原子からなる部分構造

を，原子の IDとともにMorgan法によりハッシュ化し，そ

のハッシュ値を規定のビット数で割った剰余の位置のビッ

トを立てる．ECFP6では，対象の原子からの距離が 6以

下の部分構造を扱う．なお，本研究で提供されているデー

タセットは 512bitであるが，化合物の化学構造が提供され

ておらず，ECFPの特徴量の順序が入れ替えられているた

め，特徴量を利用した学習は可能であるが，元の化合物が

特定できないようになっている．

各特徴について，すべて 0もしくはすべて 1であるよう

な特徴は存在しなかった．また，相関係数が 0.95を超える

ような特徴量のペアは存在しなかった．

2.3 学習手法

本研究ではランク学習の pointwiseおよび pairwiseモデ

ルを検討し，その性能を比較した．使用した手法，point-

wise/pairwiseの種別，詳細，最適化後のパラメータを表 1に

示す．実装には python3.5.2, scikit-learn version 0.18.1[12]

を使用した．

Pairwise手法については，データを i, j, 特徴量を x, ラ

ベルを y としたとき，(xi, xj , yi, yj)のランク予測問題は，

線形モデルの場合に限り (x′, y′) = (xi − xj , sign(yi − yj)

の判別問題として解くことができることを利用し，線形の

判別機を用いている．学習器のハイパーパラメータは，同

時に提供された別のタンパク質と化合物に関するデータ

を用いて最適化した．pairwise手法については，データ数

が増加するため確率的勾配降下法を用いたミニバッチ学

習 [13]を行った．ミニバッチのデータ数は 500, epoch数

は 170である．

学習結果の評価は Spearmanの順位相関係数 ρを用いた．

順位相関係数は −1 ≤ ρ ≤ 1で，一様にランダムな予測に

おける ρの平均値は 0となる．また，それぞれについて，

相関が存在するかについて有意水準 0.05で検定を行った．

表 2 予測精度
手法名 種別 平均の順位相関係数 ρ

SVM (linear) pointwise 0.321

SVM (rbf) pointwise 0.344

Random forest pointwise 0.301

rankSVM pairwise 0.238

logistic pairwise 0.262

lasso pairwise -0.041

3. 結果・考察

17 プロジェクトの結果の平均を表 2 に示す．6 手法の

うち，lassoのみうまく学習できていない結果となってい

るが，その他はすべて相関係数が 0.2以上となり，いずれ

も p¡0.05で有意に正の相関があり，ランダムな予測に比べ

て精度よく予測できていた．lassoがうまく学習できてい

ない理由については，今回の学習における特徴ベクトルが

スパースでないため，特徴選択が悪影響を及ぼしてしまっ

た可能性が考えられる．また，全体として pointwiseでは

pairwiseに比べて精度よく予測できていたことについて，

後述するプロジェクト 1と 6など，異なるプロジェクト間

の化合物の比較も予測に寄与している可能性が考えられる．

次に，pointwise, pairwiseでそれぞれ最も精度のよかっ

た SVM (rbf), logisticに加え学習がうまく行かなかったと

思われる lassoについて，各プロジェクトの順位相関係数

を図 3に示す．学習がうまく行った SVM (rbf), logisticに

ついては，プロジェクト 1, 6, 9, 12, 17などで高い精度を

得られている．これらのプロジェクトでは，過去のデータ

から十分に情報を得られていると考えられる．一方，プロ

ジェクト 4, 11, 13などではどの予測手法も十分な情報が

得られていない．これは，他のプロジェクトと化合物の最

適化戦略が異なることを示していると考えられる．

また，全てのプロジェクトの化合物について，化合物間

の類似度を表す Tanimoto係数を計算したヒートマップを

図 4に示す．黒は類似性が低く，赤，白となるにつれて類

似性が高いことを表す．この図より，同一プロジェクト内

の化合物間の類似性は比較的高いが，プロジェクト間にま

たがって類似する化合物はプロジェクト 1と 6といった例

外を覗いてほぼ存在しないことが分かる．また，例外的に

化合物が類似しているプロジェクト 1と 6はそれぞれ予測

精度が比較的高いプロジェクトであることもわかる．この
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図 3 学習結果．縦軸：順位相関係数，横軸：プロジェクト番号

図 4 化合物間類似度のヒートマップ

ことから，類似の化合物を用いているプロジェクトは比較

的容易に合成順序を予測できること，そして単純に特徴量

が類似しているわけではない化合物の情報だけでも，化合

物の合成順序がある程度予測できることがわかる．

さらに，線形モデルにおける各特徴量の重みについて，

半数以上の特徴量で重みの値が正になっていることを確認

した．これは，全体として特徴ベクトル中で 1となってい

るビットの数が多い化合物の方がより後に合成されたと予

測していることを示している．ECFP6における 1となっ

ているビットの数は化合物の構造の複雑さに対応してお

り，合成展開が進むに従って化合物がより複雑になってい

くことと対応していることが明らかとなった．

4. 結論

本研究では，創薬における化合物最適化を自動的に行う

システムを作成することを目指し，化合物の薬らしさを他

の創薬研究における最適化事例から予測する手法について

提案・検討した．本研究により，16プロジェクトの結果

を用いることによって，新規のプロジェクトの化合物合成

順序をある程度予測できることを示した．また，類似して

いる化合物を含むプロジェクトの合成順序は比較的高精度

に予測できること，そして単純に化合物が類似しているわ

けではないプロジェクトの情報から，化合物の合成順序が

ある程度予測できることを示している．今後の展望として

は，さらに精度を高めるためにどのような情報を付与すれ

ばよいか，また，現在の予測手法に化合物の探索手法を組

み合わせ，化合物自動最適化システムを構成した実験を行

うことなどが挙げられる．
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