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Spark RDDのストレージ出力に関する性能評価

谷村 勇輔1,a) 小川 宏高1

概要：Sparkは反復計算や対話的な処理など，HadoopのMapReduceベースのアプリケーションが苦手と
する処理に対して高速なデータ処理を可能にすることから新しいビッグデータ解析基盤として注目を集め
ている．Sparkの特徴は，RDD（Resilient Distributed Dataset）の仕組みにより耐障害性を確保したイン
メモリ処理であるが，中間データの再処理に時間がかかる場合やメモリ容量が不足する場合，データのイ
ンポートやエクスポートを行う場合などストレージが必要となるケースは様々に存在し，ストレージの入
出力性能が全体性能に与える影響も少なくないであろうと考えられる．そこで我々は，Sparkアプリケー
ションの性能チューニングや Sparkシステムの構築における指針を得るため，RDDのストレージに対す
る入出力性能について調査を開始した．本稿では RDDの Persistenceの確保やチェックポイント実行時の
データの出力性能を調査した結果を報告する．

1. はじめに
近年，ビッグデータの活用分野は大きく広がり，人工知
能に相当するような，より高度な「インテリジェンス」の
抽出・利用技術への期待も高まっている．そのような中
で，Apache Spark（以下，Spark） [1–3]はビッグデータ
の解析基盤として高い注目を集めている．Sparkは，これ
までのビッグデータ解析基盤の主流と言える Hadoop [4]

の MapReduce [5]が苦手とする反復計算や対話的な処理
に向いており，機械学習やグラフ処理を高速に実行できる
利点がある．それは再利用される中間データを外部スト
レージに書き出さず，メモリに保持することでデータ入出
力を削減したことによるものである．一方，中間データの
生成手順を記録しておき，障害発生時には，失われた中間
データを再処理する方針をとることで耐障害性を確保して
いる．Sparkのこの仕組みは RDD (Resilient Distributed

Dataset) と呼ばれる．
RDDは有効な仕組みであるが，中間データの再処理に時
間がかかる場合には，外部ストレージにデータを保存して
おいた方が障害時の実行時間を短縮できる．また，シャッ
フル処理時の自動的なチェックポイント，処理すべきデー
タのインポートや結果のエクスポートなど，ストレージへ
のアクセスは Sparkにおいても依然として重要である．現
状の Sparkでは，中間データのストレージへの保存は一部
を除き，ユーザ側のプログラムに委ねられているため，ア
プリケーションを効率的に実行するために，ユーザはスト
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レージへのデータ入出力性能を知っておくことが望まし
い．また，Sparkシステムを構築・提供する側には，どの
ようなストレージを用意すべきか，そしてその費用対効果
を把握しておくことが求められる．
本研究では，Spark RDDの入出力性能について調査し，
ワーカノードに搭載されるディスク，および全ワーカノー
ドで共有される分散ファイルシステムに求められる性能要
件を明らかにする．これにより，Sparkアプリケーション
の性能チューニングや Sparkシステムの構築のための指針
を得ることを目指す．
本稿ではその最初の取り組みとして，persist()メソッド
による RDDの継続保持，および checkpoint()メソッドに
よる RDDのチェックポイントのぞれぞれにおいてデータ
の出力性能を調査した．そして，RDDのサイズ，バック
エンドのストレージ（すなわち，ディスクや分散ファイル
システム）の性能，シリアライザによる違いを比較した．
これらの実験結果により，バックエンドのストレージ性能
が与える影響の度合いやシリアライザの選択に関する知見
を得ることができた．

2. SparkとRDDの仕組み
2.1 Sparkの概要

Spark は University of California, Berkeley の AM-

PLab [6] の研究プロジェクトにより開発が始まり，の
ちに Apacheソフトウェア財団 [7]の支援を受けて開発が
続けられているオープンソースの大規模データ解析基盤で
ある．Sparkは処理エンジンである Spark Coreをベース
とし，機械学習向けの MLlibやグラフデータ処理向けの
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図 1 RDD の概要

GraphX，SQL処理やストリーミング処理用などの用途別
の上位ライブラリ，データ入出力を司るストレージ，実行
環境を管理するスケジューラなど複数のコンポーネントか
ら構成される．

Sparkにおけるデータ入力は，ファイルやデータベース
からの一括入力，および Kafka [8]などを介したストリー
ミング入力が利用できる．ファイル入力の場合は Hadoop

Distributed File System（HDFS） [9]や S3 [10]互換のス
トレージなどが利用できる．データ出力についてもファイ
ルやデータベースへの一括出力が利用できる．

Sparkアプリケーションの実行は，単一マシン上でも可
能であるが，大きなデータを扱う場合にはマスタ・ワーカ
からなるクラスタ環境で行うことになる．クラスタの起動
には，SSHを利用した起動スクリプトを用いるスタンドア
ローンモードのほか，Hadoopの資源管理フレームワーク
である YARN [11]や Apache Mesos [12, 13]を利用する方
法がある．

2.2 RDDの仕組み
Sparkでは RDD（Resilient Distributed Dataset）と呼
ばれるデータ構造が用いられる（図 1）．RDDはパーティ
ションに分割された，読み取り専用のレコードの集合であ
る．パーティションに分割されていることにより，それぞ
れを複数のマシンで並列に処理できる．Sparkのユーザは，
例えば行単位でレコードを保持するHDFS上のファイルを
RDDとして定義し，それに map，filter，joinなどの操作
を適用した別の新しい RDDを定義するというようにデー
タフローを記述する．ただし，その実行においては各操作
は Sparkによって遅延処理される．アクションと呼ばれる
操作が呼ばれてから各操作の処理が開始される．
各操作が適用された結果，すなわち生成された各RDDは
基本的にメモリ上に展開されて処理が進む．このため，障害
発生時にはいくつかのRDD，またはそれらのパーティショ
ンの一部が失われる可能性がある．これに対して，Spark

図 2 RDD の再利用の例

は RDDの生成手順 *1を記憶しておき，パーティション単
位で再処理を行って RDDを再生成することで耐障害性を
確保している．
加えて，あるRDDに対して反復操作が適用される場合や

RDDの生成に時間がかかる場合などのために，その RDD

を継続して保持する仕組み（RDD Persistence）が用意さ
れている．RDDを保持するストレージとしては，メモリ
あるいはディスク，またはその両方を選ぶことができる．
また，データの複製の有無や，メモリに保持する場合にシ
リアライズの有無を指定することもできる．例えば，メモ
リ上にデータを保持しておくことで，以前の処理で生成し
た RDDを再利用し，速やかに次の結果を得ることが可能
になる（図 2）．

2.3 RDDのストレージへの書き込み
RDDをストレージに書き込むケースとしては，前述の
ディスク上にRDDを継続保持する場合（Persist）とチェッ
クポイント（Checkpoint）がある．書き込む先のストレー
ジにはワーカノード上のローカルディスクやHDFSが利用
可能である．Persistについては，シャッフルを伴う操作に
おいて Sparkが自動的にローカルディスクへの書き出しを
行う場合と，ユーザが明示的に persist()メソッドを呼び出
し，ストレージレベルとしてディスクを指定する場合があ
る．Checkpointはユーザが明示的に checkpoint()メソッ
ドを呼び出した場合に実行される．

Persist と Checkpoint はいくつかの点で違いがある．
Persist は各 RDD が生成された時点で実行され，Persis-

tenceが確保された後も RDDの生成手順を保持し続ける．
ただし，Sparkジョブが終了した後は，ディスクへ書き出
していたとしてもそのジョブによって作られた RDDは全
て削除される．それに対して，Checkpointはジョブの最
後に実行され，チェックポイントが完了した後は RDDの
生成手順を保持しない．ストレージに保存された RDDは
Sparkジョブの完了後も残り，ユーザが手動で削除を行う
まで利用可能である．

3. 評価方法
3.1 評価の指針
本研究では Sparkのストレージ・コンポーネントがアプ

*1 lineage graph と呼ばれる．
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表 1 評価実験に用いたマシンのスペック
Management node AMD Opteron 6128 CPU (2GHz, 8 cores), 32GB memory, Intel X520-DA2 (10 GbE),

OCZ Vertex2 (100GB) connected through LSI-Logic MegaRAID SAS 9260-8i, CentOS 6.7.

Worker node Intel Xeon E3-1230 (3.2GHz, 4 cores) CPU, 8GB memory, Intel X520-DA2 (10 GbE),

OCZ Vertex3 (240GB)×2 or OCZ Vertex3 (240GB) and Hitachi Travelstar 7K320

(All disks are connected through SATA 2.0.), CentOS 6.7.

リケーションの実行に与える影響を調査し，ユーザが自身
のアプリケーションの性能チューニングを行ったり，シス
テム管理者が最適な Spark実行環境を構築・運用したりす
るのに有用な指針を得ることを目的としている．具体的
には，
• Sparkのワーカノードに高速なディスクを搭載するこ
との有用性

• Spark利用時に，HDFSのインタフェースを持つ共有
ストレージシステムに求められる性能

• HDFSのデータノードと Sparkのワーカノードをオー
バラップさせた場合の効果

を明らかにすることを目指している．
本稿ではその最初のステップとして，Persist および

Checkpointの性能，すなわち各ストレージへの書き出し性
能を評価するための実験を行った．そして，RDDのサイ
ズ，用いるストレージデバイス，シリアライザの違いによ
る性能の違いを明らかにした．

3.2 ストレージへの出力性能の測定方法
Persistや Checkpointを実行する Sparkのプログラムで
は，Key-Valueペアに見立てた文字列を指定数行読み込み，
map処理において Value部分を増やすことで，任意のサイ
ズの RDDを用意することにした．これはドライバプログ
ラムからワーカノードへのデータ転送を減らすとともに，
HDFSのブロックサイズに応じたパーティションの自動分
割の適用を受けずに，1つの大きなパーティションの RDD

を生成するためである．なお，1パーティションに限定する
のは，処理を単純化し，性能調査を行いやすくするためで
ある．本 Sparkプログラムでは，そうして作成した RDD

に対して persist()あるいは checkpoint()を実行する．
ストレージへの出力性能の計測は OSまたはストレージ
側で行う方法を採用した．この方法を採用した主な理由
は，いずれのアクセスも Spark 内部で適宜実行されるた
め，Sparkのアプリケーションプログラムでは計測不能で
あり，また Sparkのソースコードを改変しての計測には手
間がかかるためである．

Persistによるローカルディスクへのアクセスは，System-

Tap [14]を用いて Linuxカーネルから open，write，close

のシステムコールの情報を取得することにより，ディスク
への書き出し速度を測定した．ただし，Persistの性能は
RDDの操作と一体であるため，実際に測定できる性能は

表 2 ディスク性能
Sequential write Random write

(MiB/sec) (IOPS)

SSD 228 28902

HDD 49.9 243

map操作を含んだ値となる．
CheckpointによるHDFSへのアクセスは，HDFSのネー
ムノードのログからデータブロックの割り当て時刻とファ
イル操作の完了時刻を取得して性能を計算した．なお，
Checkpointを実行するプログラムでは，RDDをメモリ上
にキャッシュする persist()を実行した上で checkpoint()を
呼び出しており，RDDの再生成を含まないストレージへ
の書き出し性能のみを測定している．
また，SparkではディスクへのRDDの書き出しはシリア
ライズされるため，用いるシリアライザが性能に影響を及
ぼす可能性がある．Sparkでは Java Serializationと Kryo

Serialization [15]が利用できるため，両者についての比較
も行うことにする．Sparkにおけるデフォルトの設定では
前者が用いられるが，速度は後者が優れていると言われて
いる [16]．

3.3 評価環境
評価実験は表 1に示すスペックのマシンを用いて行っ
た．表中のManagement nodeは１ノード用意し，そこで
HDFSの Namenodeと YARNの Resource Managerを起
動した．Worker nodeは７ノード用意し，HDFSのDatan-

odeとYARNのNode Managerを起動した．用いたSpark，
HDFS，YARNは全て Clouderaが配布する CDH 5.5 [17]

に同梱のものである．Persistや Checkpointを実行するプ
ログラムは Scalaで記述しており，Scalaは v.2.11.7を用
いた．Javaは v.1.8.0 66を用いた．

Sparkから利用可能なWorker node上のディスクは SSD

（OCZ Vertex3），またはHDD（Hitachi Travelstar 7K320）
とした．それぞれを Ext4でフォーマットし，8KiB単位の
アクセスを行った際の各ディスクの性能は表 2の通りであ
り，両者の性能には明らかな違いがある．

HDFSはWorker node上の別の SSD（OCZ Vertex3）を
用いて構築し，レプリカ数を 3，ブロックサイズを 128MiB

に設定した．1000MiBのファイルの書き込みスループット
は平均 427MiB/secであった．
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図 3 Persist の測定結果

4. 評価結果
4.1 Persistの性能評価
本評価ではレコード数を 10,000と設定して，3.2節で述
べた方法で指定したサイズの RDDを用意した．ただし，
Spark RDDでは 1パーティションの上限値が 2GiBである
ことから，本評価に用いた RDDの最大サイズは 2000MiB

とした．
図 3は，RDDサイズの増加に対して各ケースの性能を
示したグラフである．RDDサイズが 100MiBの時に若干
低い性能となるのは，サイズが小さいことにより相対的
にオーバーヘッドが大きくなっているためと考えられる．
シリアライザの比較では，Kryo Serializationよりも Java

Serializationの方が良い結果となった．これは用いたRDD

が単純な構造であるために，Kryo Serializationの効果が
表れなかったのではないかと考えている．

SSDと HDDの比較では，RDDサイズの増加に対して
SSDの結果は性能を維持しているが，HDDの結果は若干
の性能低下が見られる．表 2のディスク性能や搭載メモ
リの量を考慮すれば，HDDの結果は OS側のキャッシュ
の効果が含まれていると考えるのが妥当であり，RDDサ
イズの増加とともにキャッシュ効果が減少したと考えるこ
とができる．この仮定を検証するため，2000MiBの RDD

を複数個生成し，全てに対して Persistを実行した．図 4

は，2000MiBのRDDを 4回書き出した後の 5回目のRDD

の書き出し性能を測定し，1回目の RDDの書き出し性能
と比較した結果である．この結果より，SSDを利用した
場合は性能が維持されているが，HDDを利用した場合は
7∼12%の性能低下が発生していることが確認できる．

4.2 Checkpointの性能評価
Checkpointについても，前節の Persistの評価実験と同
様にレコード数を 10,000 に指定して RDD を生成した．
図 5はRDDサイズに対する各ケースの性能を示している．
図中のDFSIOは，Hadoopに含まれるDFSIOベンチマー
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図 4 計 8000MiB の RDD を書き出した後の Persist（2000MiB）
の測定結果

図 5 Checkpoint の測定結果

クにより測定した HDFSの性能であり，Sparkアプリケー
ションが享受できる最大性能を示している．本評価結果に
おいても，Java Serializationの方が Kryo Serializationよ
りも高速であった．特に，1000MiBの RDDサイズの結果
は，DFSIOの結果，すなわち RDDではないファイルの
HDFSへの書き出し性能に近い結果であった．

4.3 議論
本評価では測定を単純にするために RDD のパーティ
ション数を 1としたが，実際の利用においては多数のパー
ティションを扱うことになる．パーティションが複数に
なった場合は通常，複数のワーカノードが用いられ，それぞ
れでローカルディスクまたはHDFSへのアクセスが行われ
るだけである．そのうちの１つの RDDパーティションの
書き込み性能は本評価結果と同様になると考える．HDFS

から大きなデータを読み込んで処理するケースでは，ブ
ロックサイズに応じたパーティション数が設定され，それ
は 128MiBないし 256MiB が一般的である．2000MiB の
大きな RDDを保持するようなケースは，Joinなどの操作
により中間データが増える場合である．2000MiBは大規
模な解析処理にとっては小さい値であり，Sparkの開発コ
ミュニティに対して修正要求が出されているが，現時点
ではまだ対策がなされていない．ユーザ側で RDDのパー
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ティションを適切に増やしておくことが必要になる．
SSDと HDDの比較では SSDの方が性能が良い結果と
なったが，その差はわずかである．コストパフォーマンス
では HDDの方が優れていると言える．
シリアライザに関しては，今回はベンチマーク用の疑似
データを用いたこともあり，実際的なアプリケーション
データを用いて追加の検証実験が必要だと考えている．

5. まとめと今後の課題
本稿では Sparkの Persistと Checkpointに焦点を当て，

RDDのストレージへの書き出し性能について調査した結果
を報告した．Checkpointの性能はバックエンドのストレー
ジ性能がかなり反映された結果であったのに対し，Persist

の性能はバックエンドのストレージ性能があまり反映され
ない結果となった．これは Sparkシステムを構築する上で
考慮すべき点の１つと言えるだろう．
今後の課題としては，実際的な Sparkアプリケーション
を用いて今回と同様の性能評価を進めるとともに，Persist

や Checkpointが実際にどのような頻度・形態で用いられ
ているのかの調査が必要であると考えている．また，ス
トレージからのデータの読み込み性能や，Parquet [18]や
SequenceFileなどのデータフォーマットによる違いについ
ても評価が必要であると考えており，これらについても取
り組んでいきたい．
謝辞 本研究の一部は，NEDOの委託業務「次世代ロ
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