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推薦論文

実生活ツイートに対する局面推定の精度向上に関する検討

山本 修平1,a) 佐藤 哲司1,b)

受付日 2014年10月16日,採録日 2015年2月4日

概要：身近な出来事や関心事を投稿し共有する Twitter上には，食事や交通，災害など，様々な生活の局
面で有益なツイートが数多く投稿されている．著者らは，未知のツイートに適切な複数の局面を付与でき
る階層的推定法を提案している．階層的推定法は，教師なし学習として知られる LDAを用いて，大量ツ
イートからトピックを抽出する第 1段階と，少量の訓練データを用いてトピックと局面の関連度を算出し，
対応関係を構築する第 2段階からなる．本論文では，対応付くトピックが競合する局面で推定精度が低下
する問題を解決するため，新たな関連度の算出方法を提案する．関連度を各トピックで正規化することで，
トピックが強く結び付く局面を同定し，局面に対応付くトピックの競合を防ぐ．トピック側で正規化した
関連度を，さらに局面側で正規化することで，局面から見て強く結び付くトピックを同定する．収集した
大量のツイートを用いた評価実験を行った結果，これまで推定精度が低かった局面も適切に推定でき，す
べての局面における F値の平均も向上できることを明らかにした．
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Abstract: Recently, lots of users share their current events and opinions by using the Twitter. Hence, some
of these tweets are beneficial in several aspects of user’s real life, i.e., eating, traffic, disaster, weather, and
so on. We proposed hierarchical estimation framework to estimate appropriate several aspects for unknown
tweets. Hierarchical estimation framework is composed of both unsupervised and supervised machine learn-
ings. In the first phase, it extracts topics from a sea of tweets using latent Dirichlet allocation (LDA). In
the second phase, it calculates the relevance between topics and aspects using a small set of labeled tweets
to build associations among them. In this paper, we propose new relevance calculation method to conquer
the problem of competitve associations among aspects, which estimating precisions decrease. We identify
the aspcects associated to topics by normalizing relevance in each topic and prevent association competitive.
Moreover, we identify the topics strongly associated to aspects by besides normalizing in each aspect. Our
sophisticated experimental evaluations with a large amount of actual tweets demonstrate the high efficiency
of our proposed method in aspects that estimating precisions ever lowed. We clarify that our proposed
method upgrades an average value of F-measure in all aspects.
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1. はじめに

ツイートと呼ばれる短文記事を投稿する Twitter *1は，

最も広く普及しているマイクロブログの 1つであり，2014
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年 9月末に 2億 8,400万人の月間アクティブユーザ数を記

録している [13]. Twitterでは，ユーザは自らの経験や日常

生活でのイベントなど，身近な「今」を投稿しているため，

他のユーザにとっても最新かつ有益なツイートが多い．た

*1 https://twitter.com/
本論文の内容は 2014 年 7月のマルチメディア，分散，協調とモ
バイル（DICOMO2014）シンポジウムにて報告され，グループ
ウェアとネットワークサービス研究会主査により情報処理学会論
文誌ジャーナルへの掲載が推薦された論文である．
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表 1 実生活の局面

Table 1 Aspects of real life.

局面 典型的な単語

服飾 衣服，服装，着る，装飾，化粧，理髪，衣装 . . .

交流 約束，出会い，招待，友人，誘い，勧誘，飲み会 . . .

災害 洪水，竜巻，地震，火事，津波，二次災害 . . .

食事 料理，外食，食べ物，レストラン，ジャンクフード . . .

行事 祭り，冠婚葬祭，日程，開催日，学園祭，文化祭 . . .

消費 購入，買う，注文，安売り，特売，ショッピング . . .

健康 風邪，体調，怪我，痛み，健康法，病気予防 . . .

趣味 余暇，娯楽，おもちゃ，音楽，テレビ，ゲーム . . .

居住 掃除，家具，洗濯，住まい，隣人，アパート . . .

地域 観光，地域情報，地理情報 . . .

学校 勉強，宿題，課題，試験，テスト，資格，研究 . . .

交通 電車，バス，飛行機，時刻表，渋滞，混雑，遅延 . . .

気象 天気，気温，湿度，風，花粉，雨量，空模様 . . .

労働 アルバイト，研修，就職活動，営業，仕事 . . .

とえば電車の遅延情報は交通機関を利用するユーザに役立

ち，近所のスーパマーケットの特売情報は買物に出かける

ユーザを支援できる．これらのように地域性が高く新鮮か

つ，他のユーザに有益なツイートを，著者らは「実生活ツ

イート」と呼び，実生活ツイートに対して表 1 に示すよう

な生活の局面を付与することを試みてきている [18], [19]．

たとえば，電車の遅延に言及したツイートには「交通」の局

面が付与され，スーパマーケットの特売情報が記述された

ツイートには「消費」の局面が付与されることが望ましい．

ツイートによっては複数の局面を付与するのが適切な場

合もある．たとえば，「激しい雨のため，電車が遅れてい

ます」というツイートは，電車の遅延だけでなく，屋外の

状況を確認できないユーザに対して，降雨を伝えることも

できる．したがって，このツイートには「交通」だけでな

く，「気象」を付与しておくことが望ましい．

著者らは，ツイートに対して複数の局面を付与するため

に，階層的推定法という新たなマルチラベル分類手法を提

案している [19]．階層的推定法は，大量のツイートから教

師なし学習でトピックを抽出する第 1段階と，少量の訓練

データでトピックと局面の対応関係を構築する第 2段階か

らなる．対応関係の構築については，複数のトピックで表

現される局面や，特定のトピックで表現される局面など，

局面によって様々な対応関係がある．このような対応関係

を実現するため，局面とトピックの関連度を算出し，局面

ごとに決定した閾値を超えた関連度を持つトピックを局面

に対応付ける．関連度は，訓練データ中の単語の局面ごと

の生起確率と，トピック中の単語の生起確率から算出する．

局面を付与する際は，ツイートに出現した単語の各トピッ

ク中の生起確率と，トピックと局面の関連度からスコアを

算出し，スコアが閾値を超えた局面をツイートに付与する．

このようにして実現する階層的推定法は，従来のマルチ

ラベル分類手法に比べ平均的に高い推定精度を示した．一

方で，対応するトピックが競合する局面間では，推定精度

が低くなるという問題が明らかになった．また，局面を付

与する閾値を局面によらず一定としたため，過剰に付与さ

れる局面があることも明らかになった．

本論文では，ツイートに対する局面の推定精度を向上さ

せるため，新たな関連度の算出方法を提案する．関連度を

トピック側で正規化することで，トピックがどの局面に対

し強く結び付くかを同定し，局面間で対応付くトピックの

競合を防ぐ．トピック側で正規化した関連度を，さらに局

面側で正規化することで，局面から見て強く結び付くト

ピックを同定する．訓練データに付与されているラベルの

分布から局面ごとに閾値を決定し，過剰な局面の付与を防

ぐことで，推定精度の向上を狙う．

本論文の構成を以下に示す．2 章は，関連研究について

述べる．3 章は，マルチラベル分類を実現する階層的推定

法について述べた後，提案する改善手法について詳述する．

4 章は，大量に収集した実際のツイートを用いて提案手法

の有効性を評価している．5 章で考察を行い，6 章で結論

と今後の課題を述べる．

2. 関連研究

2.1 Twitterからの情報抽出に関する研究

Twitterから有益な情報を抽出する研究は，数多く行わ

れている．Sakakiら [11]は，Twitterユーザをセンサとみ

なし，地震などの現実世界で起きるイベントを発見する手

法を明らかにしている．Mathioudakisら [8]は，収集した

ツイートからバーストキーワードを抽出し，キーワードの

共起を用いてクラスタリングを行い，リアルタイムに変

動するトレンドの発見を目指している．Zhao ら [17] は，

Twitterに投稿された情報要求に関するツイートを抽出し，

ユーザの情報要求を分析することで，現実世界のイベン

トやトレンドを発見できると報告している．Wangら [14]

は，過去のツイートからユーザの興味を推定し，ツイート

と興味の近いユーザを推薦する手法を提案している．本論

文は，未知のツイートに対して実生活の局面を推定するこ

とで，有益な実生活ツイートの抽出を目的としているため，

これらの Twitterに関する研究とは異なる．

2.2 トピックモデルを利用した研究

トピックモデルに関する研究では，Bleiら [1]によって

提案された潜在的ディリクレ配分法（LDA）が広く知られ

ている．LDAとは，1つの文書に複数のトピックが存在す

ると仮定した確率的トピックモデルであり，それぞれのト

ピックがある確率を持って文書上に共起するという考えの

もと，各トピックの確率分布を導出する教師なし学習モデ

ルである．Riedlら [10]は，LDAを用いて文書を話題ごと

に分割する手法を述べている．LDAで得られた各トピック

中の単語の生起確率から，文書中の単語をトピック IDに変
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換し，文の境界の前後に一定の単語数の窓を設定し，各窓

ごとにトピックの出現頻度の類似度を算出することで，話

題の変換点を検出している．Zhangら [16]は，LDAを用

いてアーティストを推薦する手法を提案している．ユーザ

の選好アーティストと，そのアーティストのコミュニティ

に所属するユーザを特徴量として LDAで生成したトピッ

ク集合を用いて，アーティスト間の類似度，ユーザ間の類

似度を算出し，精度だけでなく意外性のあるアイテムの推

薦も目指している．本論文は，生成したトピックと局面の

対応関係を構築し，トピックと局面の関連度とトピック中

の単語の生起確率を用いて，未知の Tweetに対して複数ラ

ベルを推定することに特徴がある．

2.3 マルチラベル分類に関する研究

マルチラベル分類手法には，SVMやナイーブベイズ分

類器，LDAに基づく手法がある．SVMは，教師あり学習

を行う識別手法の 1つであり，高い分類性能と汎化能力を

有している [4]．Changら [2]は LIBSVMという SVM用

のライブラリを公開している．LIBSVMは，ラベルの組

合せを新たなクラスとしてモデルを構築し分類を行うこと

で，マルチラベル分類を実現している．

ナイーブベイズ分類器は，テキスト中に含まれる単語の

生起が独立であるという仮定をおき，それらの単語が出現

したときの，文書のクラスへの所属確率をベイズの定理か

ら算出し，所属確率が最も高いクラスへ文書を分類する手

法である [5]．Weiらは [15]は，ナイーブベイズ分類器で

算出したクラス別の所属確率から平均値を求め，所属確率

が平均値を超えたクラスを文書へ付与するマルチラベル分

類手法を提案している．

Ramageら [9]は，LDAを教師あり学習へ拡張した La-

beled LDA（L-LDA）という，マルチラベル分類を目的と

したモデルを提案している．L-LDAは文書にあらかじめ

付与されているラベルを，その文書の内容を表すものとと

らえることで，潜在トピックの抽出における教師ラベルと

して利用するモデルである．

いずれの手法も，十分な訓練データを用いることで，ブ

ログや新聞記事など比較的長い文書であれば，高い推定精

度を示している．一方で，本研究で対象とするツイートは

平均 45文字と短い [20]ため，手がかりとできる語が少な

い．また，本研究では生活の局面を推定対象としている．

人間の生活は時間とともに変化していくため，最新に投稿

されたツイートを訓練データとすることが望ましい．した

がって，できる限り少量の訓練データで高い推定精度を得

ることが求められる．以上の条件においては，従来手法は

十分な性能が得られないことが課題となっていた [19].

3. 局面の階層的推定法

3.1 階層的推定法の概要

3.1.1 トピックと局面の対応関係構築方法

著者らが先行研究 [19]で提案した階層的推定法を図 1 に

示す．階層的推定法の第 1段階では，大量のツイートから

LDAでトピックを抽出する．抽出したトピックの中から，

局面を表現するために必要となるトピックを対応付けるた

めに，トピックと局面の関連の強さを表す関連度を算出す

る．局面 aとトピック tの関連度 R(a, t)は，

R(a, t) =
∑

w∈W

p(a, w) ∗ p(w, t)g (1)

で算出する．ここで，p(w, t)は LDAを用いて抽出したト

ピック tにおける単語 w の生起確率，p(a, w)は訓練デー

タから算出した局面 aにおける単語 wの生起確率である．

g は，トピック中の単語の生起確率の広がりを調整するた

めのパラメータである．

関連度を 0 から 1 の範囲とするために正規化する．こ

こでは，以下の式 (2)に示す，各局面で正規化した関連度

R̂a(a, t)と，各トピックで正規化した関連度 R̂t(a, t)を用

意する．

R̂a(a, t) =
R(a, t)∑

x∈T

R(a, x)
, R̂t(a, t) =

R(a, t)∑
x∈A

R(x, t)
(2)

ここで，T は LDAで抽出した全トピック，Aは全局面で

ある．R̂a(a, t)は，局面 aがどのトピックから支持されて

いるかを表す指標であり，R̂t(a, t)は，トピック tがどの

局面を支持しているかを表す指標である．

関連度 R̂a(a, t)を用いて，トピックと局面の対応関係を

構築する．局面によっては，1つのトピックで表現される

対応関係や，複数のトピックで表現される対応関係などが

ある．このような対応関係を構築するために，局面ごとに

閾値を決定し，関連度 R̂a(a, t)が閾値を超えたトピックと

対応関係を構築する．局面 aと対応関係を構築するトピッ

ク集合 Ta は，パラメータ dを用いて，

図 1 階層的推定法

Fig. 1 Hierarchical estimation framework.
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Ta = {t|R̂a(a, t) > max
x∈T

(R̂a(a, x)) − σ(R̂a(a, T )) ∗ d}
(3)

とする．ここで，σ(R̂a(a, T ))は，局面 aの全トピック T

に対する関連度の標準偏差である．dはトピックとの対応

関係を調整するためのパラメータであり，dを大きくする

ことで，より多くのトピックが局面に関連付けられる．

3.1.2 トピック数の最適化方法

LDAでは，生成するトピック数をパラメータとして与

える．関連度に基づいてトピックと局面の対応関係が構築

されることから，生成するトピック数によって，局面と結

び付くトピックが変動する．

最適なトピック数を決定するため，JS Divergenceを用

いて，ある 1つの局面と他の局面との類似度を計算する．2

つの局面の確率分布が同じである場合，JS Divergenceは 0

となり，より異なっている場合，JS Divergenceは 1に近づ

く．本論文の場合は，局面間の確率分布 R̂a(a, t)が異なっ

ている方が望ましい．そのため，各局面間の JS Divergence

の合計値を最大とするトピック数を最適であるとした．JS

Divergenceの合計値 JSsum は，以下の式で求められる．

JSsum =
∑

(∀p,∀q)∈A

DJS(R̂a(p, ∗)||R̂a(q, ∗)) (4)

DJS(P ||Q)=
1
2

(∑
t∈T

P (t) log
P (t)
R(t)

+
∑
t∈T

Q(t) log
Q(t)
R(t)

)

ここで，R(t) は確率分布 P (t) と Q(t) の平均であり，

R(t) = P (t)+Q(t)
2 で与えられる．

3.1.3 ツイートに対する局面の推定方法

未知のツイートに局面を付与する際は，ツイート中に出

現した単語のトピック中の生起確率と，トピックと局面の

関連度 R̂a(a, t)と R̂t(a, t)を用いて，局面ごとにスコアを

算出する．ツイート twと各局面 aとのスコア S(tw, a)は，

以下の式で算出する．

S(tw, a) =
∑
t∈Ta

∑
w∈Wtw

p(w, t)g ∗ R̂a(a, t) ∗ R̂t(a, t) (5)

スコアの平均値 E(S(tw, A))と標準偏差 σ(S(tw,A))を

用いて各スコアを正規化し，閾値 rを超えたスコアを持つ

局面を，ツイートに対して付与する．未知のツイート tw

に対して推定する局面集合 Atw は，

Atw =
{

a

∣∣∣∣S(tw, a) − μ(S(tw,A))
σ(S(tw,A))

> r

}
(6)

とする．各スコアについて，平均値との差を標準偏差で除

すことで，平均を 0，標準偏差を 1とした値に正規化する．

3.2 階層的推定法の改善方法

3.2.1 階層的推定法の課題

このようにして実現する階層的推定法は，平均して高い

推定精度が得られている一方で，他の局面に比べ推定精度

が低くなる局面があることも明らかとなった．この原因と

して，以下の 4課題があげられる．

課題 1 式 (2)で得られる関連度 R̂a(a, t)では，いずれの

局面にも強く結び付くトピックが出現し，推定精度を

低下させる．

たとえば，著者らの先行研究 [19]では動詞が集まるト

ピックを確認している．動詞は局面によらず，多くの

ツイートに出現することから，このようなトピックは

いずれの局面とも高い関連度 R̂a(a, t)で結び付くだけ

でなく，局面を表現するために特徴的なトピックの関

連度を相対的に低下させている．この結果，ツイート

中の動詞の出現頻度に応じて，スコア S(tw, a)が高く

なるため，ツイートが言及している局面に関係のない

スコアが算出され，局面の推定精度が低下する．

課題 2 複数のトピックが集まって表現される局面では，

課題 1に示すトピックの関連度が高くなり，適切な対

応関係を構築できない．

たとえば，災害の局面を表現する典型的なトピックは

ないが，台風や地震など複数のトピックが集まって適

切に表現される場合に，これらのトピックと災害の関

連度に比べ，課題 1で示したトピックと災害の関連度

が高くなる．この結果，ツイート中の災害に特徴的な

単語に比べて，他の特徴的でない単語が強く考慮され

たスコアが算出されるため，推定精度が低下する．

課題 3 課題 1に示す多くの局面に強く結び付くトピック

であるが，局面によっては，自身を表現するために必

要なトピックである場合がある．

たとえば，先行研究では地名が集まるトピックを確認

している．実生活ツイートは，頻繁に実世界の出来事

に言及するため，様々な局面で地名を含めたツイート

が多い．この結果，地名が集まったトピックは課題 1

で示したように様々な局面と高い関連度で結び付き，

他の特徴的なトピックの関連度を低下させる．しかし，

課題 1の例で示したトピックに比べ，地名が集まるト

ピックは地域の局面を表現するためには重要である．

課題 4 スコアから局面を付与する式 (6)では，閾値 r を

局面によらずに固定としている．r を低くしたとき，

頻繁に出現する局面ではツイートに対して十分に局面

が付与されるが，めったに出現しない局面ではツイー

トに対して過剰に局面が付与されるため，高い再現率

が得られる代わりに適合率が低下する．対して，rを

高くした場合では，高い適合率が得られるが再現率が

低下するという問題がある．このような問題を解決す

るため，各局面によって適切な閾値 rを決定する必要

がある．

課題 1と 2については，ストップワードをあらかじめ定

義し該当する単語を除去する方法が考えられるが，移り変

わりの速いメディアとして知られる Twitterで，ストップ
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ワードとなる語を人手で列挙するのは現実的ではない．

また，LDAはストップワードを高い生起確率で集めた

トピックを生成できるため [12]，ストップワードを多く含

むトピックを除去する方法が考えられる．しかし，ほとん

どの局面には不要であっても，課題 3のように特定の局面

に対しては必要なトピックも考えられ，一概にそのような

トピックを除去することが難しいと考えられる．

3.2.2 関連度正規化の改善方法

本論文では，課題 1と課題 2を解決することを目的に，

新たな関連度正規化式を提案する．式 (2)に示す関連度算

出式では，いずれの局面とも強く結び付くトピックが出現

し（課題 1），このようなトピックがノイズとなり，局面

を適切に表現できるトピックの関連度 R̂a(a, t)を低くして

いる（課題 2）．一方で，各トピックで正規化した関連度

R̂t(a, t)は，課題 1に示すようなノイズとなるトピックで

は，いずれの局面にも同等に低い関連度を与えるため，課

題 1の解決ができる．しかし，R̂t(a, t)で対応関係を構築す

る場合，いずれのトピックとも強く結び付かない局面の出

現が考えられるため，課題 2の解決には至らない．そこで，

各トピックで正規化した関連度 R̂t(a, t)をさらに各局面で

正規化することにより，局面から見て関連が強いトピック

を同定する．新たな関連度の正規化式を以下に示す．

R̂t(a, t) =
R(a, t)∑

x∈A

R(x, t)
, R̂a(a, t) =

R̂t(a, t)∑
x∈T

R̂t(a, x)
(7)

改善前の式 (2)では，関連度R(a, t)から R̂a(a, t)と R̂t(a, t)

の両方を算出していたが，新たな正規化式では，関連度

R(a, t)から R̂t(a, t)を算出した後，R̂t(a, t)を各局面で正

規化した R̂a(a, t)を算出する．

3.2.3 局面を付与する閾値の決定手法

本論文では，課題 4を解決できる閾値の決定手法を提案

する．ナイーブベイズ分類器 [5]では，クラス別の所属確

率を算出する際に，文書中に出現する単語だけでなく，訓

練データに現れたラベルの数も手がかりにしている．ラベ

ルの数は，事前確率としてナイーブベイズ分類器の式中に

導入されており，訓練データ中に多く出現するラベルには

高い確率を与え，あまり出現しないラベルには低い確率を

与える．本論文では，訓練データ中に出現する局面の数の

分布を求め，スコアの正規化式と同様に，平均が 0で標準

偏差が 1となるように正規化したものを閾値とする．局面

aの閾値 r(a)は，

r(a) =
E(L(A)) − L(a)

σ(L(A))
(8)

とする．ここで，L(a)は局面 aのラベル数であり，E(L(A))

はラベル数の平均，σ(L(A))はラベル数の標準偏差である．

平均値から L(a)の差を求めることにより，局面 aが訓練

データ中に多いほど閾値 r(a)が低くなるため，局面 aは

付与されやすい局面とできる．逆に，局面 aが訓練データ

中に少ないほど，局面 aは付与されにくい局面とできる．

閾値 r(a)を，式 (6)の rとすることで，局面ごとに最適な

閾値を決定する．

4. 評価実験

改善後の階層的推定法を用いて，適合率，再現率，F値

を評価する．比較対象として，改善前の階層的推定法と，

SVM，LDAを教師あり学習へと拡張した L-LDA，ナイー

ブベイズ分類器をマルチラベリングへ拡張した NBMLを

用いる．また，LDAで抽出するトピック数を変更した場

合の提案手法の推定精度を比較することで，3.1.2 項で示

したトピック数選択方法の有効性を明らかにする．

4.1 データセットとパラメータ設定

4.1.1 データセット：トピック抽出に用いるツイート

提案手法の第 1段階における LDAを用いたトピック抽

出のために，2012 年 4 月 15 日から 2012 年 8 月 14 日の

間に，日本語で Twitter に投稿されたツイートを Search

API *2を用いて収集した．その中から，ツイートのロケー

ション情報に「京都」あるいは「Kyoto」と入力されてい

るツイートを使用した．以上の条件により評価に使用する

ツイート数は，2,390,553件となった．

4.1.2 データセット：実生活ツイート

トピックと局面の対応関係を構築するため，人手によっ

てツイートに局面をラベル付けした．1,500件のツイート

に対して，第 1著者（実験参加者 A）と他 2名（実験参加

者 Bおよび C）の合計 3名で，各ツイートに対して適切な

局面を付与する人手判定を行った．実験参加者にはガイド

ラインとして，表 1 に示す各局面に含まれる典型的な単語

と，その局面に分類されるツイートの例（各局面 1件ずつ）

と，それが分類された理由を提示した．人手判定では，各

ツイートに対して適切な局面として第 1位，第 2位，第 3

位まで付与することとした．いずれの局面にも適さないと

判断した場合は，「非実生活」を付与することとした．第

3位以内に該当しなかった局面はすべて第 4位とした．な

お，用意した 1,500件のツイートは，いずれもロケーショ

ン情報に「京都」あるいは「Kyoto」と表記されたもので

あり，上記のトピック抽出に使用するツイートと重複はな

い．また，3名の実験参加者はいずれも「つくば市」在住

の大学生であり，京都で生活したことはない．

人手判定の結果，第 1位に分類された局面について，実

験参加者間の一致度を κ値 [3]によって評価した．実験参

加者Aと実験参加者 Bの κ値は 0.687，実験参加者Aと実

験参加者 Cの κ値は 0.595，実験参加者 Bと実験参加者 C

の κ値は 0.576となった．κ値の平均は 0.619であり，高

*2 https://dev.twitter.com/docs/api/1/get/search
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表 2 人手判定の結果，正解ラベルとして付与された局面の数

Table 2 Number of correct-label aspects.

局面 服飾 交流 災害 食事 行事 消費 健康 趣味 居住 地域 学校 交通 気象 労働 非実 合計

ラベル数 181 379 86 287 311 435 177 348 213 432 195 169 226 262 1,391 5,092

r(a) 0.53 −0.13 0.85 0.18 0.10 −0.32 0.54 −0.03 0.42 −0.31 0.49 0.57 0.38 0.26 −3.53

い一致（substantial）であった．

各ツイートに対して複数の局面をラベル付けするため，

3名の人手判定の結果を用いる．ツイート tw に対して正

解となる局面集合 ACtw は，

ACtw = {a|Uscore(tw, a) ≤ 10} (9)

とする．ここで，Uscore(tw, a)は，実験参加者がツイート

tw に対して，局面 aを第何位に選択したかを合計した値

であり，以下の式で求められる．

Uscore(tw, a) =
∑
u∈U

rank(tw, a, u) (10)

ここで，U はすべての実験参加者を表し，rank(tw, a, u)

は，ツイート twに対して実験参加者 uが局面 aを分類し

た順位である．実験参加者がいずれの順位にも入れなかっ

た局面は，値を 4として計算する．Uscore(tw, a)の最小値

は，実験参加者 3名が同じ局面を第 1位に選択した場合で

あり，rank(tw, a, u) = 1となるため，Uscore(tw, a) = 3と

なる．最大値は，実験参加者の全員が特定の局面を第 3位

以内に選択しなかった場合，すなわち，rank(tw, a, u) = 4

の場合で，そのとき Uscore(tw, a) = 12となる．

以上の処理によって，人手判定した 1,500件のツイート

に対して，ラベル付けされた局面数を集計した結果を表 2

に示す．服飾の局面は，1,500件のツイートの中で合計で

181件ラベル付けされている．1,500件のツイートに対する

すべてのラベル数は 5,092件となっており，1つのツイー

トに対して平均 3.39件のラベルが付与されている．評価

実験では，いずれの局面にも属さない「非実生活」につい

ても 1つのクラスとしてトピックと対応関係を構築し，非

実生活を推定できることを評価する．

正解データとして使用する 1,500件のツイートについて，

各ツイートに付与された局面の数を集計した結果を表 5 に

示す．最も多いラベル数は 3で，820件のツイートが存在

する．ラベル数が 6あるツイートは 11件存在する．

4.1.3 提案手法のパラメータ設定

LDAは，事前にいくつかのパラメータを設定する必要が

ある．関連研究 [6]を参考に，ハイパーパラメータである

αは 50
|T |，β は 0.1とした．|T |は LDAで生成するトピッ

ク数である．イテレーション回数は，予備実験の結果から

安定した値が得られる 100とした．また，提案手法の関連

度算出式 (1)やスコア算出式 (5)のパラメータ g は，予備

実験の結果から g = 0.3とした．

4.2 評価尺度

提案手法の有効性を議論するには，推定した局面がどれ

だけ正解しているかという正確性と，すべての正解のうち

どれだけ提案手法で局面を推定できたかという網羅性の，

2つの観点から評価するために，本論文では，正確性を適

合率（Precision），網羅性を再現率（Recall），および適合

率と再現率の調和平均である F値（F -measure）によって

提案手法の推定精度を評価する．実験では，1,500件の正

解データについて，10分割交差検定によってトピックと局

面の対応関係を構築，および推定精度の評価を行う．

4.3 比較手法

本節では，提案手法の比較対象となる各手法の設定につ

いて説明する．各手法に与える素性は共通して，提案法と

同様に，ツイートをMeCab [7]により形態素解析した結果

得られた名詞，動詞，形容詞の Bag of Wordsとした．

4.3.1 L-LDA

L-LDA（Labeled LDA）は，マルチラベルが付与された

データからモデルを学習し，未知のデータに対するマルチ

ラベル分類が可能である．L-LDAはWebページの分類に

おいて，SVMを上回る推定性能を示している [9]．L-LDA

のイテレーション回数は安定した値が得られる 100とし，

ハイパーパラメータである αと β は，ともに 0.1とした．

4.3.2 SVM

本論文では，SVMの実装として，マルチラベル分類も可

能である LIBSVM [2]を比較対象として使用する．カーネ

ルは線形カーネルを選択し，パラメータは LIBSVMのツー

ルでグリッドサーチ*3を実行し得られた C = 1.0とした．

4.3.3 NBML

比較対象の 1つとして，NBML（Naive Bayes Multi-label

Classification）を用いる．NBMLはWeiらが，Naive Bayes

分類器をマルチラベル分類へ拡張した手法である [15]．

NBMLはクラス別の所属確率から平均値を求め，平均値を

超える所属確率を持つクラスへ文書を分類することで，マ

ルチラベル分類を実現している．

4.4 実験結果

4.4.1 トピック数ごとの JSsum 値と推定精度の比較

LDAで抽出するトピック数を，50，100，200，500，1,000

*3 LIBSVM Tools: Grid parameter search for regression
http://www.csie.ntu.edu.tw/˜cjlin/libsvmtools/
#grid parameter search for regression
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表 4 各手法の適合率，再現率，F 値

Table 4 Precision, Recall, F-measure of each method.

適合率 再現率 F 値

局面 改善前 改善後 L-LDA SVM NBML 改善前 改善後 L-LDA SVM NBML 改善前 改善後 L-LDA SVM NBML

服飾 0.72 0.65 0.43 0.64 0.83 0.57 0.67 0.69 0.28 0.3 0.63 0.65 0.52 0.38 0.51

交流 0.37 0.43 0.43 0.41 0.53 0.68 0.58 0.68 0.35 0.54 0.48 0.49 0.53 0.37 0.53

災害 0.34 0.67 0.67 0.44 0.76 0.59 0.49 0.49 0.44 0.21 0.43 0.55 0.54 0.44 0.33

食事 0.77 0.78 0.41 0.51 0.73 0.75 0.80 0.77 0.64 0.51 0.76 0.79 0.53 0.57 0.60

行事 0.42 0.36 0.47 0.56 0.56 0.57 0.73 0.51 0.20 0.45 0.49 0.47 0.48 0.29 0.49

消費 0.52 0.41 0.64 0.43 0.52 0.55 0.75 0.40 0.45 0.46 0.53 0.53 0.49 0.43 0.49

健康 0.37 0.54 0.43 0.48 0.76 0.63 0.54 0.55 0.28 0.38 0.47 0.54 0.48 0.35 0.50

趣味 0.38 0.56 0.44 0.43 0.57 0.77 0.48 0.62 0.54 0.44 0.51 0.51 0.51 0.48 0.49

居住 0.58 0.59 0.38 0.64 0.71 0.57 0.57 0.62 0.34 0.41 0.57 0.58 0.46 0.44 0.51

地域 0.81 0.45 0.62 0.62 0.62 0.58 0.90 0.73 0.54 0.65 0.67 0.60 0.67 0.57 0.63

学校 0.73 0.73 0.37 0.88 0.81 0.65 0.68 0.81 0.36 0.52 0.68 0.70 0.51 0.49 0.63

交通 0.43 0.64 0.33 0.71 0.82 0.82 0.76 0.82 0.44 0.50 0.56 0.69 0.47 0.54 0.62

気象 0.69 0.91 0.25 0.47 0.81 0.70 0.58 0.84 0.63 0.58 0.70 0.71 0.38 0.53 0.67

労働 0.44 0.64 0.64 0.52 0.56 0.60 0.43 0.50 0.19 0.35 0.51 0.50 0.55 0.28 0.43

非実 0.93 0.93 0.94 0.93 0.93 0.93 0.99 0.51 0.99 0.93 0.93 0.96 0.66 0.96 0.93

平均 0.57 0.62 0.50 0.58 0.70 0.66 0.66 0.63 0.44 0.49 0.59 0.64 0.52 0.47 0.56

図 2 各トピック数における JSsum 値とその推定精度

Fig. 2 JSsum and estimation performance in each topic.

と変化させ，JSsum を算出するとともに，各トピック数で

実際にツイートに局面を推定した際の，適合率，再現率，

F値を図 2 に示す．図では，横軸にトピック数，左の縦軸

に JSsum 値，右の縦軸に推定精度を示している．推定精

度については，各トピック数ごとの差異が明らかとなるよ

うに，0.4から 0.8までの範囲としている．それぞれ，10

分割交差検定により F値を最大とするときのパラメータ d

を選択した．dはトピックと局面の対応関係を構築する際

に変化させることで，最適な値を得られる．JSsumが最大

となったトピック数は 500であり，トピック数 500で適合

率と F値が最大値を示した．したがって，以降の実験では

LDAで抽出するトピック数を 500として，トピックと局

面の対応関係を構築する．

4.4.2 改善前と改善後の階層的推定法の推定精度の比較

本論文で提案した改善手法を階層的推定法に適用した場

合と，適用しなかった場合で推定精度を評価した結果を

表 3 に示す．改善手法を適用しない場合は，式 (6)におけ

るパラメータ rを決定する必要があることから，0.0，0.5，

1.0と rを変化させ，それぞれの適合率，再現率，F値を評

価した．パラメータ dは 4.4.1 項と同様に，F値を最大と

する点を選択した．適合率では，改善前の r = 1.0，再現

表 3 各閾値を用いた階層的推定法の推定精度の比較

Table 3 Compared to estimation performance of hierarchical

estimation framework using each threshold value.

手法 Precision Recall F-measure

改善前，r = 0.0 0.57 0.66 0.59

改善前，r = 0.5 0.61 0.57 0.58

改善前，r = 1.0 0.68 0.54 0.58

改善後 0.62 0.66 0.64

率では改善前の r = 0.0と改善後の手法，F値では改善後

の手法が最大となった．

4.4.3 各手法の推定精度の比較

各手法の適合率，再現率，F値を表 4 に示す．改善前の

提案手法については，F値で最大値を示した r = 0.0とパラ

メータ dを選択した．太字となっている数値は，すべての

手法で比較したときの最大値である．服飾の局面では，適

合率の最大値は 0.83で NBML，再現率の最大値は 0.69で

L-LDA，F値の最大値は 0.65で改善後の提案法となってい

る．災害の局面では，改善前の提案法は F値が 0.43であ

るのに対し，改善後の提案法は 0.55と 0.12高くなってい

る．同様に，交通の局面でも改善後の提案法が 0.13高い値

を示している．すべての局面についてマクロ平均をとった

結果，各評価値で最大値を示したのは，適合率で NBML，

再現率で改善前と改善後の提案法，F値で改善後の提案法

であった．

提案手法と比較手法について，各ツイートに対して推定

したラベル数を集計した結果を表 5 に示す．ラベル数の最

頻値は改善前と改善後の提案法で 5，SVMでは 3，NBML

では 2であった．ツイートあたりの平均ラベル付与数は，

改善後の提案法が 5.15で最大となった．人手判定の結果に

最も近い平均ラベル付与数を示したのは SVMであった．
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表 6 各局面に対して高い関連度 R̂a で結び付くトピック

Table 6 Topics with high relevance R̂a associated to each aspect.

R̂a 1 位 R̂a 2 位 R̂a 3 位 R̂a 4 位

局面 topic R̂a R̂t topic R̂a R̂t topic R̂a R̂t topic R̂a R̂t

改善前：服飾 #119 0.023 0.667 #474 0.009 0.399 #240 0.009 0.385 #454 0.007 0.170

改善後：服飾 #119 0.024 0.667 #474 0.014 0.399 #240 0.014 0.385 #222 0.008 0.228

改善前：災害 #178 0.020 0.234 #469 0.014 0.205 #277 0.013 0.404 #380 0.013 0.253

改善後：災害 #277 0.019 0.404 #391 0.019 0.395 #380 0.012 0.253 #150 0.011 0.239

改善前：交通 #60 0.032 0.369 #201 0.025 0.582 #149 0.020 0.455 #42 0.016 0.440

改善後：交通 #201 0.023 0.582 #149 0.018 0.455 #42 0.017 0.440 #60 0.014 0.369

改善前：地域 #60 0.019 0.279 #314 0.015 0.258 #44 0.010 0.182 #486 0.008 0.147

改善後：地域 #60 0.009 0.279 #314 0.008 0.258 #28 0.008 0.237 #125 0.007 0.209

表 5 各手法のラベル数別のツイート数

Table 5 Number of labeling by each method.

ラベル 改善前 改善後 L-LDA SVM NBML 人手判定

1 20 0 101 0 165 1

2 23 0 154 137 531 111

3 83 22 259 1,250 442 820

4 277 389 369 80 243 442

5 504 574 307 33 90 115

6 425 382 182 0 23 11

7 143 118 80 0 6 0

8 25 15 37 0 0 0

9 0 0 9 0 0 0

10 0 0 2 0 0 0

平均 5.13 5.15 4.16 3.00 2.75 3.39

5. 考察

5.1 階層的推定法の改善手法に関する考察

図 2 より，JSsum 値はトピック数が 500のときに最大

となった．トピック数ごとの推定精度を見ると，適合率と

F値でもトピック数が 500のときに最大値を示している．

このことから，JSsum 値によるトピック数の選択手法は，

階層的推定法において有効であると考えられる．また 500

の近辺でいずれの値もほぼ安定していることから，ある程

度のトピック数とすることで，安定した性能が得られると

いえる．

図 3 より，改善前と改善後の階層的推定法の推定精度

を見ると，適合率では改善前の提案法で r = 1.0としたと

きが最大であるが，再現率と F値では改善後の提案法が最

大となった．改善後の閾値決定手法は，閾値 rは訓練デー

タのラベルの分布から局面ごとに算出するため，評価対象

のデータに適した閾値が決定できる．このため，改善後の

提案法は再現率を低下させず適合率を上昇できたと考えら

れる．

表 4 より，改善前に比べ，災害と交通の局面では F値が

大きく上昇し，地域の局面は F値が大きく低下している．

改善手法の効果を確認するため，これら 3つに加えて服飾の

局面における，改善前と改善後のトピックとの対応関係を

表 6 に示す．服飾の局面は，改善前と改善後でともに推定

表 7 交通の局面に結び付くトピックの上位語

Table 7 High occurrence probability terms in topics associated

to Traffic aspect.

トピック 上位語

Topic60 京都，交通，河原町，四条，三条

地下鉄，烏丸，便利，嵐山，案内

Topic201 電車，乗る，阪急，降りる，遅れる

特急，快速，車両，乗車，列車

Topic149 バス，乗る，夜行，運転，高速

勤務，渋滞，タクシー，新幹線，事故

Topic42 止まる，京阪，事故，でる，全部

全国，阪神，ダイヤ，電車，処理

精度が高いことから，模範となる局面として選定した．表で

は，局面ごとに R̂a(a, t)の高い上位 4トピックを抽出し，そ

のトピック番号と関連度 R̂a(a, t)と R̂t(a, t)を示している．

改善前の災害（Dis.）の局面に対して最も強く結び付くト

ピックは，Topic178であり，R̂a(Dis., Topic178) = 0.020，

R̂t(Dis., Topic178) = 0.234である．

服飾の局面は，改善前と改善後の上位 3トピックは同じ

であり，R̂a 1位のトピックであるTopic119は，R̂t(a, t)の

値が他のトピックに比べて高い．服飾の局面は，Topic119

という局面を表現する典型的なトピックが結び付いたた

め，高い推定精度を示せたと考えられる．災害や交通の局

面では，改善前に比べ改善後の上位トピックに R̂t(a, t)の

値が高いトピックが結び付いており，服飾のような推定精

度が高い局面の対応関係に近づいていることが分かる．

交通の局面では改善前に R̂a 1位であった Topic60が，

改善後に R̂a 4位となり，他のトピックは 1つずつ順位を

上げている．交通の局面に結び付くトピックを詳しく分析

するため，各トピックの上位語を表 7 に示す．Topic60以

外のトピックでは，交通の局面に関連する単語を数多く確

認できる．これに対して Topic60では，「交通」や「地下

鉄」など交通の局面に関連する単語もあるが，「京都」や

「河原町」など地名に関する単語が多い．地名は他の局面で

も出現しやすい単語であるため，Topic60は他の局面とも

強く結び付くことが考えられる．3.2 節の課題 1と課題 2
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で言及したように，このようなトピックが原因で，交通の

局面の推定精度を低下させていたが，関連度の正規化手法

の改善により，Topic60よりも交通を適切に表現できるト

ピックの関連度を高められ，推定精度が大きく向上したと

考えられる．

一方で，地域の局面は推定精度が改善前に比べ低くなっ

た．表 6 より，地域の局面に R̂a 1位と 2位で結び付くト

ピックに変化はないが，関連度 R̂a(a, t)の値が改善前に比

べ約半分に低下した．R̂a 1位で結び付く Topic60は上記

で述べたとおり，地名が集まったトピックであるために他

の局面とも強く結び付くと考えられる．このようなトピッ

クは，他の局面では推定精度を低下させる要因となるが，

地域の局面を表現するためには必要なトピックである．本

論文で提案した関連度の正規化手法は，Topic60のように

多数の局面に強く結び付くトピックには低い関連度を与

えるため，地域の局面と Topic60 の関連度 R̂a(a, t) が低

下し，地域の局面の推定精度を低下させたと考えられる．

Topic60と地域の局面のような対応関係は，3.2 節で述べ

た課題 3の代表であり，解決にはさらなる手法の精緻化が

必要である．

5.2 各手法の推定性能に関する考察

表 4 より，F値では改善後の提案法（本節では提案法と

する），NBML，L-LDA，SVMの順に高い値を示した．提

案法に比べ，適合率で高い値を示したのは NBMLであっ

た．表 5 より，提案法はすべての手法の中で最も多い平均

ラベル付与数を示し，一方で NBMLはすべての手法の中

で最も少ない平均ラベル付与数であった．このことから，

適合率ではNBML，再現率では提案法が高い値を示したと

考えられる．L-LDAは平均ラベル付与数が提案法に比べ

少ないにもかかわらず，適合率と再現率の両評価値で提案

法が高い値を示している．このことから，L-LDAに比べ

提案法がツイートに相応しい局面のスコアを高精度に算出

できていることが考えられる．提案法の平均ラベル付与数

は約 5件であり，正解データの平均ラベル付与数に比べ，

2件多い結果となった．提案法が対象データセットに応じ

た数のラベルを付与するためには，訓練データに付与され

ているラベル数の分布からパラメータを算出し，提案法の

式 (6)に組み込むことなどが考えられる．

提案法と NBMLが，実際にツイートに局面を付与した

例を表 8 と表 9 に示す．表 8 は，人手判定によって得ら

れた正解の局面を，提案法が完全に推定することに成功し

た例である．ツイートは宇治市の住居と天気に関する情報

を記述しており，人手判定で得られた局面はその内容に一

致している．NBMLが地域の局面を推定できなかった原

因は，「宇治橋」という単語が，訓練データ中に一度も出現

していなかったために，「地域」の局面との尤度を適切に計

算できていなかったためである．提案法は，「宇治」が高

表 8 提案法が有効に機能したツイート例

Table 8 Complete estimated aspects for tweet by HEF.

正解局面（人手） 居住，地域，気象

NBML が推定した局面 居住，気象

提案法が推定した局面 居住，地域，気象

ツイート本文 春の観光シーズンで宇治橋周辺は

お天気もいいので賑わっています．

近鉄小倉駅の新築も残り 2 室です．

表 9 提案法が過剰に局面を推定したツイート例

Table 9 Estimated extra aspects for tweet by HEF.

正解局面（人手） 消費，地域

NBML が推定した局面 消費，地域，食事

提案法が推定した局面 消費，地域，食事

ツイート本文 四条河原町のマックの前で

ホットコーヒー無料配布しとる！

マックのコーヒーの推し半端ない！

い生起確率で所属するトピックと地域の局面との関連度を

手がかりに，地域の局面に対して高いスコアを算出したた

め，完全に正解局面を推定することができた．

表 9は，人手判定によって得られた正解の局面に対して，

提案法が過剰な局面を推定した例である．正解の局面は消

費と地域であり，ツイートの内容と一致している．提案法

と NBMLは，この 2つの局面に加えて食事の局面を推定

している．NBMLについては，「コーヒー」という単語が

食事の局面に対して高い尤度を持っていたためである．提

案法については，「コーヒー」という単語が高い生起確率で

所属するトピックのいずれもが，食事の局面と高い関連度

で結び付いていたためである．このような場合に，ツイー

トに過剰な局面を推定しないための改善案としては，1つ

の単語だけでなく，ツイート中に出現する複数の単語を組

合せたスコアの算出方法が考えられる．

6. 結論

本論文では，局面の推定精度を向上するために，階層的

推定法の改善手法を提案した．関連度の正規化の改善手法

では，局面間で対応付くトピックが競合することを防ぐた

め，各トピックで正規化した関連度をさらに各局面で正規

化することで，局面に強く結び付くトピックを同定する．

閾値の自動決定手法では，訓練データに付与されているラ

ベルの分布を用いて，頻出する局面は閾値を低くし，あま

り現れない局面は閾値を高くすることで，局面ごとにラベ

ルの付与されやすさを調整する．

改善手法の有効性を評価するため，実際のツイートを用

いて評価実験を行った結果，すべての局面における F値の

平均も改善前の手法より向上できることを明らかにした．

推定精度が大きく上昇した局面では，改善前に局面間で競

合していたトピックの関連度を低下させることにより，局
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面を適切に表現するトピックの関連度を相対的に高め，こ

れまで適切に推定できなかった局面についても，推定精度

を向上できることを明らかにした．

今後の課題は，関連度や対応関係の構築手法を精緻化す

ることにより，局面を表現するのに不可欠なトピックを抽

出する手法を明らかにすること，実験参加者に上限なしで

ツイートに局面を付与してもらい，本論文とは異なる特性

を持った正解データを用いて評価すること，および階層的

推定法を別のデータセットに適用し，提案法の有効性を検

証することである．
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推薦文

本論文は，Twitter上のツイートに対し，食事や交通，災

害などの局面を推定して分類する方法の提案に関するもの

である．著者らは，教師なし学習として知られる LDAを

用いて，大量ツイートからトピックを抽出する第 1段階と，

少量の訓練データを用いてトピックと局面の関連度を算出

し，対応関係を構築する第 2段階からなる階層的推定法を

提案している．本論文では，対応付くトピックが競合する

局面で推定精度が低下する問題を解決するため，関連度を

各トピックで正規化することでトピックが強く結び付く局

面を同定し，対応付くトピックの競合を防ぐ，新たな関連

度の算出方法を提案．収集した実データを用いた評価実験

を行い，その有効性を実証している．提案内容，評価とも

に適切に論述されており，また，提案手法が効果的でない

事例なども示していて有用な情報を提供している点が高く

評価できる優れた論文であるため，推薦する．
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