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Wi-Fi電波強度の変化を利用した無拘束な
睡眠時体動判定手法の提案

庵前　修1 Korpela, Joseph1 前川 卓也1

概要：睡眠は健康な生活に不可欠な要素であるが，不眠や睡眠不足，十分な睡眠時間をとっているにも関
わらず疲労が回復しないといった睡眠の量や質の低下に関する問題を抱えている人は多く存在する．睡眠

に関する問題は集中力の低下などを引き起こすだけではなく，免疫力の低下や様々な病気の引き金となる．

また子供の睡眠不足は脳や身体の発達の妨げになることが知られている．そのため，質の高い睡眠が十分

に取られているかをモニタリングする手法の研究開発が数多く行われている．既存の睡眠モニタリング手

法には，加速度センサを備えたリストバンドを装着するといった拘束性を伴う問題や，脳波計や筋電計の

ような高価で専門的な知識を必要とする測定機器を用いているなどといった問題がある．一方，先行研究

により，睡眠時の体動と睡眠状態には相関があることが分かっている．そこで本研究では，Wi-Fi 機能を

備えたスマートフォンやタブレット端末といった身近なデバイスにより電波の変化を測定することで無拘

束に睡眠時の体動を検出する手法を提案する．提案手法では睡眠時にユーザの身体の両横にWi-Fi機能を

備えたデバイスを設置し，2台の間で継続的に通信を行うことで，電波の受信信号強度 (RSSI)データを取

得する．その RSSI データから体動時の電波強度変化をよく捉える特徴量を抽出し，機械学習を用いて，

睡眠時の体動を認識するモデルの学習を行う．提案手法では隠れマルコフモデルを用いてユーザ非依存の

体動判定モデルを構築し，認識時に最尤線形回帰適応を用いてユーザのテストデータにフィッティングす

るようモデル適応することにより，エンドユーザ側での学習データの取得を必要とせずにユーザに適した

モデルを構築する．
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Proposing a System for Unobtrusive Detection of Body Movements
during Sleep Based on the Measurement of Wi-Fi RSSI

Osamu Ammae1 Joseph Korpela1 Takuya Maekawa1

Abstract: Although sleeping is essential for healthy life, many people have a problem related to insufficient
or poor quality sleep. This problem causes not only loss of concentration but also a decline in immune func-
tion and various diseases. Also, children’s lack of sleep is known for preventing mental and physical growth.
Therefore, many researchers have developed sleep monitoring systems that permit us to measure the quality
of sleep. However, because many existing sleep monitoring systems require a user to wear some some device,
e.g., wristband, the systems are more or less obtrusive to the users. In addition, several existing systems
require an expensive special device and expert knowledge. On the other hand, previous research has found
a correlation between body movements during sleep such as rolling over and sleep state. In this paper, we
propose a method for unobtrusive detection of body movements during sleep based on the measurement of
Wi-Fi Received Signal Strength Indication (RSSI) by using off-the-shelf Wi-Fi devices like smart phones or
tablet computers. From the detected body movements, we can estimate a user’s sleep state such as Rapid
eye movement (REM) sleep or non-REM sleep. In our proposed system, we obtain RSSI data by placing two
devices equipped with Wi-Fi modules on the left and right sides of a user’s bed when sleeping. One devices
measures RSSI of the opposite device and we use the RSSI data to construct a body movement recognition
model by employing machine learning approach. We construct a user independent recognition model based
on the hidden Markov model, and employ maximum likelihood linear regression (MLLR) to adapt the user
independent model to an end user. Therefore, our system is designed so that it does not require an end user’s
labeled training data.
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1. はじめに

睡眠は健康な生活に不可欠な要素であるが，近年，不眠や

睡眠不足，十分な睡眠時間をとっているにも関わらず疲労

が回復しないなど睡眠に関する問題が増加している．睡眠

に関する問題は，集中力の低下などを引き起こすだけでな

く，免疫力の低下や発ガンのリスクの増加，肌の老化や肥満

などと言った身体的な疾病に加え，慢性化することにより

うつ病や自律神経失調症と言った精神疾病を引き起こす可

能性がある．また子供の睡眠不足は成長ホルモンの分泌量

が低下するため，知能の発達や身体の成長を妨げるという

問題がある．そのため，質の高い睡眠が十分に取られてい

るかをモニタリングする手法の研究開発が多く行われてい

る．しかし，既存の睡眠モニタリング手法として広く用い

られている睡眠ポリグラフィ (PSG:polysomnography)[1]

は，脳波計や筋電計などを用いて専門家の指導の下に計測

するものである．その他多くの既存研究においても，デー

タの取得に拘束性を伴うデバイスを用いる必要があるとい

う問題や，高価な専用のデバイスを用いるという問題があ

る．一方，先行研究から睡眠時の体動の出現頻度は睡眠段

階と密接に関連しており，体動の出現頻度の順位は睡眠段

階が深くなるほど少なくなることが報告されている [2]．一

方近年，スマートフォンやタブレット端末の普及により，

個人でスマートフォンとタブレット端末を両方所持すると

いうことも珍しくなくなってきている．

これらのことから，本研究では身近なデバイスとして，

スマートフォンやタブレット端末を用いて睡眠時の体動を

検出することを目指す．具体的には，このようなWi-Fiモ

ジュールを搭載したデバイスにより，電波の変化を測定す

ることで無拘束に睡眠時の体動を検出する手法を提案す

る．提案手法では睡眠時にユーザのベッドの左右それぞれ

にWi-Fi機能を備えたスマートフォンやタブレット端末

といった身近なデバイスを設置することを想定する．そし

て，左右の端末間のWi-Fi電波強度の変化を測定するこ

とで，無拘束に体動を検出する．本研究では 2台の端末を

必要とするが，近年スマートフォンとタブレットの 2 台

持ちをする人が増えているため，現実的な手法であると考

える．また取得するセンサデータはWi-Fi受信信号強度

(RSSI:Received Signal Strength Indication)データのみで

あるため，無拘束性も確保されると考えられる．

提案手法では，一方の端末が送信した電波の強度を他方

の端末が観測し，その電波強度の時系列データから寝返りの

際に発生する強度の変化を検出する．このとき，電波強度

の変化量は非常に小さいため，データの移動分散と移動平均

を計算し微小な変化を強調するよう前処理をした後，さら
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にベイズ情報量基準 (BIC:Bayesian Information Criteria)

を用いたトレンド変化点検出などを用いて，体動の際の電

波強度変化を捉えた特徴抽出を行う．そして，体動の際に

特有な特徴量の変化を隠れマルコフモデル（HMM:Hidden

Markov Model）により学習し，そのモデルを用いて体動

の認識を行う．このとき，他のユーザラベル付きデータに

より学習されたユーザに非依存なモデルを最尤線形回帰

(MLLR:Maximum Likelihood Linear Regression)適応 [3]

と呼ばれるモデル適応手法を用いてエンドユーザに適応さ

せることにより，エンドユーザがラベル付き学習データを

用意する必要のない認識を行う．行動認識などの分野にお

いてユーザ自身が用意した学習データを用いて学習した

ユーザに依存したモデルを用いた認識は，ユーザに非依存

なモデルを用いた認識に比べて精度は高いことが一般的に

知られているが，エンドユーザ自身がラベル付きデータを

用意する必要がある．ユーザ自身がラベル付きデータを用

意するのは実用の上では容易なことではなく，この方法は

あまり現実的ではない．そこで本研究ではMLLR適応を

用いることによって，ユーザに非依存なモデルを用いつつ，

高い精度での認識を目指す．また本研究で用いる MLLR

適応は，音声認識の分野で使用されている回帰木を基に適

応を行い，この回帰木を用いたMLLR適応を用いること

によって，テストデータの量に応じた過学習に強い適応を

行うことができる．

以降では，2章で関連研究について説明したあと，3章

でWi-Fi電波強度情報から睡眠時の体動を検出する手法に

ついて説明する．4章で提案手法の評価実験について説明

を行い，5章で本研究のまとめを行う．

2. 関連研究

2.1 睡眠に関する研究

睡眠障害の問題は近代社会において重要なトピックの 1

つとなっている．睡眠は量だけではなく，質も重要とされ

ており，この睡眠の質はいくつかの方法によって定義され

る．例えば，十分な睡眠をとっているか否か，日中の眠気，

いくつかの睡眠を妨げる要因がある中での主観的睡眠感な

どが定義されている．質の低い睡眠は健康に多くの悪影響

を与えるため，睡眠モニタリングの手法の研究開発は多く

行われている．ここでは，本研究のアプローチである，睡

眠段階と体動の関係についての研究を紹介したのち，睡眠

のモニタリングに関する研究について紹介する．

2.1.1 睡眠段階と体動の関係

Wilde-Frenzらは，睡眠時の体動と睡眠段階には強い相

関があることを示した [2]．この研究では，覚醒，レム睡

眠，ノンレム睡眠 1，2，3，4の 6段階に分けられた睡眠段

階について，体動の発生頻度は覚醒，ノンレム睡眠 1，レ

ム睡眠，ノンレム睡眠 2，ノンレム睡眠 3＋ 4の順に減少

していくことがわかった．また，多量のデータを用いた場
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合，体動頻度の分布はノンレム睡眠 1，レム睡眠，ノンレ

ム睡眠 2，ノンレム睡眠 3＋ 4の 4クラスにおいて，ほと

んどオーバーラップがないことが示され，これらのことか

ら，データ数が十分に存在する場合に，体動が睡眠段階を

表す指標として信頼できると結論づけている．

2.1.2 睡眠のモニタリングに関する研究

拘束性を伴った睡眠モニタリングの研究開発は多く行わ

れている．例えば，既存の睡眠モニタリング手法の中で最

も一般的であり広く用いられている PSGは，脳波計や筋

電計などの測定装置を用いて脳波，眼球運動，オトガイ筋

や下肢筋の筋電図，呼吸，心電図，動脈血酸素飽和度など

様々な項目について専門家の指導の下に計測，評価するも

のである．また加速度センサを用いた睡眠モニタリング

手法は多く存在する．近年では，Fitbit flex*1 や Jawbone

UP*2 のようなウェアラブルセンサでも睡眠のモニタリン

グは行われている．しかし，これらは拘束性を伴い，また

専用のデバイスを要する．

拘束性を伴わない製品もいくつか存在している．オムロ

ン睡眠計 HSL-101*3 は電波を用いて睡眠状態をモニタリ

ングする専用のデバイスである．また，拘束性を伴わない

睡眠モニタリング手法の研究も多く行われている．例え

ば，Watanabeらはエアマットレス型の生体計測装置を用

いることによって，睡眠のモニタリングを行った [4]．しか

し，これについても専用のデバイスを要するといった問題

がある．

近年ではスマートフォンに搭載された加速度センサを用

いた睡眠評価のアプリケーションも存在する．これは，枕

元にスマートフォンを置くことで非拘束に睡眠時の体動の

検出を行うが，間接的に加速度を取得するため精度があま

り高くなく，またベッドの上に必ず置く必要があるため，

睡眠中にベッドの下に落としてしまう危険などがある．

スマートフォンに搭載された様々なセンサを用いた睡眠

に関する研究も行われている．Chenらは，スマートフォ

ンから得られる充電中，ロック中といったユーザの関与な

しに得られる単純なデータのみを用いて，ユーザの睡眠時

間の推定を試みた [5]．この研究では，平均 42分の誤差で

睡眠時間の推定を行っている．Minらは，スマートフォン

をアラームとして使用する人の習慣を利用して，睡眠状態

の調査を試みた [6]．この研究では，スマートフォンの 7つ

のセンサデータ (加速度，音声，光センサ，スクリーン近接

センサ，稼働中のプロセス，バッテリー状態，ディスプレ

イスクリーンの状態) を入力として，モデルの構築を行っ

た．10 分間隔で睡眠しているか否かの分類については，

93.6%の精度で分類を行っている．また，83.7%の精度で睡

*1 http://www.fitbit.com/
*2 https://jawbone.com/
*3 http://www.healthcare.omron.co.jp/product/hsl/hsl-

101.html

眠の質が良かったか悪かったかの分類を行っている．この

研究では，睡眠の質をピッツバーグ睡眠質問票 (Pittsburgh

Sleep Quality Index)に基づいて評価している．これらの

スマートフォンの加速度センサ以外の様々なセンサデータ

を用いた睡眠に関する研究では，睡眠時間などの推定は行

えるが睡眠段階の評価までは行えていない．

2.2 デバイスフリー行動認識に関する研究

一般的な行動認識は，加速度センサなどを身体に装着す

ることによって行う．しかし近年，センサデバイスを身体

に装着することなく行動認識を行う，デバイスフリー行動

認識に関する研究が多く行われている．ここではデバイス

フリー行動認識の中でも特に，電波情報を用いた行動認識に

関する研究について紹介する．Shiらは，USRP(Universal

Software Radio Periphera)*4と呼ばれる汎用信号処理ハー

ドウェアを用いて FMラジオ信号から生じる振幅に基づい

た，82.5MHzの信号帯域の高周波信号特徴を 256kHzのサ

ンプリングレートで抽出し，人がいない，横たわっている，

立っている，歩行，走行，這うといった行動を認識するこ

とを試みている [7][8]．これらの 6クラスの分類を，人が

いないなどの静的行動と歩行などの動的行動に分類したの

ち，各クラスへの分類を SVMや決定木，k近傍法などで

行っているが，2段階の分類にすることにより，分類精度

の向上があり，また静的行動については，全て 90％を大き

く上回るような高い精度での認識ができているのに対し，

動的行動については，67.5%-92.4%と分類精度にばらつき

がみられた．一方で，静的行動と動的行動の分類について

は，99.4%と高い精度を達成している．このような，デー

タの送受信機に依存した信号帯域の電波を用いて行動の認

識を行う研究は多く存在するが，これらの認識手法には専

用のデバイスが必要であるという問題がある．

一方，Wi-Fi電波を用いたデバイスフリーの行動認識も

行われている．Scholzらは，Wi-Fi電波の RSSIデータを

使用し，ユーザが電波受信機を持つ，device-boundの行動

認識とユーザが電波受信機を持たない，device-freeの行動

認識について，精度の比較を行った [9]．この研究では，歩

行，静止などの 6種類の行動について空間内に複数のデバ

イスを設置することで認識を試みている．device-boundで

ある場合は 89.6%，device-freeである場合は 89.4%と，ど

ちらについても高い精度での認識を行い，Wi-Fi電波を用

いた行動認識が可能であることを示した．

また，スマートフォンをWi-Fi電波の受信機として行動

認識を行う研究も存在する．一般に，スマートフォンから

は平均した RSSIデータしか取得できず約 1Hzのサンプリ

ングレートでしか RSSIを取得できない．そのため，行動

認識などは困難であったが，Siggらは，スマートフォンを

*4 http://www.ettus.com/

3ⓒ 2015 Information Processing Society of Japan

  Vol.2015-UBI-46 No.7
2015/5/11



情報処理学会研究報告
IPSJ SIG Technical Report

モニターモードに変更し，tcpdumpを用いることでこの問

題を解決し，スマートフォンでの行動認識を行った [10]．

以上のことから，本研究では，身近なデバイスを用い

て無拘束に睡眠状態の評価を行うことを実現するために，

Wi-Fi電波を用いて無拘束に睡眠時の体動を検出する手法

の実現を目指す．

3. 提案手法

本研究では，図 1のようにベッドの左右にWi-Fi機能を

もつデバイスを配置する．

図 1 提案手法が想定する環境

本研究の実験で用いるデバイスは Raspberry Pi*5 とい

う小型コンピュータであり，一方のデバイスは udp通信

の broadcastにより約 350Hzで他方のデバイスにパケット

の送信を行っている．他方のデバイスはモニターモードで

tcpdumpを起動させることで，パケット単位での RSSI情

報の取得を行う．本研究では，Raspberry Piをデータの送

受信機として使用したが，文献 [10]のようにスマートフォ

ンを用いて tcpdumpを起動させることが可能であるため，

スマートフォンでも同様のことができる．図 2は，実際に
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図 2 実際に取得した生データの例

寝返りをしたときに得られた生データであるが，信号強度

の変化が小さく，生データのままでは寝返りの検知が難

しいと考える．そこで本研究では，前処理として 1秒幅，

90%オーバーラップのスライディング時間窓を用いて移動

平均と移動分散を計算する．この処理を図 2のデータに適

応した処理結果を図 3と図 4に示す．この結果から，移動

平均については体動が発生することでトレンドの変化が生

じ，移動分散については体動が発生することで値が一時的

に増加することがわかる．このような特徴をもつデータか

ら体動を検知する手法を以下に示す．
*5 http://www.raspberrypi.org/
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図 3 体動発生時の

移動平均の変化

�

�

�

�

�

� �� ��� ��� ��� ���

�
�

�
�

���	


��������	
���

図 4 体動発生時の

移動分散の変化

3.1 概要
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図 5 提案手法の概要

図 5に提案手法の概要を示す．あるエンドユーザから得

られた RSSIデータの時系列に対して外れ値除去などの前

処理を行った後，上述の移動平均と分散の計算を行い，こ

れらの計算結果に対して上記のデータに見られたトレン

ド変化や一時的な値の増加を捉える特徴抽出を行う．その

後，その時系列データを用いて，あらかじめ他のユーザの

学習データから構築されたユーザ非依存な初期体動判定

モデルを，そのエンドユーザに適応させる．最後に，その

ユーザに適応したユーザに依存したモデルを用いて，その

ユーザの時系列データを認識する．以降では，特徴抽出と

ユーザ非依存な HMMの学習，およびモデル適応に関して

説明する．

3.2 特徴抽出

特徴抽出の概要を図 6に示す．前処理としては，取得し

た RSSIデータに対する外れ値の除去と電波状況が悪い場

合に発生すると考えられる，サンプリングレートが極端に

低くなっている部分に関するデータの処理を行う．具体的

な処理方法としては，サンプリングレートが極端に低い場

合は，データ数が一定数になるまで過去 10秒間のデータ

からランダムに取り出し入力データとする．
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図 6 特徴抽出の概要

また，本研究では移動平均と移動分散の時系列データか

ら 100サンプル幅，オーバーラップ 99%のスライディン
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グ時間窓毎にそれぞれのデータ特徴に適した特徴抽出を行

う．以降これらの特徴抽出について説明する．

3.2.1 移動平均のトレンド変化点の検出

移動平均時系列データにおける体動発生時のトレンド変

化を反映した特徴抽出については以下の方法で行う．

BICセグメンテーション [11]とは，BICに基づく系列信

号の分割点を発見する手法である．BICとは，モデル選択

の基準であり，各モデルM1,M2, · · · ,Mm に対して,デー

タセットD1, D2, · · · , DN が与えられたとき,モデルMi の

BIC値は以下のように定義される．

BIC(Mi) = logP (D1, D2, · · · , DN |Mi)−
1

2
λ · di logN

ここで，di はモデルMi の自由パラメータ数であり，P は

データセットに対するモデルMiの尤度である．このとき，

BIC値が最大になるものを適切なモデルとして選択する．

BICセグメンテーションでは，ある入力区間 (N サンプル)

に対して，それを１つのモデルM0 = N(µ0,Σ0) で表した

場合のBIC値BIC(M0)と,ある点 j(1 < j < N)を境界と

した２つのモデルM12 = M1,M2 = N(µ1,Σ1),N(µ2,Σ2)

で分割して表した場合の BIC値 BIC(M12)を比較するこ

とで，分割点が存在するか否かを判定する．X に分割点が

存在し，その分割点が適切に定められた場合，X のM12

に対する尤度が大きくなる．モデル化にはガウス分布を用

いるのが一般的であり，本研究でもガウス分布を用いてい

る．この場合，入力特徴量系列を X = x1, · · · , xN とする

と，それぞれ，M0 : X = x1, · · · , xN ∼ N(µ0,Σ0),M12 :

x1, · · · , xj ∼ N(µ1,Σ1);xj+1, · · · , xN ∼ N(µ1,Σ2) とな

る．このとき，BIC(M12)と BIC(M0)の差分 ∆BIC(j)

は次式のようになる．

∆BIC(j) = BIC(M12)−BIC(M0)

=
1

2
(N log |Σ0| − j log |Σ1| − (N − j) log |Σ2|)

−1

2
λ(d+

1

2
d(d+ 1)) logN

すなわち，分割点が jである場合に X のM12 に対する尤

度が大きくなるため，δBIC(j)の値が大きくなる．本研究

では，この ∆BIC が最大になる分割点 k を求め，そのと

きの ∆BIC(k)を特徴量として用いる．

3.2.2 移動分散の一時的増加の検出

移動分散時系列データにおける体動発生時の値の一時的

な増加を反映した特徴抽出については外れ値検出手法を基

に行う．各時刻における時間窓内の移動分散時系列データ

について，窓内の最初のサンプルにおける分散値の，それ

以外の値から求めた正規分布に対する対数尤度を求める．

ある時刻 tにおける移動分散 を vt とし，tを窓内の最初

のサンプルの時刻，窓内のサンプル数を N をとしたとき，

vt+1, vt+2, · · · , vt+N−1 の平均 µ ,分散 σ2 をパラメータと

する正規分布 N (µ, σ2)を求め， vt のその正規分布に対す

る尤度 p(vt|µ, σ2)を計算する．

時刻 tにおいて抽出された上記の 2つの特徴と，時刻 t

の移動平均，分散を用いて時刻 tの 4次元の特徴ベクトル

を構築する．

3.3 ユーザ非依存なモデルの学習

ユーザ非依存な初期体動判定モデルの学習方法の概要を

図 7 に示す．体動時と静止時のそれぞれについて，複数

の他のユーザから得た学習データを用いて HMMを構築

する．連続値の特徴ベクトルを出力として扱うため，連続

分布型 HMMを用いる．連続分布型 HMMは各状態にお

ける出力分布が混合ガウス分布 (GMM:Gaussian mixture

model)で表現されている．本研究では，HMMの状態数

は 6，GMM の混合数は 4 とした．モデルパラメータは

Expectation Maximization (EM)アルゴリズムを基にした

Baum-Welchアルゴリズム [12]によって推定する．
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図 7 ユーザ非依存なモデルの学習方法の概要

3.4 モデル適応

一般的に行動認識などの分野において，ユーザ自身が学

習データを用意し，それを基に構築されたユーザに依存し

たモデルと，複数の他のユーザの学習データを基に構築さ

れたユーザに非依存なモデルについて認識精度を比較し

た場合，ユーザに依存したモデルの精度がユーザに非依存

なモデルの精度を大きく上回ることがわかっている．しか

し，ユーザに依存したモデルを作成するためには，ユーザ

自身が学習データを用意する必要がある．そこで本研究で

は，モデル適応と呼ばれる手法を用いて，モデルをユーザ

毎に適応させることでエンドユーザが学習データを用意す

る必要がなく，また高い精度での認識が行えるようなモデ

ルの構築を行う．本研究では，モデル適応手法として，回

帰木を用いたMLLR適応 [3]を用いる．以降，まずMLLR

適応について説明した後，回帰木を用いたMLLR適応に

ついて説明する．

3.4.1 MLLR適応

MLLR適応は連続分布型 HMMの各状態における出力

分布であるGMMに対して，適応データの尤度を最大にす

る平均ベクトルを推定するような変換行列W を求め，初
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期のモデルセットと適応データの間に存在する差異を減少

させるように変換する手法である．変換行列を用いると，

平均ベクトルの推定値 µ̂は次式で与えられる．

µ̂ = Wξ

ここで，W は n× (n+ 1)の行列であり， nはデータの次

元数である．また， ξ は拡張平均ベクトルであり，次式で

与えられる．

ξ = [ w µ1 µ2 · · · µn ]T

wはバイアスオフセット値を表し，通常 1を用いる．変換

行列W は EMアルゴリズムを用いて計算する．

3.4.2 回帰木を用いたMLLR適応

MLLR適応は 3.4.1で述べたように連続分布型 HMMの

各状態における出力分布である GMMに対して，テスト

データに応じて平均パラメータを適切にフィッティングす

る手法である．しかし，MLLR適応を用いた場合に，初期

のユーザ非依存なモデルを用いた認識結果には誤りが存在

する可能性がある．またMLLR適応は，状態毎に対して

適応を行うため，ある状態に認識されたテストデータの量

が少ない場合，過学習 [13]の問題が生じてしまう．通常の

MLLR適応は，これらの要因によって認識精度が低下する

恐れがある．

そこで本研究では，テストデータの量に応じてより柔軟

なモデル適応を行うために，音声認識に関する分野で使わ

れている回帰木を用いたMLLR適応を用いる [14]．この手

法では，テストデータの量に応じてMLLR適応で用いる変

換行列の数を自動で決定する．回帰木の例を図 8に示す．

図 8 回帰木の例

図 8では，根ノード G1 に HMMにおける全ての状態の

GMMが含まれている．ユークリッド距離を用いた分割手

法により，G1 に含まれる GMMを G1 の子ノード G2 と

G3の 2つのグループに分割する．以下これを全てのGMM

が分割されるまで繰り返す．これによって，似たGMMは

回帰木の中で同じ祖先を持つようになる．例えば，G2 を

祖先として持つG5，G8，G9に含まれるGMMは，類似し

ていると考えられる．このように，異なった HMMの状態

に属している似た GMMを結び付けておくことによって，

認識の誤りが存在する場合においても HMMの状態には無

関係なGMMの結び付きによって，認識の誤りに対して頑

健な適応を行うことができる．例えば，いくつかの特徴ベ

クトルについて G8 の状態に属するべきであるにもかかわ

らず，G9 と誤って認識されていた場合，これらの共通の

祖先である G4 に焦点を当て，G8 と G9 をまとめた G4 に

ついて変換行列を求めることによって，認識の誤りの影響

を軽減することができると考えられる．

また回帰木を用いることによって，テストデータの量に

応じた柔軟な変換が行える．例えば，少量のテストデータ

しか得られなかった場合，根ノード G1 について実行され

るグローバルな変換を行う．しかしそうでない場合には，

より下のノードに対して個別の変換を行う．つまり，テス

トデータの量に応じて変換を行うノードを変更することが

できる．ある葉ノードに存在する GMMに属するテスト

データが少ない場合，例えば，図 8において，G6に存在す

るGMMに属するテストデータが少ない場合，G6とG7に

含まれる GMMに対して，親ノードに遡り，G3 に対して

変換行列を求めてMLLR適応を行う．これによって，過

学習の問題を軽減することができると考えられる．

テストデータの認識時には，Viterbiアルゴリズムを用

いることで，観測された事象系列を結果として生じる最も

尤度の高い状態遷移 (体動と静止)を求める [15]．

4. 評価実験

4.1 データセット

本実験では，図 1に示すような条件で意図的に 5回体動

を行った 5分間のデータを 1セッションとするデータを収

集した．3名からそれぞれ 10セッションずつ取得し，合計

30セッションのデータを取得した．

4.2 評価方法

評価方法としては，まず Leave-One-Session out 交差検

定を用いて，特徴量抽出の有効性を評価する．Leave-One-

Session out 交差検定とはユーザ毎に 1つテストデータを定

め，それ以外をトレーニングデータとする手法である．次

に，Leave-One-User out 交差検定を用いて，MLLR適応

の有効性を評価する．Leave-One-User out 交差検定とは

1人のユーザのデータをテストデータ，それ以外のユーザ

のデータをトレーニングデータとする手法である．また，

評価は適合率 (precision)，再現率 (recall)と呼ばれる 2つ

の指標とそれらから計算される F値 (F-measure)を用いて

行った．F値とは，正確性を表す適合率と，網羅性を表す

再現率の調和平均であり，

F -measure =
2 · precision · recall
precision+ recall

によって求められる．提案手法ではそれぞれの時間窓毎に

静止または体動と分類するため時間窓毎の分類結果からこ

れらの指標を算出する．また比較手法として，移動平均と

移動分散のみを用いて HMMにより学習，認識を行う単純
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な手法を用意した．

4.3 結果

4.3.1 Leave-One-Session out 交差検定

提案手法と比較手法として用いた単純な手法の結果を表

1に示す．提案手法は適合率，再現率， F値全てにおいて

比較手法を大きく上回った．比較手法は F値が 0.6程度し

かなく，体動による小さなセンサデータの変化をうまく捉

えられていないことが分かる．一方，提案手法では約 0.85

の F値を達成しており，提案手法の特徴抽出の有効性を確

認できた．

表 1 Leave-One-Session out 交差検定の結果
適合率 再現率 F 値

単純な手法 59.2% 60.7% 0.597

提案手法 81.3% 89.2% 0.843

4.3.2 Leave-One-User out 交差検定

提案手法と MLLR適応を行わない手法 (MLLR適応な

し)の結果を表 2に示す．ただし，ある参加者のあるセッ

ションを評価するとき，それ以外のセッションを適応用

データとして用いた．提案手法は適合率，再現率，F値全て

においてMLLR適応を行わない手法を上回った．MLLR

適応を行うことで，0.8以上の高い F値を達成していた．

また，単純な手法の結果も表 2に示しているが，F値が非

常に低かった．

表 2 Leave-One-User out 交差検定の結果
適合率 再現率 F 値

単純な手法 55.3% 57.1% 0.553

提案手法 79.0% 87.3% 0.819

MLLR 適応なし 76.9% 84.5% 0.795

また，被験者（ユーザ）毎の F値を表 3に示す．ただし，

“ユーザ依存”はユーザ自身のラベル付けされたデータを

学習に用いた場合の結果を，“ユーザ非依存”は他のユーザ

のラベル付けされたデータを学習に用いた場合の結果を示

す．MLLR適応を行うことにより，ユーザ自身のラベル付

けされたデータを用いた場合とほぼ同等の精度を達成して

いることが分かる．また，全てのユーザにおいて高い認識

精度を達成していた．

表 3 各参加者の認識精度 (F 値)

ユーザ非依存 提案手法 ユーザ依存

MLLR 適応なし (ユーザ非依存)

A 0.875 0.877 0.880

B 0.701 0.747 0.789

C 0.788 0.810 0.836

4.3.3 実際の睡眠時における体動検出

実際の睡眠時に得られたデータに対して提案手法を適用

し，その性能を検証する．ある 1名の被験者から取得した 1

晩の 5.5時間のデータをテストデータとして用いた．デー

タを取得する際，Microsoft Kinectによる赤外線映像も同

時に撮影し，提案手法の性能評価に用いる．また被験者は

リストバンド型加速度センサである Jawbone UP24も装

着し，それによる結果と提案手法の結果を比較する．評価

方法としては，本手法によって体動と認識された部分のう

ち，一回の体動が Tth秒以上であるとされた体動について，

赤外線映像と比較することによって目視で適合率の計算を

行った．再現率については，5.5時間の映像を全て目視で

正解データを作るのが困難であるため評価していないが，

前述の実験結果では再現率が適合率より約 10%高くなって

いる．
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図 9 Jawbone による睡眠モニタリング結果と本手法による体動検

出の結果

図 9は，Jawbone UP24により検出された浅い睡眠，深

い睡眠の時間帯および，提案手法によって検出された体動

を示している．この結果から，浅い睡眠の時間帯において，

体動が多く検出されていることが分かる．また Kinectの

赤外線映像との比較の結果，Tthが 10秒のときの適合率は

63.5%であった．前の実験に比べて低い値となったが，図

9から，体動の誤検知の多くは短い体動時間と認識された

体動にあることがわかる．ここで，Tth を変化させた場合

における，適合率と，正解データ数の変化を図 10と表 4に

示す．
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図 10 閾値の変化による適合率の変化

図 10と表 4の結果，Tth を適切に調節することによっ

て，より精度の高い体動検出が可能であると考えられる．
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表 4 閾値の変化による体動検出数と正解数の変化
Tth 体動検出数 正解数 適合率 (%)

10 52 33 63.5

11 42 33 78.6

12 39 32 82.1

13 34 30 88.2

14 27 25 92.6

15 26 24 92.3

4.4 デバイス設置位置に関する検証

計測の際に配置するデバイスの位置の検証を行った．本

実験では，ベッドサイドの棚にWi-Fiモジュール搭載端末

を置くことを想定したデータの取得を行った．一方で，日

本を含む多くのアジア圏の国々では，床に布団を置いて就

寝することがあるため，様々な場所に端末が置かれる可能

性がある．そこで，端末を下半身の横に設置してデータを

取得した．そのデータから計算された移動平均と移動分散

の時系列データを図 11と図 12に示す．図 11と図 12か

ら，デバイスの設置場所を変更しても，移動平均と移動分

散に変化がみられることがわかった．
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図 11 体動発生時の

移動平均の変化
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図 12 体動発生時の

移動分散の変化

5. おわりに

本研究では身近なWi-Fi機能を備えたデバイスにより電

波の変化を測定することで，無拘束に睡眠時の体動を検出

する手法を提案した．提案手法では，まず学習段階として

他の複数のユーザから得たラベル付き学習データを用いて

ユーザに非依存な体動検知モデルを隠れマルコフモデルに

よって構築する．認識段階ではこのユーザに非依存なモデ

ルに対しエンドユーザ毎にMLLR適応を行うことでモデ

ルをユーザに適応させ，エンドユーザに応じたモデルを用

いた体動の検知を行う．このような認識方法を用いること

によって，エンドユーザが学習データを用意する必要がな

いようなモデルの構築を行った．

評価実験では，提案手法が約 80%の高い精度で体動の検

知を行えることを確認し，またユーザに依存したモデルと

遜色ない精度で体動の検知が行えることを確認した．また

実際の睡眠時における体動の検知も行えることを確認し，

デバイス設置位置をある程度変えた場合にも電波に同様の

変化がみられることを確認した．

今後の課題として，精度を高めていくために特徴量の工

夫とさらなるデータ収集を行う予定である．
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