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係り受け木における機械翻訳のための品詞の教師なし学習
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概要：本稿では，統語情報に基づく機械翻訳の翻訳性能を向上させるため，ノンパラメトリックベイズ法
により，単語間の係り受け構造から各単語の品詞を推定する手法を提案する．提案手法は，単言語におけ
る無限ツリーモデル（Infinite Tree Model）を，原言語と目的言語の両言語を考慮するバイリンガルなシ
ナリオに拡張した手法である．提案モデルでは，原言語の係り受け木における各品詞を隠れ状態とし，各
隠れ状態は，原言語の単語とともに，対応する目的言語の単語をシンボルとして出力する．本稿では，原
言語の単語と目的言語の単語を結合させて出力する「結合モデル」と，別々に出力する「独立モデル」を
提案する．NTCIR-9の日英特許翻訳タスクにおける評価実験を通じて，提案手法により推定した日本語の
品詞タグを使うことにより，forest-to-string翻訳システムの性能を改善できることを示す．また，独立モ
デルは，結合モデルが抱えるシンボルのスパースネス問題を解決し，既存の品詞を使う従来の翻訳よりも
BLEUで 1%以上性能を改善できることを示す．
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Abstract: This paper proposes a nonparametric Bayesian method for inducing Part-of-Speech (POS) tags
in dependency trees to improve the performance of machine translation (MT). In particular, we extend
the monolingual infinite tree model to a bilingual scenario: each hidden state (POS tag) of a source-side
dependency tree emits a source word together with its aligned target word, either jointly (joint model), or
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show that our induced Japanese POS tags for dependency trees improve the performance of a forest-to-
string MT system. Our independent model gains over 1 point in BLEU by resolving the sparseness problem
introduced in the joint model.
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1. はじめに

昨今の統計的機械翻訳では，単語以外の翻訳の手がかり

として品詞が利用される場合がある．たとえば，factored

translation model [18]において，品詞は単語と並び，1つの

factorとして考慮されている．また，原言語や目的言語，ある

いはその両方において，係り受け解析 [4], [22], [27], [35], [39]

や句構造解析 [3], [9], [14], [24], [25], [26], [27], [46], [47]の

結果を利用する，統語情報に基づく機械翻訳においては，

統語情報として品詞が利用される．しかし，既存の品詞体
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系は品詞付与対象の言語を分析して構築されたものである

ため，翻訳時に原言語または目的言語となる翻訳相手の言

語のことを考慮した品詞ではない．したがって，既存の品

詞体系が機械翻訳に必ずしも最適とは限らない．

図 1 を例に説明する．図 1 は，日本語と英語における

単語単位の対応関係，既存の日本語品詞および日本語の係

り受け構造の例である．係り受け構造は，文節単位の係り

受け構造を，4.1 節で後述するヒューリスティクスCont に

より単語単位に変換した構造である．図 1 の例 1では，下

線箇所のサ変名詞「利用」は英語で「use」という動詞に訳

される．これに対して，例 2では，同じサ変名詞「利用」

は「usage」という名詞に訳される．このように，日本語の

名詞の中には，英語の動詞として振る舞う場合もあれば，

名詞として振る舞うものもある．このような異なる振舞い

は，日本語を英語に翻訳する際に有効な手がかりとなりう

る．しかし，既存の品詞体系は，少なくともこれら 2つの

働きを区別できる品詞になっておらず，日英翻訳に最適と

はいい切れない．また，図 2 においては，下線箇所の中国

語の動詞は，例 3の場合，英語では「learning」という名詞

に訳され，例 4の場合，英語では「learn」という動詞に訳

される．このように，中国語の既存の品詞体系は，英語に

おける異なる振舞いを区別できない場合があることから，

中英翻訳において最適とはいい切れない．

この問題に対応するため，図 1 や図 2 のような事例を分

析し，既存の品詞体系で区別できない機械翻訳に有効な違

図 1 既存の日本語品詞と係り受け構造の例

Fig. 1 Examples of existing Japanese POS tags and

dependency structures.

図 2 中国語と英語の単語対応の例

Fig. 2 Examples of word alignment between Chinese and

English.

いを検出するルールを人手で作成するアプローチが考えら

れる．しかし，網羅的なルール作成にはコストが膨大にな

ることに加えて，言語ごとにルールを作成する必要がある

ため，あらゆる言語の翻訳を想定した場合，このアプロー

チは非現実的である．

統語情報に基づく機械翻訳は，言語の構造を利用するた

め，長文や複雑な文を翻訳するための有望な手法として注

目されている．これらの状況をふまえて，本稿では，対訳

コーパスから機械翻訳に適した品詞体系を学習し，学習し

た品詞体系を使うことにより，統語情報に基づく機械翻訳

の性能改善を試みる．日本語においては，構造解析として

係り受け解析が一般的に採用される．係り受け解析を利用

する機械翻訳では，句構造解析結果から得られるフレーズ

単位の統語情報を活用できないため，品詞の担う役割が大

きい．そこで，本稿では，特に，係り受け解析を利用する

統語情報に基づく機械翻訳に注目し，機械翻訳に適した品

詞を学習することにより，その翻訳性能の改善を試みる．

具体的には，コーパス中の係り受け木内の各単語に対して，

機械翻訳のための品詞タグを推定する教師なし手法を提案

する．そして，その品詞タグが推定されたコーパスを学習

データとして機械翻訳システムを構築することにより，翻

訳性能の向上を目指す．

提案する品詞推定手法は，Finkelらが提案した単言語に

おける無限ツリーモデル [6]を，原言語と目的言語の両言

語を考慮するバイリンガルなシナリオに拡張した手法であ

る．単言語における無限ツリーモデルは，係り受け木を入

力とし，単語間の係り受け構造から品詞タグを推定するノ

ンパラメトリックなベイズ手法である．隠れ状態は品詞タ

グ，隠れ状態が生成する観測可能なシンボルは単語を表し，

隠れ状態の遷移は係り受け関係で規定される．たとえば，

このモデルにより原言語の各単語の品詞を推定する場合，

シンボルは原言語の単語を表す．一方，提案手法は，入力

として原言語の係り受け木と，原言語と目的言語の単語間

の対応関係を受け取る．そして，原言語の単語に加えて，

その単語に対応する目的言語の単語を観測可能なシンボル

として用いる．提案手法は，原言語と目的言語の両方の情

報を持つバイリンガルなシンボルに基づいて品詞タグを推

定するため，目的言語における違いを考慮して原言語の品

詞タグを推定できる．

たとえば，図 1 において，例 1と例 2の日本語単語「利

用」の品詞タグを推定する場合を考える．単言語における

品詞推定（たとえば，無限ツリーモデル）では，例 1と例

2のどちらの場合も，「利用」の品詞を示す隠れ状態はシン

ボル「利用」を出力する．したがって，それらの隠れ状態

は同じシンボル出力確率に基づいて推定されるため，例 1

と例 2の「利用」の品詞は同じになる可能性が高い．一方，

提案手法では，対応する目的言語の単語をシンボルに組み

込むため，例 1の「利用」のシンボルは英単語「use」を表
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すシンボル，例 2の「利用」のシンボルは英単語「usage」

を表すシンボルとなる．この異なるシンボルに基づいて品

詞を推定するため，例 1と例 2の「利用」に対して異なる

品詞を推定できる可能性が高い．

本稿では，シンボルの生成過程が異なる結合モデルおよ

び独立モデルの 2種類のモデルを提案する．結合モデルで

は，各隠れ状態は，原言語の単語とその単語に対応する目

的言語の単語を結合させて 1 つのシンボルとして出力す

る．独立モデルでは，原言語の単語とその単語に対応する

目的言語の単語を，別々，独立に出力する．

品詞推定モデルにおける各変数の推定は，スライスサン

プリングと動的計画法を組み合わせたビームサンプリン

グ [7]により効率良く行う．提案手法の評価は，NTCIR-9

の日英特許翻訳タスクにおける forest-to-string翻訳シス

テムの翻訳性能で行う．評価実験を通じて，提案手法で推

定した品詞体系を用いることで，既存の品詞体系を用いた

場合や従来の単言語における無限ツリーモデルで推定した

品詞体系を用いた場合よりも性能が良いことを示す．さら

に，結合モデルが抱えるシンボルのスパースネス問題を解

決した独立モデルを用いることにより，BLEUを 1%以上

改善できることを示す．

以降，2 章では本研究の関連研究を説明する．そのなか

で，従来の品詞推定手法について説明し，3 章では目的言

語を考慮した品詞推定手法を提案する．4 章では，日英特

許翻訳での評価実験を行い，提案手法により推定した品詞

体系を使うことで特許翻訳の性能が改善できることを示

す．また，5 章では提案手法の効果や性質についての考察

を行う．最後に，6 章で本稿のまとめを行う．

2. 関連研究

本章では，本研究の関連研究について述べる．従来の統

計的機械翻訳の研究には，品詞などの既存の統語情報は機

械翻訳の手がかりには粗いという問題に着目し，統語情報

に基づく機械翻訳の性能を向上させるため，統語情報の細

分化を行う研究がある．たとえば，Wangら [42]は，言語

学的知見に基づく細分化や Petrovら [34]の統計的な手法

による細分化を行うことで，中英の String-to-Tree翻訳の

性能を改善している．また，須藤ら [48]は，統語的役割や

句どうしの関係をより詳細に記述する言語素性に基づいた

細分化が日英の String-to-Tree翻訳に有効であることを示

している．しかし，これらの従来研究は，いずれも，細分

化対象の言語を分析，解析するものであり，本研究のよう

に翻訳相手の言語における違いを考慮した品詞の細分化や

品詞体系の学習は行わない．

機械翻訳のための基本処理の研究の中に，翻訳相手の言

語の情報を利用した単語分割がある．Xuら [45]やNguyen

ら [30]は，単言語での単語分割は機械翻訳に最適ではない

という問題を解決するため，原言語と目的言語のアライメ

ント関係に基づいた，機械翻訳のための単語分割手法を提

案した．これらの研究は，翻訳相手の言語を含めたバイリ

ンガルな情報に基づき，機械翻訳のための基本処理を行う

点で本研究と関連している．

次に，コーパスから品詞を推定する教師なし手法に関す

る従来研究について述べる．初期の手法は，品詞タグの種

類数をあらかじめ与えなければならないという問題があっ

た [10], [16]．この問題を解決するため，ノンパラメトリッ

クなベイズ的アプローチにより，品詞タグの種類も自動的に

データに適合させる手法が提案されている [2], [6], [8], [40]．

Gaelら [8]は，ノンパラメトリックな隠れマルコフモデ

ル（HMM）である Infinite HMM（iHMM）[1], [41]を品詞

推定に適用した．HMMでは，隠れ状態を品詞タグ，隠れ

状態が出力する観測可能なシンボルを単語として文の生成

過程をモデル化する．そして，シンボル列（単語列；文）

を観測している下で，その背後にある隠れ状態列（品詞タ

グ列）を，隠れ状態の遷移確率と隠れ状態がシンボルを出

力するシンボル出力確率に基づき決定する．Infinite HMM

は，この HMMにおいて無限の状態を扱えるようにしたも

のである．

Blunsomら [2]は，iHMMにおいて，隠れ状態の遷移確

率とシンボル出力確率の事前分布に階層 Pitman-Yor過程

を導入した．これにより，データが小規模な場合でも，一

般化を適切に行うスムージングが可能となる．Sirtsら [40]

は，iHMMを基に，品詞推定と単語分割を同時に 1つの問

題として扱うモデルを提案した．また，Finkelら [6]は，単

語列から品詞タグを推定する iHMMを木構造に拡張する

ことで，単語間の係り受け構造から品詞タグを推定する手

法を提案した．これは，無限の状態を持つ隠れ状態間に木

構造関係を仮定してモデル化する手法である．このモデル

は，無限ツリーモデル（Infinite Tree Model）と呼ばれて

いる．

以降では，後述する提案手法のベースとなる，無限ツリー

モデルについて説明する．Finkelら [6]は，ノードの依存

関係，生成過程が異なる 3種類のモデルを提案している．

(1)子ノードはそれぞれ独立に親ノードから生成される，

independent children model，(2)同一の親ノードを持つ子

ノードは同時にその親ノードから生成される，simultaneous

children model，(3)子ノードは親ノードと直前の子ノー

ドに依存して生成される，Markov children modelである．

3 種類のモデルのうち，提案手法のベースとして用いる

independent children modelを以降で説明する*1．

2.1 有限ツリーモデル

無限ツリーモデルを説明する前に，状態が有限な有限ツ

リーモデル [6]について説明する．有限ツリーモデルは，

*1 independent children model 以外の 2 つのモデルも，後述する
ような提案手法への拡張は可能であるが，今後の課題とする．
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図 3 有限ツリーモデルのグラフィカルモデル

Fig. 3 A graphical representation of the finite tree model.

HMMを木構造に拡張したものであり，隠れ状態間に木構造

を仮定する．以降，ルートノードが tである木を Ttと表す．

有限ツリーモデルでは，ノード tは，品詞タグを表す隠れ状

態 zt と単語を表すシンボル xt を持つ．すると，Tt の確率

（pT (Tt)）は，pT (Tt) = p(xt|zt)
∏

t′∈c(t) p(zt′ |zt)pT (Tt′)と

再帰的に定義できる．ここで，c(t)はノード tの子ノードの集

合を表す．また，以降，ノード tの親ノードを d(t)で表す．

有限ツリーモデルによるシンボル xt の生成過程のグラ

フィカルモデルを図 3 に示す．図 3 は，1, . . . , D個の木に

対する生成過程である．グラフィカルモデルとは，変数間

の依存関係を有向グラフで表現したものである．図 3 にお

いて，隠れ状態（zt）間の依存関係を示す矢印は係り受け関

係である．各隠れ状態が取りうる状態（品詞）は C 個であ

り，kで指し示される．各状態 kは，パラメータ φk により

規定されるシンボル出力確率分布 F (φk)を持ち，φkは共通

の事前分布H から生成される．つまり，シンボル xtは，zt

の状態で具体化する φzt
により規定される分布 F (φzt

)から

生成される．よって，φk，xtの生成は，それぞれ，φk ∼ H，

xt|zt ∼ F (φzt
)と表記できる．Finkelら [6]は，シンボル出力

確率分布F として多項分布，F のパラメータ φkの事前分布

H として対称なディリクレ（Dirichlet）分布を用いている．

状態遷移は，HMM同様，π でパラメータ化されるマル

コフ過程である．ここで，πij は p(zc(t) = j|zt = i)であり，

πkは，親ノードの状態が kのときの状態遷移確率の集合を

表す．πk は，ρをパラメータとするディリクレ分布から生

成される．よって，πの生成は，πk|ρ ∼ Dirichlet(ρ, . . . , ρ)

と表記できる．また，子ノードの状態 zt′ は，親ノードの

状態 zt で具体化する πzt
をパラメータとする，多項分布

Multinomial(πzt
)で確率的に決定される．よって，zt′ の

生成は，zt′ |zt ∼ Multinomial(πzt
)と表記できる．

以上をまとめると，有限ツリーモデルは，

πk|ρ ∼ Dirichlet(ρ, . . . , ρ),

φk ∼ H,

zt′ |zt ∼ Multinomial(πzt
),

xt|zt ∼ F (φzt
)

と定義できる．ここで，πk と φk は状態（品詞）ごとのパ

ラメータ，xt と zt は単語ごとのパラメータであることを

確認しておく．

2.2 無限ツリーモデル

無限ツリーモデルは，有限ツリーモデルに階層ディリク

レ過程（hierarchical Dirichlet process；HDP）[41]を適用

して拡張することで，無限の状態が扱えるようにしたもの

である．

ディリクレ過程（DP）[5]は，確率分布に対する分布で，集

中度パラメータ α0と基底測度G0で定義される．この DP

をDP(α0, G0)と表記する．そして，GがこのDPに従うと

き，G ∼ DP(α0, G0)と表記する．また，Sethuraman [38]

は，DP(α0, G0)に従うGは，それぞれ互いに独立で同一の分

布に従う 2つの無限個の確率変数*2の列 (ψk)∞k=1と (θk)∞k=1

を用いて，ψk = ψ′
k

∑k−1
l=1 (1 − ψ′

l)，G =
∑∞

k=1 ψkδθk
の

ように生成できることを示した．(ψ′
k)∞k=1 と (θk)∞k=1 は，

ψ′
k|α0 ∼ Beta(1, α0)，θk ∼ G0 のとおり生成される．ま

た，δθk
はディラック測度である．この G の生成過程は

Stick-breaking過程と呼ばれ，ψ がこの過程で生成される

とき，ψ ∼ GEM(α0)と表記する．

無限ツリーモデルへの拡張の際，この単純なディリクレ

過程（DP）ではなく階層ディリクレ過程（HDP）を用い

た理由は，違った親ノードから生成される子ノードの状態

を共有するためである．HMMから iHMMへの拡張にも，

同じ動機で階層ディリクレ過程が用いられている [1]．

HDPは，共通の基底測度によって関連付けられた DP

の集合であり，その基底測度は，グローバルな基底測度で

定義される DPにより生成される．つまり，共通の基底測

度を G0，グローバルな基底測度をH とすると，HDPは，

G0 ∼ DP(γ,H)，各Gk ∼ DP(α0, G0)である．ここで，グ

ローバルな基底測度H は人手であらかじめ決められるもの

であり，共通の基底測度G0はモデルにより生成されること

を特筆しておく．このHDPは，Stick-breaking過程の観点

から考えると，G0 =
∑∞

k′=1 βk′δφk′，Gk =
∑∞

k′=1 πkk′δφk′

と解釈でき，β，πk，φk′ を，それぞれ，β ∼ GEM(γ)，

πk ∼ DP(α0,β)，φk′ ∼ H のとおり生成する．

上記の HDPを無限ツリーモデルに適用すると，G0は子

ノードの状態に共通の確率分布，Gk は親ノードの状態に

特有の確率分布に対応する．そして，G0は，子ノードの状

態に共通のDPについてのパラメータ（βk′）と，状態が k′

のときのシンボル出力（φk′）で規定される．また，各 Gk

は，親ノードの状態が kのときの状態遷移（πk）と，状態

が k′ のときのシンボル出力（φk′）で規定されると解釈で

きる．

以上をまとめると，無限ツリーモデルは，

*2 多くの場合，π と φを用いて説明されるが，状態遷移とシンボル
出力に関する π や φ との混同を避けるため，ψ と θ を用いる．
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図 4 無限ツリーモデルのグラフィカルモデル

Fig. 4 A graphical representation of the infinite tree model.

β|γ ∼ GEM(γ),

πk|α0,β ∼ DP(α0,β),

φk ∼ H,

zt′ |zt ∼ Multinomial(πzt
),

xt|zt ∼ F (φzt
)

と定義できる．

無限ツリーモデルによるシンボル xt の生成過程のグラ

フィカルモデルを図 4 に示す．有限ツリーモデル（図 3）

との違いは，子ノードの状態に共通の DPについてのパラ

メータ βが導入され，状態数が無限になっている点である．

3. バイリンガルな無限ツリーモデル

本章では，係り受け木内の各単語に対して，翻訳のため

の品詞を推定する提案手法について述べる．提案手法は，

2.2 節で説明した単言語における無限ツリーモデルを，対

応する目的言語の情報を利用するように拡張した手法で

ある．具体的には，入力として，原言語の係り受け木のほ

かに，原言語と目的言語の単語間の対応関係を受け取る．

この係り受け木や単語対応は，人手で特定したものに限ら

ず，既存ツールの解析結果も想定している．後述する実験

では，それぞれ，CaboCha [20]および GIZA++ [32]の解

析結果を用いた．そして，この単語の対応関係に基づいて，

原言語の係り受け木に，対応する目的言語の単語を埋め込

むことで，原言語と目的言語の両方の情報を持つバイリン

ガルなシンボルを用いる．本章では，シンボルの生成過程

が異なる 2種類のモデル，「結合モデル」と「独立モデル」

を説明する．

3.1 結合モデル

本節では，提案手法の 1つである結合モデルを説明する．

結合モデルは，単言語における無限ツリーモデルを，原言

語と目的言語の 2言語が対象となるように単純に拡張した

モデルである．結合モデルの形式的な定義およびグラフィ

カルモデルは，単言語における無限ツリーモデルと同じで

図 5 結合モデルによる生成過程の例

Fig. 5 An example of the joint model.

ある（2.2 節参照）．ただし，Finkelら [6]は，α0や γ とし

てあらかじめ決めた定数を使用するが，提案手法では，α0

と γを，それぞれ，ハイパーパラメータ αaと αb，γaと γb

を持つガンマ分布によりパラメータ化する．このパラメー

タ化は提案手法の本質ではないため，詳細は 3.5 節で後述

し，本節では割愛する．

単言語における無限ツリーモデルとの違いは，シンボル

（xt）のインスタンスである．単言語における無限ツリー

モデルは，原言語の単語を表すシンボルを使うのに対し，

結合モデルは，原言語の単語とその単語に対応する目的言

語の単語との結合文字列をシンボルとして用いる．対応す

る目的言語が複数ある場合は，原言語の単語にそれらの目

的言語の単語をアルファベット順ですべて結合させた文字

列をシンボルとして用いる．対応する目的言語が存在しな

い場合は「NULL」を結合させる．

提案モデルは原言語を中心にモデル化するため，原言語

の複数の単語に対応付く目的言語の単語は，シンボルとし

て複数回出力される．また，原言語のどの単語にも対応し

ない目的言語の単語は一度も出力されない．これらは，次

の 3.2 節で説明する独立モデルにおいても同じである．

図 5 に，図 1 の例 2を結合モデルにより生成する過程

を示す．図 5 で示されているとおり，各隠れ状態は，日本

語単語とその日本語単語に対応する英単語が結合したシン

ボルを出力する．たとえば，「払う」の品詞タグ（z1）は，

日本語単語「払う」とその対応英単語「pay」の結合文字列

「払う+pay」をシンボル（x1）として出力する．また，対

応する英単語が存在しない「が」の品詞タグ（z4）は，日

本語単語「が」と「NULL」の結合文字列「が+NULL」を

シンボル（x4）として出力する．そして，「利用」の品詞タ

グ（z5）は，日本語単語「利用」とその対応英単語「usage」

との結合文字列「利用+usage」をシンボル（x5）として出

力する．同様に，図 1 の例 1の「利用」の品詞タグは，文

字列「利用+use」をシンボルとして出力する．

このように，結合モデルでは，例 1と例 2の「利用」の

シンボルとして異なるインスタンスが使われる．そして，

例 1と例 2の「利用」の品詞タグは，異なるシンボル出力

確率に基づいて推定される（3.5 節参照）ため，異なる品
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詞が割り当てられ，区別できる可能性が高い．

3.2 独立モデル

3.1節の結合モデルは，原言語の単語とその単語に対応す

る目的言語の単語の組合せをシンボルとするため，シンボ

ルのスパースネスの問題に陥りやすい．そこで，本節では，

各隠れ状態が原言語の単語とその単語に対応する目的言語

の単語を別々に独立に出力する，独立モデルを提案する．

独立モデルでは，各隠れ状態 zt に対して，原言語の単

語を表すシンボル xt に加え，目的言語の単語用のシンボ

ル x′t を設ける．また，各状態 kは，パラメータ φk で規定

される，原言語用のシンボル出力確率分布に加えて，パラ

メータ φ′k で規定される，目的言語用のシンボル出力確率

分布を持つ．ここで，φ′k は共通の事前分布H ′ から生成さ

れる．つまり，シンボル x′t は，シンボル xt とは独立に，

zt の状態で具体化する φ′zt
により規定される分布 F ′(φ′zt

)

から生成される．対応する目的言語の単語が複数ある場合

は，それらの目的言語の単語は，分布 F ′(φ′zt
)から別々に

生成される．以上をまとめると，独立モデルは，

β|γ ∼ GEM(γ),

πk|α0,β ∼ DP(α0,β),

φk ∼ H, φ′k ∼ H ′,

zt′ |zt ∼ Multinomial(πzt
),

xt|zt ∼ F (φzt
), x′t|zt ∼ F ′(φ′zt

)

と定義される．

図 6 に，図 1 の例 2を独立モデルにより生成する過程

を示す．図 6 で示されているとおり，対応する英単語用の

x′tと φ′k が導入されている．そして，たとえば，「利用」の

品詞タグ（z5）は，日本語単語「利用」を x5として出力し，

その対応英単語「usage」を x′5 として別に出力する．この

ように，独立モデルは，原言語と目的言語のシンボルを分

けて扱うことでシンボルのスパースネスの問題を緩和する．

3.3 目的言語の素性

前節までは，提案モデルのシンボルに加える目的言語の

図 6 独立モデルによる生成過程の例

Fig. 6 An example of the joint model.

情報として，対応する目的言語の単語の表層を考えていた．

本節では，目的言語の単語の表層以外の情報として，対応

する目的言語の単語の品詞を提案モデルに導入する．ここ

で，提案モデルは原言語の単語への品詞付与を仮定してい

るため，目的言語の単語の品詞は，既存の目的言語の品詞

タガーが付与する品詞を使い，提案モデルで推定しないこ

とを特筆しておく．

単純には，対応する目的言語の単語の表層を用いる代わ

りに，その品詞を代用することで，提案モデルに導入でき

る．品詞の代用により，シンボルのスパースネス問題がよ

り緩和されると思われる．例として，図 1 の例 2を生成す

る過程を考える．結合モデルでは，たとえば，「利用」の

品詞タグ（z5）は，日本語単語「利用」とその対応英単語

「usage」の品詞「noun」の結合文字列「利用+noun」をシ

ンボル（x5）として出力する．一方，独立モデルでは，日

本語単語「利用」を x5として出力し，その対応英単語の品

詞「noun」を x′5 として出力する．

また，対応する目的言語の単語の表層とその品詞の両

者をシンボルに反映することもできる．結合モデルでは，

その両者の情報を結合させて 1 つのシンボルとする．た

とえば，図 1 の例 2を生成する過程では，「利用」の品詞

タグ（z5）は，日本語単語「利用」とその対応英単語の表

層「usage」とその英単語の品詞「noun」の結合文字列「利

用+usage+noun」をシンボル（x5）として出力する．

一方，独立モデルでは，それぞれの情報に，シンボルと

シンボル出力確率分布を導入する．具体的には，原言語の

単語用のシンボル xt とパラメータ φk，対応する目的言語

の単語の表層用のシンボル x′t とパラメータ φ′k，対応する

目的言語の単語の品詞用のシンボル x′′t とパラメータ φ′′k を

設ける．そして，各隠れ状態 ztは，xt，x′t，x
′′
t を，それぞ

れ，zt の状態で具体化するパラメータ φzt
，φ′zt

，φ′′zt
によ

り規定される分布から互いに独立に生成する．たとえば，

図 1 の例 2を生成する過程では，「利用」の品詞タグ（z5）

は，日本語単語「利用」，対応英単語の表層「usage」，対応

英単語の品詞「noun」を，シンボル x5，x′5，x
′′
5 としてそ

れぞれ独立に出力する．

3.4 品詞細分化

前節までの提案モデルは，品詞推定に何の制約も設けず，

zt で表された新しい品詞体系を推定することを想定してい

た．本節では，提案モデルのそのほかの適用方法として，

既存の品詞体系の細分化 [6], [21]を説明する．品詞細分化

では，既存の品詞体系で表されている，人間が見い出した

原言語における違いを区別しつつ，目的言語の情報（対応

する目的言語の単語の表層や品詞）を反映した品詞体系を

推定できる．

提案手法による既存の品詞（s）の細分化では，まず，既

存の原言語の品詞タガーなどにより，各ノード tに対して，
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既存の原言語の品詞タグ stを割り当てる．その後，各ノー

ドに対し，st を制約とした状態の推定を行うことで既存

の品詞の細分化を実現する．具体的には，各ノードの状態

（品詞）を，stと ztのペア (st, zt)で規定する．たとえば，

ノード tの初期状態は，(st, 0)に設定する．また，既存の

品詞タグ（s）ごとに，取りうる状態を指し示すパラメータ

（ks），状態遷移確率（πs
ks
）とシンボル出力確率分布（φs

ks
，

φ
′s
ks
，φ

′′s
ks
）を考える．そして，各ノード tの状態遷移やシ

ンボルの出力を st に対応する分布に従って行う．つまり，

状態遷移は πst

kst
で規定される分布に従い，シンボル出力

は φst

kst
，φ

′st

kst
，φ

′′st

kst
で規定される分布に従う．このモデル

で各ノード tの状態を推定（3.5 節参照）することにより，

ノード tの状態として，st を細分化した状態（たとえば，

(st, 1)，(st, 2)，(st, kst
)）が推定される．

3.5 推定

本節では，提案モデル（結合モデル，独立モデル）にお

いて，シンボル（x1:T）を基に，その背後にある品詞を示

す隠れ状態（z1:T）を推定する方法を説明する．以降，変

数 1, 変数 2, · · · , 変数 T を変数 1:T と表記する．推定とは，

シンボルが与えられたときの事後確率（P (z1:T |x1:T )）が

最大となる状態を特定することである．

状態数が無限なモデルでは，取りうるすべての状態に対

して，この事後確率を計算することは不可能である．そこ

で，Tehら [41]は，iHMMにおいて，ギブスサンプリング

により推定する方法を提案している．Finkelら [6]は，Teh

ら [41]が提案した iHMMのためのギブスサンプリングに

よる推定手法を無限ツリーモデルに適用した．提案モデル

でも，Finkelら [6]と同様のギブスサンプリングによる推

定を行うことができる．ギブスサンプリングによる推定

は，まず各変数に初期値を与え，その後，それぞれの変数

に対して，他の変数を固定したリサンプリングを繰り返す

ことで値を更新していく．したがって，各隠れ状態は，そ

の他の隠れ状態を固定してリサンプリングされるため，隠

れ状態間で強い依存関係を持つ HMMのような系列モデル

に対しては，ギブスサンプリングは収束が遅いことが示さ

れている [7]．

そこで，本節では，iHMM に対するビームサンプリン

グ [7]を拡張し，結合モデルと独立モデルのためのビーム

サンプリングによる推定方法を説明する．ビームサンプリ

ングは，スライスサンプリング [29]により，各ノードが取

りうる状態遷移を有限に絞り込む．そして，動的計画法を

用いて，有限となった状態遷移の全候補を考慮したサンプ

リングを行う．ビームサンプリングでは，全状態が一度に

リサンプリングされるため，ギブスサンプリングで生じる

収束が遅いという問題は緩和される．また，ビームサンプ

リングは，ギブスサンプリングよりも変数の初期値やハイ

パーパラメータの値に頑健であることが示されている [7]．

具体的には，スライスサンプリングにより各ノードが取

りうる状態遷移を絞り込むために，各ノードに補助変数 ut

（t = 1, . . . , T）を設ける．そして，次の 6種類の変数のサ

ンプリングを交互に繰返し行う．(1) 補助変数 u，(2) 状

態変数 z，(3)遷移確率 π，(4)共通の DPについてのパラ

メータ β，(5)ハイパーパラメータ α0，(6)ハイパーパラ

メータ γ である．各サンプリングにおいては，その他の変

数の値を固定してサンプリングする．

以降，各変数のサンプリングについて説明する．π，β，

α0，γ のサンプリングに関しては，Tehら [41]と同じ方法

である．結合モデルにおける推定と独立モデルにおける推

定の違いは，zのサンプリング中に行う，シンボルを条件と

した状態の事後確率（p(z1:T |x1:T )，p(z1:T |x1:T , x
′
1:T )）の

計算だけである．

uのサンプリング

各 ut は，ut ∼ Uniform(0, πzd(t)zt
) のとおり，区間

[0, πzd(t)zt
] の一様分布からサンプリングする．遷移確率

πzd(t)zt
は 0より大きい値なので，ut は正の値になること

を特筆しておく．この utは，zのサンプリング中で，状態

遷移の絞り込みに使われる．

z のサンプリング

z は，forward filtering-backward sampling [7]を木構造

に拡張し，サンプリングを行う．forward filteringでは前

順走査，backward samplingでは後順走査で処理を行う．

その際，提案モデルは independent children modelを仮定

しているため，兄弟ノードを考慮しないことを特筆してお

く．具体的には，まず，ut に基づいて状態遷移をフィルタ

リングしながら，前向きアルゴリズムにより，シンボルを

条件とした zt の事後分布を計算する（forward filtering）．

その後，計算した前向きの事後分布を使って，後ろ向きに

zt の事後分布を求め，求めた事後分布から zt をサンプリ

ングする（backward sampling）．Gaelら [8]は，iHMMに

対するビームサンプリングにおいて，計算量を削減するた

め，これらの動的計画法およびサンプリングを文ごとに並

列に処理している．本稿の実験でも，Gaelら [8]にならい，

並列に処理を行う*3．以降，forward filteringと backward

samplingをそれぞれ説明する．

forward filtering：

各 ztの取りうる状態 kは，utを用いて次の 2つの集合に

分割できる．πzd(t)k > ut を満たす有限集合と πzd(t)k ≤ ut

を満たす無限集合である．ビームサンプリングでは，後者

の無限集合を切り捨て，前者の有限集合のみを考える．

この状態遷移の有限化により，動的計画法で前向きに，

全ノードに対してシンボルを条件とした zt の事後分布

*3 1 文ごとに処理し，順次モデルを更新する場合とは結果が異なる
が，計算量を削減するため，Gael ら [8] の近似的手法を採用し
た．このヒューリスティクスが本タスクに与える影響の調査は，
今後の課題とする．
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（p(zt|xσ(t), uσ(t))，p(zt|xσ(t), x
′
σ(t), uσ(t))）を計算できる．

xσ(t)は，ルートノードからノード tまでの経路上にある xt

の集合を表す．同様に，uσ(t)は，ルートノードからノード

tまでの経路上にある ut の集合を表す．

ルートノードを z1 とすると，その事後分布は p(x1|z1)
とする．そして，ルートノード以外のノード ztの事後分布

は，結合モデルの場合，

p(zt|xσ(t), uσ(t))

∝ p(zt, ut, xt|xσ(d(t)), uσ(d(t)))

=
∑
zd(t)

p(xt|zt) · p(ut|zt, zd(t)) · p(zt|zd(t))

· p(zd(t)|xσ(d(t)), uσ(d(t)))

= p(xt|zt) ·
∑
zd(t)

[πzd(t)zt
> ut] · p(zd(t)|xσ(d(t)), uσ(d(t)))

= p(xt|zt) ·
∑

zd(t):πzd(t)zt >ut

p(zd(t)|xσ(d(t)), uσ(d(t)))

で計算できる*4．ここで，角括弧 []はアイバーソンの記法

で，条件 Cが真の場合，[C] = 1，それ以外の場合，[C] = 0

である．上記導出過程の 2段階目の変形では，utの確率密度

が p(ut|zd(t), zt,π) =
[0<ut<πzd(t)zt ]

πzd(t)zt
，p(zt|zd(t)) = πzd(t)zt

であることを用いた．同様に，独立モデルの場合，zt の事

後分布は，

p(zt|xσ(t), x
′
σ(t), uσ(t))

∝ p(zt, ut, xt, x
′
t|xσ(d(t)), x

′
σ(d(t)), uσ(d(t)))

=
∑
zd(t)

p(xt|zt) · p(x′t|zt) · p(ut|zt, zd(t)) · p(zt|zd(t))

· p(zd(t)|xσ(d(t)), x
′
σ(d(t)), uσ(d(t)))

= p(xt|zt) · p(x′t|zt)

·
∑
zd(t)

[πzd(t)zt
> ut] · p(zd(t)|xσ(d(t)), x

′
σ(d(t)), uσ(d(t)))

= p(xt|zt) · p(x′t|zt)

·
∑

zd(t):πzd(t)zt >ut

p(zd(t)|xσ(d(t)), x
′
σ(d(t)), uσ(d(t)))

で計算できる．

後述する 4 章の評価実験では，Finkelら [6]の実験設定

にならい，F (φk)は多項分布Multinomial(φk)，H は対称

なディリクレ分布 Dirichlet(ρ, . . . , ρ)を用いた．この仮定

の下では，シンボルの事後確率は，p(xt|zt) = νxtzt+ρ

ν·zt+Nρ に

より計算できる*5．ここで，νxtzt
は，状態が zt であるシ

ンボル xt の数，ν·zt
は，シンボル xの中で状態が zt であ

るシンボル数，N は，シンボル xの総数である．また，独

立モデルにも同様の仮定を設けると，シンボル x′t の事後

*4 導出を見やすくするため，条件となる πと φの表記は省略して
ある．

*5 F と H の仮定の下，シンボル出力確率は観測値 ν から算出し，
φ の直接の推定は行わない．

確率は，p(x′t|zt) =
ν′

x′
tzt

+ρ′

ν′·zt
+N ′ρ′ により計算できる．ν′x′

tzt
は，

状態が zt であるシンボル x′t の数，ν
′
·zt
は，シンボル x′ の

中で状態が ztであるシンボル数，N ′は，シンボル x′の総

数である．

backward sampling：

全ノードに対して zt の前向きの事後分布を計算した後

は，後ろ向きに zt をサンプリングしていく．まず，各葉

ノードの状態を，その前向きの事後分布からサンプリン

グする．その後，葉ノードからルートノードに遡りなが

ら，zc(t) のサンプリング結果を使って計算される事後分

布から，バックトラックで zt をサンプリングしていく．

具体的には，結合モデルの場合，p(zt|zc(t), x1:T , u1:T ) ∝
p(zt|xσ(t), uσ(t)) ·

∏
t′∈c(t) p(zt′ |zt, ut′)からサンプリングす

る．また，独立モデルの場合，p(zt|zc(t), x1:T , x
′
1:T , u1:T ) ∝

p(zt|xσ(t), x
′
σ(t), uσ(t)) ·

∏
t′∈c(t) p(zt′ |zt, ut′)からサンプリ

ングする．本サンプリング中は z以外のパラメータは変化

させないことを特筆しておく．すなわち，新しい状態（品

詞）が複数回サンプリングされた場合，それらは同一視し，

新しく状態を増やすことはしない．

πのサンプリング

親ノードの状態が iで状態が jのノード数を変数 nij ∈ n
で表す．そして，πは，(
πk1, . . . , πkK ,

∞∑
k′=K+1

πkk′

)

∼ Dirichlet

(
nk1 + α0β1, . . . , nkK + α0βK , α0

∞∑
k′=K+1

βk′

)

のとおり，ディリクレ分布からサンプリングする．ここで，

K は z 中の状態の異なり数である．

βのサンプリング

Teh ら [41]の式 (36)，(40)と同様のサンプリングを行

う．πi の要素の中で βj に対応する，すなわち状態 j への

遷移を表す要素数を変数 mij ∈ mで表す．mij の事後分

布は，p(mij |z,β, α0) ∝ S(nij ,mij)(α0βj)mij である．こ

こで，S(a, b)は符号なし第 1種スターリング数*6である．

この媒介変数 mij を用いて，β は，
(
β1, . . . , βK ,∑∞

k′=K+1 βk′

)
∼ Dirichlet(m·1, . . . ,m·K , γ) のとおり，

ディリクレ分布からサンプリングする．ここで，

m·k =
∑K

k′=1mk′k である．

α0 のサンプリング

α0 は，ハイパーパラメータ αa と αb を持つガンマ

分布によりパラメータ化する．具体的には，各状態

（k = 1, . . . ,K）に対して，wk ∈ [0, 1] と vk ∈ {0, 1}
の 2 つの媒介変数を導入し，分布 q(α0,w,v) ∝
*6 S(0, 0) = S(1, 1) = 1．a > 0 の場合，S(a, 0) = 0．b > a の
場合，S(a, b) = 0．その他の場合，S(a+ 1, b) = S(a, b− 1) +
aS(a, b)．
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ααa−1+m··
0 e−α0αb

∏K
k=1 w

α0
k (1 − wk)n·k−1

(
n·k
α0

)vk

を定義

す る [41]．こ こ で ，m·· =
∑K

k′=1

∑K
k′′=1mk′k′′ で あ

る ．そ し て ，α0 は ，こ の 分 布 を α0 以 外 の 変 数

について周辺化して得た事後分布 q(α0|w,v) ∝
α

αa−1+m··−
∑K

k=1 vk

0 e−α0(αb−
∑K

k=1 logwk) からサンプリン

グする．この事後分布はガンマ分布 Gamma(αa + m··
−∑K

k=1 vk, αb −
∑K

k=1 logwk)である．

また，α0 を条件とすると，wk と vk の事後分布が独

立に得られる．これらの事後分布は，それぞれ，ベー

タ分布 Beta(α0 + 1, n·k)，二項分布 Bin
(
1, n·k

α0

)
である．

したがって，wk および vk は，それぞれ，q(wk|α0) ∝
wα0

k (1 − wk)n·k−1，q(vk|α0) ∝
(

n·k
α0

)vk

からサンプリン

グする．ここで，n·k =
∑K

k′=1 nk′k である．

γ のサンプリング

γも α0と同様に，ハイパーパラメータ γaと γbを持つガ

ンマ分布によりパラメータ化する．具体的には，媒介変数

η ∈ [0, 1] と分布 q(γ, η) ∝ γγa−1+Ke−γγbηγ(1 − η)m··−1

を定義する．そして，γ は，この分布を η について周

辺化して得た事後分布 q(γ|η) ∝ γγa−1+Ke−γ(γb−logη)

からサンプリングする．この事後分布はガンマ分布

Gamma(γa + K, γb − logη) である．また，η は，γ を条

件とした事後分布 q(η|γ) ∝ ηγ(1 − η)m··−1 からサンプリ

ングする．この事後分布はベータ分布 Beta(γ + 1,m··)で

ある．

4. 評価実験

本章では，3 章で述べた提案手法の性能および有効性を

評価する．提案手法の目的は，翻訳性能を向上させるため，

翻訳に適した品詞を推定することである．したがって，提

案手法により推定した品詞を使った翻訳システムの性能評

価を行う．翻訳システムは，原言語の統語情報（係り受け

木）を用いる forest-to-string翻訳システムを使う．また，

評価は，NTCIR-9の日英特許翻訳タスク [11]において行

う．このタスクでは，訓練データとして約 320万の対訳文，

ディベロップメントデータおよびテストデータとして，そ

れぞれ，2,000の対訳文が提供されている．本章の実験で

は，これらのデータに加え，NTCIR-7で提供されたディベ

ロップメントデータ（2,741の対訳文）を，ディベロップ

メント時におけるテスト目的で用いる．これをディベロッ

プメントテストデータと呼ぶ．

4.1 評価手順

本節では，評価対象の翻訳システムを構築する手順を説

明する．翻訳システムは，(1) データの前処理，(2) 原言語

の品詞タグ推定，(3) 原言語の品詞付与および係り受け解

析器の学習，(4) forest-to-string翻訳モデルの学習の 4ス

テップで構築する．以降，各ステップの説明を行う．

ステップ 1. 前処理

本ステップでは，3章で提案した品詞推定手法を適用する

ために必要な前処理を行う．NTCIR-9の訓練データのう

ち，最初の 10,000の日英対訳文を，機械翻訳のための日本

語の品詞を推定するために使用する*7．まず，各文に対し

て単語分割および品詞付与を行う．日本語文はMeCab *8，

英文は TreeTagger [37]により行う．日本語の品詞は，IPA

品詞体系の 2階層目の品詞を用いる．英語の品詞は，Penn

Treebankで定義されている品詞を用いる．10,000文対へ

の品詞付与の結果，日本語では 43種類，英語では 58種類

の品詞タグが使われていた．ここで付与する日本語の品詞

タグは，隠れ状態の初期値として使われ，英語の品詞タグ

は，シンボルに組み込む目的言語の情報として使われるこ

とを確認しておく．

次に，各対訳文に対して，単語単位の対応付けを行う．

GIZA++ [32]により，日英，英日の両方向で単語単位の対

応付けを行い，その結果を「grow-diag-final-and」ヒューリ

スティクス [19] *9により統合する．ここでは，対応付けを

精度良く行うため，NTCIR-9の訓練データすべてを使っ

て GIZA++を実行する．

また，単語単位の品詞推定を行うため，各日本語文に対

して，単語単位の係り受け木を構築する．係り受け解析は

CaboCha [20]を用いて行う．しかし，CaboChaは，英語

や中国語の係り受け解析器とは異なり，単語単位ではなく

文節*10単位の係り受け関係を解析する．そこで，内容語を

主辞とする「Cont」と機能語を主辞とする「Func」の 2つ

のヒューリスティクスを導入し，文節単位の係り受け木を

単語単位の係り受け木に変換する．本稿では，内容語以外

の単語を機能語と考えた．すなわち，句読点や記号も機能

語として扱った．

Cont および Func は，まず，各文節の主辞になる単語

を特定する．Cont は文節内の最後の内容語を主辞とし，

Func は最後の機能語を主辞とする．文節内に機能語が存

在しない場合は，Func も最後の内容語を主辞とする．そ

して，文節間の係り受け関係を文節の主辞間の係り受け関

係とし，文節内の主辞以外の単語は主辞に依存させること

で，文節単位の係り受け木を単語単位の係り受け木に変換

する．

図 7 に，Cont および Func で構築した係り受け木を示

す．(b)と (c)は単語間の係り受け関係を表し，(d)と (e)

*7 すべての訓練データを使うと計算量が膨大となるため，今回は，
品詞推定時には一部のみを使う．大規模なデータへの適用は今後
の課題とする．なお，今回の品詞推定は，8 コアで並列処理を行
い，1 週間程度かかった．

*8 http://mecab.googlecode.com/svn/trunk/mecab/doc/
index.html

*9 Koehn ら [19] は，「diag-and」ヒューリスティクスとして説明
している．

*10 文節とは，文を区切ったときに意味をなす最小単位で，1 つの内
容語と機能語（たとえば，名詞と助詞など）で構成される．
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図 7 係り受け木の例

Fig. 7 Examples of dependency trees.

が以降のステップで用いる単語単位の係り受け木である．

例として，Cont による係り受け木の構築過程を説明する．

まず，文節 1，2，3の主辞として，それぞれ，最後の内容

語「私」，「料金」，「払う」を特定する．その後，文節 1と

2は文節 3を修飾しているので，文節 1と 2の主辞「私」，

「料金」の親ノードを文節 3の主辞「払う」とする．その他

の単語の親ノードは同一文節の主辞とする（たとえば，文

節 1中の単語「が」の親ノードは，文節 1の主辞「私」と

する）ことで係り受け木を構築する．Func による係り受

け木の構築も同様である．

ステップ 2. 品詞推定

本ステップでは，3 章で提案した品詞推定手法（結合モ

デル，独立モデル）を用いて，日本語の各単語の品詞タグ

を推定する．また，比較対象として，目的言語の情報を考

慮しない，従来の単言語における無限ツリーモデル [6]によ

る推定も行う．以降，結合モデル，独立モデル，単言語に

おける無限ツリーモデルを，それぞれ，Joint，Ind，Mono

と簡単に表記する．

各モデルでは，Gaelら [7]にならい，一連のサンプリン

グ（u，z，π，β，α0，γのサンプリング）は 10,000回繰り

返す．また，α0 のサンプリングと γ のサンプリングで使

うハイパーパラメータ αa，αb，γa，γb も，Gaelら [7]に

ならい，それぞれ，2，1，1，1とする．また，zのサンプ

リングで使うパラメータ（ρ，ρ′，ρ′′）は 0.01とする．

提案モデルでは，シンボルに加える目的言語の情報とし

て，対応する英単語の表層，対応する英単語の品詞，その

両方の 3種類を評価する（3.3 節参照）．以降，それぞれ，

「s」，「P」，「s+P」で簡単に表記する．

また，品詞を推定する枠組みとして，新しい品詞体系の

推定と既存の品詞タグの細分化（3.4 節参照）の 2つを評

価する．以降，それぞれ，「新品詞」，「細分化」と表記す

る．両枠組みとも，各隠れ状態 zt は，まず，MeCabによ

り特定された IPA品詞体系の品詞タグに初期化される．そ

の後，3.5 節で説明した各パラメータの推定を通じて状態

を更新する．新品詞の枠組みでは，品詞タグを初期値とし

てのみ用い，学習した品詞体系は既存の品詞体系によらな

い（たとえば，「1, 2, . . . , k」のように表される）．一方，細

分化の枠組みで各 ztをサンプリングする際は，初期化され

た品詞タグに由来する状態遷移確率およびシンボル出力確

率の分布を用い，学習した品詞体系は既存の品詞体系に依

存する（たとえば，「名詞 1, 名詞 2, . . . , 動詞 1. . .」のよう

に表される）ことを確認しておく．

ステップ 3. 品詞付与および係り受け解析器の学習

本ステップでは，ステップ 2で推定した品詞タグの付与

および係り受け解析を日本語文に対して行う解析器を生成

する．以降，この 2つの解析を行う解析器を単に係り受け

解析器と呼ぶ．

ステップ 2を通じて得られる，推定した品詞タグが付与

された 10,000の日本語文の係り受け木を学習データとす

る．そして，Hatoriら [12]の手法*11により，品詞タグと係

り受け関係を同時に学習し，解析時には，文の前から順に逐

次，品詞タグと係り先を同時に決定する，transition-based

な解析器を生成する．この係り受け解析器は，単語単位で，

係り受け関係とステップ 2で推定した品詞タグを特定する

ことを確認しておく．

ステップ 4. forest-to-string翻訳モデルの学習

本ステップでは，forest-to-string翻訳モデルを学習する．

forest-to-string翻訳モデルの学習およびデコーディングは，

ハイパーグラフに基づくツールキット cicada *12により行

う．このツールは，機械翻訳の従来研究（たとえば，シス

テムコンビネーション [44]やオンライン学習 [43]）で使わ

れている実績のあるツールである．

具体的には，まず，NTCIR-9の訓練データ中のすべて

の日本語文，英文に対して，ステップ 1で記載した方法に

より単語分割を行う．その後，ステップ 3で学習した係り

受け解析器により，日本語文に対して，単語単位で品詞タ

グと係り受け関係を特定し，係り受け木を構築する．そし

て，Zhangら [46]の手法により forest-to-string翻訳モデル

を学習する．

翻訳モデルの学習では，まず，各係り受け木を，全フ

レーズをカバーするような部分木の列（forest；森）に変換

する．その後，森単位の GHKMアルゴリズム [26]により

翻訳ルールを抽出する．パラメータは，ディベロップメン

トデータ上で，評価値を xBLEU [36]として L-BFGS [23]

により調整する．この xBLEU の勾配降下法に基づく調

整は，パラメータ調整で一般的に使われる MERT [31]や

PRO [13]よりも安定しており，ランダムな値に陥りにくい

*11 http://triplet.cc/software/corbit/
*12 http://www2.nict.go.jp/univ-com/multi trans/cicada/
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ことが示されている [36]．パラメータ調整時のハイパーパ

ラメータ（具体的には，パラメータ調整の繰返し回数）は，

ディベロップメントテストデータにより決定する．

テストデータ（日本語文）を翻訳する際は，まず，MeCab

により単語分割を行い，ステップ 3で学習した係り受け解

析器により単語単位の係り受け木を構築する．その後，本

ステップで学習した forest-to-string翻訳モデルでデコー

ディングすることで英語に翻訳する．

4.2 実験結果

4.1 節のとおり構築した翻訳システムのテストデータに

対する翻訳性能を表 1 に示す．評価尺度は，大文字と小

文字を区別した BLEU [33]を用いる．また，参考のために

RIBES [15]も示す．ただし，BLEUと傾向が同じであった

ので，以降の議論はBLEUで行う．表 1 の第 1行目は木構

造構築手法（4.1 節ステップ 1参照），第 2行目は品詞推定

の枠組み（4.1 節ステップ 2参照）を示す．また，第 1列目

に品詞推定手法を記す．提案手法で考慮する目的言語の情

報（「s」，「P」，「s+P」）は，手法名の隣の鉤括弧中に示す．

表 1 にはベースラインとして，単言語における無限ツ

リーモデルで推定した品詞を用いた翻訳システムMono に

加えて，MeCabが付与した品詞タグ（IPA品詞体系の 2階

層目の品詞）を用いた forest-to-string翻訳システムの性能

を Baseline として示す．この Baseline は，4.1 節のステッ

表 1 NTCIR-9 テストデータに対する日英翻訳性能

Table 1 Japanese-to-English translation performance on the

NTCIR-9 test data.

Cont Func

新品詞 細分化 新品詞 細分化

Baseline 25.49 27.54

Mono 24.96 24.67 27.66 26.83

Joint [s] 25.46 25.14 28.00 28.00

Joint [P] 24.40 24.90 26.36 26.72

Joint [s+P] 25.73 25.84 27.99 27.82

Ind [s] 25.83 26.51 28.00 27.93

Ind [P] 26.20 26.79 28.11 28.63

Ind [s+P] 25.64 26.65 28.13 28.62

評価指標：BLEU (%)

Cont Func

新品詞 細分化 新品詞 細分化

Baseline 66.54 68.27

Mono 64.90 66.00 66.49 67.00

Joint [s] 67.46 67.05 70.01 70.14

Joint [P] 65.96 66.16 67.79 68.70

Joint [s+P] 67.41 68.01 69.99 69.82

Ind [s] 68.52 69.09 70.54 70.55

Ind [P] 68.86 69.25 70.96 71.17

Ind [s+P] 68.21 69.58 70.13 70.96

評価指標：RIBES (%)

プ 1 から 3 を行わず，ステップ 4 において，品詞タグを

MeCabで，単語単位の係り受け関係を CaboChaと Cont

（あるいは Func）で解析したシステムである．そして，木

構造構築手法（Cont または Func）が同じ場合，ベースラ

イン（Baseline およびMono）よりも性能が良いシステム

を斜体で示し，最高性能を太字で示す．たとえば，評価指

標が BLEUの場合，Cont を用いた場合は 25.49%，Func

を用いた場合は 27.66%よりも性能が良いシステムを斜体

で示す．また，参考のために，フレーズ単位の機械翻訳シ

ステムMoses（デフォルトの設定）の性能を調べた結果，

BLEUは 26.80%，RIBESは 61.38%であった．

表 1 より，提案システムは，ベースライン Mono より

も性能が良いことが分かる．特に，Ind [s+P]と Mono の

差は，新品詞，細分化の両枠組みにおいて，Cont，Func

のどちらを用いた場合も，Koehn [17]が提案したブートス

トラップによる検定手法により有意差水準 1%で有意差が

認められた．以降，翻訳性能の有意差検定は，ブートスト

ラップによる検定手法 [17]を用いる．この結果より，目的

言語の情報を考慮することで，機械翻訳に有益な情報を品

詞に反映できることが実験的に確認できる．さらに，独立

モデルはベースライン Baseline よりも翻訳性能が良く，特

に，Funcを用いた場合，新品詞，細分化の両枠組みにおい

て，それらの性能差は有意差水準 1%で有意であった．こ

れより，目的言語の情報を考慮することにより，既存の品

詞体系よりも機械翻訳に適した品詞を学習できることが分

かる．

また，独立モデルの方が，結合モデルよりも機械翻訳に

有効であることが分かる．特に，細分化における Ind [s+P]

と Joint [s+P]の差は，Cont，Func のどちらを用いた場合

も有意差水準 1%で有意であった．これは，目的言語の情

報を原言語の単語に結合させたシンボルを使うと，スパー

スネスの問題が起こり，品詞推定に悪影響を及ぼす場合が

あることを示唆している．

品詞推定の枠組み（「新品詞」，「細分化」）で比較する

と，Mono を除いて，細分化のシステムは，新品詞のシス

テムと同等の性能か，あるいは性能が良い．これは，既存

の品詞体系で定義される原言語における違いを保持するこ

とで，翻訳により適した品詞を学習できることを示してい

る．一方で，目的言語の情報を使わないMono では，細分

化の枠組みにより推定した品詞を使うと，翻訳モデルの学

習において過学習の問題が生じ，低い性能になったと考え

られる．さらに，IPA品詞体系の最下層の品詞*13を使っ

た Baseline の性能（BLEU）を評価した結果，Cont を用

いた場合は 25.37%，Func を用いた場合は 27.49%となり，

IPA品詞体系の 2階層目の品詞を使った場合よりも性能が

悪かった．これは，人手で細分化した品詞体系も，翻訳モ

*13 評価で使用したデータには，IPA品詞体系の最下層の品詞が 377
種類含まれていた．

c© 2014 Information Processing Society of Japan 1675



情報処理学会論文誌 Vol.55 No.7 1665–1680 (July 2014)

デルの学習時に過学習の問題を生じさせる可能性があるこ

とを示している．以上より，品詞を細分化させ過ぎると過

学習の問題を招く可能性があるが，提案手法のような目的

言語の情報による細分化は翻訳モデルの構築に有効である

ことが実験的に確認できる．

5. 考察

5.1 IPA品詞体系との比較

本節では，提案手法が推定した品詞タグと既存の IPA品

詞体系の品詞を比較することで，提案手法の有効性を考察

する．本節では，木構造構築手法として有効であった Func

を用いた場合に焦点をあてて議論を進める．

4.1 節のステップ 3で学習した係り受け解析器によりテ

ストデータに付与された品詞タグの種類数を表 2 に示す．

表 2 より，提案手法の品詞の方が，IPA品詞体系よりも種

類が多いことが分かる．これは，提案手法により推定した

品詞を使うことで，より曖昧性の少ない翻訳モデルを構築

できる可能性があることを示している．以降，このことを

実例により確認する．

日本語の動詞は，(a)英語でも動詞の働きをする場合も

あれば，(b)英語では名詞化する場合もある．また，(c)英

語では過去分詞や現在分詞となって他の単語を修飾する

場合もある．次の 3つの例文中の下線箇所の単語が，上記

(a)から (c)のそれぞれの例である．(a)「I use a card.」，

(b)「Using the index is faster.」，(c)「I explain using an

example」．これらの下線箇所の単語はすべて，日本語の

動詞「使う」に対応する．IPA品詞体系では，この 3種類

を「動詞」としてまとめて扱うが，細分化の枠組みによる

Ind [s+P]は，この 3種類を別々の品詞タグに割り当てるこ

とができた．

また，日本語の助詞「に」は，名詞と結合して，(d)結合し

た名詞を副詞化する場合もあれば，(e)結合した名詞に動詞

の目的語の役割を与える場合もある．前者の例は，(d)「相

互＿に」であり，英語の副詞「mutually」に対応する．後

者の例は，(e)「彼＿に＿与える」であり，英語では「give

him」となる．IPA品詞体系では，この 2種類を「助詞」と

してまとめて扱うが，細分化の枠組みによる Ind [s+P]は，

この 2種類を区別した品詞タグを生成できた．

これらの実例から，提案手法は，IPA品詞体系ではまと

めて扱われるような，英語で異なる働きをする品詞を区別

できることが分かる．そして，提案手法の品詞を使うこと

表 2 品詞タグの種類数

Table 2 The number of POS tags.

新品詞 細分化

Joint [s+P] 164 620

Ind [s+P] 102 517

IPA 品詞体系 42

で forest-to-string翻訳システムの性能が向上したことか

ら，それらを区別することは機械翻訳の手がかりとして有

効であるといえる．

5.2 品詞付与および係り受け解析精度の影響

提案システムの性能は，4.1 節のステップ 2で推定する

品詞の品質に加え，ステップ 3で学習する係り受け解析器

の品詞付与および係り受け解析精度にも依存している．本

節では，係り受け解析器の品詞付与および係り受け解析精

度について考察する．本節においても，5.1 節同様，木構

造構築手法として有効であった Func を用いた場合に焦点

をあてて議論を進める．

考察するにあたり，ステップ 3で学習した係り受け解析

器の性能を直接評価するべきであるが，推定した品詞が付

与されたデータ 10,000文は，すべて，係り受け解析器の学

習データとして使用したため，評価用のテストデータを用

意できない．そこで，ステップ 2を通じて得られた 10,000

文のうち，最初の 9,000文を訓練データ，1,000文をテス

トデータとして係り受け解析器の性能評価を行った．係り

受け解析器の学習方法はステップ 3と同様である．この評

価は，ステップ 3で学習した係り受け解析器の性能を直接

評価するものではないが，ステップ 2で推定した品詞の解

析しやすさを示している．

表 3 に評価結果を示す．品詞付与および係り受け解析

精度の単位はパーセント（%）である．表 3 中の IPA品

詞体系とは，MeCabにより付与された IPA品詞タグ（2

階層目）と，CaboChaと Func により解析された係り受け

関係を学習した係り受け解析器の性能であり，MeCabや

CaboChaの性能ではないことを確認しておく．また，表 3

の係り受け解析精度は，CaboChaと Funcにより自動的に

生成した係り受け関係を正解とした精度であり，統語的に

誤りを含まない係り受け関係を正解とした評価ではないこ

とを確認しておく．

表 3より，提案手法で推定した品詞に対する性能（Joint，

表 3 NTCIR-9訓練データ 1,000文に対する品詞付与および係り受

け解析精度

Table 3 Tagging and dependency accuracy on the 1,000

sentences in the NTCIR-9 training data.

品詞付与 係り受け解析

新品詞 細分化 新品詞 細分化

IPA 品詞体系 90.37 93.62

Mono 90.75 88.04 91.77 91.51

Joint [s] 89.08 86.73 91.55 91.14

Joint [P] 80.54 79.98 91.06 91.29

Joint [s+P] 87.56 84.92 91.31 91.10

Ind [s] 87.62 84.33 92.06 92.58

Ind [P] 90.21 88.50 92.85 93.03

Ind [s+P] 89.57 86.12 92.96 92.78
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Ind）は，IPA品詞体系やMono に比べて低いことが分か

る．これは，目的言語の情報も含むバイリンガルな品詞タ

グを，原言語の情報のみに基づいて解析することは難しい

ことを示す．しかし，表 3 のように品詞付与精度が相対的

に低い状況でも，表 1 が示すとおり，Joint [P]は除くが，

提案手法により推定されたバイリンガルな品詞を使う方が，

原言語の情報のみの品詞（Mono や既存の品詞体系）を使

うよりも翻訳性能が良い．これは，表 3 に示される低い解

析精度というデメリットよりも，5.1 節で説明した品詞の

質の改善というメリットの方が大きいことを示している．

新品詞および細分化の両枠組みにおいて，Joint [P]は，

他の提案手法と比較して，係り受け解析精度は大差ないが

品詞付与精度が極端に低い．これは，Joint [P]では，訓練

データのシンボルに過学習した品詞が推定されたからと考

えられる．この低い品詞付与精度が，Joint [P]の翻訳精度

が他の提案手法に比べて低くなった原因の 1つである．

5.3 Cont と Func の比較

本節では，評価で使用した 2つの木構造構築手法（Cont

と Func）の比較を行う．表 1 より，Baseline，Monoも含

めたすべてのシステムで，Funcを使う方が Cont を使うよ

りも性能が良いことが分かる．これは，日本語の場合，統

語的な関係は主に機能語により示されるためである．たと

えば，単語「彼」に機能語「は」が付属すると主語の機能

を持つ．一方，「を」が付属すると動詞の目的語の機能を

持つ．

4.1 節のステップ 1のとおり，Func は，文節間の係り受

け関係を機能語間の係り受け関係で置き換えるため，Func

で生成した木構造は，機能語間の関係を直接表現する．そ

の結果，Func で構築した係り受け木からは統語的な手が

かりをとらえやすく，統語情報に基づく機械翻訳システム

の性能が良いと考えられる．

続いて，Funcを用いた場合に推定される品詞タグとCont

を用いた場合に推定される品詞タグを比較する．提案手法

の代表として Ind [s+P]を考える．Ind [s+P]により細分化

の枠組みで得られた品詞タグの分布を表 4 に示す．細分化

元の品詞に従って，各品詞タグが内容語の品詞か機能語の

品詞かを判定した．

表 4 中の細分化された品詞の割合より，Cont を用いた

場合，内容語の品詞の細分化に焦点があたり，Funcを用い

た場合，機能語の品詞の細分化に焦点があたることが分か

表 4 細分化品詞の分布

Table 4 Distribution of the refined Sub-POS tags.

内容語の品詞 機能語の品詞

Ind [s+P]（Cont） 611 種類（78%） 170 種類（22%）

Ind [s+P]（Func） 346 種類（67%） 171 種類（33%）

IPA 品詞体系 29 種類（69%） 13 種類（31%）

る．加えて，表 1が示すとおり，Ind [s+P]はCont と Func

のどちらを用いた場合も Baseline より性能が良いことを

考えると，IPA品詞体系の内容語と機能語に関する品詞は，

ともに機械翻訳に最適とはいえず，提案モデルによって細

分化することで，より適した品詞に改良できるといえる．

6. まとめ

本稿では，統語情報に基づく機械翻訳システムの性能を

改善するため，係り受け木から機械翻訳のための品詞を推

定する手法を提案した．提案手法は，原言語と目的言語の

両言語の情報を持つバイリンガルなシンボルに基づいて品

詞を推定するノンパラメトリックなベイズ手法である．こ

れにより，従来の品詞推定手法では推定できない，目的言

語における違いを反映したバイリンガルな品詞を，原言語

の各単語に付与することができる．NTCIR-9データを用

いた日英特許翻訳による評価実験を通じて，シンボルをバ

イリンガル化することにより，翻訳に適した品詞を推定で

きることを確認した．さらに，提案手法が推定した品詞を

使うことにより，既存の品詞（IPA品詞体系）よりも翻訳

性能が良くなることを確認した．

本稿では，GIZA++による単語単位の自動対応付け結

果に基づいて，目的言語の情報をシンボルに加えた．今後

は，対応付け精度の影響を調査するとともに，対応付け誤

りに頑健な手法への改良を検討したい．また，本稿では，

Cont や Func のヒューリスティクスにより，文節単位の

係り受け木を単語単位の係り受け木に変換した．今後は，

Infinite PCFG モデル [21] による単語単位の係り受け木

の構築や，Nakazawaら [28]の syntactic-head dependency

treesや semantic-head dependency treesの利用など，係り

受け木構築手法の改良を検討したい．また，本稿の実験で

は，係り受け関係と品詞タグを同時に学習した係り受け解

析器を用いた．一方で，係り受け関係とは独立に，品詞タ

ガーのみを学習し利用する方法も考えられる．たとえば，

係り受け構造を利用せず，linear-chainモデルなどで単語と

品詞の並びに基づき，品詞タグを学習，解析する方法もあ

る．このような手法の適用は今後の課題である．さらに，

日英以外の言語対の翻訳への適用や，forest-to-string翻訳

システム以外の統語情報に基づく機械翻訳での有効性の確

認も今後の課題である．
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