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非負制約下における複合行列分解と
そのソーシャルメディア解析への応用

竹内 孝1,a) 石黒 勝彦1,b) 木村 昭悟1,c) 澤田 宏2,d)

受付日 2013年4月28日，再受付日 2013年6月14日 / 2013年9月11日，
採録日 2013年10月8日

概要：行列分解には，観測行列に含まれる零要素の割合が大きくなるにつれて低ランク近似の汎化性能が低
下する問題がある．本稿では，この問題を解決するための統計的機械学習アプローチとして複合非負値行
列因子分解（Non-negative Multiple Matrix Factorization: NM2F）を提案する．NM2Fは，観測行列と
2つの補助行列の間に共通の潜在構造を仮定し，これらの行列を同時に分解する．本稿では，NM2Fを非
負値行列因子分解（Non-negative Matrix Factorization: NMF）の一般化として定式化し，補助関数法に
より一般化 KLダイバージェンスを用いた場合のパラメータ推定法を示す．さらに NM2Fは，ブロック
未定義領域あり NMFとポアソン分布を用いた確率的生成モデルと等価であることを示す．人工データと
実データを用いた実験から，NM2Fと既存手法の汎化性能を比較し，NM2Fの定量的な優位性を示す．ま
た，実データを用いた実験では，NM2Fが複数の行列から多角的な基底を抽出する定性的な利点を示す．
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Abstract: Analyzing highly sparse data often results in poor generalizing performances of matrix factoriza-
tion. To compensate data sparseness, in this paper, we introduce a novel machine learning technique called
Non-negative Multiple Matrix Factorization (NM2F). NM2F factorizes multiple matrices simultaneously un-
der a non-negative constraint. We formulate NM2F as a generalization of Non-negative Matrix Factorization
(NMF) with the generalized Kullback-Leibler divergence. We derive multiplicative update rules for param-
eter estimation. We evaluate NM2F and other existing techniques in both the quantitative and qualitative
ways. NM2F shows better performance than other techniques on both synthetic and real-world data sets.
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1. はじめに

非負値行列因子分解（Non-negative Matrix Factoriza-
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tion: NMF）[21]は行列分解の 1つである．その応用範囲

は広く，音声音響信号処理 [34]，画像処理 [19], [21]，テキス

トマイニング [38]，Brain Computer Interface [9]など多岐

にわたる．NMFの非負制約は行列分解においてスパース制

約として働くため，NMFによる行列分解は，直感的に理解

しやすい結果になると報告されている [12], [21]．また，非

負制約に加えて他のスパース制約を課したNMF [7], [19]も

提案されており，追加されたスパース制約によって，NMF

は雑音の多いデータの分解においても良好な汎化性能を示

している [1], [10], [18]．しかし，一般的に NMFを含む行
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図 1 観測行列X を基底行列W と係数行列H に分解する．その際，補助行列 Y と Z を同

時に分解する

Fig. 1 The target matrix X is factorized to the bases W and the coefficients H with

the row wise auxiliary matrix Y and the column wise auxiliary matrix Z.

列分解は，観測行列が高度にスパースな場合に汎化性能の

低い解析結果を示す傾向がある [2]．

近年，人間の活動や環境の状態が，多種類のサービスや

センサによって行動履歴データや環境センシングデータな

どの大規模なデータの集合として観測されている．これら

のデータの解析に行列分解を適用できれば，複雑なデータ

の解釈が容易になると考えられる．しかし，個々のデータ

は高次元からなるため観測行列が高度にスパースとなりや

すく，行列分解の適応には困難をともなう [20], [23]．この

問題を解決する手段として，複数のデータの同時解析があ

げられる．これは，たとえばデータの集合はある事象をテ

キスト，音声，映像，位置情報などとして観測しているた

め，データ集合は観測した事象に起因した関係性を持つと

仮定して行うデータ解析である．

このアイディアは，協調フィルタリング分野のアイテム

推薦問題において，行列分解法 [20]のアドホックな拡張と

して用いられている．実際，いくつかの研究 [26], [30], [36]

では観測行列のスパース性を解決するために，解析対象の

観測行列に関係する補助的な観測行列を利用しアイテム推

薦の性能を向上させている．しかし，補助的なデータの利

用に加えて非負制約を課した行列分解は，著者らの知る限

り提案されていない．これまで説明してきたように非負制

約は直感的に理解しやすい分解結果を得るために重要であ

る．また，複合データ解析において非負制約がどのような

効果を表すのか検証する必要がある．

本稿では，観測データと補助データからなる複合行列の

非負制約下での分解手法として，複合非負値行列因子分解

（Non-negative Multiple Matrix Factorization: NM2F）を

提案する．なお，観測データと補助データから作る行列を

観測行列と補助行列とし，補助行列は観測行列と行ある

いは列を共有するものとする（図 1）．NM2Fは複合行列

に潜在構造の共有を仮定し，同時に分解する．同時分解に

よって，高度にスパースな観測行列の汎化性能の向上が期

待される．協調フィルタリングの既存研究と異なる点とし

ては，NM2Fは定式化において非負制約を明示的に課して

いる点がある．したがって，従来研究と比較してより直感

的に理解しやすい基底行列と係数行列が得られるものと期

待できる．本稿では，NM2Fを NMFの一般化として定式

化し局所最適解を求めるためのパラメータ推定法を導出す

る．さらに，本稿では，NM2Fを確率モデルとして解釈と

ブロック状の未定義領域を持つNMFとしての解釈を行う．

人工データと実データを用いた実験によって，NM2Fは高

度にスパースな行列の分解において良好な性能を持つこと

を示す．またNM2Fの分解結果を定性的に解釈し，NM2F

の定性的に優れた性能を示す．

本稿の構成は以下のとおりである．2章では関連研究に

対する本稿の新規性を述べる．3章では NM2Fを提案す

る．4章では NM2Fと他の既存手法の性能を人工データと

実データを用いた実験を行い比較する．5章では本稿の結

論を述べる．

2. 関連研究

非負値行列因子分解（Non-negative Matrix Factoriza-

tion: NMF）[21]は教師なしの行列分解で，非負制約下で観

測データを基底の重み付き線形和で低ランク近似し再構成

誤差を最小化する．NMFは，非負制約によってコスト関数

が非凸となる問題を持つが，一方で基底と重みが非負値の

ため解釈がしやすくさらに非負制約によってスパースな解

を得られるという好ましい特徴を持つ．NMFを拡張し非

負テンソルを解析する手法も提案されており，CP分解を行

う Non-negative Tensor Factorization（NTF）や，Tucker

分解を行う Non-negative Tucker Decomposition（NTD）

が存在する [9]．NMFをノンパラメトリックベイズ法で拡

張した手法も提案されている [16], [28]．これ以外にもデー

タの非負性に着目し直感的に解釈しやすいパターンを抽出

するアルゴリズム [5], [13], [25]や，同一モーダルの複数の

非負データを互いに紐付けて分解する手法も提案されてい

る [14], [15]．本稿で提案する NM2Fは，これらの非負制

約に関する研究に類する．

NMF で利用される距離基準には，ユークリッド距離，

一般化 KL ダイバージェンス，板倉斉藤距離などがあ

る [9]．なお一般化 KL ダイバージェンスを用いた NMF
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は，トピックモデル [3] の Probablistic Latent Semantic

Analysis（pLSA）[17]と等価である [11]．NMFのモデル

推定法には，補助関数法 [9], [22] や，Alternating Least

Squares（ALS）[8]，Gibbs Sampling法 [33]を用いられて

いる．NMFのパラメータ推定は分散並列化によって高速

化が可能であり [24]，オンライン学習の枠組みで定式化さ

れた NMFも提案されている [6], [37]．本稿では，NM2F

を NMFの一般化として定式化しパラメータ推定方法を補

助関数法によって導出する．したがって，上記の高速化手

法を自然に適応することが可能であるため提案手法である

NM2Fはデータサイズに対しスケールする．各パラメータ

の推定には一部の観測データのみを必要とするため，実用

上は個々のデータを保持する分散環境でのパラメータ推定

も可能となる．

行列分解の拡張は，アイテム推薦の分野で複数提案され

ている．これらの手法は主に確率的行列分解（Probabilistic

Matrix Factorization: PMF）を拡張している．PMFはア

イテムとユーザの観測値をガウス分布による生成モデルで

記述し，観測行列の最大事後確率（MAP）解を学習する．

PMFの拡張法は様々で，PMFと LDAを融合させたモデ

ル [36]や，PMFとソーシャルネットワーク上のリンク解

析手法を融合させたモデル [26], [27], [29]が存在する．近

年では上記のモデルを融合させたモデル [30]も提案され

ている．このほかにもテキスト解析の研究で関連したモデ

ル [35]が提案されている．いずれの場合も補助データを用

いたことによる推薦性能の改善が示唆されている．PMF

のほかには，nuclear normを複数行列へ適応できるように

拡張した手法 [4]などが提案されている．本稿で提案する

NM2Fは，これらの研究と深く関係している．しかし，非

負制約条件を課する点で異なっている．また文献 [4]では，

再構成誤差にユークリッド距離のみを仮定している点にも

相違がある．

3. 複合非負値行列因子分解

3.1 問題の定式化

本稿では，1つの観測データと 2つの補助データを扱う．

主観測データは I 次元からなり，データ点数を J とする．

j点目のデータにおける次元 iの観測値を xi,j とおき，j点

目のデータの観測ベクトルを xj = (x1,j , · · · , xI,j)T ∈ R
I
+

とする*1．観測データは xj を列ベクトルに持つ観測行列

X として，

X = (x1, · · · , xJ ) ∈ R
I×J
+ , (1)

と定める．

1つ目の補助データは，X の j 番目のデータに対応して

観測される．補助データの次元を N とする．j 点目の補
*1 本稿では，ベクトルを小文字の太字，行列を大文字の太字，転置
を T で表す．

助データにおける次元 nの観測値を yn,j とおき，j 点目の

補助データの観測ベクトルを yj = (y1,j , · · · , yN,j)T ∈ R
N
+

とする．補助データは yj を列ベクトルに持つ補助行列 Y

として，

Y = (y1, · · · , yJ ) ∈ R
N×J
+ , (2)

と定める．

2つ目の補助データは，X の i次元に対応して観測され

る．補助データの点数をM とする．m点目の補助データ

における次元 iの観測値を zi,mとし，m点目の補助データ

の観測ベクトルを zm = (z1,m, · · · , zI,m)T ∈ R
I
+ とする．

補助データは zm を列ベクトルに持つ補助行列 Z として，

Z = (z1, · · · , zM ) ∈ R
I×M
+ , (3)

と定める．行列X，Y，Z の関係を図 1 の左側に示す．

本稿の目的は，観測行列X からの基底行列W と係数行

列H の推定である．提案手法は補助行列 Y と Z を利用

するため，既存手法と比較して汎化性能の向上が期待でき

る．さらに補助行列からも基底行列と係数行列を抽出する

ため，補助行列に潜在するパターンも同時に抽出できる利

点を持つと期待できる．

観測行列と補助行列の具体例を説明する．4 章では，

Last.fmという音楽視聴サービスのデータセットを利用す

る．このデータセットでは，観測行列X はあるユーザが

アーティストの音楽を視聴した回数，補助行列 Y はある

タグがアーティストに付与された回数，補助行列Z はある

ユーザと別のユーザの友人関係情報である．

3.2 提案手法

NM2Fは，分解後の行列がすべて非負となる制約の下で

観測行列X と補助行列 Y，Z を分解する．分解から得ら

れる基底行列と係数行列は，非負制約によってスパースに

なり，さらに直感的に理解しやすいものとなると期待され

る．我々のアイディアは，観測行列X が高度にスパース

で行列分解が困難な際に補助行列を用いることで，利用で

きる情報量を増やすことである．NM2Fは観測行列を分解

するために 2つの補助行列を利用することで，より性能の

高い基底行列と係数行列の推定が可能になる．

観測行列は K 個の基底を持つと仮定する．観測行列X

の k 番目の基底ベクトルを wk = (w1,k, · · · , wI,k)T ∈ R
I
+

とし，基底行列を W = (w1, · · · , wK) ∈ R
I×K
+ とお

く．行方向の補助行列の k 番目の基底ベクトルを ak =

(a1,k, · · · , aN,k)T ∈ R
N
+ とし，補助行列 Y の基底行列を

A = (a1, · · · , aK) ∈ R
N×K
+ とおく．

次に観測行列 X の j 点目のデータに対応する係数ベ

クトルを hj = (h1,j , · · · , hK,j)T ∈ R
K
+ とし，係数行

列を H = (h1, · · · , hJ ) ∈ R
K×J
+ と定める．列方向の

補助行列を Z の m 点目のデータに対応する係数ベク
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トル bm = (b1,m, · · · , hK,m)T ∈ R
K
+ とし，係数行列を

B = (b1, · · · , bM ) ∈ R
K×M
+ と定める．このとき，観測値

xi,j，yn,j，zi,m の再構成値 x̂i,j，ŷn,j，ẑi,m は，基底と係

数の重み付き線形和として，

x̂i,j =
K∑

k=1

wi,khk,j , ŷn,j =
K∑

k=1

an,khk,j ,

ẑi,m =
K∑

k=1

wi,kbk,m, (4)

と定める．

NM2F は以下の仮定をおいている．まず行方向の補助

行列 Y は観測行列 X と基底行列W を共有すると仮定

する．次に列方向の補助行列 Z は観測行列 X と係数行

列 H を共有すると仮定する．ここで X，Y，Z の再構

成値を X̂ ∈ R
I×J
+ ，Ŷ ∈ R

N×J
+ ，Ẑ ∈ R

I×M
+ とする．次

に，hj，bmを R
K
+ 上の元とし，線形写像W : R

K
+

W−−→ R
I
+，

A : R
K
+

A−→ R
N
+ を定める．すると，X̂，Ŷ は共通の係数行

列H を持ち，異なる線形写像W，Aによって得られる．

また，X̂，Ẑは共通の線形写像W と，異なる係数行列H，

Bによって得られると仮定をおいたことになる．ただし補

助行列 Y と Z は観測行列と異なるスケールを持つとし，

スケーリング変数 α ≥ 0，β ≥ 0によってスケールの差異

をモデル化する．

NM2Fは，行列X，Y，Z を行列W，A，H，Bで再

構成した際の再構成誤差D(X,Y , Z|W ,H, A, B; α, β)を

最小化する．

min
W ,H,A,B

D(X,Y ,Z|W , H,A, B; α, β)

s. t. W , H,A, B ≥ 0. (5)

このとき，α，β は α ≥ 0，β ≥ 0を満たすスケーリング変

数であり，再構成誤差Dは，行列の要素 xi,j とその再構成

値 x̂i,j との間の誤差 d (xi,j |x̂i,j)を用いて，

D(X,Y , Z|W ,H, A,B; α, β)

= D(X|W ,H) + αD(Y |A,H) + βD(Z|W ,B)

= D(X|X̂) + αD(Y |Ŷ ) + βD(Z|Ẑ)

=
I∑

i=1

J∑
j=1

d(xi,j |x̂i,j) + α

N∑
n=1

J∑
j=1

d(yn,j |ŷk,j)

+ β

I∑
i=1

M∑
m=1

d(zi,m|ẑi,m), (6)

とする．

本稿では再構成誤差 D に一般化 KLダイバージェンス

（generalized Kullback-Leibler divergence: gKL）を用い

る．その際，行列の要素 xi,j とその再構成値 x̂i,j の間の誤

差を，

dgKL(xi,j |x̂i,j) = xi,j log
xi,j

x̂i,j
− xi,j + x̂i,j , (7)

とすると，NM2Fの一般化 KLダイバージェンスは，

D(X,Y , Z|W ,H,A, B; α, β)

=
I∑

i=1

J∑
j=1

dgKL(xi,j |x̂i,j) + α

N∑
n=1

J∑
j=1

dgKL(yn,j |ŷk,j)

+ β

I∑
i=1

M∑
m=1

dgKL(zi,m|ẑi,m). (8)

となる．

一般化 KLダイバージェンスは NMFに広く用いられる

再構成誤差である．NM2Fは一般化KLダイバージェンス

に限らず，ユークリッド距離や板倉齋藤距離を用いた定式

化も可能である．なお，一般化 KLダイバージェンスはあ

る変数 λ ≥ 0を定めると，

λdgKL(xi,j |x̂i,j) = dgKL(λxi,j |λx̂i,j), (9)

が成り立つ．これは式 (18)で用いる．

3.3 NMFとの比較

NMFは，観測行列X を基底行列W と係数行列H に

分解し，再構成した際の再構成誤差D(X|W ,H)を最小化

する．

min
W ,H

D(X|W ,H) s. t. W ,H ≥ 0. (10)

スケーリング変数 α = β = 0とするとき，NM2Fの再構成

誤差は，

D(X,Y , Z|W ,H,A, B; α, β) = D(X|W ,H), (11)

となる．したがってNM2FはNMFの一般化となっている．

3.4 モデル推定

次の乗法的更新則によって，再構成誤差Dを最小化する
最適なW，H，A，Bを求められる．導出方法の詳細は，

付録に示す．

wnew
i,k = wi,k

(∑
j∈Ji

xi,j

x̂i,j
hk,j + β

∑
m∈Mi

zk,m

ẑk,m
bi,m

)
∑

j hk,j + β
∑

m bk,m
,

hnew
k,j = hk,j

(∑
i∈Ij

xi,j

x̂i,j
wk,j + α

∑
n∈Nj

yn,j

ŷn,j
an,k

)
∑

i wk,j + α
∑

n an,k
,

anew
n,k = an,k

∑
n∈Nj

yn,j

ŷn,j
hk,j∑

j hk,j
,

bnew
k,m = bk,m

∑
m∈Mi

zi,m

ẑi,m
wi,k∑

i wi,k
. (12)
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乗法的更新則の計算を効率的に行うために X の第 j 列

ベクトルにおける非零要素の集合を Ij とし，第 j 列ベク

トルの和を
∑

i∈Ij
と定める．同様に，X の第 i行ベクト

ル，Y の第 j 列ベクトル，Z の第 i列ベクトルの非零要素

の集合を Ji，Mi，Nj とした．乗法的更新則においても，

α = 0，β = 0のとき，NM2Fの更新則は NMFの更新則

と一致することから，NM2Fは NMFを一般化したモデル

といえる．スケーリング変数 α，β は交差検定法によって

決定する．NM2Fの擬似コードを Algorithm1に示す．

Algorithm 1 NM2Fの擬似コード
Require: X, Y , Z, K, α, β, Iteration

一様分布からのサンプリングにより初期化: W , H, A, B

for l = 1 to Iteration do

for i = 1 to I do

for k = 1 to K do

wi,k ← wi,k

(
∑

j∈Ji

xi,j
x̂i,j

hk,j+β
∑

m∈Mi

zk,m
ẑk,m

bi,m

)
∑

j hk,j+β
∑

m bk,m

end for

end for

for k = 1 to K do

for j = 1 to J do

hk,j ← hk,j

(
∑

i∈Ij

xi,j
x̂i,j

wk,j+α
∑

n∈Nj

yn,j
ŷn,j

an,k

)
∑

i wk,j+α
∑

n an,k

end for

end for

for n = 1 to N do

for k = 1 to K do

an,k ← an,k

∑
n∈Nj

yn,j
ŷn,j

hk,j

∑
j hk,j

end for

end for

for k = 1 to K do

for m = 1 to M do

bk,m ← bk,m

∑
m∈Mi

zi,m
ẑi,m

wi,k

∑
i wi,k

end for

end for

end for

return W , H, A, B

3.5 ブロック未定義領域NMFとしての解釈

NM2Fは未定義領域のある NMFとして解釈できる．ま

ず，NMFによって観測行列 T ∈ R
(I+N)×(J+M)
+ を基底行

列 U ∈ R
(I+N)×K
+ と係数行列 V ∈ R

K×(J+M)
+ へ分解す

る問題を考える．ただし T には未定義（don’t care）領域

が存在すると仮定する．未定義領域を示す変数として ωi,j

を，

ωi,j =

{
0 ti,j は未定義領域,

1 otherwise
(13)

と定め，ωi,j を要素に持つ行列をΩ ∈ R
(I+N)×(J+M) とす

る．ここでは特に，未定義領域が行列 T の右下部に集まる

場合，

ωi,j =

{
0 i > I かつ j > J なら未定義領域,

1 otherwise

(14)

を考える．未定義領域あり NMFの再構成誤差 D̂を，

D̂(T ,Ω|U ,V ) =
I+N∑
i=1

J+M∑
j=1

ωi,jd(ti,j |t̂i,j), (15)

とおく．このとき D̂は，

D̂(T ,Ω|T ,V )

=
I∑

i=I

J∑
j=J

1 × d(ti,j |t̂i,j) +
I+N∑

i=I+1

J∑
j=1

1 × d(ti,j |t̂i,j)

+
I∑

i=1

J+M∑
j=J+1

1 × d(ti,j |t̂i,j) +
I+N∑

i=I+1

J+M∑
j=J+1

0 × d(ti,j |t̂i,j),

(16)

と書き下せる．ここで T，U，V を，

T =

(
Xβ̂Z

α̂Y O

)
,U =

(
W

α̂A

)
, V = (Hβ̂B), (17)

とおく．なお O ∈ R
N×M
+ は任意の行列，また α̂ = α

INK，

β̂ = β
IMK とした．すると D̂は，

D̂(T ,Ω|W ,H)

=
I∑

i=I

J∑
j=1

d(xi,j |x̂i,j) + α

N∑
n=1

J∑
j=1

d(yn,j |ŷn,j)

+ β

I∑
i=1

M∑
m=1

d(zi,m|ẑi,m)

= D(X,Y ,Z|W , H,A, B; α, β), (18)

となり，D(X,Y , Z|W ,H, A, B;α, β)と一致する．この

とき式 (9) を用いてスケーリング変数をくくり出してい

る．未定義領域を欠損値とみなした場合は，欠損値あり

NMF [31]を複数観測行列を分解できるように拡張するた

めに，欠損値をブロック状に配置したものと解釈できる．

3.6 確率的生成モデルとしての解釈

NM2Fは確率的生成モデルとしての解釈も可能である．

一般化 KLダイバージェンスを利用した NM2Fは，NMF

と同様に，ポアソン分布を用いた次の確率的生成モデルと

して書き下せる．観測値 ηが平均値 μのポアソン分布，

p(η; μ) =
μη

η!
exp(−μ), (19)

に従うとする．ここで上記のポアソン分布と，観測値が η

で平均値が ηのポアソン分布の対数尤度比を定めると，対

数尤度比は負の一般化 KLダイバージェンスにおける要素

の誤差と一致する．
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図 2 NM2F のグラフィカルモデル

Fig. 2 Graphical model of Non-negative Multiple Matrix Fac-

torization. X and Z are generated from the same bases

W but different coefficients H and B. Y is generated

from bases A and coefficients H shared by X.

ln
p(η; μ)
p(η; η)

= η ln
μ

η
+ η − μ

= −dgKL(η|μ). (20)

p(η; η)は定数と見なせるため，対数尤度と対数尤度比は

定数の差の範囲で近似的に一致する．

ln
p(η; μ)
p(η; η)

= ln p(η; μ) − ln p(η; η)

= ln p(η; μ) + const, (21)

以上より，ポアソン分布の対数尤度は負の一般化 KLダ

イバージェンスの要素の誤差と近似的に一致することが分

かる．

NM2Fの確率的生成モデルの対数尤度は，

ln p(X, α̂Y , β̂Z|W ,H, α̂A, β̂B)

= ln p(X, |W ,H) + ln p(α̂Y |H, α̂A)

+ ln p(β̂Z|W , β̂B)

=
I∑

i=1

J∑
j=1

ln p(xi,j |x̂i,j) + α

N∑
n=1

J∑
j=1

ln p(yn,j |ŷn,j)

+ β

I∑
i=1

M∑
m=1

ln p(zi,m|ẑi,m)

� −D(X,Y , Z|W ,H,A, B; α, β), (22)

となる．したがって，式 (7)の最小化は，上記の確率的生

成モデルの対数尤度最大化と近似的に等価である．

NM2Fのグラフィカルモデルを図 2 に示す．グラフィ

カルモデルから，X，Y，Z が行列W，H を共有する構

造が確認できる．

NM2Fを確率的生成モデルとして解釈することで，NM2F

のモデルに従う人工データを確率的に生成（サンプリング）

可能となる．具体的なデータ生成の過程を Algorithm2に

示す．

4. 実験

4.1 評価指標

モデルの性能を定量的に評価する指標として，データ

Algorithm 2 NM2Fのデータ生成過程
Require: I, J, M, N, K

一様分布からのサンプリングにより初期化: W , H, A, B

for i = 1 to I do

for j = 1 to J do

xi,j ∼ Poisson(xi,j |
∑K

k=1 wi,khk,j)

end for

end for

for n = 1 to N do

for j = 1 to J do

yn,j ∼ Poisson(yn,j |
∑K

k=1 an,khk,j)

end for

end for

for i = 1 to I do

for m = 1 to M do

zi,m ∼ Poisson(zi,m|
∑K

k=1 wi,kbk,m)

end for

end for

return X, Y , Z

セットに対するモデルの平均対数尤度を用いる．観測デー

タ点数N の異なるデータセットを用いた実験間でのモデル

の性能を比較するために，観測データ点ごとの対数尤度で

ある平均対数尤度を採用した．実験では，与えられたデー

タセットをトレーニングセットとテストセットに分割した

後，トレーニングセットに対する対数尤度を最大化するよ

うモデルのパラメータの学習を行う．モデルの汎化性能を

比較するために，テストセットに対する平均対数尤度を用

いる．テストセットに対する平均対数尤度が高いモデルほ

ど，データの潜在的な構造をとらえた良いモデルといえる．

平均対数尤度 f を次のように定める．

f(X|θ) =
1
M

M∑
m=1

log p(xm|θ), (23)

なお，テストセットのデータ点数をM とし，θはモデルの

推定したパラメータである．具体的には，θは θ = {W ,H}
とする．実験では，観測行列X の非零観測要素を 5つの

セットに分割し，5交差検定法によってテストセットの平

均対数尤度の平均値と標準偏差を求める．

4.2 人工データ実験

人工データ実験では NMF，VBNMF（Variational

Bayesian Non-negative Matrix Factorization） [7]，

PMF [32]，そして NM2Fの性能を比較する．従来手法は

X を分解対象とし，NM2FはX，Y，Z を分解対象とす

る．従来手法と提案手法のデータセットに対する汎化性能

を比較するために，X のテストセットに対する平均対数

尤度を用いる．NM2Fは補助行列 Y，Z を同時に分解す

るため，汎化性能の向上が期待される．

また，人工データは図 2 の確率的生成モデルによって生

成する．このとき，X，Y，A，Bの次元は，I = J = N =

M = 100とする．W，H，A，Bの基底数は，K = 10と
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表 1 人工データ：テスト平均対数尤度によるモデルの性能比較．4つの異なるスパースネスを

持つデータセットに対して，5交差検定法を行った．テストセットへの平均対数尤度の平

均値と標準偏差を示す．各実験で最も高い平均対数尤度を示し，統計的有意差（p = 0.05）

を示したモデルに対応する数値を太字で表した

Table 1 Comparison on the average test log likelihood of non-zero entries among dif-

ferent sparseness. Means and one standard deviations of four data sets are

presented.

Sparseness NMF VBNMF PMF NM2F

0% −1.24± 0.21 −2.72± 0.03 −2.47± 0.239 −1.03± 0.09

9% −19.39± 2.82 −8.49± 0.60 −13.00± 2.74 −0.99 ±0.08

99% −42.45± 6.30 −14.55± 1.40 −16.25± 6.05 −1.07 ±0.25

99.9% −43.25± 33.45 −15.30± 6.30 −12.85± 11.20 −0.86 ±0.55

図 3 テストセットへの平均対数尤度とスケーリング変数 α（水平軸）と β（鉛直軸）の関係

Fig. 3 The average test log likelihood versus the scaling parameters α (horizontal) and

β (vertical).

する．

モデル性能と観測行列のスパースネスの関係を検証する

ため，観測行列のスパースネス（行列の全要素に占める零

要素の割合）を 0%，9%，99%，99.9%の 4段階に設定した

実験を行う．なお，補助行列 Y，Z は，全要素が非零とす

る．スケーリング変数は交差検定法によって決定する．ス

ケーリング変数 α，β の選択によるモデルの性能への影響

を確認するために，各スパースネスの設定においてスケー

リング変数のグリッドサーチを行う．

4.3 結果

人工データを用いた実験結果を表 1に示す．また，スケー

リング変数のグリッドサーチ結果を図 3 に示す．NM2F

は，データのスパースネスが 9%以上の場合において，他

の手法よりも統計的有意差（p = 0.05）を満たす高い対数

尤度を示している．データのスパースネスが高まるにつれ

て，他手法との差異は大きくなっている．スケーリング変

数に対するグリッドサーチの結果（図 3）を確認すると，

適切なスケーリング変数の選択による NM2Fの性能向上

が確認できる．ただし，NM2Fはスケーリング変数のオー

ダが一致していれば対数尤度は安定して上昇するため，ス

ケーリング変数の選択に対してロバストであるといえる．

総じて補助行列を用いることによって，NM2Fは他手法に

比べ非零要素の推定精度が向上しているといえる．

4.4 実データ実験

実データ実験では 2 つのデータセットを用いる．なお

VBNMFとPMFは計算量が大きいため実験から除外した．

NMFとNM2Fの汎化性能を比較するために，観測行列X

のテストセットの平均対数尤度を用いる．これは実データ

がある確率構造から生成されると仮定した際，トレーニン

グセットから経験的に学習した NMFと NM2Fのモデル

が，それぞれ真の確率構造をどれだけ正確に推定できたか，

という指標になる．補助行列 Y，Z は，NM2Fのみが行

列分解に利用しているため汎化性能の比較には用いない．

4.4.1 Last.fmデータ

Last.fmデータセットは Hetrec 2011 *2から提供されて

いるものを利用する．データセットには 1, 892 人のユー

ザ，17,632組のアーティスト，11,946個のタグが含まれ

ている．ユーザ，アーティスト，タグ，フレンド関係にあ

るユーザのインデクスを，i，j，n，mと定める．xi,j は

あるユーザが i が，アーティスト j の楽曲を視聴した回

数とする．X ∈ R
1,892×17,632
+ を観測行列とする．yn,j は，

タグ nが，アーティスト j にタグ付けされた回数とする．

Y ∈ R
11,946×17,632
+ を補助行列とする．zi,mは，ユーザ iと

ユーザmの友人関係を表すとする．もしユーザ同士が友人

関係にあれば zi,m = 1となり，そうでなければ zi,m = 0と

なる．Z ∈ R
1,892×1,892
+ を補助行列とする．NMFとNM2F

の性能を，X のテストセットに対する平均対数尤度によっ

*2 http://ir.ii.uam.es/hetrec2011/
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表 2 実データ：テストセットに対する平均対数尤度の平均と標準偏差

Table 2 Comparison of average test log likelihood of nonzero entries among different

data sets.

Data set NMF VBNMF PMF NM2F

Last.fm −6.90± 0.03 N/A N/A −6.17 ±0.03

Togetter −27.27± 0.23 N/A N/A −12.97 ±0.48

図 4 NM2F：基底で高い値をとったアーティストとタグ（wk：上部青色棒グラフ，ak：下部

赤色棒グラフ）

Fig. 4 Artists and Tags with the highest values in bases of NM2F for Last.fm data.

図 5 NMF：基底で高い値をとったアーティストとタグ（wk：青色棒グラフ）

Fig. 5 Artists with the highest values in bases of NMF for Last.fm data.

て評価する．行列 X はスパースネスが 99.75%とスパー

ス性が高い．基底数 K は予備実験の結果から K = 20と

した．

4.4.2 Togetterデータ

ソーシャルキュレーションサービスであるTogetterデー

タ（収集期間は 2009年 9月から 2012年 7月まで）を利用

する．Togetterは，ユーザが Twitter上の発言を集めて作

成する，まとめ記事を提供するサービスである．まとめ記

事におけるユーザの発言頻度を bag of words [3]として表

現した観測行列を，X ∈ R
1,823,184×235,086
+ とする．次元は

ユーザに対応し，データ点はまとめ記事に対応する．X の

要素 xi,j は非負値であり，スパースネスが 99.9982%のス

パースな行列となる．行列X は約 180万× 20万要素の大

きさとなるが，NMFと NM2Fの乗法的更新則はデータの

スパース性を利用し効率的に計算を行える．まとめ記事に

対する補助データとして，まとめ記事での単語頻度を bag

of wordsとして表現した，補助行列を Y ∈ R
165,046×235,086
+

とする．次元は語彙種類に対応し，データ点はまとめ記事

に対応する．Y は，スパースネスが 98.77%のスパースな

行列となる．ユーザごとの補助データとして，Twitterで

のフォロワ数とリスト数 z̃ を，z = log(z̃ + 1)と変換した

数値を，補助行列Z ∈ R
1,823,184×2
+ とする．基底数K は予

備実験の結果からK = 200とした．

4.5 結果

実データ実験の定量評価の結果を表 2 に示す．2つの実

データにおいて NM2Fは NMFに対して優位な数値を示

している．表 2 から NM2Fの NMFに対する優位性を確

認できた．

次に NM2Fの性能を定性的に評価する．NM2Fによっ

て得られた基底W，Aを図 4，図 6に示す．NMFによっ

て得られた基底W を図 5 に示す．それぞれの図には 4つ

の基底を示しており，各基底で高い値をとった上位の要素

を示した．
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図 6 NM2F：基底で高い値をとった Twitter ユーザと単語（wk：上部青色棒グラフ，ak：

下部赤色棒グラフ）

Fig. 6 Users and Words with the highest values in bases of NM2F for social curation

data.

Last.fmデータセットの解析結果を検証する．図 4 の基

底#1のW では，Britney Spearsや Lady Gagaなどの女

性歌手が高い値を持つ．Aでは，popと female vocalistの

タグが高い値を持つ．NM2Fによって女性ポップ歌手とそ

れに対応するタグが抽出されたといえる．同様に，基底#2

には The Beatlesや Pink Floyd，The Roling Stonesなど

のロック歌手が高い値を持ち，classic rockや 70sなどのタ

グが同時に高い値を持つ．基底#3で高い値を持つ歌手は，

Eminemや Nine Inch Neilsなどのヒップホップ歌手があ

り，高い値を持つタグには industrial，rap，hip-hopなど

がある．最後に基底#4では，Muse，Radiohead，Nirvana

などのロック歌手と，rock，alternative，alternative rock

などのタグが基底が現れた．いずれの基底においても歌手

のジャンルとジャンルに関係性の高いタグが同時に抽出さ

れている．NM2Fはユーザの視聴履歴，アーティストのタ

グ情報，ユーザの友人関係を活用することで，理解しやす

い基底の学習を行っていることが分かる．

上の結果と NMFの分解結果W を結果を定性的に比較

する．図 5 には，NMFから得られた基底のうち，図 4 の

基底で最も高い値を持った歌手が含まれているものを示し

た．基底#1では，図 4 の基底#1のほぼ同一の歌手が抽

出された．しかし，基底#2では，NM2Fでは別々の基底

に分類された The BeatlesとMuseが同じ基底で高い値を

持つ．基底#3では，Iron MeidenやMetalicaなど異なる

ジャンルの歌手が高い値を持つ．最後に基底#4では，基底

#2の場合と同様に Pink Floyed，Muse，Nine Inch Nails

が同一の基底に現れた．以上から，NM2Fはユーザ視聴履

歴だけでは抽出できなかった精度での行列分解を実現した

結果，高いテストセットの平均対数尤度を達成したと考え

られる．

Togetterデータセットの解析結果を検証する．図 6 の

基底#1には，47newsや earthquake jp，NS Keitaiなどの

ニュース速報や地震速報を発信する Twitterアカウントや

マスコミの公式アカウントが高い値を持ち，「時，分，発生，

震度，秒」などの単語が高い値を持つ．地震や津波などの

災害情報を発信した際に注目を集めたアカウントが抽出さ

れたと考えられる．基底#2には，プロフィールにジャー

ナリズムやニュースなどをへの関心を書いた Twitterアカ

ウントが高い値を持ち，「デモ，人，リビア，ムバラク，革

命」などの単語が高い値を持つ．アラブの春に関連した情

報発信を行ったアカウントが抽出されたと考えられる．家

庭雑誌の広報アカウントである sebun digitalや芸能人，作

家のアカウントが高い値を持ち，「料理，美味しい，ラーメ

ン，カレー」などの単語が高い値を持つ．食生活に関する

アカウントが抽出されたと考えられる．最後に，基底#4

には，ウェブサービスやクラウドに関するアカウントが抽

出されており，「データ，開発，クラウド，システム」など

の単語が高い値を持つ．以上から，ユーザの共起頻度のみ
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だけでなく，単語の共起頻度や Twitter上の人気度などの

複合的な行列を同時に分解することで，基底を多角的に解

釈が可能になり，かつ非負制約を課すことにより，理解し

やすい基底が抽出可能になるといえる．

5. 考察

本稿では，高度にスパースな観測行列を分解する際に，他

の補助行列を用いて，非負制約下で行列を同時分解する手法

として，複合非負値行列因子分解（Non-negative Multiple

Matrix Factorization: NM2F）を提案した．NM2Fで扱う

問題を定式化したのち，一般化 KLダイバージェンスを用

いて再構成誤差を定め，補助関数法によるパラメータ推定

法を提示した．NM2Fのブロック未定義領域あり NMFと

しての解釈と，ポアソン分布を用いた確率的生成モデルと

しての解釈を行った．人工データ実験によって，NM2Fと

他の既存手法の汎化性能を比較し，NM2Fの優位性を示し

た．さらに実データ実験によって，NM2Fが実データでも

定量的に有効な性能を示した．NM2Fの学習した基底行列

W と補助基底行列 Aを照らし合わせることで，ソーシャ

ルメディアデータの解析結果の解釈が容易になることを定

性的に示した．

提案した NM2Fが持つ課題あるいは拡張の余地として

は，補助行列が 3つ以上存在する場合の複合行列分解，あ

るいは非負制約を課さない複合行列分解の検討などがあげ

られる．また，非負制約が直感的に理解しやすい行列分解

結果を示すとされているが，被験者実験などを用いた認知

心理学的なアプローチから定量的に評価する必要がある．

再構成性誤差においては，一般的な βダイバージェンス [9]

での定式化や，データごとに異なる β ダイバージェンスを

用いた定式化を行い，データの生成過程をより柔軟に記述

するモデルを検討する必要がある．
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付 録

A.1 補助関数法

補助関数法によるNMFの乗法的更新則導出法を述べる．

再構成誤差に一般化 KLダイバージェンス（gKL）を用い

た NMFの再構成誤差は，

D(X|W ,H)

=
I∑

i=1

J∑
j=1

(
x̂i,j − xi,j log

K∑
k=1

wi,khk,j

)
+ const,

(A.1)

である．式 (A.1)を最小化する乗法的更新則を補助関数法

によって求める．まず補助変数 ri,j,k ≥ 0,（1, · · · , K）を

導入し，Jensenの不等式によって補助関数（上限）を求め

る．式 (A.1)に補助変数を挿入し，

I∑
i=1

J∑
j=1

(
x̂i,j − xi,j log

K∑
k=1

wi,khk,j

)

=
I∑

i=1

J∑
j=1

(
x̂i,j − xi,j log

K∑
k=1

ri,j,k
wi,khk,j

ri,j,k

)
, (A.2)

と変形する．Jensenの不等式を用いて，再構成誤差 D に
対する補助関数（上限）F(X|W ,H, ri,j,k)を求める．

D(X|W ,H)

=
I∑

i=1

J∑
j=1

(
x̂i,j − xi,j log

K∑
k=1

ri,j,k
wi,khk,j

ri,j,k

)

≤
I∑

i=1

J∑
j=1

(
x̂i,j − xi,j

K∑
k=1

ri,j,k log
wi,khk,j

ri,j,k

)

� F(X|W ,H, ri,j,k). (A.3)

ここでは例として wi,k について再構成誤差を最小化する．

補助関数を wi,k について偏微分すると，

∂F
∂wik

=
J∑

j=1

(
hk,j − xi,j

ri,j,k

wi,k

)
, (A.4)

を得る． ∂2F
∂2wik

≥ 0であるから，補助関数は wi,k に関して

凹である．すなわち停留点が wi,k に関して最小値を与え

る． ∂F
∂wik

= 0を解くと，

wnew
i,k =

∑J
j=1 xi,jri,j,k∑J

j=1 hk,j

∈ W new, (A.5)

を得る．このとき，

D(X|W new, H) ≤ F(X|W new,H, ri,j,k), (A.6)

である．Jensenの不等式の性質から，式 (A.6)の等号成立

条件は，

ri,j,k =
wi,khk,j∑K

k=1 wi,khk,j

, (A.7)

である．したがって補助変数を上記の値に設定すること

で，補助関数最小化問題の解は元の再構成誤差最小化問題

の解と一致する．以上から，式 (A.7)を式 (A.5)に代入す

ることで，乗法的更新則，

wnew
i,k = wi,k

∑J
j=1

xi,j

x̂i,j
hk,j∑J

j=1 hk,j

, (A.8)

が得られる．hk,j に関する乗法的更新則も同様に導出さ

れる．

A.2 補助関数法によるNM2Fの乗法的更新
則導出

式 (7)を最小化するよう各変数の乗法的更新則を導出す

る．hk,j，an,k，bk,m についても以下と同様に乗法的更新

則は求められる．
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D(X,Y , Z|W ,H, A,B; α, β)

�
I∑

i=1

J∑
j=1

(
x̂i,j − xi,j log

K∑
k=1

wi,khk,j

)

+ α

N∑
n=1

J∑
j=1

(
ŷn,j − yn,j log

K∑
k=1

an,khk,j

)

+ β

I∑
i=1

M∑
m=1

(
ẑi,m − zi,m log

K∑
k=1

wi,kbk,m

)
. (A.9)

補助変数として，ri,j,k，sn,j,k，ti,m,k（
∑

k ri,j,k = 1，∑
k sn,j,k = 1，

∑
k ti,m,k = 1）を定める．D の上限 F

は Jensenの不等式を用いて，

D(X,Y , Z|W ,H, A,B; α, β)

≤
I∑

i=1

J∑
j=1

(
x̂i,j − xi,j

K∑
k=1

ri,j,k log
wi,khk,j

ri,j,k

)

+ α

N∑
n=1

J∑
j=1

(
ŷn,j − yn,j

K∑
k=1

sn,j,k log
an,khk,j

sn,j,k

)

+ β

I∑
i=1

M∑
m=1

(
ẑi,m − zi,m

K∑
k=1

ti,m,k log
wi,kbk,m

ti,m,k

)

� F(X,Y , Z|W ,H,A, B; α, β, ri,j,k, sn,j,k, ti,m,k),

(A.10)

と求められる．等号は，

ri,j,k =
wi,khk,j∑K

k=1 wi,khk,j

, sn,j,k =
an,khk,j∑K

k=1 an,khk,j

,

ti,m,k =
wi,kbk,m∑K

k=1 wi,kbk,m

. (A.11)

のとき成立する．wik について F を偏微分すると，
∂F

∂wik

=
J∑

j=1

(
hk,j − xi,j

ri,j,k

wi,k

)
+ β

M∑
m=1

(
bk,j − zi,m

ti,m,k

wi,k

)
,

(A.12)

を得る． ∂F
∂wik

= 0とおくと，式 (A.12)は以下のように書

き下せる．

wi,k =

∑J
j=1 xi,jri,j,k + β

∑M
m=1 zk,mti,m,k∑J

j=1 hk,j + β
∑M

m=1 bk,m

. (A.13)

以上から，wi,k の乗法的更新則は，

wnew
i,k = wi,k

∑J
j=1

xi,j

x̂i,j
hk,j + β

∑M
m=1

zk,m

ẑk,m
bi,m∑J

j=1 hk,j + β
∑M

m=1 bk,m

,

(A.14)

となる．NMFも含めて，乗法的更新則では観測値と推定

パラメータの要素積を計算するが，観測値が零の場合は計

算を省略，効率化できる．乗法的更新則の計算を効率的に

行うために X の第 j 列ベクトルにおける非零要素の集合

を Ij とし，第 j 列ベクトルの和を
∑

i∈Ij
と定める．同様

に，X の第 i行ベクトル，Y の第 j 列ベクトル，Z の第 i

列ベクトルの非零要素の集合を Ji，Mi，Nj とすると，上

記の乗法的更新則は，

wnew
i,k = wi,k

∑
j∈Ji

xi,j

x̂i,j
hk,j + β

∑
m∈Mi

zk,m

ẑk,m
bi,m∑

j hk,j + β
∑

m bk,m
,

(A.15)

となり，観測行列と補助行列の非零要素の演算を効率的に

行える．したがって行列のスパース性の高いほど計算速度

が向上する．

なお F の 2階偏微分は，

∂2F
∂w2

i,k

=
J∑

j=1

(
xi,j

ri,j,k

w2
i,k

)
+ β

J∑
j=1

(
zi,m

ti,m,k

w2
k,j

)
≥ 0,

(A.16)

となるため，wi,k について F は convexであり，解は局所

解に向かって単調収束することが保証される．乗法的更新

則では，ALSのように解の非負制約が乗法的更新則で明示

的に課されていないが，変数を非負値で初期化すれば，お

のずと非負制約の下で解が求まる．
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