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結合自由エネルギー計算を用いた 
薬物クリアランス経路予測の改善 

 

齊藤有紀†1 石田貴士†1 関嶋政和†1 秋山泰†1 
 

概要：近年，薬剤開発に必要な時間や費用が増大しており，薬剤開発の期間短縮や費用削減が求められている．その

ための手法としてコンピュータ上でのシミュレーションを用いて，ターゲットとなるタンパク質を阻害する薬物の構

造を設計する手法が注目を浴びている．一方で，薬物として使用する化合物は，体内で代謝・排泄されなければなら

ないという条件がある．この条件を満たす薬物の選定のために行われるのが薬物クリアランス経路予測である．そこ

で我々は，コンピュータ上で行われるシミュレーションのひとつである，タンパク質と化合物のドッキング計算によ

る結合自由エネルギー計算を，薬物クリアランス経路の予測に応用し，これまで我々が開発してきたクリアランス経

路予測システムの精度改善を行った． 
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Improvement of drug clearance pathway prediction  
using binding free energy calculation 
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Abstract : Recently, drug development needs longer term and larger budget than before, so it is needed to decrease of them. From 
such a reason, the computer simulation-based techniques to design drugs which inhibit a target-protein is in the spotlight now. On 
the other hand, the drugs must be metabolized and excreted. And, one of the techniques to search the chemical compound which 
satisfy this condition is the drug clearance pathway prediction. Then, we tried to use binding free energy calculation of 
protein-ligand complex with the docking calculation, one of the computer simulation, for the drug clearance pathway prediction, 
we improved precision of the system for drug clearance pathway prediction previously developed in our lab.  
 
Keywords : drug clearance pathway prediction, drug discovery assistance, docking calculation, binding free energy calculation, 
machine learning 

 
 

1. はじめに   

 現在，新薬の開発には多くの費用と長期にわたる開発期

間が必要となっており，開発後期の段階において開発が中

止となると非常に大きな損失となる 1)．そのため，開発初

期の段階における薬物候補化合物の選定精度を向上させ，

無駄なコストをできる限り削減し，開発期間の短縮を行う

ことの重要性が高まっている． 

 薬物候補化合物の選定には様々な手法が取り入れられて

いるが，我々は化合物の物理学的特徴を入力として機械学

習を用いることで，薬物クリアランス経路の予測を行うシ

ステムの開発を行ってきた 2)3)4)5)6)7)．クリアランス経路と

は薬物が代謝・排出される経路であり，このクリアランス

経路を正確に予測することができれば，生化学実験を必ず

しも行わなくても代謝・排出されない化合物を薬物候補化

合物から除外することができ，薬物候補化合物の選定精度

を向上させ，無駄なコストをできる限り削減することが可

能になる．我々が以前に開発した手法では，有機アニオン

トランスポーターによる肝臓への取り込み(Organic anion 
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transporting polypeptide, OATP)などの経路については高い

予 測 精 度 を 達 成 し た 一 方 ， グ ル ク ロ ン 酸 抱 合

(UDP-glucuronosyltransferase, UGT) や シ ト ク ロ ム

P450(Cytochrome P450, CYP)の一部の経路については十分

な予測精度が得られておらず，それらの経路の予測につい

ては，更なる改良が必要とされている． 

 CYP は，水酸化酵素ファミリーの総称であり，いくつも

の種類の CYP が発見されている．それらはアミノ酸配列の

相同性によって分類され，CYP1A2,CYP2C9,…といった名

前が付けられている 8)．  

 薬物候補化合物とタンパク質のドッキング計算は，薬物

候補化合物とタンパク質の構造データから，分子間，原子

間に働く力を計算することで も安定な構造やその時のエ

ネルギーを計算する手法である．ドッキング計算は阻害剤

の設計などに用いられてきたが，薬物クリアランス経路予

測の領域においても，薬物代謝を行うタンパク質は必ず薬

物と結合して代謝を行うため，ドッキング計算によって代

謝タンパク質と薬物候補化合物との結合自由エネルギーを

計算し，代謝を行うタンパク質と結合するか判定すること

でクリアランス経路予測に利用できる可能性が考えられる． 

 そこで本研究では，このドッキング計算を用いて，我々
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がこれまで研究を行ってきた機械学習によるクリアランス

経路予測の精度を改善することを試みた．この手法では腎

排泄(Renal)のような過程の複雑な経路の予測は難しいた

め，代謝タンパク質がはっきりとしている CYP を今回の対

象経路とする。 

2. 先行研究 

 計算機上での薬物クリアランス経路予測に関する研究は

これまで複数の研究グループによって行われてきており，

CYP による水酸化，ドーパミン-β-水酸化酵素，UGT 等の

経路について既知の薬物の構造から論理プログラミングに

よって予測を行う手法 9)，CYP による薬物代謝を機械学習

を用いて予測する手法 10)や，CYP1A2 の阻害剤かどうかを

機械学習で予測する手法 11)などが提案されている．また，

我々は矩形領域法 2)3)4)，サポートベクターマシン(support 

vector machine, SVM)5)，ブースティング 6)，など様々な学

習アルゴリズムを用いた予測システムを開発してきた．  

これらの手法は単一のクリアランス経路を持つ薬物を

対象として行われた研究であったが，薬物の中には複数の

代謝タンパク質の作用によって代謝されていくものも存在

する．そういった薬物のクリアランス経路予測に対応する

ために我々は複数のクリアランス経路を持つ薬物に対する

予測手法を開発し，さらに精度向上のために多段階での予

測を行った 7)． 

我々の研究では，{CYP3A4, CYP2C9, CYP2D6, CYP1A2, 

CYP2C8, CYP2C19, Renal, OATP, UGT}の 9 経路を対象とし

て，薬物クリアランス経路の予測を行った． 

先行研究において示された多段階予測による薬物クリ

アランス経路予測の f 値による精度を示す．f 値は recall と

precision の調和平均で表される．recall と precision は以下

のように求められる． 

 True Positive(TP):実際に正例のものを正しく予測でき

た時 

 True Negative(TN):実際に負例のものを正しく予測で

きた時 

 False Positive(FP):実際は負例のものを間違って予測し

た時 

 False Negative(FN):実際は正例のものを間違って予測

した時 

 recall = +  

precision = +  

 

一般に recall の値を上げれば precision の値を上げれば

recall の値が下がる傾向にあり，その調和平均である f 値は

総合的な判定性能を表す．表  1 から明らかなように，

CYP2D6，CYP1A2 および UGT の予測精度が他の経路に

比べて低くなっており，この手法は薬物のクリアランス経

路予測としてまだ十分完成しているとは言えない． 

 

表 1 先行研究における結果 

Table 1 Result of prior research 

f 値 

CYP3A4 0.765 

CYP2C9 0.611 

CYP2D6 0.388 

CYP1A2 0.489 

CYP2C8 0.750 

CYP2C19 0.616 

Renal 0.711 

OATP 0.770 

UGT 0.433 

 

3. 薬物ドッキングによる結合自由エネルギー

計算 

ドッキング計算は通常，ターゲットのタンパク質のポケッ

ト構造によく適合する薬物を設計するために利用されるが，

その適合の良し悪しは結合自由エネルギーを近似的に計算

することで判定している．ある薬物が代謝されるためには，

まずその代謝に関わるタンパク質と結合することが必須で

あるが，その薬物が代謝に関わるタンパク質と結合しない

ことを知ることができれば，我々はその薬物がその経路に

よって代謝されないことを知ることができる．そのため，

薬物と代謝に関わるタンパク質との間の結合自由エネルギ

ーを正確に求めることができれば，その情報からクリアラ

ンス経路予測の精度の改善がされる可能性が考えられる． 

3.1 薬物ドッキング 
薬物ドッキングは，低分子化合物とタンパク質との間の複

合体構造をコンピュータ上で計算的に推定する手法である．  

 ドッキング計算を行うプログラムは，1982 年に開発され

た DOCK12)をはじめ，GOLD13)，FlexX14)，Glide15)等数多く

存在する．本研究では，無償で使用することが可能であり，

長期間に渡って多くの薬剤開発研究で使用されてきた

AutoDock16)を使用した． 

3.1.1 AutoDock 

AutoDock はスクリプス研究所によって開発されたタンパ

ク質-リガンド間のドッキング計算を行うプログラムであ

る．AutoDock では複合体構造の探索アルゴリズムに遺伝的

アルゴリズムを使用している． 

ドッキングポジションの探索では図 1 に示すように，ま

ずタンパク質および化合物の構造を変化させて複数種類発

生させ，化合物の位置を移動させてエネルギー的に も安

定なポジションを探索する． 
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図 1 AutoDock のドッキング手順 

(AutoDock4.2 User Guide17)より引用) 

Figure 1 Procedure of AutoDock docking calculation 

(from AutoDock4.2 User Guide17) ) 

 

 AutoDock では，iを化合物のi番目の原子，jをタンパク質

のj番目の原子として以下のようなスコア関数を用いて結

合自由エネルギーを kJ/mol 単位で計算し，そのエネルギー

の安定な順に結果をランキングして返す． 

 ∆G = − +, ,  
           + −, +  
           +∆ + ,  

  

ただし， はiとjの距離， , はファンデルワールス・

パラメータ， , は水素結合を表現するポテンシャルの

係数， は原子間距離のガウス関数の係数である．また，

は 水 素 結 合 の 数 に 基 づ く 補 正 項 ，, , , はそれぞれファンデルワールス，静電

相互作用，水素結合，脱溶媒和の各項の重み係数を表す．∆ は化合物がタンパク質と結合することで構造が安定

することによる単結合 1 つあたりのエントロピー減少によ

るエネルギー減少を表し，それに回転可能な結合の数をか

けて自由エネルギーに考慮している． 

4. 提案手法 

 本研究ではドッキングによって推定された結合自由エネ

ルギーを用いて薬物クリアランス経路の予測を行う 2 つの

手法を開発した．第一の手法では，結合自由エネルギーの

値で従来手法の予測結果にフィルターをかけることで，不

正解化合物を除外して精度を向上させることを目指した．

第二の手法では，結合自由エネルギーの値を機械学習の特

徴量に加え，薬物クリアランス経路予測を行った． 

 この手法を行うには，代謝に関わるタンパク質の構造が

決定されている必要がある．表 1 にある経路のうち，CYP

についてはすべて構造データが確認された．このうち，

CYP1A2 および CYP2D6 についての f 値が 0.5 を下回り，

予測精度が十分でないと考えられるため，対象経路をこの

2 つとする． 

4.1 データセット 
本研究では堀田らの先行研究 7)で用いられたものと同じデ

ータセットを使用した． 

 データセットは各化合物の電荷，血漿タンパク質非結合

率，分子量，分配係数の 4 つの物理化学的特徴量と，薬物

クリアランス経路をまとめたものである．このデータセッ

ト は {CYP3A4, CYP2C9, CYP2D6, CYP1A2, CYP2C8, 

CYP2C19, Renal, OATP, UGT}の 9 種類の代謝経路に関する

データセットであり，複数のクリアランス経路を持つ化合

物も存在する計 244 化合物のマルチラベルのデータセット

である．ただし，本研究では上述の通り CYP1A2，CYP2D6

の 2 経路のみを予測対象とした． 

4.2 提案手法 1：結合自由エネルギーによるフィルタリン

グ 
本手法は，既存の予測手法において，あるクリアランス経

路で代謝されると判定された候補化合物について結合自由

エネルギーの値をもとに並び替え，ある基準を満たす候補

化合物をその経路で代謝されると予測する手法である．こ

れは誤って代謝されると予測をされている化合物を予測か

ら取り除くことを目指すものである．以下この手法を「結

合自由エネルギーによるフィルタリング」と呼ぶ． 

4.3 提案手法 2：結合自由エネルギーを特徴量に加えた予

測  
2 つ目の提案手法は，先行研究で選んだ 4 つの特徴量に，

結合自由エネルギーを新たに特徴量として加えた学習を行

う手法である．提案手法 1 では結合自由エネルギーの値と

その他の特徴量を線形に扱っているため，機械学習の特徴

量に直接加えることにより，さらに複雑な関係を学習可能

になる可能性がある．先行研究では多段階に SVM を使用

する手法を提案していたが，分類器が複雑になってしまう

ため今回は一段階の SVM で学習，予測を行った．以下こ

の手法を「結合自由エネルギーを特徴量に加えた予測」と

呼ぶ． 

4.3.1 学習パラメータと特徴量の正規化 

SVM のカーネルには，線形カーネルや多項式カーネル等が

存在するが，今回はカーネルとして以下の式で表される

Gaussian Kernel を用いた． 

 K , = − ‖ − ‖  

 

また，γの値として，{0.005，0.01，0.05，0.1，0.2，0.5，

0.7，1.0，2.0，5.0，7.0，10} の 12 通りとソフトマージン

のコストパラメータ C の値として，以下の 226 通りを探索． 
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 0.01 から 0.1 まで 0.01 刻みで 10 通り 

 0.15 から 1.0 まで 0.05 刻みで 18 通り 

 1.5 から 100 まで 0.5 刻みで 198 通り 

計 2712 通りの組み合わせで予測を行い，f 値が 大にな

る組み合わせを探索した． 

また，正解化合物と不正解化合物の個数に偏りがあるた

め，先行研究と同様にその比率が 1:1 になるようにデータ

に重みづけをした． 

各特徴量は値の範囲が異なるため，学習を行う前に各特

徴量を正規化(normalization)した．正規化の方法としては，

先行研究に従い以下の変換によって正規化を行った． 

これは， を各データ値， はデータの平均値， はデー

タの標準偏差とし，平均 0，分散 1 となるように，以下の

式を用いて変換を行ったものであり，一般に z_score と呼

ばれる． 

 = −√  

 

5. 実験と考察 

5.1 タンパク質立体構造データと化合物構造データ 
 タンパク質の立体構造データは PDB18)からダウンロード

した．CYP2D6 の構造データは PDBID:2F9Q のものを使用

した．CYP1A2 については，単体の結晶構造のデータが PDB

に存在しなかったため，alpha-naphthoflavone との共結晶構

造である PDBID:2HI4 のものから CYP1A2 部分を取り出し

て使用した． 

化合物構造データは ZINC19)からダウンロードした．この

際，適当な構造データが発見できなかった化合物があり，

先行研究よりデータ数が減少している．また先行研究にお

いて，その経路において代謝されるかどうかはっきりとし

た分類ができていなかった化合物もあり，それも除外した．

その結果，実際に本実験に用いた化合物数は表 2 のように

なった． 

 

表 2 実験に使用した化合物数 

Table 2 Number of compounds 

タンパク質 先行研究 7)の化合物数  本研究の化合物数

CYP1A2 244 ⇒ 217 

CYP2D6 244 ⇒ 219

 

5.2 予測性能評価 
本研究では，結合自由エネルギー予測値を特徴量に加えた

SVM による予測を使用する際に交差確認法 (cross 

validation)を使用し評価を行った．提案手法 2 の性能評価で

は，leave-one-out cross validation を使用し，f 値を算出した． 

5.3 実験結果 
5.3.1 実験 1：結合自由エネルギーによるフィルタリング(提

案手法その 1) と従来手法の比較 

結合自由エネルギー予測値によるフィルタリングを行った

場合と従来手法単体との予測性能の比較を行った．  

図 2 に CYP1A2 と CYP2D6 について結合自由エネルギ

ー予測値による従来手法のフィルタリングと従来手法によ

るそれぞれの f 値を示した．CYP1A2 について，従来手法

の f 値は 0.489 であったのに対し，提案手法 1 では 0.578 と

大きく改善した．CYP2D6 についても同様で，従来手法の

f 値が 0.387 であったのに対し，提案手法 1 では 0.412 に改

善した． 

図 2 より，薬物ドッキング計算による結合自由エネルギ

ーの予測値は従来手法の精度を改善するためのフィルター

として利用し得ることがわかった．しかし，その有効性に

ついて検定は行っていないため，今後十分に検討する必要

がある． 

5.3.2 実験 2：結合自由エネルギーを特徴量に加えた予測(提

案手法 2) 

ドッキング計算による結合自由エネルギーの予測値を新た

に化合物の特徴量として加え，計 5 つの特徴量を入力にし

た SVM を使用した．また，特徴量はすべて z_score で正規

化した．この結果を，従来の 4 つの特徴量を入力とする

SVM による予測の結果と比較した． 

図 3 に CYP1A2 と CYP2D6 について結合自由エネルギ

ーを特徴量に加えた SVMによる予測と従来の SVMによる

予測のそれぞれの f 値を示した．この結果，CYP1A2 につ

いては提案手法 2 の f 値が 0.525 となり，他の手法を上回

った．しかし，CYP2D6 については改善が見られなかった． 

これは，一部の候補化合物の構造データを見つけられな

かったために，正例，負例それぞれの代表点となるような

特徴的な化合物が除外され，学習によってきれいな境界面

を見つけることが困難だった可能性がある．そのため，先

行研究に用いたデータと同じデータを用いることで

CYP2D6 についても改善が見込まれる． 

解決法としては，他の化合物データベースから構造デー

タを収集することが考えられるが，それでも発見できない

場合は構造式から分子モデルを作成するソフトウェアを使

用するなどして独自で構造データを用意する必要がある． 

5.4 クリアランス経路予測の考察 
実験 2 の結果では期待したほどの精度の改善は見られなか

った．しかし，1 段階の SVM 同士で比較すれば結果は改善

しており，結合自由エネルギーを特徴量に加えるという手

法自体は正しいと考えられ，先行研究と同様に多段階での

予測を行えば先行研究の精度よりも高い精度での予測を行

うことが可能であると考えられる． 
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6. 結論 

6.1 本論文のまとめと結論 
本研究では，ドッキング計算による結合自由エネルギー計

算を利用して，薬物クリアランス経路予測の精度改善を行

った．その手法として，結合自由エネルギー予測値による

フィルタリング(提案手法 1)と結合自由エネルギー予測値

を特徴量とする SVM を用いて学習・予測を行う手法(提案

手法 2)を提案した． 

 提案手法 1 では，従来の薬物クリアランス経路予測の手

法の予測結果に結合自由エネルギーの予測値によるフィル

タリングを行うことで，ある経路で代謝されると誤って判

定されていた候補化合物を除外することにより，予測精度

を向上させる効果があることが分かった． 

 提案手法 2 では，結合自由エネルギーの予測値を特徴量

とする SVM による学習・予測を行ったが，期待した程の

精度改善は見られなかった．しかし，学習データ数の増加

やドッキング計算の精度改善，学習・予測の多段階化など

により，今後，従来手法の精度を改善できる可能性がある． 

これらの結果により，本研究では結合自由エネルギーの

予測値を他の特徴量とあわせて使うことで従来までの手法

による予測結果の精度を改善することができることがわか

った． 

6.2 今後の課題 
本研究の実験において，いくつかの化合物を除外しており，

先行研究との厳密な比較ができていないと思われる．その

ため，データセットを統一して再実験を行うことで SVM 

の学習精度も上がり，分類精度が上がる可能性がある． 

また，今回の実験 1 および実験 2 では厳密な学習や予

測を行わずに精度を比較したが，きちんと学習及び予測を

行った上での精度はどのようになるのか確認する必要があ

る． 

今回の実験 2 では学習，および予測が複雑になってしま

うため，5 つの特徴量による多段階での予測は行わなかっ

た．正確に先行研究の結果と比較するためには，5 つの特

徴量を用いた多段階予測について今後改めて精度比較を行

う必要があると考えられる． 

 

図 2 提案手法 1 による予測および従来手法による予測の f 値 

図 3 提案手法 2 による予測および従来手法による予測の f 値 

 

Figure 2 f-value of method 1 (filtering of previous method with docking free energy) 

Figure 3 f-value of method 2 (prediction with SVM using binding free energy) 
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