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Wikipediaのカテゴリグラフ解析による
語句の確率的分類とその応用
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概要：語句をカテゴリ（トピック）に分類した概念辞書は，文書分類をはじめ様々なアプリケーションの基
盤リソースとして必要とされている．代表的な概念辞書であるWordNetは一般語を網羅的に定義している
が，固有名詞や専門用語，新語はあまり網羅されていない．一方，大規模Web百科事典であるWikipedia
はそのような語句を数多く定義しており，また，語句を分類するためのカテゴリ構造を有している．しか
し，Wikipediaのカテゴリ構造は，複数の親やループを許容するネットワーク構造であるため，ある語句が
どのカテゴリに属しているかを判別するのは難しい．そこで本研究では，グラフ理論に基づいてWikipedia
のカテゴリネットワークを解析し，確率的に語句を分類する手法を提案する．また，語句の確率的分類の
結果を教師データとし，ナイーブベイズによる文書分類を行う．Web検索のスニペットを代表的な 8カテ
ゴリに分類するタスク，および科学に関するニュースのスニペットを 8つの領域に分類するタスクにおい
て評価を行い，提案手法の有効性を確認した．
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Abstract: Taxonomies, which classify terms into categories (topics), are required as fundamental resources
for many applications including text classification. WordNet is one of the representative taxonomies and
defines general terms, though it defines few named entities, specific terms and new words. On the other
hand, Wikipedia, a large-scale free online encyclopedia, defines such terms and classifies them into a variety
of categories. However, because the category structure is a network that allows multiple parents and loops,
it is hard to determine whether a term belongs to a category or not. In this paper, we propose a method to
probabilistically classify terms by analyzing Wikipedia category network based on graph theories. We also
propose a text classification method using the result of probabilistic term classification and Naive Bayes. In
the experiments on both Web snippet dataset and science news dataset, we confirmed the effectiveness of
our method for classifying texts into several categories.
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1. はじめに

語句をカテゴリ（トピック）に分類した概念辞書は，テ

キスト分類をはじめ様々なアプリケーションの基盤リソー

スとして必要とされている．WordNet [2]は一般語を分類

した概念辞書であり，語句の上位下位関係を定義してい

る．しかし，WordNetは固有名詞や専門用語，新語など
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をあまり定義していないことがデメリットとしてあげられ

る．また，WordNetでは語句の上位概念（“Lion”に対し

て “Mammal,” “Animal”など）は定義されているが，語句

のトピックによる分類（“Lion”に対して “Nature”など）

を行っていないため，本研究が目的とするトピックによる

分類には適していないと考えられる．一方，大規模Web百

科事典であるWikipediaでは，固有名詞や専門用語，新語

などを多数定義しており，それらの語句は上位概念だけで

なく上位のトピックにも分類されているため，テキストを

様々なトピックに分類するための外部知識として非常に優

れている．本研究では，このような例に対して正しく語句

をトピックに分類するため，Wikipediaのカテゴリ構造を

そのまま入力として用いている．しかし，Wikipediaで定

義されている任意のカテゴリに語句を分類することは難し

い．これは，Wikipediaのカテゴリ構造が複数の親やルー

プを許容するネットワーク構造をなしているためである．

このようなWikipediaのカテゴリ構造の性質により，ある

語句から親カテゴリをたどっていくと，まったく関係のな

いカテゴリに到達することが頻繁に起こりうる．たとえ

ば，動物の “Lion”についての記事から親カテゴリをたどっ

ていくと，“Lions,” “Panthera,” “Pantherinae,” “Felids,”

“Cats,” “Domesticated animals,” “Agriculture”とあまり

関係のないカテゴリに到達できる．さらに親カテゴリをた

どれば “Humans,” “Economics,” “Education”などのカテ

ゴリにも到達可能である．このように，Wikipediaでは親

カテゴリをたどることで 1つの記事から様々な種類のカテ

ゴリに到達できるため，単純に親カテゴリをたどる手法に

よって語句を分類することは難しい．

そこで本研究では，Wikipediaの記事を確率的に分類す

ることを考える．つまり，カテゴリに属するか否かではな

く，どの程度の確率で属するかという数値として表現す

る．Wikipediaのカテゴリ構造では，ある記事から親カテ

ゴリをランダムにたどっていったとき，そのパス上でより

確実に出現するカテゴリに対して，より強く所属している

と考えられる．そこで，親カテゴリをたどる際に確率的に

スコアを割り当て，より大きいスコアを持つカテゴリに強

く所属すると見なす．これは，隣接ノードのいずれかに等

確率で遷移するランダムウォークを用いて表現できる．提

案手法では，あらかじめ指定した複数のカテゴリ（基底カ

テゴリ）に対し，ある語句から親カテゴリをたどったとき，

それらのカテゴリに到達する確率を，ランダムウォークに

より算出する．また，親カテゴリを再帰的にたどるという

処理は計算量が大きいため，行列を利用した数値解析によ

る手法を用いてグラフカーネルを構築し，計算の効率化を

図る．具体的には，Wikipediaの各カテゴリをノードとし

たグラフについて親カテゴリへの遷移確率行列を作成し，

基底カテゴリを意図的にシンクノード（スコアを吸収する

ノード）として，各シンクにどの程度スコアが流れるかを

べき乗法を用いて算出する．本手法は PageRank [4]の計

算方法と似ているが，対象とする行列が既約ではない（も

ちろん原始的でもない）ことや，最終的に導出するものが

各ノードのスコアではなくカーネルの役割を果たす行列で

あることから，べき乗法を収束させるための工夫が必要で

ある．本研究では，グラフカーネルを構築するためのべき

乗法の収束性と計算方法について明らかにする．

また，提案手法の応用として，Wikipediaで定義されて

いる語句についての確率的な分類結果を用いて，テキス

ト（スニペット）の分類を行う．テキスト分類では一般的

に，教師データを作成し，ナイーブベイズ（NB）[1]やサ

ポートベクタマシン（SVM）[22]などの機械学習手法を用

いる．最近では，Wikipediaを用いたテキスト分類に関す

る研究が行われているが，Wikipediaのカテゴリをそのま

ま用いるのではなく，教師あり学習の素性として用いてい

る．一方，提案手法では，Wikipediaのカテゴリ構造をそ

のままテキストの分類に利用することが可能である．すな

わち，語句を確率的に分類することにより，ナイーブベイ

ズといった確率的な文書分類手法を適用できる．これによ

り，カテゴリを代表する名前をWikipediaのカテゴリの中

から指定するだけで，自動的にテキストを分類できる．

以下，2章で関連研究について述べ，3章で提案手法に

ついて詳述する．4章で提案手法を用いたテキスト分類に

ついて説明し，5章でテキスト分類における評価実験につ

いて説明する．最後に 6章で本研究のまとめと今後の課題

について述べる．

2. 関連研究

2.1 Wikipediaマイニング

Wikipediaを知識抽出の対象とする研究（Wikipediaマ

イニング）は 2006年に注目を集め，以降急速に研究対象

としての認知度が高まっていった．Wikipediaは，Wikiを

ベースにした大規模Web百科事典であり，誰でもWebブ

ラウザを通じて記事内容を変更できることが大きな特徴

である．そのため，幅広い分野について，一般的なエン

ティティから新しいエンティティに至るまで記事が網羅さ

れており，記事（エンティティ）数は，最も多い英語版で

380 万，日本語版で 78 万である（2012 年 1 月時点）．ま

た，Wikipediaは，記事の網羅性や即時性だけでなく，カ

テゴリ構造，密な記事間リンク，言語リンク，質の高いア

ンカーテキスト，URLによる語義の一意性など，知識抽出

のコーパスとして有利な性質を数多く持っている [7]．加

えて，Wikipediaの全データがオンラインで無償公開*1さ

れていることも，Wikipediaマイニングに関する研究が急

速に発展した要因の 1つと考えられる．

Wikipediaのカテゴリ構造は，Wikipediaマイニングに

*1 http://dumps.wikimedia.org/
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関する研究において重要な性質であり，関連度計算 [17]

や関係抽出 [8], [11], [19] など，様々な情報の抽出に用い

られている．Wikipediaのカテゴリ構造を用いた文書分類

（トピック推定）は Schönhofen [14]や Syedら [21]，Phan

ら [10]によって行われているが，Wikipediaで定義されて

いるカテゴリをそのまま分類に用いるのでなく，教師あり学

習の素性として利用している．本研究では，Wikipediaの

カテゴリ構造をそのまま文書分類に利用できるような手法

を提案している．また，隅田ら [20]はWikipediaのカテゴ

リ構造や記事のテキストから語句の上位概念（“Bill Gates”

に対して “CEO”や “Human”など）を抽出している．し

かし，本研究が目的とするトピックによる分類において

は，上位下位関係のみでは不十分である．たとえば，“Bill

Gates”という語句はトピックの 1つとして “Computing”

に強く属していると考えられるが，“Bill Gates”から上位

概念をたどっても “Computing”にたどりつくことはなく，

結果として “Bill Gates”を “Computing”に分類できない．

本研究では，このような例に対して正しく語句をトピック

に分類するため，Wikipediaのカテゴリ構造をそのまま入

力として用いている．

Wikipediaにランダムウォークを適用した例としては，

WikiWalk [23]があげられる．WikiWalkでは，Wikipedia

の記事およびカテゴリをノードとしたグラフに対して

PageRankを適用し，関連度を計算している．本研究でも

ランダムウォークを用いているが，単純な関連度ではなく，

指定したトピックへの所属の度合いを算出している点で目

的が異なる．加えて，本研究ではWikipediaのカテゴリグ

ラフから所属確率を算出するために PageRankを拡張して

いる．これは，対象とするカテゴリグラフから抽出した遷

移確率行列が PageRankの収束条件を満たしていないこと

と，収束条件を満たすための一般的な方法が所属の度合い

を算出するのにあまり適していないことに起因する．具体

的には，べき乗法（後述）を用いて PageRankを収束させ

るためには遷移確率行列が原始行列（primitive matrix）と

なるよう修正する必要があり [4]，一般的な PageRankで

は意図的にある確率でランダムにグラフ中の別のノードに

遷移（テレポート）させることでこれを解決している．本

研究は，カテゴリ（トピック）への所属確率という，より

関係性の明確な情報を得ることが目的であるため，上記の

方法で収束条件を達成しようとした場合，得られる所属確

率に多くのノイズ情報が含まれることになる．そのため，

本研究ではカテゴリへの所属確率の計算に適した拡張を行

い，収束条件の達成を図る．

2.2 ナイーブベイズによるテキスト分類

テキスト分類あるいは文書分類に関する研究については，

これまで非常に多くの研究が行われてきた．文書分類と

は，あらかじめ設定したカテゴリに対し，入力となる文書

がどのカテゴリに属するかを決定するものであり，文書集

合をいくつかのまとまりに分ける文書クラスタリングとは

異なる．現時点において最も実用的な文書分類アルゴリズ

ムの 1つとして，ナイーブベイズ（NB）[1]があげられる．

ナイーブベイズでは，テキスト中に含まれる語句が互い

に独立に発生したものであるというナイーブ（単純）な仮定

を置き，それらの語句が出現したときのテキストのトピッ

クへの所属確率を，ベイズの定理により求める．ナイーブ

ベイズはシンプルでありながら高速に動作（学習時間が短

い）し，精度も高いため，実用的な文書分類手法として一

般に認識されている．また，教師データの削減や精度向上

のため，ナイーブベイズの拡張として様々な手法 [9], [18]

が提案されている．教師データが十分にある場合，ナイー

ブベイズは初期のシンプルな実装でも十分高い性能を発揮

し，また，同じくシンプルな Complement NB [12]は実際

にはてなブックマーク*2のエントリを分類するのに用いら

れている．一方で，教師データを用いずにテキスト分類を

行う手法はあまり成功事例がないというのが実情である．

3. 提案手法

本研究では，Wikipediaをグラフ理論に基づいて解析す

ることにより，既存の概念辞書ではあまり定義されていな

いような固有名詞や専門用語，新語を確率的にカテゴリに

分類することを目指す．また，4 章では提案手法の応用と

して，ナイーブベイズによるテキスト分類を行う．以下で

はまず，Wikipediaのカテゴリ構造について説明する．そ

の後，提案手法のアプローチと具体的な計算方法について

詳述する．

3.1 Wikipediaのカテゴリ構造

Wikipediaでは，基本的に各記事（エンティティ）に対

して 1つ以上のカテゴリ（親カテゴリ）が割り当てられて

いる．また，カテゴリにも同様に親カテゴリが割り当てら

れており，カテゴリ構造をなしている．この親カテゴリは，

該当の記事あるいはカテゴリが所属すると思われるカテゴ

リであり，上位下位関係や全体部分関係を表すこともあれ

ば，トピックや関連を表す場合もある．そのため，ある記

事から親カテゴリをたどっていくと，ほとんど関係のない

カテゴリに到達することが頻繁に起こりうる．たとえば，

動物の “Lion”についての記事から親カテゴリをたどって

いくと，“Humans,” “Economics,” “Education”などのあ

まり関係のないカテゴリに到達できる．これは，親カテゴ

リとして登録されるカテゴリが上位下位関係や全体部分関

係だけでなく，様々な関係を表しているためである．この

ようなカテゴリに対する緩い制約により，Wikipediaのカ

テゴリ構造は図 1 のような複数の親やループを許容する

*2 http://b.hatena.ne.jp/
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図 1 Wikipedia のカテゴリ構造の例

Fig. 1 An example of Wikipedia category structure.

ネットワーク構造となっている．なお，図 1 はすべてカテ

ゴリであり，Wikipediaの各記事はこのようなカテゴリ構

造において 1つ以上のカテゴリに属している．このような

構造のため，あるエンティティがどのカテゴリに属してい

るかという情報を，単純に親カテゴリや子カテゴリをたど

るだけでは抽出できない．

3.2 ランダムウォークによる語句の確率的分類

前節で述べたように，Wikipediaのカテゴリ構造はネッ

トワーク構造であるため，ある記事に対し，指定したカテ

ゴリ（基底カテゴリ）に属するか否かを判断することが困

難である．そこで本研究では，カテゴリに属するか否かで

はなく，どの程度の確率で属するかという数値として表現

する．Wikipediaのカテゴリ構造では，ある記事から親カ

テゴリをたどるとき，そのパス上で出現しやすいカテゴリ

に対してより強く所属していると考えられる．この考え方

に基づき，親カテゴリをたどるときに確率的にスコアを割

り当て，より大きいスコアを持つカテゴリに強く所属する

と見なす．これは，隣接ノードのいずれかに等確率で遷移

するモデルであるランダムウォークを用いて表現できる．

提案手法では，カテゴリをノード，親カテゴリへのリンク

を有向リンクとしたグラフに対して，ランダムウォークを

適用する．十分な時間が経過した後のランダムウォークに

よるスコアは，あるノードから出発したときに，そのカテ

ゴリに到達する確率を表す．この確率を所属確率として用

いる．

提案手法のアプローチについて，例を図 2 に示す．図 2

では，記事 Aから確率優先探索（確率が同じ場合はノード

番号順）により各カテゴリへの所属確率を算出している．

まず，記事 Aは親カテゴリを 2つ持っているため，それ

ぞれのカテゴリ（カテゴリ 8，9）への遷移確率をそれぞれ
1
2 とする．カテゴリ 8は親カテゴリを 1つしか持たないた

め，カテゴリ 3への遷移確率をそのまま 1
2，また，カテゴ

リ 9は親カテゴリを 2つ持っているため，カテゴリ 5，6へ

の遷移確率をそれぞれ 1
4 とする．このような処理を繰り返

すことにより，基底カテゴリへの所属確率を算出する．な

図 2 ランダムウォークによる記事 A の基底カテゴリへの所属確率

計算

Fig. 2 Calculation of the probability that an article A belongs

to each base category by random walk.

お，ここでは基底カテゴリに到達するか，ループの発生を

検知した場合，親カテゴリの探索を中止している．すべて

のカテゴリについて親カテゴリの探索が終了した，または

中止された場合に処理を終了する．

基本的には，このようにある記事からスタートし，親カ

テゴリをたどることで基底カテゴリへの所属確率を算出す

るが，親カテゴリをたどるにつれて指数関数的に計算量が

大きくなることや，ループに対する計算方法など，実際的

な問題が発生する．そこで提案手法では，次節に示すよう

に，Wikipediaのカテゴリネットワークに対してグラフ理

論に基づく解析を行い，グラフカーネルを構築する．

3.3 グラフ理論に基づくカテゴリグラフカーネルの構築

本研究では，Wikipediaのカテゴリネットワークにおい

て，ランダムウォークに基づく所属確率を効率的に算出す

るために，カテゴリグラフカーネルを構築する手法を提案

する．カテゴリグラフカーネルとは，ある記事の親カテゴ

リを確率ベクトルとして表現したとき，そのベクトルとの

内積計算によって基底カテゴリへの所属確率を算出可能な

行列（あるいはベクトル群）である．すなわち，ある記事の

親カテゴリの系列を入力とすると，カテゴリグラフカーネ

ルによって基底カテゴリの系列と所属確率が出力される．

なお，グラフカーネルには von Neumanカーネル [3]をは

じめとして様々なものがあるが，本研究で提案するグラフ

カーネルは，ランダムウォークに基づく定常状態での遷移

確率を表すシンプルなものである．カテゴリグラフカーネ

ルは，基底カテゴリを祖先カテゴリ（親カテゴリをたどる

ことで到達可能なカテゴリ）として持つすべてのカテゴリ

について，各基底カテゴリへの所属確率をあらかじめ計算

したものである．ここで前節と同様に問題となるのは，ど

うやって基底カテゴリへの所属確率を効率的に計算するか
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図 3 図 2 のグラフに対する基底カテゴリ bi ∈ B およびそれらを祖

先に持つカテゴリ集合 C の再帰・非再帰の関係

Fig. 3 Relation of the recursion/non-recursion between base

categories bi ∈ B and their descendant category set C.

という点である．以下ではカテゴリグラフの遷移確率行列

を用いた手法について説明する．

まず，Wikipediaのカテゴリの中から分類に用いるカテ

ゴリをユーザが選択（ここではm個選択したとする）し，

基底カテゴリ bi ∈ B（i = 1, · · · ,m）とする．次に，基底
カテゴリのいずれかを祖先カテゴリとして持つカテゴリを

すべて収集し，それらのカテゴリの集合を C とする．そし

て B および C について，親カテゴリへのリンクを有向リ

ンクとしてランダムウォークに基づく遷移確率行列Mを

作成する．ここで提案手法では，基底カテゴリに対する遷

移確率として，自身に確率 1で遷移するよう設定する．ま

た，簡単のため，c /∈ C なるカテゴリ cをすべて 1つのカ

テゴリとして扱い，それらの集合体として基底カテゴリ b0

を追加する．これにより，すべての基底カテゴリ bi ∈ B

（i = 0, · · · , m）はシンク（ランダムウォークにおけるスコ
アを吸収するノード）として機能し，基底カテゴリ以外の

すべてのカテゴリ c ∈ C は，必ず 1つ以上の基底カテゴリ

へのパスを持つようになる．図 3 は，図 2 のグラフにつ

いて B と C の再帰・非再帰の関係を表している*3．カテ

ゴリ c ∈ C から 1度でも基底カテゴリのいずれかに遷移

すると，以降その基底カテゴリに滞在することになる．つ

まり，どのカテゴリからスタートしても，定常状態ではい

ずれかの基底カテゴリに遷移した状態となっている．すな

わち，定常状態における遷移行列 limα→∞ Mα を計算すれ

ば，全カテゴリ c ∈ C について，基底カテゴリ biへの遷移

確率 P (bi|c)を算出できる（
∑

bi∈B P (bi|c) = 1を満たす）．

そこで，提案手法ではべき乗法を用いて定常状態における

遷移行列を導出する．なお，PageRank [4]でもべき乗法を

用いて定常状態における各ノードのスコアを算出している

が，提案手法では，対象とする行列が既約ではない（もち

ろん原始的でもない）ことや，最終的に導出すべきものが

行列である点で大きく異なる．以下では，べき乗法による

収束の保証と初期ベクトルの設定方法について述べる．
*3 C のカテゴリ間はそれぞれ相互に遷移できる関係ではないことに
注意する．

3.3.1 べき乗法による収束の保証

べき乗法とは，絶対値最大の固有値と固有ベクトルを求

める数値解法の 1つである [13]．また，絶対値最大固有値

が重解であるときは，それらの固有ベクトル群からなるベ

クトルが入力に応じて得られる．ここでは，遷移確率行列

Mの定常状態を表す式において，カテゴリグラフカーネル

を表すベクトル群 X が絶対値最大固有値の固有ベクトル

として出現することを証明し，べき乗法を用いてカテゴリ

グラフカーネルを導出できることを示す．

遷移確率行列Mは，以下のように基底カテゴリの部分

とそれ以外のカテゴリの部分に分けられる．

M =

[
I|B| 0

MI M0

]
(1)

I|B|は |B|× |B|の単位行列，0は |B|× |C|のゼロ行列であ
り，基底カテゴリが自身にのみ遷移することを表している．

|B|，|C|はそれぞれの集合の要素数であり，|B| = m+1で

ある．また，MIおよびM0はそれぞれ |C|×|B|，|C|×|C|
の行列であり，カテゴリ c ∈ Cの親カテゴリへの遷移確率を

表している．次に，limα→∞ Mαは以下の形の行列となる．

lim
α→∞Mα =

[
I|B| 0

M∞ 0

]
(2)

|C| × |B|の行列であるM∞ は，カテゴリ c ∈ C が各基底

カテゴリにそれぞれどの程度の確率で遷移するかを表して

おり，本研究で算出すべきカテゴリグラフカーネルの主要

部分である．αが十分に大きいとき，Mα は定常状態とな

り，以下の等式が成り立つ．

MMα = Mα (3)

ここで，以下のような行列 Xを考えると，Xは各カテ

ゴリが最終的にどの基底カテゴリに遷移するかを表したカ

テゴリグラフカーネルとなる．

X =

[
I|B|
M∞

]
(4)

Xを用いると，式 (3)から以下の式が導かれる．

MX = X (5)

上式の X は遷移確率行列M に対する固有値 1 の固有

ベクトルに似た形をしているが，Xはベクトルではなく，

m + 1個の線形独立なベクトルからなる行列であることに

注意する．この Xが何を意味しているのかを明らかにす

るため，特性方程式 |M− λI|B|+|C|| = 0を用いて固有値 λ

を算出する．

|M− λI|B|+|C|| =

∣∣∣∣∣ (1− λ)I|B| 0

MI M0 − λI|C|

∣∣∣∣∣
= (1− λ)|B||M0 − λI|C||
= (1− λ)m+1|M0 − λI|C|| = 0 (6)
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なお，I|B|+|C|は (|B|+ |C|)× (|B|+ |C|)の単位行列，I|C|
は |C| × |C|の単位行列である．
ここでM0について，limα→∞ M0

α = 0に収束すること

から，M0の固有値 λはすべて |λ| < 1を満たす．したがっ

て，Mの絶対値最大固有値は 1であり，かつ m + 1個の

重解である．以上より，Xは最大固有値 1に対するm + 1

個の独立なベクトルから合成される固有ベクトル（一般固

有空間）を表していることが分かる．このことから，Xは

べき乗法を用いて求められる．

3.3.2 べき乗法によるカテゴリグラフカーネルの導出方法

前項で示したとおり，カテゴリグラフカーネルXはべき

乗法を用いて算出できる．そこで，Xに収束させるため，

行列Yを以下のように定義する．

Y =

[
I|B|
M′

]
(7)

M′ はM∞ と同じ |C| × |B|の行列で，任意の値を持つ．
この Yを m + 1個の初期ベクトルとし，Y ←MY の

更新式を繰り返すことにより，Yは以下のような形の行列

に収束する．

Y =

[
I|B|
M′

∞

]
(8)

この行列がMの最大固有値 1に対する一般固有空間に内

包されることから，M′
∞ = M∞であり，YはXに収束し

ていることが分かる．これにより，得られた行列Xをカテ

ゴリグラフカーネルとして，ある記事の親カテゴリの列と

その確率から，基底カテゴリの列とその確率に変換できる．

3.3.3 カテゴリグラフカーネルの導出アルゴリズム

カテゴリグラフカーネルを導出するためのアルゴリズ

ムは非常にシンプルに記述できる．先ほどは簡単のため，

c /∈ C なるカテゴリ c をすべて 1 つのカテゴリとして扱

い，それらの集合体として基底カテゴリ b0 を追加してい

たが，実際には b0への所属確率は意味をなさないため，b0

を追加しなくても問題ない*4．Wikipediaのカテゴリ集合

を Call，カテゴリ数をN とし，以下のアルゴリズムにより

カテゴリグラフカーネルを構築する．

( 1 ) Wikipedia のカテゴリ構造から，親カテゴリへのリ

ンクを遷移確率行列M として抽出する．すなわち，

ci ∈ Call（i = 1, · · · , N）に対して ciの親カテゴリの集

合を Ai，親カテゴリ数を |Ai|とすると，i行 j 列目の

要素 pij について，cj ∈ Aiのとき pij = 1
|Ai|，cj /∈ Ai

のとき pij = 0に設定する．親カテゴリを持たないカ

テゴリについては，すべてのカテゴリに対して遷移確

率を 0として設定する．

( 2 ) 基底カテゴリとして選択する m 種類のカテゴリ
*4 c /∈ C について余分に計算するコストと，あらかじめ c ∈ C を
選出するコストのトレードオフとなるが，筆者らの経験的に後者
のほうが計算時間が大きかった．

図 4 べき乗法の反復回数と値の変化したベクトルの数

Fig. 4 The number of iterations of power iteration method and

the number of vectors whose values change.

ck ∈ Call（k = k1, · · · , km）に対し，自身に確率 1

で遷移するようMを再設定する．すなわち，k行 x列

目の要素 pkx について，k = xのとき pkx = 1，k �= x

のとき pkx = 0とする．

( 3 ) Mの k列目（k = k1, · · · , km）のみをベクトルとして

取り出して，それらの列ベクトルを合わせた行列Yを

初期行列とし，Yが十分に収束するまでY ←MYを

繰り返す．

あらかじめ遷移確率行列Mを抽出しておけば，基底カ

テゴリの選択に対して ( 2 )，( 3 )の処理を行うだけでカテ

ゴリグラフカーネルを構築できる．PageRankと同様に，

Y ←MYは数十回程度で収束する．実際に 5 章で使用す

るWebデータセットに対してカテゴリグラフカーネルを

構築したときの収束の様子を図 4 に示す．図 4 より，初

めのうちは基底カテゴリに近いカテゴリについてのみベク

トルの値が変化し，反復回数が増えるにつれて徐々に末端

のカテゴリについてもベクトルの値が変化していることが

予測できる．その後，値の変化するベクトルの数が収束し

ていき，それぞれ 25回目でいずれかの要素が 0.01，35回

目で 0.001，45回目で 0.0001以上変化するベクトルの数が

0となっている．

3.4 語句の確率的分類の出力例

提案手法によりWikipediaの記事（エンティティ）を確

率的に分類した例を表 1 に示す．なお，ここでは 5 章で

使用するWebデータセットに対する基底カテゴリを用い

ており，べき乗法による反復回数を 50回としている．出

力例から，主観的にはある程度精度良く所属確率を算出で

きており，Wikipediaのカテゴリ構造を用いた確率的な語

句の分類が機能していることを確認した．また，複数のカ

テゴリに属すると考えられるエンティティについても，そ

れら複数のカテゴリへの所属確率が得られていることを確

認した．
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表 1 語句の確率的分類の例

Table 1 An example of probabilistic term classification.

基底カテゴリ Business Computers Culture Education Engineering Health Politics Sports

Arts Science Society

Entertainment

Goldman Sachs 0.258 0.000 0.027 0.111 0.002 0.002 0.088 0.016

Subprime lending 0.575 0.000 0.026 0.139 0.001 0.001 0.035 0.000

Twitter 0.024 0.104 0.061 0.167 0.026 0.000 0.122 0.000

Microsoft Windows 0.013 0.232 0.006 0.041 0.017 0.000 0.008 0.000

Kabuki 0.018 0.000 0.307 0.244 0.001 0.001 0.112 0.000

Lady Gaga 0.037 0.000 0.180 0.140 0.001 0.001 0.116 0.000

Magnetism 0.020 0.000 0.004 0.681 0.024 0.000 0.010 0.000

Stanford University 0.035 0.000 0.016 0.215 0.002 0.003 0.101 0.033

Derrick 0.234 0.000 0.004 0.168 0.338 0.000 0.004 0.000

Dehydration 0.036 0.000 0.079 0.222 0.000 0.256 0.111 0.000

AIDS 0.045 0.000 0.050 0.247 0.001 0.162 0.147 0.000

Anarchism 0.254 0.000 0.139 0.252 0.000 0.000 0.322 0.000

Barack Obama 0.048 0.000 0.056 0.190 0.002 0.001 0.190 0.001

Football 0.016 0.000 0.105 0.145 0.000 0.000 0.060 0.500

Koji Murofushi 0.034 0.000 0.025 0.139 0.002 0.006 0.112 0.182

Edubuntu 0.051 0.493 0.069 0.246 0.092 0.000 0.048 0.000

Bibio 0.060 0.000 0.342 0.306 0.003 0.001 0.288 0.000

Kaikai Kiki 0.136 0.000 0.244 0.300 0.001 0.001 0.318 0.000

Tricuspid valve stenosis 0.069 0.001 0.060 0.320 0.001 0.283 0.266 0.000

S&P Global 1200 0.686 0.002 0.034 0.178 0.007 0.000 0.094 0.000

Knattleikr 0.022 0.000 0.119 0.295 0.002 0.002 0.093 0.468

基底カテゴリ別にみると，どのようなエンティティに対し

ても多少の確率を出力するカテゴリ（“Culture,” “Society”

など）と，関連のないエンティティに対してはいっさい

確率を出力しないカテゴリ（“Computers,” “Engineering”

など）に大別できることが分かる．これは，Wikipediaの

カテゴリ構造において，ネットワークに近い形をしている

部分と，DAG構造*5に近い形をしている部分があること

に由来すると考えられる．ネットワーク構造に位置するカ

テゴリほどノイズとして所属確率を出力しやすい傾向が

あるため，所属確率が最大となる基底カテゴリが直感と

は一致しないケースも存在する．たとえば，“Twitter”は

“Computers”に最も強く属していると考えられるが，実際

には “Society”への所属確率が最大となっている．このよ

うなケースに対応するためには，カテゴリ間の意味的なつ

ながりを考慮した拡張が必要となる．

また，知名度の低い記事についてみても，ある程度正し

く分類できていることが分かる．“Edubuntu”（教育向けの

Linuxのディストリビューション），“Bibio”（イギリスの

音楽家），“Kaikai Kiki”（日本のアーティスト集団），“Tri-

cuspid valve stenosis”（心臓弁膜症の一種），“S&P Global

1200”（株価指数の 1つ），“Knattleikr”（アイスランドの

バイキングの間で行われているスポーツ）などの記事は記

*5 複数の親を許容する木構造のこと．

述が少なく，英語圏ではかなり知名度が低いエンティティ

であると考えられるが，知名度の高い記事と同様に提案手

法がうまく機能している．これは，提案手法が記事の内容

ではなくカテゴリ構造を用いており，記事に対して正しく

カテゴリが付与されていれば記事の充実度にあまり影響を

受けないためである．

なお，提案手法では，基底カテゴリに到達できない記事に

ついては確率値を計算することはできないが，このような

記事はいずれの基底カテゴリにも属さない特殊な記事であ

ると見なす．Zeschらの調査では（ドイツ語版）Wikipedia

のカテゴリ構造の最大連結成分は全カテゴリの 99.8%を占

めており [24]，一般的なカテゴリどうしはほとんど連結し

ていると考えられる．また，Wikipediaのカテゴリ構造自

体に明らかな誤りがあり，その結果正しい確率値を割り当

てられないケースに対しては，意味を考慮せずグラフ解析

を行う提案手法では対応できない．このような問題に対応

するためには，カテゴリ間の意味的なつながりを考慮した

拡張が必要となる．

なお，これらの見解はあくまでの著者らの主観によるも

のであり，客観的に提案手法の有効性を示すものではない．

そこで，5 章の評価実験では，提案手法の応用としてテキ

スト分類（スニペット分類）を想定し，複数のデータセッ

トを用いた評価を行う．次章では提案手法を用いたテキス

ト分類手法について説明する．
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4. テキスト分類への応用

前章で説明した語句の確率的分類の応用として，自然言

語で記述されたテキストの分類を行う．提案手法では語句

を確率的に分類していることから，その結果をナイーブ

ベイズの教師データとして用いることが可能である．す

なわち，Wikipediaのカテゴリ構造をより直接的な形でテ

キスト分類に利用できる．本研究では，確率的な語句の分

類結果を教師データとし，ナイーブベイズを拡張した手

法 [16]に教師データをあてはめることで，テキスト分類

を行う．なお，拡張ナイーブベイズは入力系列が確率的に

予測可能な場合に適用できる手法であり，自然文の入力に

対して有効である [15]．通常のナイーブベイズを用いた場

合，与えられた入力語句 t1, · · · , tN がすべてキーフレーズ
である（すなわちキーフレーズ集合 T = {t1, · · · , tN}）と
し，基底カテゴリ bへの所属確率 P (b|T )を，個々の確率

P (b|t1), · · · , P (b|tN )から算出する．一方，拡張ナイーブベ

イズでは，与えられた入力語句をそのまま用いるのではな

く，キーフレーズ集合 T に含まれるか否かを確率的に定義

してからナイーブベイズを適用する．これにより，特徴的

な語句ほど基底カテゴリの推測に影響を与えやすくなる．

具体的には，入力テキスト（入力語句 t1, · · · , tN）が与え
られたとき，そこからキーフレーズ集合 T を確率的に予測

し，基底カテゴリ bへの所属確率 P (b|T )を，以下の式に

より算出する．

P (b|T )

∝
∏K

k=1

(
P (tk ∈ T )P (b|tk) +

(
1− P (tk ∈ T )

)
P (b)

)
P (b)K−1

(9)

K は入力テキストに含まれるキーフレーズ候補の数，

P (tk ∈ T ) は語句 tk がキーフレーズ集合 T に含まれ

る確率，P (b|tk) は語句 tk が与えられたときにそれが基

底カテゴリ b に属する確率，P (b) は基底カテゴリ b の

事前確率である．また，E をエンティティ集合とする

と，P (b|tk) =
∑

ei∈E P (b|ei)P (ei|tk)である．ここでは，

P (ei|tk)および P (tk ∈ T )については拡張ナイーブベイズ

を用いた関連語取得に関する研究 [15]で使用しているもの

を利用する．すなわち，Wikipediaの情報を用いて，それ

ぞれ以下の式により算出する．

P (tk ∈ T ) ≈ CountDocuments(tk ∈ Key)
CountDocuments(tk)

(10)

P (e|tk) ≈ CountAnchortexts(tk, e)∑
ei∈E CountAnchortexts(tk, ei)

(11)

CountDocuments(tk) は語句 tk が出現する記事数，

CountDocuments(tk ∈ Key) は語句 tk がアンカーテキ

ストとして出現する記事数，CountAnchortexts(tk, e)は語

句 tがアンカーテキストとしてエンティティ eの記事にリ

ンクされている回数である．なお，式 (10)はMihalceaら

の研究 [5]のKeyphraseness，式 (11)はMilneらの研究 [6]

の Commonnessである．ここで E はWikipediaで定義さ

れているエンティティ（記事）集合である．

P (b|ei)は提案手法のカテゴリグラフカーネルを用いて

算出できる（3 章）．また，P (b)は基底カテゴリ bの一般

度を表すものであることから，どの程度所属されやすいか，

を算出することでおよその値が得られる．具体的には，以

下の式により算出する．

P (b) ∝
∑
ei∈E

P (b|ei) (12)

なお，
∑

b∈B P (b) = 1となるよう正規化する．これらの

情報と式 (9)を用いることで，指定した基底カテゴリに対

するテキストの分類が可能となる．

5. 評価

5.1 評価環境

提案手法の有効性を客観的に評価するため，テキスト分

類において評価を行った．データセットとして，Phanら

の研究 [10]で用いられているWeb検索結果のスニペット

（Webデータセット），および PhysOrg.com *6から取得し

た科学に関する記事のタイトルとスニペット（Sci.データ

セット）を利用した．データセットの各カテゴリの名前を

基に，Wikipediaから基底カテゴリを選択し，べき乗法に

よる反復回数を 50回としてカテゴリグラフカーネルを構築

し，4 章で説明した手法を用いて正しくスニペットを分類

できるかどうかを検証した．Wikipediaのデータは，2009

年 3月 6日の英語版のダンプを使用した．なお，カテゴリ

（ノード）数は 455,854，カテゴリ間のリンク（エッジ）数

は 914,738であった．

各データセットの統計データを表 2，表 3 に示す．

Web データセットは，各カテゴリに対して排他的にな

るよう選択された検索クエリによってそれぞれ 20 件ま

たは 30 件の検索結果のスニペットを取得したものであ

る．基底カテゴリはWikipediaの中から該当する 13カテ

ゴリ “Business,” “Economics,” “Computing,” “Culture,”

“Arts,” “Entertainment,” “Education,” “Science,” “En-

gineering,” “Health,” “Politics,” “Society,” “Sports”を選

択*7した．Webデータセットでは，トレーニングセットと

テストセットが分けられているため，テストセットに対して

評価を行った．Sci.データセットは，PhysOrg.comから各

カテゴリの記事を 300件ずつ取得し，タイトルとスニペッ

トを取得したものである．基底カテゴリはWikipediaの中

から該当する 10 カテゴリ “Nanotechnology,” “Physics,”

*6 http://www.physorg.com/
*7 Wikipediaのカテゴリにおいて “Business”は主に「企業」とい
う意味で用いられているため，「経済」の意味を包含する目的で
“Economics” も “Business” の基底カテゴリとして選択した．
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表 2 Web データセット

Table 2 Web dataset.

基底カテゴリ
トレーニングセット テストセット

検索クエリ数 スニペット数 検索クエリ数 スニペット数

Business (Bus.) 60 1,200 10 300

Computers (Comp.) 60 1,200 10 300

Culture-Arts-Entertainment (Cult.) 94 1,880 11 330

Education-Science (Sci.) 118 2,360 10 300

Engineering (Eng.) 11 220 5 150

Health (Heal.) 44 880 10 300

Politics-Society (Pol.) 60 1,200 10 300

Sports (Spo.) 56 1,120 10 300

合計 10,060 2,280

表 3 Sci. データセット

Table 3 Sci. dataset.

基底カテゴリ スニペット数

Nanotechnology (Nano.) 300

Physics (Phys.) 300

Space-Earth (Spa.) 300

Electronics (Elec.) 300

Technology (Tech.) 300

Chemistry (Chem.) 300

Biology (Bio.) 300

Medicine-Health (Med.) 300

合計 2,400

“Space,” “Earth,” “Electronics,” “Technology,” “Chem-

istry,” “Biology,” “Medicine,” “Health”を選択した．

評価対象は，提案手法（Wikipediaを用いた確率的な語

句分類とナイーブベイズ），語句の分類を親カテゴリをた

どる際のホップ数に応じて決定する手法，WordNetを用

いた手法，教師ありナイーブベイズ（NB）手法とした．

ホップ数ベースの手法では，N ホップ（N = 1, · · · , 6）ま
での祖先カテゴリに所属すると見なし，語句の重要度を表

す Keyphraseness [5]の重み付き和としてテキストの分類

を行った．また，WordNetを用いた手法では，祖先カテゴ

リにすべて所属すると見なし，最も出現回数の多いカテゴ

リに分類した．これは，WordNetでは DAG構造により正

確に上位下位関係が定義されており，単純に親カテゴリを

たどる手法がうまく機能するためである．教師ありナイー

ブベイズでは，Webデータセットにおいてはトレーニン

グセットを教師データとして利用し，使用するスニペット

数を変化させた．また，Sci.データセットにおいては 5分

割交差検定を行った．これらの手法では，テキスト入力に

対して基底カテゴリの順位付きリストを出力として返すた

め，評価指標として最上位の適合率に加え，正解のカテゴ

リの順位の逆数の平均（MRR）を用いた．MRRは，順位

付けのタスクの評価指標としてよく用いられ，正解のカテ

ゴリが上位であればあるほど高いスコアが与えられる．

5.2 評価結果

評価結果を表 4，表 5，表 6，表 7 に示す．表ではそ

れぞれの基底カテゴリごとの評価指標と全体の評価指標を

計算している．表 4，5 の結果からみると，親カテゴリを

たどる際のホップ数で所属を決定する方法と比較して，所

属を確率として表す提案手法のほうが全体的に安定して

高い精度で分類できている．ホップ数ベースの手法では，

ある 1 つのホップ数ではすべての基底カテゴリに対して

高い精度を達成するのが難しいことが分かる．また，ホッ

プ数が大きくなると，ほとんどの入力に対して少数の支配

的なカテゴリ（“Culture”や “Society”）のスコアが高くな

ることが問題となっている．一方，提案手法では，確率的

に語句を分類することにより，ナイーブベイズといった確

率的な手法との組合せが可能になったことが精度向上や

精度安定につながっていると考えられる．同様の傾向は

Sci.データセット（表 6，7）においてもみられる．また，

Sci.データセットでは，提案手法の場合 Technologyに対

して適合率が落ちているが，最上位以外のカテゴリについ

ても考慮した指標であるMRRでは，ある程度良いスコア

となっている．これは，“Technology”と “Electronics”の

スニペットが類似していることに加えて，2つのカテゴリ

がWikipediaのカテゴリネットワークにおいて近くに存在

しており，“Technology”に属するべきテキストの多くが，

“Electronics”に対してより強く属していると見なされた

ためである．このことから，分類したいカテゴリの意味と

Wikipediaにおけるカテゴリの意味のずれにより，類似し

た意味のカテゴリ間では分類が困難になることが問題とし

てあげられる．そのため，そのような類似したカテゴリを

それぞれ基底カテゴリとして選択したい場合，その違いを

認識できるよう慎重に基底カテゴリを選択する必要がある．

WordNetを用いた手法についてみると，WordNetはス

ニペットの分類に対してあまり効果的でないことが分か

る．これは，WordNetでは固有名詞，専門用語，新語を

あまり定義していないことや，親カテゴリが基本的に上位

下位関係を表すものであることに由来する．実際，多くの
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表 4 適合率（Web データセット）

Table 4 Precision (Web dataset).

基底カテゴリ Bus. Comp. Cult. Sci. Eng. Heal. Pol. Spo. All

教師あり NB

全部 (10,060) 0.787 0.837 0.879 0.853 0.773 0.830 0.700 0.883 0.821

1/2 (5,030) 0.727 0.760 0.836 0.760 0.640 0.780 0.660 0.857 0.761

1/5 (2,012) 0.720 0.777 0.785 0.760 0.700 0.780 0.563 0.817 0.741

1/10 (1,006) 0.623 0.653 0.752 0.743 0.620 0.697 0.520 0.793 0.680

1/20 (503) 0.600 0.657 0.621 0.740 0.593 0.627 0.330 0.730 0.614

1/50 (201) 0.537 0.427 0.482 0.583 0.027 0.563 0.327 0.623 0.474

1/100 (100) 0.527 0.370 0.376 0.663 0.033 0.580 0.160 0.447 0.418

WordNet 0.417 0.240 0.200 0.217 0.033 0.100 0.027 0.553 0.236

Wikipedia

1 ホップ 0.363 0.273 0.358 0.183 0.080 0.193 0.283 0.177 0.263

2 ホップ 0.627 0.457 0.545 0.350 0.047 0.197 0.507 0.580 0.412

3 ホップ 0.703 0.723 0.685 0.520 0.120 0.500 0.610 0.667 0.594

4 ホップ 0.563 0.727 0.791 0.437 0.047 0.267 0.797 0.613 0.522

5 ホップ 0.303 0.610 0.879 0.410 0.013 0.097 0.873 0.337 0.436

6 ホップ 0.140 0.427 0.842 0.397 0.000 0.013 0.950 0.173 0.349

提案手法 0.737 0.837 0.658 0.630 0.547 0.713 0.513 0.797 0.687

表 5 MRR（Web データセット）

Table 5 MRR (Web dataset).

基底カテゴリ Bus. Comp. Cult. Sci. Eng. Heal. Pol. Spo. All

教師あり NB

全部 (10,060) 0.867 0.909 0.926 0.915 0.861 0.895 0.825 0.925 0.893

1/2 (5,030) 0.827 0.858 0.895 0.849 0.788 0.863 0.792 0.906 0.852

1/5 (2,012) 0.825 0.868 0.858 0.853 0.815 0.849 0.718 0.874 0.834

1/10 (1,006) 0.743 0.787 0.839 0.837 0.747 0.790 0.675 0.857 0.788

1/20 (503) 0.726 0.786 0.746 0.841 0.727 0.739 0.519 0.810 0.738

1/50 (201) 0.673 0.590 0.657 0.734 0.295 0.694 0.537 0.745 0.637

1/100 (100) 0.662 0.551 0.578 0.791 0.280 0.699 0.365 0.619 0.587

WordNet 0.452 0.263 0.221 0.268 0.037 0.108 0.047 0.608 0.264

Wikipedia

1 ホップ 0.418 0.300 0.391 0.201 0.090 0.207 0.301 0.180 0.274

2 ホップ 0.715 0.541 0.577 0.438 0.081 0.288 0.585 0.629 0.509

3 ホップ 0.812 0.817 0.777 0.660 0.257 0.637 0.760 0.729 0.710

4 ホップ 0.729 0.813 0.889 0.644 0.237 0.492 0.888 0.743 0.711

5 ホップ 0.573 0.731 0.936 0.638 0.221 0.398 0.935 0.572 0.656

6 ホップ 0.473 0.586 0.917 0.634 0.211 0.320 0.974 0.429 0.596

提案手法 0.827 0.889 0.785 0.782 0.698 0.779 0.722 0.862 0.799

スニペットに対して，トピックの分類に利用できる語句が

WordNet にまったく存在していなかった．WordNet は，

語句間の上位下位関係により，推論を用いた様々なアプリ

ケーションに適用できるが，実データ（特にテキストが短

い場合）に対してトピックによる分類を行うには情報量が

少ないと考えられる．

提案手法と教師ありのナイーブベイズによるテキスト分

類手法を比較すると，Webデータセット（表 4，5）にお

いて，教師データを 1,000件程度用いた場合と同等の適合

率およびMRRとなっている．提案手法では教師データを

用いていないことから，Wikipediaがテキスト分類に対す

る正解データとして有効であるといえる．この結果から，

教師データが十分に用意できない場合，あるいはそこまで

高い精度が要求されない場合においては，提案手法を用い

たテキスト分類が効果的であることが分かる．たとえば，

Web検索のスニペットをいくつかのカテゴリに分類するこ

とで，検索結果を見やすく表示するようなアプリケーショ

ンが考えられる．

6. おわりに

本研究では，Wikipediaのカテゴリ構造をグラフと見な

して解析し，確率的に語句を分類する手法を提案した．具
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表 6 適合率（Sci. データセット）

Table 6 Precision (Sci. dataset).

基底カテゴリ Nano. Phys. Spa. Elec. Tech. Chem. Bio. Med. All

教師あり NB 0.687 0.570 0.763 0.820 0.607 0.470 0.647 0.717 0.660

WordNet 0.033 0.010 0.433 0.000 0.100 0.080 0.043 0.243 0.118

Wikipedia

1 ホップ 0.320 0.323 0.243 0.043 0.173 0.407 0.420 0.380 0.289

2 ホップ 0.423 0.560 0.380 0.313 0.210 0.410 0.550 0.393 0.405

3 ホップ 0.190 0.530 0.630 0.630 0.233 0.363 0.643 0.687 0.488

4 ホップ 0.003 0.610 0.710 0.563 0.387 0.340 0.657 0.630 0.488

5 ホップ 0.000 0.580 0.753 0.400 0.557 0.283 0.543 0.633 0.469

6 ホップ 0.000 0.547 0.740 0.027 0.697 0.167 0.423 0.583 0.398

提案手法 0.537 0.473 0.713 0.623 0.157 0.400 0.480 0.707 0.511

表 7 MRR（Sci. データセット）

Table 7 MRR (Sci. dataset).

基底カテゴリ Nano. Phys. Spa. Elec. Tech. Chem. Bio. Med. All

教師あり NB 0.822 0.729 0.851 0.886 0.740 0.681 0.778 0.824 0.789

WordNet 0.047 0.010 0.437 0.000 0.120 0.085 0.057 0.250 0.126

Wikipedia

1 ホップ 0.364 0.374 0.266 0.049 0.186 0.453 0.453 0.424 0.325

2 ホップ 0.532 0.660 0.462 0.372 0.266 0.561 0.635 0.526 0.502

3 ホップ 0.387 0.683 0.740 0.746 0.423 0.571 0.770 0.798 0.640

4 ホップ 0.170 0.755 0.817 0.724 0.620 0.549 0.801 0.768 0.650

5 ホップ 0.140 0.739 0.846 0.628 0.753 0.507 0.733 0.779 0.641

6 ホップ 0.126 0.724 0.840 0.441 0.828 0.413 0.659 0.749 0.597

提案手法 0.639 0.671 0.820 0.726 0.521 0.565 0.672 0.800 0.677

体的には，親カテゴリへの遷移確率行列を作成し，分類し

たいカテゴリ（基底カテゴリ）を意図的にシンクとして自

身に遷移するよう行列を修正した後，べき乗法によりカテ

ゴリグラフカーネルを構築する．カテゴリグラフカーネル

を用いることで，あるWikipediaの記事（エンティティ）

に対して，親カテゴリのベクトルから基底カテゴリへの所

属確率を表すベクトルに変換できる．また，エンティティ

の確率的な分類の応用として，ナイーブベイズを基にした

テキスト分類手法を提案した．評価実験により，提案手法

である確率的な語句分類の有効性を確認した．

今後の予定として，分類したいカテゴリとWikipediaの

カテゴリの意味の相違を考慮し，ユーザが正しく基底カテ

ゴリを選択できるような仕組みを検討する．たとえば，ご

く少数の正解データを与えることにより，大きく精度を向

上させることができる可能性がある．あるいは，Wikipedia

のカテゴリ構造を可視化することにより，ユーザが基底カ

テゴリを直感的に正しく選択できるようなインタフェース

を導入することも重要であると考えられる．また，よりノ

イズの少ない語句分類のため，Wikipediaの記事間リンク

を用いて関連記事どうしで分類結果の誤りを発見するよう

な方法も考えられる．
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