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適合性分布が異なる情報源を用いたランキング学習

数 原 良 彦†1 宮 原 伸 二†1 植 松 幸 生†2

金 田 有 二†3 藤 野 昭 典†4 片 岡 良 治†1

情報検索において，機械学習の枠組みでランキング関数の最適化を行うランキング
学習が重要な課題である．従来のランキング学習手法では人手による適合性評価，も
しくはクリックログから得られる訓練データを利用してきた．我々は，これらの複数情
報源を適切に利用し，より高精度なランキング学習を達成することを目標とする．我々
は複数情報源から得られる訓練データは，適合性分布が異なると考えた．そのため，
訓練データの適合性分布が同一であることを仮定している従来の教師あり学習に基づ
くランキング学習手法では，複数情報源を用いたランキング学習の実現が困難だと考
えられる．そこで我々は，分布が異なる訓練データを用いて転移学習の枠組みに着目
し，転移学習をランキング学習に適用することによって適合性分布が異なる複数の情
報源を用いたランキング学習の実現を試みる．本稿では，転移学習の枠組みに基づく
ランキング学習手法 TRankBoost を提案し，商用モバイルウェブ検索エンジンの実
データを用いた評価実験によって有効性を検証した．評価実験により，TRankBoost

によって，従来手法である RankingSVM，RankBoost と比べて NDCG@5，10 の
値で上回る精度のランキングを実現することを示した．

Learning to Rank from Multiple Sources of
Different Relevance Distributions

Yoshihiko Suhara,†1 Shinji Miyahara,†1

Yukio Uematsu,†2 Yuji Kaneda,†3 Akinori Fujino†4

and Ryoji Kataoka†1

Learning to rank has become a hot research topic in recent years. Con-
ventional learning-to-rank algorithms use human relevance judgments or click-
through logs as training data. We consider that human relevance judgments can
perform better by complementing with the other souces such as click-through
logs. We assume that these datasets, click-through logs and human relevance
judgments, have different relevance level distributions. Thus, it is difficult to
gain better performance by combining them in a simple manner because con-

ventional learning-to-rank alrogithms based on supervised learning assume that
training data are sampled from identical distributions. In this paper, we propose
a general learning-to-rank framework, based on the transfer learning framework,
that resolves this problem. We also propose a novel learning-to-rank algorithm
called TRankBoost. To verify its efficiency, we conducted the experiments using
real dataset from the commercial mobile web search engine. Our experiments
show that TRankBoost outperforms the conventional methods of RankingSVM
and RankBoost on NDCG@5 and 10.

1. は じ め に

情報検索システムにおいて，ユーザに適切な検索結果を提示するためのランキングアルゴ

リズムは重要な要因である．近代的なウェブ検索システムは，入力されたクエリと文書の類

似度である BM25 26) スコアや，リンク解析に基づいたページ重要度である PageRank 2) ス

コアのようなランキング素性（以下，素性）を多数利用して適切なランキングを実現してい

る．一般には，これらの素性をランキング関数に入力し，その出力となる値をもとに検索結

果の順序を決定する．そのため，適切なランキング関数を設定することは重要な課題である．

最近では，機械学習を用いてランキング関数を自動的に生成するランキング学習（learning

to rank）と呼ばれる研究が注目されている．一般的なランキング学習手法では訓練データ

として，クエリ，クエリに対応する検索結果，検索結果に対する適合性評価を用いる．通常

は，複数人の被験者によって検索結果の評価を行い，適合性評価を作成する．

また，検索システム利用の際に，ユーザが入力したクエリと，クリックした検索結果の位置

情報を格納したクリックログ（click-through log）を訓練データとして用いることができる．

通常，ユーザは自分の検索要求を満たすような検索結果をクリックするため，ユーザのクリッ

ク行為は，暗黙的な適合性評価と見なすことができる．これにより，クリックログを用いて

人手による適合性評価と同じ枠組みでランキング学習が可能である1),5),7),11),15),18)–20),25)．
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Douら11) は，人手による適合性評価を用いた場合と，クリックログを用いた場合のラン

キング学習の性能比較を行った．実験結果より，クリックログを訓練データに用いること

で，より高性能のランキング学習が可能であることを示した．また，Douらは人手による

適合性評価が劣る理由として，訓練データ数の不足を理由にあげている．このように，訓練

データ数の不足などの原因により，与えられた訓練データに対して過剰に適合したモデルを

学習してしまい，未知のデータに対して汎化性能を示すことができない現象を過学習（over

fitting）と呼ぶ．過学習は，機械学習を適用する際にしばしば問題となる．

ランキングの有効性を表す評価指標は，人手による適合性評価を用いて計算されるため，

目標とすべき適合性評価の分布（適合性分布）は人手による適合性評価における適合性分

布である．我々は，人手による適合性評価が十分多量に用意されれば，過学習の問題が解消

され，高精度なランキング学習が可能であると考えている．しかしながら，訓練データの

作成コストは非常に高いため，十分な量の適合性評価を人手で用意することは困難である．

我々は，人手による適合性評価に加えて，クリックログなどの情報源から得られる訓練デー

タを適切に活用することにより，高性能なランキング関数が実現可能だと考えた．

クリックログはユーザのクリック行為に基づく暗黙的な適合性評価のため，人手によって

作成された明示的な適合性評価とは異なる適合性分布であることが予想される．既存の教師

あり機械学習の枠組みでは，訓練データに含まれる各事例が同じ適合性分布から得られると

いう仮定をおいているため，クリックログから得られた訓練データを単純に混ぜる方法では

適切に学習ができないと考えられる．したがって，人手による適合性評価に適合性分布が異

なる訓練データを加えてランキング学習を行うために，適合性分布の異なりを考慮しなけれ

ばならない．

そこで我々は，目標となる分布の訓練データに分布が異なる訓練データを加えて高精度な

学習を行う転移学習の枠組みをランキング学習に適用することで，本課題の解決を目指す．

本稿では，転移学習を用いたランキング学習手法である TRankBoostを提案し，実データ

を用いた評価実験を通じて提案手法の有効性を検証する．

本稿の貢献は以下のとおりである．

( 1 ) 転移学習を適用することによって，適合性分布が異なる複数の訓練データを用いたラ

ンキング学習の枠組みを提案する．

( 2 ) 転移学習に基づく新しいランキング学習手法である TRankBoostを提案する．

( 3 ) 評価実験を通じて提案手法の有効性を検証する．また，適合性分布が異なる訓練デー

タに対して従来手法がうまく働かないことを検証する．

本稿の構成を以下に示す．2 章では関連研究を述べる．3 章では複数情報源を用いたラン

キング学習の枠組みと，転移学習を用いたランキング学習について述べ，提案手法の詳細に

ついて述べる．4 章では，評価実験の内容と結果を述べ，5 章で結果をふまえた考察を述べ

る．最後に本稿のまとめと今後の課題について述べる．

2. 関 連 研 究

情報検索においてランキング学習の研究はさかんに行われている．既存のランキング学

習手法は学習モデルの定式化の観点から 3種類に分けることができる．ポイントワイズ手

法23) は，分類や回帰の問題としてランキング学習を実現する．ペアワイズ手法4),5),13),16)

は文書ペアの順序に対して誤差関数を設定し，これを最適化することでランキング学習を実

現する．リストワイズ手法6),27),29)–31) は，検索ランキングのリストに対して設定された誤

差関数の最適化を行う．

人手による適合性評価とクリックログを直接比較した研究は少ない11)．Douら11) は，人

手による適合性評価とクリックログから得られた訓練データを用いたランキング学習の性能

を比較している．クリックログを用いたランキング学習により，人手による適合性評価を上

回る性能が得られることを示し，クリックログは大量の訓練データが得られるためこのよう

な結果が得られたと考察している．Kampsら21) は，人手による適合性評価とクリックログ

の相関を分析し，弱い相関とある程度の一致があると結論付けている．

半教師あり学習の枠組みでランキング学習を行う研究もある12),22),28)．半教師あり学習

では，ラベルなしデータに着目する．たとえば Duhら12) は，ランキング対象のテストデー

タを用いることで，当該データをランキングするのに適切な素性を選択してランキング学習

を行うトランスファクティブ手法を提案している．我々の手法は追加データに付与されたラ

ベル情報を用いる点で半教師あり学習の枠組みとは異なる．

複数の訓練データを用いて，ドメイン適応（domain adaptation）の枠組みによって高い

精度のランキング関数を生成する試みもある．Chen ら9) は，別の国など異なるドメイン

から得られる訓練データを用いることを提案している．Chenらの方法では，まず別ドメイ

ンの訓練データを用いて Gradient Boosting Tree（GBT）を構築し，目標ドメインの訓練

データを用いて GBTの更新を行う．別の Chenら8) は，設定された効用関数によって，別

ドメインの訓練データの中から目標ドメインの学習に適切なクエリを選択し，訓練データに

加える TransRankと呼ばれる手法を提案している．これらの研究はいずれも素性空間にお

ける訓練データの分布の違いを考慮しているものの，適合性分布の違いを考慮していない．
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クリックログから適切な適合性評価を抽出する研究がある1),7),15),18)–20),25)．Joachims 18)

の方法では，クリックログにおけるクリック位置に着目し，ランキング 2位の文書をクリッ

クせずに 3 位の文書をクリックした場合，3 位の文書が 2 位の文書よりも好まれるという

情報を抽出する．Gaoら15) は，人手による適合性評価を用いることで大量のクリックログ

からランキングバイアスを取り除くスムーシング手法を提案している．これらの研究では，

クリックログのみを用いてランキング学習を行っている．

3. 複数情報源を用いたランキング学習

本章では，複数情報源を用いたランキング学習の動機と課題について述べ，転移学習を

用いたランキング学習を提案する．最後に提案手法である TRankBoostについて詳しく述

べる．

3.1 動機と課題

本節では，複数情報源を用いる動機と課題について述べる．

1 章で述べたように，人手による適合性評価は，目標となる適合性分布の情報を保持して

おり，訓練データを十分に用意することで，高精度なランキング学習を実現できると考えら

れる．

そこで，追加情報源を用いて人手による適合性評価を補完することによって性能を向上さ

せることを試みる．ここで追加情報源とは，クリックログやソーシャルブックマークのよう

な潜在的に目標の適合性分布を含む情報源を対象とする．本稿では，先行研究を通じて適合

性分布が類似していることから，追加情報源としてクリックログを対象とする．

最も簡単には，人手による適合性評価とクリックログを混合し，1つの訓練データと見な

して，既存のランキング学習手法を用いる方法が考えられる．しかしながら，既存のランキ

ング学習手法に用いられる教師あり機械学習では，訓練データが同一分布から得られること

を仮定しているため，単純に混合された訓練データを用いて適切に学習できないことが予想

される．

実際に人手による適合性評価とクリックログ間における適合性分布の異なりを確認するた

め，あるクエリの検索結果に対して付与された人手による 4段階の適合性評価と，同じ文書

に対するクリックログを用意した．クリックログは Douらの方法11) を用いて適合性評価に

変換し，人手による適合性評価と合わせるために，4段階への正規化を行った．人手による

適合性評価とクリックログそれぞれについて，BM25スコア，入力リンク数という 2次元の

素性空間上に文書の評価点数をプロットしたものを図 1 に示す．図 1 (a)と (b)を比較する

(a) (b)

図 1 同一クエリに対する適合性分布：(a) 人手による適合性評価，(b) クリックログ
Fig. 1 Plots of documents for the same query in human relevance judgments (a) and click-through

logs (b) (y-axis = inlink number, x-axis = BM25 score). Relevance levels are represented by

the dots. Note that human relevance judgments and click-through logs have different relevance

levels for the same plot, implying that these data have different relevance level distributions.

と，人手による適合性評価において，ほぼすべての文書に対する評価点数が 3点であるのに

対して，クリックログでは評価点数に散らばりがある．これより，人手による適合性評価と

クリックログから得られた適合性評価の分布が異なることが分かる．

もし人手による適合性評価とクリックログが完全な相関を示した場合（すなわち，図 1 の

(a)と (b)が完全に一致する場合），これらの訓練データを混合したものに対して教師あり

機械学習を利用することで効果が得られることが予想できる．一方，これらの間に相関が見

られない場合には，人手による適合性評価にクリックログを加えても効果が得られないと考

えられる．先行研究11),21) によって，人手による適合性評価とクリックログの間には弱い相

関があることが示されている．これより，クリックログは適合性分布が目標分布と異なるも

のの，部分的に目標分布の情報を保持していると考えられる．

また，本稿で用いるデータセットに含まれる 49クエリ分の文書群のうち，人手による適

合性評価とクリックログが両方付与された部分集合における Kendallの順位相関係数 τ を

文献 11)に従って計算した．具体的には，人手による適合性評価に基づいて順序付けたリ

ストと，クリック数に基づいて順序付けたリストの順位相関係数を求めた．その結果，全ク

エリの平均順位相関係数 τ = 0.128が得られた．Douら11) が用いたデータセットにおける

相関係数に比べて値が小さいことから，本稿で用いるデータセットにおいては，人手による

適合性評価とクリックログの適合性分布が異なることが分かる．

情報処理学会論文誌 データベース Vol. 3 No. 3 99–111 (Sep. 2010) c© 2010 Information Processing Society of Japan



102 適合性分布が異なる情報源を用いたランキング学習

以上より，本稿における複数情報源を用いたランキング学習の課題は，人手による適合性

評価に加えて，クリックログなどの適合性分布が異なる訓練データを用いて，より高精度な

ランキング学習を実現することである．

3.2 転移学習によるランキング学習

はじめに転移学習の説明を行った後に，本稿で提案する転移学習によるランキング学習の

枠組みについて述べる．

転移学習とは，目標分布の訓練データが不十分，かつ分布が異なるデータが大量に存在す

る場合に，それらの訓練データを用いて分類器を学習する問題である24)．ここで，目標分

布の訓練データは，テストデータと同じ分布であると仮定する．本稿では，分布が異なる

データのことを別分布の訓練データと呼ぶ．

Xt を目標分布の事例空間，Xd を別分布の事例空間とする．Y = {0, 1}を，分類問題に
おけるクラスラベルとする．テストデータを S = {(xs

i )}k
i=1（ただし xs

i ∈ Xt）で表される．

訓練データ集合 T ⊆ {X × Y }は，目標分布の訓練データ Tt と別分布の訓練データ Td の

2つに分けられる．目標分布の訓練データは Tt = {xt
i, y

t
i}n

i=1（ただし xt
i ∈ Xt），別分布の

訓練データは，Td = {xd
j , yd

j }m
j=1（ただし xd

j ∈ Xd）である．解くべき問題は，Tt，Td と

S が与えられた際に，分類器 ĉ : X → Y（ただし X = Xs ∪ Xd）を学習することである．

この問題をランキング学習の問題に適用する．Qt = {qt
1, q

t
2, . . . , q

t
n} と Qd =

{qd
1 , qd

2 , . . . , qd
m} が与えられたとする．ここで，Qtは，目標分布のクエリ集合，Qdは別分布

のクエリ集合である．各クエリ qt
i と qd

j に対する文書集合を，dt
i = (dt

i,1, d
t
i,2, . . . , d

t
1,nt

i
)と，

dd
j = (dd

j,1, d
d
j,2, . . . , d

d
1,nd

j
)（ただし nt

iは qt
i における文書番号，nd

j は qd
j に対する文書番号を

表している）とする．すると訓練データは，Tt = {(qt
i ,d

t
i,y

t
i)}n

i=1と Td = {(qd
j ,dd

j ,yd
j )}m

j=1

で表現することができる．ここで xt
i = (qt

i ,d
t
i), xd

i = (qd
j ,dd

j )と考えると，ランキング学習

の課題は転移学習の問題と見なすことができる．

本稿においては，目標分布の訓練データ Tt は人手による適合性評価，別分布の訓練デー

タ Td はクリックログを表している．

たとえば，Douらによる方法11) のように，クリック頻度を評価点数と見なす場合，検索

結果の適合性評価における尺度は，クリック頻度の異なり数だけ存在することになる．人手

による適合性評価は，あらかじめ設定された多段階評価であるため，クリックログから得ら

れた訓練データを活用するためには，適合性評価の尺度の違いをどのように補正するか，と

いう課題が導かれる．この課題に対して，我々はペアワイズ手法のランキング学習に事例転

移を適用することにより，この問題を解消しつつ，適合性分布が異なる訓練データを用いた

転移学習によるランキング学習を実現する．

我々の提案の特長は 2つあげられる．まず，ペアワイズ手法を用いることにより，絶対的

な適合性評価を相対的な順序に落とし込むため，適合性評価のスケールの違いを緩和するこ

とが可能である．2つ目に，我々は転移学習の中から事例転移のアプローチを用いる．別分

布の訓練データの中から適切な事例集合を目標分布の学習に用いる事例転移アプローチ24)

を用いることにより，人手による適合性評価による順序ペアと矛盾するような順序ペアを排

除しながら学習することが可能となる．

3.3 TRankBoost

本稿では，転移学習に基づくランキング学習を実現するため，ブースティングに基づく転

移学習手法である TrAdaBoost 10) をもとに，新しいランキング学習手法 TRankBoostを

提案する．まず手法の基本となる TrAdaBoostについて述べたのちに，ランキング学習へ

の適用した TRankBoostの詳細を述べる．

TrAdaBoostは，少量の目標分布の訓練データと大量の別分布の訓練データが与えられた

際に，事例転移の枠組みで目標分布の事例に対して高い性能を持った 2値分類器を学習す

るブースティング手法14) である．ブースティング手法は，重み付き訓練データから弱学習

器を多数生成し，最終的に生成された弱学習器の多数決で分類を行う学習手法である．

TrAdaBoostは以下の 3つの点で AdaBoost 14) と異なる．1つ目に，TrAdaBoostは目

標分布と別分布の事例に対して，異なる重み変更方法を行う．TrAdaBoostの各試行におい

て，生成された弱学習器によって誤分類された目標分布の事例の重みは AdaBoostと同様

に増加する．しかし，誤分類された別分布の事例については，逆に重みを小さくする．これ

は，目標分布を予測するモデルを構築するうえでノイズとなるような事例の影響を小さくす

るという解釈をすることができる．2つ目は，最終的な分類器を構築するうえで各弱学習器

の重みとなる重要度の推定方法に特徴がある．AdaBoostは，全事例の誤り率をもとに弱学

習器の重要度を決定しているが，TrAdaBoostは，目標分布の事例のみを用いて重要度を決

定する．最後に，生成された弱学習器の後半のみを用いて分類器を構築する．

以上の枠組みにより，TrAdaBoostでは目標分布の予測誤差と，別分布の事例による訓練

誤差を同時に最小化することを理論的に保証する．しかしながら，TrAdaBoostは別分布の

事例の性質に敏感であることが報告されている10)．これは，誤分類された別分布の事例に

対して重みを大きくすることがないため，別分布の事例をうまく分類できなかった場合に

は，追加データによる学習効果があまり得られず，目標分布の訓練データに過学習してしま
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うためだと考えられる．

3.2 節で述べたように，TrAdaBoostの枠組みは容易にペアワイズ手法のランキング学習

手法に適用することができる．具体的には RankBoostと同様にランキング学習を実現する．

RankBoostでは，順序ペアを事例と見なし，すべての順序ペアに対して重み分布を保持し，

各試行において重み付け順序誤差を最小にするような弱学習器を生成する．重みの更新方

法は基本的に AdaBoostと同様に行われ，最終的なランキング関数は，弱学習器の重み和

で実現される．各弱学習器の重みは，それぞれの重要度を表しており，当該弱学習器によっ

て訓練データ中に含まれる順序ペアに対する正解率をもとに計算される．

我々は，TrAdaBoostが別分布の事例の性質に敏感であることに着目し，あえて理論的妥当

性を捨てて，より一般的な転移学習によるランキング学習手法への変更を行う．TrAdaBoost

では，理論的に別分布の訓練誤差を最小化するために，誤分類された別分布の事例に対して

大きく重みの減少を行う．また，生成された弱学習器の後半しか利用しないため，別分布の

訓練データの学習効果が得られていると考えられる前半の弱学習器を捨ててしまう．このた

め，TrAdaBoostにおける別分布の訓練データの学習効果が得られないという問題を防ぐた

めに，アルゴリズムを改善する必要があると考えた．

具体的には，以下に示す 3つの点を調整可能なモデルパラメータとすることで，別分布の

訓練データの学習効果が得られないという問題の回避を試みる．

(a) TRankBoostは，N 回の試行で生成された弱学習器のうち，M からN の弱学習器を用い

て最終的なランキング関数を構築する．すなわち，RankBoostはM = 1，TrAdaBoost

は M = �N/2�と見なすことができる．
(b)別分布の事例の重み更新には β を用いる．

(c) αtの計算に目標分布の順序ペア xtのみを用いるか，またはすべての順序ペアを用いる．

最終的な TRankBoostのアルゴリズムを図 2 に示す．各試行において，現在の順序ペア

の重みを用いて構築された弱学習器 ht によって各文書のスコアを出力し，スコアに基づい

て順序付けを行う．この際，ht の構築には，任意の教師あり機械学習手法を用いることが

できる．たとえば，RankBoostを提案した Freundら13) は，重み付け誤り率が最小になる

ような素性と閾値を選択し，閾値によって {0, 1}を出力するようなWeakLearnアルゴリズ

ムを弱学習器生成に用いている．この際，弱学習器の重み αt は

αt =
1

2
ln
(

1 + r

1 − r

)
, r =

∑
x0,x1

D(x0, x1)(ht(x1) − ht(x0)) (1)

によって計算される13)．

Algorithm TRankBoost

Input Data sets xd, xt, weak learn algorithm Learner and iteration number N

Initialize D1 = (1, 1, . . . , 1), β

For t = 1, . . . , N :

1. Dt(x0, x1) = Dt(x0, x1)/
∑

x0,x1∈xt∪xd Dt(x0, x1)

2. Train weak learner with Learner using distribution Dt.

4. Set αt (Eq. 1).

5. Update the new weight vector:

Dt+1(x0, x1) =

⎧⎨
⎩D(x0, x1)β x0, x1 ∈ xd ∧ ht(x0) − ht(x1) < 0

D(x0, x1)e
αt(ht(x0)−ht(x1)) otherwise

Output H(x) =
∑N

t=M
αtht(x)

図 2 TRankBoost アルゴリズム
Fig. 2 TRankBoost algorithm.

本研究では，最初のステップとして，TRankBoostの 2つの実装を用意した．与えられ

たデータセットによって，適切なモデルパラメータを設定することは重要な課題ではある

が，本研究ではモデルパラメータの推定方法は取り扱わない．

1つ目の手法は，TrAdaBoostと同じモデルパラメータを利用する．すなわち，M = �N/2�，
β = 1/(1+

√
2 ln m/N)（ただしN は試行回数，mは別分布の順序ペア総数である）とし，

目標分布の順序ペア xt のみを用いて αt を計算する．これ以降，この手法を TRankBoostI

（TRB 1）と呼ぶ．

2つ目の手法は，追加された別分布の訓練データを重要視する．たとえばクリックログの

ように，目標分布と類似性が高いと考えられる訓練データからの学習効果を得るため，より

目標分布に近いデータと見なすように設定を行う．具体的には，M = 1，β = 1とし，αt

を計算するために xt と xd の両方を用いるようにする．そのため，RankBoostに非常に近

いアルゴリズムになっている．ここで，β = 1は，別分布の順序ペアが誤ってランキングさ

れた際に，重みを変更せずに今の重みを維持することを表している．この設定により，弱学

習器が誤ってランキングした別分布の順序ペアの重みを小さくしないため，TrAdaBoostが

持つ問題点を解消し，別分布の訓練データからも学習効果が得られることを期待する．この

手法を TRankBoostII（TRB 2）と呼ぶ．RankBoostに別分布，目標分布の訓練データを
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図 3 RankBoost，TRankBoostI，TRankBoostII の比較
Fig. 3 Comparative table of RankBoost, TRankBoostI and TRankBoostII.

与えた場合，目標分布，別分布の区別なく誤ってランキングした順序ペアの重みを大きくす

るため，この点において TRB 2は RankBoostと異なる．

RankBoost（RB），TRB 2，TRB 2の違いを図 3 に示す．3つの手法について，上から

順番に比較している．目標分布と別分布の訓練データを用いた場合の訓練データの利用方

法，別分布に対する重み変更パラメータ β の値，弱学習器に対する重要度の計算方法，最

終的に利用する弱学習器の個数を表している．

4. 評 価

提案手法の有効性を検証するため，2つの評価実験を通じて提案手法と既存のランキング

学習手法との比較を行った．ベースラインとしては，ペアワイズ手法である RankingSVM

（RSVM），RankBoost（RB）を用いた．RSVMの実装には，svm rank �1を用いた．RSVM

のカーネルは線形カーネルを用いた．RBは文献 13)に従い，C++で実装した．RBとTRB

の弱学習器にはWeakLearnアルゴリズム13) を用いた．また，転移学習手法のベースライ

ンとして，2つの訓練データを用いて独立に学習した RBの線形和をとる手法（RB comb）

�1 http://www.cs.cornell.edu/People/tj/svm light/svm rank.html

の比較も行った．

4.1 実 験 条 件

4.1.1 データセット

ランキング学習の有効性を評価するため，商用モバイルウェブ検索エンジンのインデクス

をもとに 2つのデータセットを作成した．

1つ目は人手による適合性評価データセット（human）である．あらかじめ用意された 49

クエリそれぞれについて得られた約 300件の検索結果に対して，3人の評価者によって（非

常に適合，やや適合，部分適合，不適合）の 4 段階の評価を付与した．この際，評価不能

という判定が付与された文書は取り除いた．この結果，4段階の評価文書の割合は（0.3%，

18.1%，68.4%，13.2%）となった．評価に用いた 49クエリは，Broder 3) の分類における

informationalクエリが 10件，navigationalクエリが 32件，transactionalクエリが 7件

で構成されている．

2つ目はクリックログデータセット（click）である．同じ検索エンジンの 3カ月分のク

リックログの中から 5,000クエリを選択した．テストデータを学習してしまうことを防ぐた

め，human に含まれるクエリは含まない．文献 11)に従い，クリック情報をクエリ–文書ペ

アのクリック頻度という情報に集約し，これを適合性評価とする訓練データを作成した．

これらの 2つのデータセットの訓練データを用いて学習させた RSVM，RBと比較する

ことで提案法を評価した．まず，human，click のいずれか一方の訓練データで学習させ

た RSVM（RSVM human，RSVM click），RB（RB human，RB click）と比較した．ま

た，humanと clickの訓練データを単純に混合し，1つの訓練データと見なして学習を行う

RSVM both, RB both との比較も行った．さらに，上述の RB comb との比較も行った．

RB combは RB humanと RB clickのランキング関数の重み付き線形和で得られるもので

あり，その重みを検証用データで最適になるように選択した．

RB combと提案手法は，2つの異なる訓練データを同時に利用するため，humanと click

を用いた．

データセットの概要を表 1 に示す．#queryは，クエリ数，#doc/#queryはクエリあた

りの文書数，#pairは，訓練データから生成される順序ペアの数を表している．各クエリ–文

書ペアについて，12個の素性を抽出した．抽出した素性を表 2 に示す．

4.1.2 パラメータ選択

RBと TRBは試行回数のパラメータ N，RSVMはモデルの複雑さと訓練誤差のトレー

ドオフを表すパラメータ c を持っている．実験では，それぞれのパラメータについて，
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表 1 データセットの概要
Table 1 Summary of datasets.

dataset #query #doc/#query #pair

human 49 331.9 1,192,707

click 5,000 21.8 704,188

表 2 実験に用いた素性集合
Table 2 Feature set.

Feature Description

BM25 Okapi BM25 score 26)

BM25 log log of Okapi BM25 score

within site inlink inlink number from inside the site

between site inlink inlink number from outside the site

refer num inlink number

refer num log log of inlink number

PageRank PageRank score 2)

URL length URL length

URL slash num slash number in URL

title length title length

query in title query is in title

is index is index page

N ∈ {10, 20, 30, 40, 50}，c ∈ {0.01, 0.05, 0.1, 0.5, 1.0} の中から検証用データにおいて
誤差を最小にする値を選択した．RB combについては，試行回数パラメータN と，2つの

モデルを線形結合するための重み係数 w ∈ {0.0, 0.1, 0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0.8, 0.9, 1.0}
の中から検証用データを用いて最適値を選択した．

4.1.3 評 価 指 標

ランキング学習の有効性を検証するため，情報検索において評価指標として広く用いられ

ている Normalized Discounted Cumulative Gain 17)（NDCG）を用いた．NDCGは検索

結果上位 k 位において，理想的なランキングへの近さを表す評価指標と解釈することがで

きる．k 位における NDCGの値は，

NDCGq@k = Zq

(
rel1 +

k∑
i=2

reli
log2 i

)
(2)

によって求められる．reli は，i位における評価点数を表しており，Zq は，クエリ qに対す

る理想的なランキングにおいて NDCGの値が 1となるように設定された正規化項である．

表 3 実験 1 の結果
Table 3 Results of experiment 1.

method NDCG@5 NDCG@10

RSVM human .6161 .6186

RSVM click .7060 .6956

RSVM both .7072 .7075

RB human .6407 .6385

RB click .7104 .7188

RB both .6957 .7129

RB comb .6798 .6721

TRB 1 .6789 .6642

TRB 2 .7223 .7217

モバイルや PCウェブ検索エンジンでは，検索結果を 5件または 10件表示するものが一

般的であるため，評価実験では k = 5，10を用いて手法の有効性の検証を行った．また，そ

れぞれの手法の特徴を把握するため，各手法における k = 1, 2, . . . , 50の NDCG値の比較

も行った．

4.2 実験 1：未知クエリに対する有効性評価

未知のクエリに対する有効性評価の検証を行うため，データセットをクエリで分割し，5

分割交差検定を行った．49クエリの訓練データをクエリで 5分割し，3ブロックを訓練デー

タ，1ブロックをパラメータの設定に用いる検証用データ，残りの 1ブロックを評価に用い

るテストデータに利用した．

4.2.1 結 果

表 3 に，3つのデータセットを用いた 2つのベースライン手法と提案手法の NDCG@5，

10の値を示す．表 3 より，以下の結果を確認した．

• すべての手法において TRB 2が NDCG@5，10において最良の結果を示した．

• TRB 1は，RSVM human，RB humanを上回る精度を示したものの，その他の手法

に比べて低い NDCG値を示した．

• RSVM humanと RSVM click，RB humanと RB clickを比較すると，同じランキン

グ学習手法においては，click が human よりも高い値を示した．

• RSVMにおいては RSVM bothが最大の値を示しており，RBにおいては RB bothが

RB clickに比べて低い値を示した．

t 検定により，各手法の NDCG@5，10 の値の差を評価したところ，TRB 2 と

RSVM human の間に有意差が確認された（p 値 < 0.05）．しかしながら，それ以外の
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(a) (b) (c)

図 4 実験 1 における NDCG@k 値の比較結果：(a) 提案手法と human，(b) 提案手法と click，(c) 提案手法と both，RB comb

Fig. 4 Results of experiment 1: RankingSVM (RSVM), RankBoost (RB) ranking performance across three dataset (human, click, both)

and TRankBoostI (TRB 1), TRankBoostII (TRB 2) ranking performance. (a) Proposed methods and baseline methods with human

dataset, (b) Proposed methods and baseline methods with click dataset and (c) Proposed methods, baseline methods with both

dataset and RB comb (y-axis = NDCG@k value, x-axis = k value).

組合せについては有意差が見られなかった．

また，図 4 に NDCG@k（k = 1, 2, . . . , 50）の結果を示す．図 4 より，以下の結果を確

認した．

• TRB 2は，ベースライン手法の click に対して NDCG@k（k = 4, . . . , 50）において

上回る精度，both に対して NDCG@k（k = 3, . . . , 50）において上回る精度を示した．

• click を用いたベースライン手法は，検索結果上位（k = 1，2，3）における NDCG

値が高く，それ以降で急激に値が小さくなっていることが確認できた．

4.3 実験 2：未知文書に対する有効性評価

49クエリ分の訓練データを用いて学習したモデルに対して，同一クエリの未知文書に対

する有効性の検証を行った．訓練データにおける同一クエリの文書集合を 5 分割し，1 ブ

ロックを訓練データ，1ブロックを検証用データ，3ブロックをテストデータに利用した．

4.3.1 結 果

表 4 にベースライン手法と提案手法の NDCG@5，10の値を示す．表 4 より，以下の結

果を確認した．

表 4 実験 2 の結果
Table 4 Results of experiment 2.

method NDCG@5 NDCG@10

RSVM human .7477 .7528

RSVM click .7169 .7229

RSVM both .7150 .7228

RB human .7393 .7566

RB click .7511 .7512

RB both .7509 .7540

RB comb .7523 .7530

TRB 1 .6968 .7040

TRB 2 .7590 .7639

• すべての手法が実験 1における結果と比べて高い NDCG@5，10を示した．

• すべての手法において，TRB 2が NDCG@5，10において最良の結果を示した．

• human と click を比較すると，RSVMでは human の方が高いNDCG@5，10，RBで

は NDCG@10において human が高い値を示している．
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(e) (f) (g)

図 5 実験 2 における NDCG@k 値の比較結果：(e) 提案手法と human，(f) 提案手法と click，(g) 提案手法と both，RB comb

Fig. 5 Results of experiment 2: RankingSVM (RSVM), RankBoost (RB) ranking performance across three dataset (human, click, both)

and TRankBoostI (TRB 1), TRankBoostII (TRB 2) ranking performance. (e) Proposed methods and baseline methods with human

dataset, (f) Proposed methods and baseline methods with click dataset and (g) Proposed methods, baseline methods with both

dataset and RB comb (y-axis = NDCG@k value, x-axis = k value).

なお，各手法の性能差を t検定により評価したところ，NDCG@5，10のいずれにおいて

も，有意な差を確認することができなかった．

また，図 5 に NDCG@k（k = 1, 2, . . . , 50）の結果を示す．図 5 より，以下の結果を確

認した．

• human を用いたベースライン手法に比べて，TRB 2が，NDCG@k（k = 1, . . . , 13）に

おいて，高い値を示した．

5. 考 察

本章では，4.2.1 項と 4.3.1 項から得られた結果の考察を行う．本実験において TRB 1

が低い精度を示した理由については 5.1 節で述べる．

表 3 の実験結果より，NDCG@5，10 においてすべての手法において最大の値を示して

いることから，TRB 2の有効性を検証することができた．ここで，単純な混合である both

に比べて高い精度のランキング学習を実現していることから，目標分布が少数であること

に起因する過学習を防ぎ，適切に別分布の訓練データを活用して汎化性能の高いランキン

グ関数を生成していることが分かる．また，その他の NDCG 値を比べると，TRB 2 は，

NDCG@1，2，3において RSVM clickと RB clickに劣る以外は，すべての手法に対して

高い値を示しており，ランキング下位の精度向上にも効果があることが分かる．以上より，

適合性分布が異なるデータセットを用いる提案手法が有効に働いていることが分かる．

both の結果より，単純に混合した訓練データを用いて従来のランキング学習手法では，

精度を向上させることが難しいことが示唆された．RSVMにおいてわずかに精度が向上し

ている理由としては，click が単純な混合でもある程度過学習を抑えることが可能なほど，

分布が類似していることが考えられる．RBに関しては，単純な混合で click を用いた場

合に比べて低い精度を示しており，手法によって傾向が異なることが分かる．

ベースライン手法において，単体の訓練データを用いた方法では，click が human に比

べて高い精度を示し，Douら11) による実験と同様の傾向が得られた．これは，人手による

適合性評価が十分ではなく，human では訓練データ不足により，汎化性能が低いモデルを学
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習しているためだと考えられる．本実験においては 5分割交差検定を用いたため，訓練デー

タにはおよそ 30クエリ分の訓練データしか含まれない．この結果より，訓練データに含ま

れるクエリ数が汎化性能に影響を与えていることが分かる．また，click が高い精度を示

したことにより，本データセットにおいて，クリックログから得られた適合性分布は，目標

分布である人手による適合性分布に類似していることがうかがえる．

図 4 の結果から，click が NDCG@1，2，3において高い精度を示す理由としては，ク

リックログ自体が検索結果上位を中心に付与されていることがあげられる．このため，ク

リックログから得られる訓練データに含まれる適合性評価が，検索結果上位における順序の

差を重視することになり，NDCG上位に反映されたと考えられる．

実験 1において，RB combが単一の訓練データ human，click を用いた手法に比べて精

度が低い原因は，以下の理由が考えられる．RB combでは，独立に学習したモデルを重み

係数によって線形結合し，ランキングに用いるスコアを出力する．この重み係数は検証用

データに対して最適な重み係数が設定されている．そのため，実験 1では検証用データを用

いて設定された重み係数がテストデータに対して適切な値ではなかったことが推測される．

一方で，実験 2においては RB combによって，human，click よりも高い NDCG値を示

しており，この場合には，RB combが適切に学習できていることが分かる．

表 3 と表 4 を比較すると，すべての手法において実験 1に比べて実験 2における NDCG

値が高いことが分かる．この結果は，学習済みクエリに対する新規追加文書のランキング精

度が，未知のクエリにおけるランキング精度よりも高いという直感的な予想と一致する．

実験 1においては，human を用いた手法に比べて click を用いた手法の方がNDCGの値

が高い．これは，未知クエリに対する予測問題においては，少量のクエリに関する訓練デー

タを持つ human を用いた手法に比べて，大量のクエリに関する訓練データを持つ click を

用いた手法の方が有効に働いているものだと考えられる．

また，実験 2においては反対に click を用いた手法に比べて human を用いた手法の方が

NDCGの値が高い傾向を示した．これは，未知文書に対する予測問題においては，当該ク

エリを訓練データに含み，かつクエリあたりの文書数も多い human を用いた手法の方が良

いモデルを学習するという直感に合う結果である．

以上より，適合性分布が異なる複数情報源を訓練データとして用いる場合には，従来手法

では実現が困難であることが示唆され，提案手法の枠組みによって効果的なランキング学習

が実現可能なことを検証した．

5.1 TRankBoostIの性能が低い原因

TRB 1が低い精度を示した原因は 2つ考えられる．1つ目に，利用する弱学習器の数が

影響していると考えられる．TRB 1の各試行における αt の値を眺めたところ，試行ごと

にほぼ単調減少していることを確認した．TRB 1では，試行全体の後半の弱学習器のみを

用いてランキング関数を実現するため，効果的な弱学習器を捨ててしまっていることが分か

る．しかしながら，実際に TRB 1のM のパラメータを 1に変更した手法の評価を行った

ところ，大きな変化は見られなかった．これより，TRB 1の性能についてはM 以外の影

響が大きいことが推測できる．

そこで 2つ目の原因として，誤った別分布の順序ペアに対する重み変更のパラメータ βの

値が大きいということが推測される．TrAdaBoostでは，誤ってランキングした順序ペアに

ついて，一定の割合で重みを小さくする．各試行において別分布の順序ペアが一定の割合で

誤ると仮定すると，試行を繰り返すごとに別分布の訓練データの影響がなくなり，最終的には

目標分布の訓練データが弱学習器を生成する際の支配的な要因となる．さらに TrAdaBoost

では後半の弱学習器のみを用いるため，目標分布の訓練データに対して過学習した弱学習器

をより多く利用することになる．そのため，試行回数を適切に設定しなければ，先述した過

学習の問題を解決できない．human よりも高い精度を示しているものの，both に劣るのは

このためだと考えられる．TRB 2では β = 1かつM = 1に設定することで，別分布の訓

練データに対してより適合するようなランキング関数を生成する．評価実験において最良の

結果を得ていることから，人手による適合性評価の過学習することなく，より高い汎化性能

を持ったランキング関数を生成していることが分かる．

6. お わ り に

本稿では，転移学習の枠組みを用いることにより，適合性分布が異なる訓練データを用い

てランキング関数を生成するランキング学習手法の枠組みを提案した．具体的には，学習に

役立つ事例を選択的に用いる事例転移の方法とペアワイズ手法を組み合わせることによって

転移学習によるランキング学習を実現する．我々は，この枠組みを用いた新しいランキング

学習手法である TRankBoostを提案した．

RankingSVMや RankBoostのような従来のランキング学習手法では，教師あり機械学

習の枠組みを用いるため，文書ペアが同一の分布から抽出されるという仮定をおいているた

め，適合性分布が異なる訓練データを単純に混合するだけでは，従来法によって適切にラン

キング学習ができないと考えた．
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商用モバイル検索エンジンのインデクスとクリックログをもとに作成されたデータセット

を用いた 2つの評価実験を通じて，提案手法 TRankBoostIIによって，NDCG@5，10の値

でベースライン法を上回る精度でランキング学習が可能であることを確認した．また，ベー

スライン手法については，単純な混合では精度を向上させることが困難であることが示唆さ

れた．これにより，提案手法を用いることにより，従来手法では達成が困難であった目標分

布と適合性分布が異なる訓練データを同時に用いて，高精度なランキング学習が実現可能な

ことを示した．

今後は以下の課題を検討したい．

• 他のデータセットを用いて実験を行う必要があると考えている．人手による適合性評
価が多いとき，追加する別分布の訓練データの類似度によっても結果が変わるため，

TRankBoostI，TRankBoostIIの有効性の検証を通じてロバスト性の評価を行いたい．

• TRankBoostのモデルパラメータ（αt，β，M）を自動的に推定する方法について検討

したい．

• 本研究では適合性分布が異なる追加情報源としてクリックログを用いたが，クリックロ
グ以外に暗黙的な適合性評価を含むデータセットに対して本手法の適用と評価を行い

たい．

• 本研究では，適合性分布の尺度の違いを補正するために，ペアワイズ手法に着目した．
それ以外のポイントワイズ手法やリストワイズ手法にも転移学習を適用したい．

複数情報源を用いたランキング学習はまだ発展途上の研究テーマである．新たな手法の検

討も含め，提案法のさらなる改善に取り組みたい．
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