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記号列を入出力とするニューラルネットの学習法

本 木 実† 冨 浦 洋 一†† 高 橋 直 人†††

本論文では，記号列を入力し記号列を出力する階層型ニューラルネットの学習法を提案する．本論
文で考察するモデルは，結合荷重だけでなく，各記号に対応する記号表現ベクトルも学習パラメータ
とする．この方式により，学習データの性質を反映した記号表現ベクトル（類似の使われ方をする記
号の記号表現ベクトルが互いに近いベクトル）を学習することができ，予測能力の向上が期待できる．
しかし，目的関数を平均二乗誤差とする通常のモデルでは，目的関数の値を最小にするタスクにとっ
て無意味な解が存在し，出力ベクトルから記号の同定を行うと正解率がきわめて低いという問題があ
る．そこで本論文では，記号の同定を考慮した目的関数による学習法を提案する．実験により，提案
モデルは，学習データの性質を反映した記号表現ベクトルの学習が可能であり，かつ高い正解率を持
つことを示す．

A Learning Method of a Layered Neural Network Whose
Inputs and Outputs are Symbol Sequences

Minoru Motoki,† Yoichi Tomiura†† and Naoto Takahashi†††

This paper proposes a learning method of a layered neural network whose inputs and out-
puts are symbol sequences. The learning parameters of the model we consider here are not
only link weights but also symbol representation vectors (SRVs), each of which corresponds to
each symbol. SRVs learned by this model can reflect characteristics of the training data, and
are expected to lead to high performance in prediction. The conventional learning method
whose objective function is mean square error has meaningless solutions for the task, which
minimize the objective function. Moreover, the accuracy of the conventional model is very
low when symbols are identified based on the output vectors. The learning method we pro-
pose has an objective function which is proper for identification of output symbols. Through
the computational experiments, we also show that the proposed model acquires SRVs which
reflect characteristics of the training data and have high performance.

1. は じ め に

パターン情報処理分野で取り扱うパターンは，「アナ

ログパターン」と「記号列（ディジタル）パターン」と

に大別できる．アナログパターンは，音声や画像デー

タが代表的な例であり，記号列パターンは，自然言語，

楽譜，DNAの塩基配列，タンパク質のアミノ酸配列

等が例である1)．

パターン認識や関数近似で優れた性能を示すモデル
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の 1 つに階層型ニューラルネットがある．これまで，

ニューラルネットで記号列を取り扱う研究がなされて

きた2)～5) が，ニューラルネットは本来アナログデー

タを取り扱うため，記号を実ベクトルに対応させる必

要がある．異なる記号を単に異なる実ベクトルに対応

させるというのも 1つの解である．しかしたとえば，

与えられたタスクにおいて類似した性質を示す 2つの

記号が類似した実ベクトルに対応するように，各記号

に実ベクトルを対応付ける方が，一般には，ニューラ

ルネットの性能が高くなると予想される．したがって，

各記号にどのような実ベクトルを対応付けるか（表現

の問題）が記号列パターンを取り扱うニューラルネッ

トを構成する場合重要となる．

ニューラルネットを用いて言語現象を説明する認知

科学的な研究の中に，Miikkulainenらの研究がある6)．

彼らは，単語（すなわち記号）を実ベクトル（以下では，

記号表現ベクトル）として表現し，深層格解析等のタ
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スクを担う階層型ニューラルネットのモジュールを多段

に連結することで，この記号表現ベクトルがモジュー

ル間を移動するモデルを提案した．このモジュールで

は，結合荷重だけでなく記号表現ベクトルも学習パラ

メータとして学習することが大きな特徴である．この

特徴により，学習データの性質を反映した記号表現ベ

クトル（類似の使われ方をする記号の記号表現ベクト

ルが互いに近いベクトル）を学習することができるの

で，上記の表現の問題に 1つの解を与えるだけでなく，

予測能力の向上も期待できる．このようなニューラル

ネットを彼らは FGREP（Forming Global Represen-

tation with Extended back-Propagation）モジュー

ルと名づけた．

FGREPモジュールの学習法は，BP（Back Prop-

agation）法の類推から得られている．BP法は最急降

下法に基づいているが，Miikkulainen らの示したパ

ラメータの更新式は最急降下法に従っておらず学習さ

れる記号表現ベクトルの数学的な意味が不明確であり，

また，出力記号の同定の正解率がきわめて低いという

問題がある．さらに，通常のように，目的関数を平均

二乗誤差として学習した場合，目的関数の値を最小に

するが，与えられたタスクにとって無意味な解が存在

する．そこで本論文では，記号列を入出力とする階層

型ニューラルネットに対し，記号の同定を考慮した学

習法を提案する．

続く 2 章では，記号列を入出力とするニューラル

ネットについて述べる．この中で，目的関数を平均二

乗誤差とした通常のモデル（最小二乗誤差基準モデ

ル）および提案モデルについて述べる．3章では，関

図 1 記号列を入出力とするニューラルネットの構成

Fig. 1 Structure of the neural network whose inputs and outputs are symbol sequences.

連研究として FGREP モジュールとその問題につい

て紹介する．4章では，最小二乗誤差基準モデル，記

号表現ベクトルを学習しない通常のモデル，提案モデ

ル，FGREPモジュールに関する実験について述べる．

5章で，本論文のまとめを行う．

2. 記号列を入出力とするニューラルネット

2.1 記号列を入出力とするニューラルネットの構成

本論文では，階層型のニューラルネットを用いて記

号列から記号列への関数を近似する問題を取り扱う．

階層型ニューラルネット自体の入力と出力は実ベクト

ルで表されるので，入力する記号列を実ベクトルに

置き換えて階層型ニューラルネットに入力し，階層型

ニューラルネットが出力するベクトルを記号に同定す

る必要がある．本節では記号列を入出力とするニュー

ラルネットの構成について述べる．

扱う記号の全体集合を W = {W0, W1, · · · , WV −1}
とする．記号Wc に対応するm次元実ベクトルを記号

表現ベクトルと呼び，rc = [rc,1, rc,2, · · · , rc,m]t と表

す．各記号の記号表現ベクトルは記号表現ベクトル辞

書に格納される（図 1）．記号表現ベクトル辞書 Lは全

V 個の記号表現ベクトルを連結した実ベクトル L =

[r0,1, r0,2, · · · , r0,m, r1,1, · · · , rV −1,m−1, rV −1,m]t で

ある．

ニューラルネットの入力層は，Sin 個のスロット（ユ

ニット群）に，出力層は Sout 個のスロットに分けら

れている（スロット番号は 0, 1, · · · と付与する）．入
力層には，Sin 個の記号の各記号表現ベクトルを順に

連結したベクトルが入力され，出力層には，Sout 個
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のベクトルが連結されたベクトルが出力される．各ス

ロットを構成するユニット数は m（記号表現ベクト

ルの次元）である．出力ベクトルからの記号列の同定

は，ユークリッド距離を用いて行う．すなわち，出力

第 s スロットの記号は

arg min
Wc∈W

1

m

m∑
e=1

1

2

(
o
〈3〉
sm+e − rc,e

)2

と同定される．

通常の階層型ニューラルネットと同様，入力側から

数えて l 番目（l > 1）の層における第 j ユニットの

出力値 o
〈l〉
j は，

o
〈l〉
j = f

(
u
〈l〉
j

)
= f

(
nl−1∑
i=1

w
〈l〉
i,j o

〈l−1〉
i + b

〈l〉
j

)

で計算される．ここで，nl は第 l 層のユニット数を

表し，w
〈l〉
i,j は第 (l− 1) 層第 i ユニットと第 l 層第 j

ユニットとの結合荷重，b
〈l〉
j は第 l 層第 j ユニットの

バイアスと呼ばれ，これら w
〈l〉
i,j，b

〈l〉
j は学習パラメー

タである．全 w
〈l〉
i,j，b

〈l〉
j （l = 2, 3; i = 1, 2, · · · , nl−1;

j = 1, 2, · · · , nl）を w で表し，これも結合荷重と呼

ぶことにする．u
〈l〉
j は，第 l 層第 j ユニットの内部

ポテンシャルと呼ばれる．f としては次のシグモイド

関数，

f(u) =
1

1 + exp(−u)

を用いる．

以上のように，本論文では，記号列から記号列への

関数近似の問題を，階層型ニューラルネットを用いて，

「入力記号列を記号表現ベクトル辞書 L を用いて実ベ

クトルに変換し，これを階層型ニューラルネットの入

力とし，階層型ニューラルネットが出力する実ベクト

ルを記号表現ベクトル辞書 L を用いてスロットごと

に記号に変換して出力記号列を生成する」という方法

で解く．ここで問題となるのが，各記号に対する記号

表現ベクトル，つまり，記号表現ベクトル辞書 L をど

のように与えるかである．本論文では，L を事前に恣

意的に与えるのではなく，入力記号列 sp とそれに対

する望ましい出力記号列（教師記号列）tp の組からな

る学習データ 〈(s1, t1)(s2, t2) · · · (sN , tN )〉 を用いて，
結合荷重だけでなく，記号表現ベクトル辞書 L も同

時に学習する手法を採用する．これは最近研究されて

いる単語をベクトルで表すモデル6)～9) で採用されて

いる方式であり，記号表現ベクトル辞書 L を学習パラ

メータとすることによって，目的関数を最小とする基

準に従って記号表現ベクトルが決定される．学習デー

タ中に類似した使われ方がなされた記号どうしの記号

表現ベクトルは互いに近いベクトルとなることが期待

でき，類似の未知記号列に対する予測がうまくいくと

考えられる．

2.2 最小二乗誤差基準モデルとその問題

以降の説明では，教師記号列の各記号を記号表現ベ

クトルに変換して順に連結したベクトルを教師ベクト

ルと呼び，tp に対応する教師ベクトルを tp で表す．

また，p 番目の入力記号列が与えられたときの第 l 層，

第 j ユニットの出力値を o
〈l〉
p,j と表す．

前節で示した記号列を入出力とするニューラルネッ

トを構成しようとするとき，まず，ニューラルネット

の出力と教師ベクトルの平均二乗誤差を目的関数と

して，これを最小化するように学習するモデル（以下

MSE基準モデル）が考えられる．ところがMSE基

準モデルの場合，「すべての入力ベクトルが同一，か

つ，すべての教師ベクトルが同一となる可能性があり，

その結果，記号の同定率がきわめて悪くなる」という

問題がある．

MSE基準モデルは，ニューラルネットの出力と教

師信号との平均二乗誤差

E(w, L)

=
1

N

N∑
p=1

Ep

=
1

N

N∑
p=1

n3∑
k=1

1

2

(
o
〈3〉
p,k(w)− tp,k(L)

)2
(1)

を目的関数とし，E(w, L) を最小（実際には極小）に

するように学習パラメータである結合荷重 w と記号

表現ベクトル辞書 L を学習する．最急降下法を用い

て w を求めることは，誤差逆伝搬法（BP法）10)とし

て一般によく知られている．ここで，1/2 は計算の便

宜上導入される定数で，tp,k は tp の第 k 成分である．

たとえば入力ユニットと中間ユニットの結合荷重

w
〈2〉
i,j は，

w
〈2〉
i,j ← w

〈2〉
i,j − η

∂E

∂w
〈2〉
i,j

(2)

∂E

∂w
〈2〉
i,j

=
1

N

N∑
p=1

δ
〈2〉
p,j · o〈1〉p,i (3)

に従って更新される．ただし，δ
〈2〉
p,j は誤差信号と呼

ばれ，

δ
〈2〉
p,j = f ′(u〈2〉

p,j

)
·

n3∑
k=1

δ
〈3〉
p,k · w〈3〉

j,k (4)

のように，次段の誤差信号 δ
〈3〉
p,k で表される．
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一方，記号表現ベクトル rc,e の学習は，教師信号が

記号表現ベクトルに依存しているため式 (1)中の tp,k

も L の関数になっており，

rc,e ← rc,e − η
∂E

∂rc,e
(5)

∂E

∂rc,e

=

n1∑
i=1

∂E

∂o
〈1〉
p,i

∂o
〈1〉
p,i

∂rc,e
+

n3∑
k=1

∂E

∂tp,k

∂tp,k

∂rc,e

=
1

N

N∑
p=1

n1∑
i=1

δ
〈1〉
p,i · [Mp]i,cm+e

+
1

N

N∑
p=1

n3∑
k=1

∂Ep

∂tp,k
· [Tp]k,cm+e (6)

δ
〈1〉
p,i =

n2∑
j=1

δ
〈2〉
p,j · w〈2〉

i,j (7)

に従って更新される．ここで Mp，Tp は，

[Mp]sm+e,cm+e; for e=1,2,···,m

=




1, p 番目の入力データの第 s

スロットの単語が Wc の場合

0, それ以外の場合
[Tp]sm+e,cm+e; for e=1,2,···,m

=




1, p 番目の教師データの第 s

スロットの単語が Wc の場合

0, それ以外の場合

であり，これを用いて学習データにおける入力記号列

に対応する入力ベクトル o
〈1〉
p ，教師記号列に対応する

教師ベクトル tp は，

o〈1〉
p = MpL, tp = TpL

と表せる．

ところが，このような学習を行った場合，目的関数

E の値を最小にする自明な，しかも設定したタスク

にとって無意味な解が存在する．パラメータ学習は，

「目的関数 E(w, L) の値をより小さくする w，L が

より良いパラメータである」という指標に従って行わ

れる．すると，たとえば，

• ∀p MpL = xin（xin はある定数ベクトル）

∀p TpL = xt（xt はある定数ベクトル）

• o〈1〉 = xin のとき，o〈3〉 = xt となるような w

を満たす (w, L) は，E(w, L) = 0 となることから，

最良のパラメータ値ということになる．しかし，この

(w, L) で構成されたネットワークでは，記号表現ベク

トルの区別ができず，ほぼすべての記号の同定に失敗

し，一般に考えられるどのようなタスクを設定したと

しても正解率が低くなる．このことは，本論文 4.2 節

で実験的にも示す．

2.3 提案モデル

上記のように，教師パターンが記号表現ベクトルに

依存するネットワークにおいて，「平均二乗誤差」を小

さくすることは正解率（入力記号列に対する望ましい

出力記号列の同定に成功する割合）を高めることにつ

ながらない．そこで本論文では，記号の同定まで考慮

した以下の目的関数 F に基づいた学習法を提案する．

F =
1

Sout

Sout−1∑
s=0

1

N

N∑
p=1

Fp(s)

Sout は出力スロット数，s はスロット番号である．

Fp(s) は p 番目の学習データに対する出力第 s ス

ロットの記号の同定ができれば小さな値，記号の同

定に失敗するならば大きな値となるように設定する．

F が最小（実際は極小）になるように w，L を学習

する．

本論文では，Fp を基本的に以下のように設定して

いる．

Fp(s) =
1

V − 1

∑
c �=twp,s

Fp(s, c)

Fp(s, c) = fα

(
Ep(s, twp,s) + ε

Ep(s, c) + ε
− 1

)
(8)

Ep(s, c) =
1

m

m∑
e=1

1

2

(
o
〈3〉
p,sm+e − rc,e

)2

fα(z) =
1

1 + exp(−αz)

前述のように，V は L 中の記号の総数，m は記号表

現ベクトルの次元数である．twp,s は，パターン p の

出力第 s スロットの教師記号のインデックス，つま

り Wtwp,s が教師記号である．ε は十分小さな正数で

ある．

Ep(s, c) は，出力第 s スロットの出力ベクトルと

記号 Wc の記号表現ベクトルとの二乗距離である．

fα(z) は，α が十分大きいならばステップ関数に近づ

く．このとき Fp(s, c) は，p 番目のデータに対する出

力第 s スロットのベクトルと教師第 s スロットのベ

クトルに関して，

出力と教師の二乗距離 <

出力と記号 c 間の二乗距離

が成立すれば 0，成立しなければ 1である．Fp(s) は

上記が成立しない単語 Wc（c �= twp,s）の数を Wc
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図 2 α が大きいときの目的関数 F

Fig. 2 Objective function F with a large α.

（c �= twp,s）の総数 V − 1 で割ったものであり，p 番

目のデータに対する第 s スロットの出力が誤認識する

記号の割合を意味する．したがって，目的関数の値 F

は，1スロットあたりの誤認識する記号の割合を意味

し，F が小さくなるようにパラメータを更新すること

で，正解率（入力記号列に対する望ましい出力記号列

の同定に成功する割合）が高くなると考えられる☆．

F の値が「1スロットあたりの誤認識記号の割合」

を意味するためには α は十分大きくなければならな

い．ところが，α が十分に大きいと，目的関数はパ

ラメータ空間のほとんどの領域で平坦になってしま

い（図 2），パラメータ学習が極端に遅くなる．そこ

で α を学習ステップ τ の関数として，

α = α0τ (10)

と設定し，学習が進むにつれて大きな値となるように

している．

パラメータ学習は最急降下法を用い，各パラメー

タは，

w
〈l〉
i,j ← w

〈l〉
i,j − η

∂F

∂w
〈l〉
i,j

,

Ld ← Ld − η
∂F

∂Ld
(Ld は L の第 d 成分)

に従って更新される（∂F/∂w
〈l〉
i,j，∂F/∂Ld の具体的

な計算法については付録を参照）．

学習の過程で，偶然ある p，s，c（c �= twp,s）に

☆ 式 (8) を用いた目的関数とほぼ同様の効果は，ある ε（> 0）を
設定して，

Fp(s, c) = fα(Ep(s, twp,s) − Ep(s, c) + ε) (9)

としても得られるが，式 (8) で定義された Fp(s, c) では，第 s

スロットの出力ベクトルが第 s スロットの教師信号のベクトルに
十分近い場合，Wc（c �= twp,s）に対するベクトルは Fp(s, c)

をほとんど大きくすることなく比較的自由に設定できるのに対
し，式 (9) で定義される Fp(s, c) では，第 s スロット出力ベ
クトルが第 s スロット教師記号のベクトルに十分近い場合でも，
Wc のベクトル設定に対する自由度は小さい．予備的に行った
実験では，式 (9) の Fp(s, c) を用いた場合，得られる記号表
現ベクトルは均等に分布する傾向にあった．

対して Ep(s, c) = 0（あるいはきわめて小さな正数）

となることが考えられる．この場合，式 (8) 中に正

定数 ε がない，つまり ε = 0 とすると，∂F/∂w
〈l〉
i,j，

∂F/∂Ld の絶対値が∞（あるいはきわめて大）となる
（付録 A.1 参照）．式 (8)中の正定数 εは Ep(s, c) = 0

（あるいはきわめて小さな正数）となる場合でも，学

習が安定するように導入したものである．

3. 関 連 研 究

本論文の提案モデルと密接な関係を持つモデルとし

て，Miikkulainenらの FGREPモジュール6)がある．

FGREPモジュールは，自然言語処理研究分野にお

ける深層格解析等のタスクを学習しながら，同時に記

号表現ベクトル辞書を学習する．FGREPモジュール

は多段に結合して用いることができ，より高度なタス

クを実現する．この場合，出力された記号表現ベクトル

の記号の同定は行わず，出力ベクトルが次のモジュー

ルの入力ベクトルとなる．

深層格解析を行う FGREPモジュール（図 3）の入

力層には，主語，動詞，目的語の名詞，withと結合す

る名詞の 4 つの入力スロットがあり，各スロットに，

対応する記号の記号表現ベクトルを入力する．図 3 は，

“The girl ate pasta with a fork.”の文が入力された

例であり，各入力スロットには，‘girl’，‘ate’，‘pasta’，

‘fork’の単語の記号表現ベクトルが入力される．出力

層は，動作主格（agent），動作（act），受動者格（pa-

tient），道具格（inst），修飾語（mod）の 5つの出力

スロットからなり，入力文に対して，各スロットに，そ

のスロットが表す深層格を占める単語の記号表現ベク

トル（に類似したベクトル）が出力されるように結合

荷重および記号表現ベクトル辞書が学習される．図 3

の例では，agent，act，patient，inst，modスロット

にはそれぞれ girl，ate，pasta，fork，NULL（なし

を意味する特別な記号）の記号表現ベクトルに類似し

たベクトルが出力されることになる．記号表現ベクト

ルの初期値はランダムに設定されたが，深層格解析の

学習が進行するに従って，学習データ中の統語的，意

味的側面を反映した記号表現ベクトルが獲得されたと

報告されている．

FGREPモジュールの学習は，ネットワーク構成と

目的関数がMSE基準モデルと同じため，最急降下法

に従うならば 2.2節とまったく同じになるはずである．

しかし，文献 6)で示された更新式はそのようになっ

ていない．文献 6)で示された更新式は以下のとおり

である．結合荷重の更新式は通常の BP法と同じであ

る．記号表現ベクトルの更新式は，入力ユニットの入
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図 3 FGREP モジュールの構成
Fig. 3 Structure of the FGREP module.

出力関数をシグモイド関数ではなく恒等関数と考えた

上で，結合荷重の学習 (2)，(3)，(4)の類推から次の

ように与えられている（ただし，本論文と同じ表記を

用いる）．

rc,e ←

rc,e − η
1

N

N∑
p=1

n1∑
i=1

δ
〈1〉
p,i · [Mp]i,cm+e (11)

δ
〈1〉
p,i =

n2∑
j=1

δ
〈2〉
p,j · w〈2〉

i,j . (12)

ところが，この更新式は式 (1)を目的関数とする最

急降下法に基づいて得られる更新式ではない．式 (11)

と式 (5)，(6)を比較すると，式 (11)には式 (6)の第 2

項に相当する項がない．FGREPモジュールにおける

学習は 2.2節で述べた問題を避けるため，あえて式 (6)

の第 2項を除いているとも考えられる．つまり，辞書

を便宜上，入力ベクトルを合成するための辞書 Lin

と，教師ベクトルを合成するための辞書 Lt とに分け，

第 k ステップでの記号表現ベクトルの学習（更新）で

は，Lt を第 k−1 ステップで得られた Lin に固定し，

Lin を学習した後，Lt ← Lin とする．2.2 節で述べ

たような無意味な解が得られる可能性があることは，

Miikkulainenも指摘しているが，確かに追実験では，

彼らの報告のように，そのような解には陥らなかった．

しかし，数学的な意味が不明である．

さらに，出力側での記号の同定の正解率は，4.4節で

示すようにきわめて低い．文献 6)では学習された w

や L の評価の 1つとして，各ユニットの出力値と教師

信号の値との誤差が 0.15未満である割合を取り上げ，

高い値であったと報告している．彼らは，FGREPモ

ジュールを多段に結合して物語パラフレイザDISPAR

を構築しており，下位の FGREPモジュールの出力ベ

クトルがそのまま上位の FGREP モジュールの入力

ベクトルとなるため，必ずしも本論文で用いた出力側

での記号の同定の正解率で評価する必要はない．しか

し，たとえばman，woman，boy，girlの 4つの単語

に対する獲得された記号表現ベクトルは互いにきわめ

て類似しており，上位の FGREP モジュールの性能

低下をまねく．これを防ぐため，Miikkulanienらは，

2ビットの識別ビットを記号表現ベクトルに付加する

“ID-cloning”（学習中も変化しない，異なる語には異

なる識別ビットを付加）と呼ぶ手法を用いているが，

きわめて ad hocである．

4. 実 験

本章では，MSE基準モデル，記号表現ベクトルを学

習しないモデル（SBPモデル），提案モデル，FGREP

モジュールに関する実験について説明する．

4.1 データ，評価法および実験条件

使用した記号列データは，文献 6)で用いられたデー

タとほぼ同様の人工的な言語データであり，タスクは

深層格解析である（名詞，動詞の異なり数はそれぞれ

24語，4語）．データは文テンプレート（表 1）とメタ

ワード（表 2）から作成した．たとえば，テンプレー

ト 4とメタワードの表から，表 3に示す 4×4×2個の

データが作成される（入力は，主語，動詞，目的語の名

詞，withと結合する名詞の順，出力は，動作主格，動

作，受動者格，道具格，修飾語の順）．文献 6)と同様に，

すべての組合せより全部で 1,275文を作成した．MSE

基準モデルの問題を確認する実験，FGREPモジュー

ルの動作を確認する実験では，このうち 90%（1,147

文）を学習データとして，残りの 10%（128 文）を

テストデータとして用いた．可能なすべての入力パ

ターンのうち 90%が学習データとして与えられると

いうのは現実的ではない．そこで，提案モデルの有効

性を示すため，提案モデルに関する実験および比較実

験である SBPモデルに関する実験では，全 1,275文

のうち 10%（128 文）を学習データとして，残りの

90%（1,147文）をテストデータとして用いた実験も

行った．モデルの性能を測る指標には，文正解率を用

いる．文正解率とは，1文 5スロットすべて記号の同
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表 1 文テンプレート
Table 1 Sentence templates used in the experiments.

template correct case-role

No. subject verb object with-PP subject object with-PP

1 human ate agent

2 human ate food agent patient

3 human ate food food agent patient modifier

4 human ate food utensil agent patient instrument

5 animal ate agent

6 predator ate prey agent patient

7 human broke fragile agent patient

8 human broke fragile breaker agent patient instrument

9 breaker broke fragile instrument patient

10 animal broke fragile agent patient

11 fragile broke patient

12 human hit thing agent patient

13 human hit human possession agent patient modifier

14 human hit thing2 hitter agent patient instrument

15 hitter hit thing instrument patient

16 human moved agt+pat

17 human moved object agent patient

18 animal moved agt+pat

19 object moved patient

表 2 メタワード
Table 2 Correspondence between meta-words and actual

words.

meta-word nouns

human man woman boy girl

animal bat chicken dog sheep wolf lion

predator wolf lion

prey chicken sheep

food chicken cheese pasta carrot

utensil fork spoon

fragile plate window vase

hitter bat ball hatchet hammer vase paperwt

rock

breaker bat ball hatchet hammer paperwt rock

possession bat ball hatchet hammer vase dog doll

object bat ball hatchet hammer paperwt rock

vase plate window fork spoon pasta

cheese chicken carrot doll

thing human animal object

thing2 animal object

表 3 テンプレート 4 から作成されるデータ例
Table 3 Example of data generated from sentence

template 4.

input output

man ate chicken fork man ate chicken fork NULL

man ate chicken spoon man ate chicken spoon NULL

· ·
· ·
· ·

girl ate carrot spoon girl ate carrot spoon NULL

定に成功すれば正解とした正解率である．

名詞 24語はメタワードが同一の単語が 7グループあ

り，それらは {man,woman,boy ,girl}，{wolf , lion}，
{cheese, carrot , pasta}，{window , plate}，{fork ,

spoon}，{hatchet , ball , hammer}，{rock , paperwt

(paperweight , 文鎮)} である．これら 7 グループの

記号表現ベクトルは記号表現ベクトルの次元数 m，中

間ユニット数 n2 が適切であるならば，学習により類

似したベクトルになるべきである．これをモデルの性

能を測るもう 1つの指標とした．

実験条件は，すべてのモデルで，中間ユニット数 n2

は 12，記号表現ベクトルの次元数 m は 3，結合荷重

の初期値は [−1, 1] の一様乱数とした．MSE 基準モ

デル，提案モデル，FGREPモジュールに関する実験

では，記号表現ベクトルの各要素は，[0, 1] の一様乱

数に初期化し，学習中は [0, 1] の範囲に収まる制限を

かけた．この学習をパラメータ設定のための一様乱数

を変えて 5種類試し，目的関数の値が最小となる学習

結果を最終結果とした．以上の実験条件に加えて，各

モデル固有の実験条件についてのみ，以下の節で示す

ことにする．

4.2 MSE基準モデル

2.2 節で示したMSE基準モデルの問題を確認する

ための実験を行った．

学習係数 η は 0.05に固定した．

実験結果として，図 4 に目的関数の値 E と文正

解率の推移を示す．学習が始まるとすぐに E は 0に

収束し始める．学習が 4,400 回の時点で，24 個の名

詞の記号表現ベクトルはすべて [0.393, 0.409, 0.472]

になり，4 個の動詞の記号表現ベクトルはすべて

[0.697, 0.386, 0.604]になった．この Lは，∀p MpL =

xin，∀p TpL = xt となっていることが分かる．また，
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図 5 メタワード（表 2）から求められるシソーラス
Fig. 5 Thesaurus expressed by the meta-words (Table 2).

図 4 MSE 基準モデルの学習過程
Fig. 4 Learning process of the MSE model.

文正解率はきわめて低く，ほぼ 0%であった．パラメー

タの初期乱数を 5種類試しても同様な結果となった．

この結果より，2.2 節で述べたように，目的関数の

値 E を最小にするような，タスクに対して無意味な

記号表現ベクトルが学習され，記号の同定率が非常に

低くなることが確認された．

4.3 記号表現ベクトルを学習しないモデル（SBP）

次に，ネットワーク構成はそのままで記号表現ベク

トルを学習しない（学習パラメータが w のみの）通

常の BP法について実験を行った．

学習係数 η は 0.05に固定し，100万回学習を行った．

記号表現ベクトルは 3種類試した．1つは [0, 1] の

一様乱数に基づく Lr である．残りの 2つは，動詞の

記号表現ベクトルは [0, 1] 上の一様乱数に従って設定

し，名詞の記号表現ベクトルは，メタワード（表 2）

間の階層関係を反映するように設定した L1 と L2 で

あり，以下のようにして作成した．

( 1 ) 表 2 で示されるメタワード間の階層関係を求

め，図 5 で示すシソーラスを作成した．メタワード

間の階層関係は，表 2 から各メタワード Mi のイ

ンスタンスの単語の集合 Words(Mi) を求め，

Words(Mi) ⊂Words(Mj) =⇒
Mi の上位のメタワードは Mj である

として設定した．

( 2 ) 上記のシソーラスを基に，名詞間の類似度を求

めた．1つの名詞が複数の直接の上位メタワードを

持つ場合があるため，類似度は，

sim(W1, W2) =
1

|U(W1)| × |U(W2)| ·∑
M1∈U(W1)
M2∈U(W2)

SIM(W1 : M1, W2 : M2) (13)

と定義した．ただし，U(W )は名詞W の直接の上位

メタワードの集合であり，SIM(W1 : M1, W2 : M2)

は，W1，W2 の直接の上位メタワードをそれぞれ

M1，M2 とした場合の，W1 と W2 の類似度であ

る．つまり，sim(W1, W2) は W1，W2 の直接の

上位メタワード M1，M2 をすべて考えた場合の

SIM(W1 : M1, W2 : M2) の平均になっている．今

回は，SIM(W1 : M1, W2 : M2) として以下の 2つ

の類似度 SIM1 と SIM2 を試みた．SIM1 は，基本

的には文献 11)で紹介されている類似度で，

SIM1(W1 : M1, W2 : M2) =

2dc(M1, M2)

d(W1 : M1) + d(W2 : M2)
(14)

である．ここで，dc(M1, M2) は M1，M2 の共通

の上位ノードの深さ（ルートノードからのパス長），

d(W : M) は直接の上位メタワードを M とした場

合の単語 W の深さであり，M の深さ +1 である．

SIM2 は，

SIM2(W1 : M1, W2 : M2) =

−L(W1 : M1, W2 : M2)

である．ここで，L(W1 : M1, W2 : M2)はW1，W2
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の直接の上位メタワードをそれぞれM1，M2 とした

場合のW1 とW2 間のパス長であり，M1 とM2 間

のパス長 +2 である．SIM1 を用いて後述する手

順 ( 3 )，手順 ( 4 )を行って作成した記号表現ベクト

ル辞書が L1 であり，SIM2 を用いた場合の記号表

現ベクトル辞書が L2 である．

( 3 ) ( 2 )で求めた名詞間の類似度から数量化 IV類

を用いて，各名詞 Wc に対して暫定的な 3次元の記

号表現ベクトル r′
c を求めた．数量化 IV類は，個

体間の類似度を基に各個体をユークリッド空間上に

配置する方法の 1つで，個体間の類似度が高い個体

どうしのベクトルは互いに近くに，個体間の類似度

が低い個体どうしのベクトルは互いに遠くに配置さ

れる12)．

( 4 ) ( 3 )で求めたベクトルは同一のベクトルになる

名詞がある．ベクトルが完全に一致すれば，当然記

号の同定の正解率は低くなる．そこで，以下のよう

にして ( 3 ) で求めたベクトルにランダムノイズを

付加する．

( a ) 各 e（e ∈ {1, 2, 3}）に対して，名詞の暫定
的記号表現ベクトル間の第 e 成分の最小差（0は

除く）MDe

MDe = min
c1,c2

(r′
c1,e �=r′

c2,e)

|r′c1,e − r′c2,e|

を求める．

( b ) 各名詞 Wc1，各 e（e ∈ {1, 2, 3}）に対して，
r′c1,e = r′c2,e なる Wc2 が存在すれば，

r′′c1,e = r′c1,e +
MDe

2
×Ra,

存在しないならば，

r′′c1,e = r′c1,e

とする．ただし，Ra は [−1, 1] 上の一様乱数で

ある．

( c ) 各名詞 Wc，各 e（e ∈ {1, 2, 3}）に対して，

rc,e =

r′′c,e −min
Wc

r′′c,e

max
Wc

r′′c,e −min
Wc

r′′c,e
(15)

のように r′′c,e を [0, 1] 区間に線形変換して記号表

現ベクトル rc を得る．動詞に対しては [0, 1] 上

の一様乱数に従って記号表現ベクトルを設定する．

結果を表 4（SBPの行）に示す☆．当初，記号表現ベ

クトルを学習しないモデルで，記号表現ベクトル辞書

としてメタワード間の階層関係を反映した L1，L2 を

☆ 記号表現ベクトル辞書が Lr に関しては，n2 = 24 とした場合
についても実験を行ったが，n2 = 12 とした場合よりもテスト
データに対する文正解率は低くなった．

用いた場合は，一様乱数により生成した Lr を用いた

場合より正解率が高くなると予想したが，そのような

結果は得られなかった．これは，L1，L2 の求め方に

問題があるわけだが，L1，L2 は，尤もらしい記号表

現ベクトル辞書の候補であることは確かである．この

結果だけから，メタワードの階層関係のような別の知

識を基に L を求める方法が良くないとは断言できな

いが，後述する提案モデルの結果程度に良い結果が得

られるような記号表現ベクトルを求めるのはかなり難

しいと考えられる．

4.4 提案モデル

次に，提案モデルの性質を調べるための実験を

行った．

式 (8)の ε は 10−20 とし，式 (10)の比例定数 α0

は 1/20000とした．∂F/∂w
〈l〉
i,j，∂F/∂Ld は付録に示

すように，α に比例する．学習ステップ τ が大きく

なったとき，更新量が大きくなって学習が不安定にな

ることを防ぐために，学習率 η は，

η = η0/α

として学習中に変化させた．本実験では η0 = 0.2 と

した．また，学習は予備実験により，十分 F が収束

したと考えられた 30万回まで行った．

学習データ数 : テストデータ数が 9 : 1 の場合の学

習データに対する学習過程（目的関数の値 F の推移

と文正解率の推移）を図 6 に示す．また，テストデー

タに対する学習過程を図 7 に示す．目的関数の値 F

表 4 テストデータに対する文正解率（%）
Table 4 Sentence auccuracy for test data (%).

学習法 学習データ対テストデータ比
9 : 1 1 : 9

SBP(Lr) 73.2 49.7

SBP(L1) 3.15 3.40

SBP(L2) 33.9 33.2

提案モデル 96.1 72.3

図 6 提案モデルの学習過程（学習データ）
Fig. 6 Learning process of the proposed model (training

data).
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図 7 提案モデルの学習過程（テストデータ）
Fig. 7 Learning process of the proposed model (test

data).

は学習ステップが約 20万回程度まで不安定に値が上

下しているが，約 20万回以降は安定して減少してい

る．文正解率の推移は F の減少にともなって増加し

ている．約 20 万回までは正解率も不安定であるが，

その後は安定しており，学習 30万回で学習データに

対して 97.7%，テストデータに対して 96.1%の結果と

なった．

以上の結果から，提案モデルは学習初期には不安定

な挙動を示すが，学習が進むと高い文正解率を示すこ

とが分かる．学習初期の不安定な挙動を示す問題は，

学習の更新量が大きすぎることが原因であると考えら

れるので，学習係数 η，すなわち η0 を小さくとれば

解消されると考えてよい．

学習データ数 :テストデータ数が 9 : 1 および 1 : 9

の場合のテストデータに対する文正解率を表 4（提案

モデルの行）に示す．表 4 より，提案モデルはテスト

データに対し高い文正解率を示す，つまり高い予測能

力を有することが分かる．

次に，学習 30万回時の記号表現ベクトルについて，

クラスタ分析（群平均法）を行った結果を図 8 に示

す．名詞と動詞は分かれており，さらに 4.1 節で説明

したメタワードが同一の名詞 7グループは，ほぼ近隣

に位置していることが分かる☆．このことは，類似の

使われかたをする 2つの単語の記号表現ベクトルどう

しが近いことを示している．このことに加えて，学習

データとテストデータの性質が似ているため，提案モ

デルは，テストデータに対しても高い文正解率を示し

たと考えられる．

4.5 FGREPモジュール

次に，3 章で説明した FGREPモジュールの特徴を

確認するための実験を行った．

☆ 作成データすべてを学習データとしているわけではないので，メ
タワードが同一の名詞 7 グループはそれぞれ，学習データ中に
おいてまったく同じ使われ方をするわけではない．

図 8 クラスタ分析結果（樹状図）
Fig. 8 Result of cluster analysis (dendrogram).

図 9 FGREP モジュールの学習過程
Fig. 9 Learning process of the FGREP module.

学習係数 η は 0.05に固定し，予備実験により十分に

学習が経過したと判断した 24万回まで学習を行った．

まず，他のモデルの実験条件と同様の条件とした実

験の結果を図 9 に示す．学習が進むに従い，目的関数

の値 E は全体として減少してはいるがその変化は不安

定である．さらに，単語の同定を行ったときの文正解

率は非常に低い．これらのことは，3 章で説明したよ

うに，学習が真の最急降下法に従っていないこと，単

語の同定を考慮した目的関数ではないことに起因する．

次に，Miikkulainen らの原著文献6) の追試につい

て述べる．中間ユニット数 n2 は 25とし，記号表現ベ
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図 10 FGREP モジュール（追試）の学習過程
Fig. 10 Learning process of the original FGREP module.

クトルの次元数 m は 12とした．結合荷重の初期値は

[−1, 1] の一様乱数とした．記号表現ベクトルの各要

素は，[0, 1] の一様乱数に初期化し，学習中は [0, 1] の

範囲に収まる制限をかけた．学習係数 η は，学習開始

の 200回は 0.01，200回以降 500回までは 0.05，500

回以降は 0.025とし，逐次学習を行った．他の実験と

同様，学習パラメータの初期値を 5種類試し，最も小

さい E を示したときの学習過程を図 10 に示す．図 9

と同様に，目的関数の値の変化は非常に不安定であり，

単語の同定を行ったときの文正解率は非常に低い．

5. お わ り に

本論文では，記号列を入出力とする関数をニューラ

ルネットワークを用いて学習する手法について述べた．

提案モデルは，記号表現ベクトルも学習することが特

徴で，出力側での記号の同定を考慮した目的関数を用

いることで，学習データの性質を反映した記号表現ベ

クトルを獲得する．ただし，今回検証実験に用いた深

層格解析のタスクでは，出力記号列の記号列はすべて

入力記号列に現れる記号であり，入力記号列と出力記

号列が別の記号集合からなるタスクの性能を検証した

わけではない．今後，入力記号列と出力記号列が別の

記号集合からなるデータに対しての検証が課題である．
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付 録

A.1 提案モデルの学習の詳細

各パラメータの学習は最急降下法により行われる．

Ep(s, c) の各パラメータに関する偏導関数は以下のよ

うに求まる．

BP法のように誤差信号 δ を導入し，

δ〈3〉p (s, e, c)
def
=

∂Ep(s, c)

∂u
〈3〉
p,sm+e

=
∂Ep(s, c)

∂o
〈3〉
p,sm+e

· ∂o
〈3〉
p,sm+e

∂u
〈3〉
p,sm+e

=
1

m
·
(
o
〈3〉
p,sm+e − rc,e

)
o
〈3〉
p,sm+e ·

(
1− o

〈3〉
p,sm+e

)
とおくと，

∂Ep(s, c)

∂w
〈3〉
j,sm+e

=
∂Ep(s, c)

∂u
〈3〉
p,sm+e

· ∂u
〈3〉
p,sm+e

∂w
〈3〉
j,sm+e

= δ〈3〉p (s, e, c) · o〈2〉p,j
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(
∵

∂u
〈3〉
p,sm+e

∂w
〈3〉
j,sm+e

= o
〈2〉
p,j

)
. (16)

∂Ep(s, c)

∂b
〈3〉
sm+e

=
∂Ep(s, c)

∂u
〈3〉
p,sm+e

· ∂u
〈3〉
p,sm+e

∂b
〈3〉
sm+e

= δ〈3〉p (s, e, c)(
∵

∂u
〈3〉
p,sm+e

∂b
〈3〉
sm+e

= 1

)
. (17)

また，

δ〈2〉p (s, j, c)
def
=

∂Ep(s, c)

∂u
〈2〉
p,j

= o
〈2〉
p,j ·

(
1− o

〈2〉
p,j

)
·

m∑
e=1

δ〈3〉p (s, e, c) · w〈3〉
j,sm+e

とおくと，

∂Ep(s, c)

∂w
〈2〉
i,j

=
∂Ep(s, c)

∂u
〈2〉
p,j

· ∂u
〈2〉
p,j

∂w
〈2〉
i,j

= δ〈2〉p (s, j, c) · o〈1〉p,i . (18)

∂Ep(s, c)

∂b
〈2〉
j

=
∂Ep(s, c)

∂u
〈2〉
p,j

· ∂u
〈2〉
p,j

∂b
〈2〉
j

= δ〈2〉p (s, j, c). (19)

また，

δ〈1〉p (s, i, c)
def
=

∂Ep(s, c)

∂u
〈1〉
p,i

=

m∑
e=1

δ〈2〉p (s, j, c) · w〈2〉
i,j

とおき，記号表現ベクトル辞書 L の第 d 成分を Ld

で表すと，

∂Ep(s, c)

∂Ld

=
∑

i

∂Ep(s, c)

∂u
〈1〉
p,i

· ∂u
〈1〉
p,i

∂Ld
+

m∑
e=1

∂Ep(s, c)

∂rc,e

∂rc,e

∂Ld

=

n1∑
i=1

δ〈1〉p (s, i, c) · [Mp]i,d

− 1

m

m∑
e=1

I(d = cm + e)
(
o
〈3〉
p,sm+e − rc,e

)
.

(20)

ただし，I(P ) は命題 P が真のときのみ 1，ほかは 0

となる関数である．

Fp(s, c) に対するパラメータ y（y は，w
〈l〉
i,j，b

〈l〉
j ま

たは Ld）の偏導関数は，

∂F

∂y
=

1

Sout ·N · (V − 1)

·
Sout−1∑

S=0

N∑
p=1

∑
c �=twp,s

∂Fp(s, c)

∂y
(21)

であり，また Fp(s, c) に対するパラメータ y の偏導

関数は，

∂Fp(s, c)

∂y

= α · Fp(s, c) · (1− Fp(s, c))

·
{

1

Ep(s, c) + ε
· ∂Ep(s, twp,s)

∂y

− Ep(s, twp,s) + ε

(Ep(s, c) + ε)2
· ∂Ep(s, c)

∂y

}
(22)

(
∵ f ′

α(z) =
α · e−α·z

(1 + e−α·z)2

= α · fα(z) · (1− fα(z))
)

である．したがって式 (16)，(21)，(22)より，
∂F

∂w
〈3〉
j,sm+e

=
α

Sout ·N · (V − 1)

·
Sout−1∑

s=0

N∑
p=1

∑
c �=twp,s

Fp(s, c)·(1− Fp(s, c))· o〈2〉p,j

·
{

1

Ep(s, c) + ε
· δ〈3〉p (s, e, twp,s)

− Ep(s, twp,s) + ε

(Ep(s, c) + ε)2
· δ〈3〉p (s, e, c)

}
.

同様に，式 (17)～(22)より

∂F

∂b
〈3〉
sm+e

,
∂F

∂w
〈2〉
i,j

,
∂F

∂b
〈2〉
j

,
∂F

∂Ld

が求まる．これらを用いて以下の更新式によりパラ

メータ学習を行う．

w
〈3〉
j,sm+e ← w

〈3〉
j,sm+e − η

∂F

∂w
〈3〉
j,sm+e

,

b
〈3〉
sm+e ← b

〈3〉
sm+e − η

∂F

∂b
〈3〉
sm+e

,

w
〈2〉
i,j ← w

〈2〉
i,j − η

∂F

∂w
〈2〉
i,j

,

b
〈2〉
j ← b

〈2〉
j − η

∂F

∂b
〈2〉
j

,

Ld ← Ld − η
∂F

∂Ld
.

(平成 17年 9月 26日受付)

(平成 18年 5月 9 日採録)
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