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1. はじめに 

現在，社会は情報化が進み，情報過多の状態となってい

る．2018 年に実施された世論調査[1]では「今の社会は情報

が多すぎる」という人が全体で 8 割を超えていた．情報過

多の状態はマーケティングにおいて，適切な情報を得られ

ない利用者だけでなく情報を提供したい企業にとっても問

題となる．Amazon.com[2]の通販を例とすると，工具のドラ

イバーを検索した場合[3]，類似する商品の情報が 3 万件以

上[3]提示される．この問題に対して Amazon は，単純な売

り上げ数や値段によるフィルタリングの他に利用者の購買

履歴等の情報を基に利用者の傾向を分析し推薦を行うシス

テム[4]を導入することで，膨大な商品情報の中から利用者

に適した商品情報の提示を実現している． 

利用者から得られる情報を基にした推薦システムは様々

な分野で導入や開発が行われており，その精度の向上や推

薦手法に注目が集まっている．マイクロブログの一種であ

る Twitter にも推薦システムが存在し，利用者の興味に合致

するトピックや利用者の推薦，広告の最適化等の形で活用

されている．しかし，Twitter の推薦アルゴリズムはアドレ

ス帳や過去のフォローのパターンなど多数の判断材料に基

づいて推薦を行っているが推薦されるアカウントが必ずし

も興味のある対象とは限らない[5]． 

興味の推定における課題は，推定対象である人の興味が，

個人の主観によるものであるため基準が曖昧で機械的な推

定が難しいという点にある． 

また，単純に推薦対象者の興味に合致している「利用者/

トピック」の推薦を追求していくと，検索によるマッチン

グになりかねない．そのため興味推定による推薦はある程

度の意外性を含んだものになるべきだと考えられる． 

以上より実装する推薦システムは，利用者本人の曖昧な

興味を数値化して学習し，利用者本人の興味に合致した推

薦が行われ，単純な検索やマッチングでは推薦されない推

薦対象者の持つ興味に合致する「利用者/トピック」も推薦

される可能性のある「システム/手法」の実現を目指す． 

実装するにあたり，利用者の興味を数値として捉えられ

るのかという問題がある． 

よって，前段階として本論文では提案した手法によって

利用者の推定が行えるかどうかの検証を目的とする． 

具体的には，「いいね」の傾向を基に生成した特徴ベク

トルを用いて機械学習を行うことで特定トピックに興味を

持つ利用者の傾向推定が可能かの検証を行う． 

 

2. 関連研究 

マイクロブログ上で利用者の興味推定を行う既存研究の

中に，近藤ら[6]の Twitter利用者の着目するトピックやフォ

ロー関係を辿り類似する興味を持った利用者の推定を行う

手法がある．この手法は各文書におけるトピック分布と各

トピックを構成する単語の分布を算出することができる潜

在的ディリクレ配分法（Latent Dirichlet Allocation，LDA）

[7]と呼ばれる確率的トピックモデルを用いて，ツイートを

対象とした分析を行うものである．具体的には，対象利用

者と対象利用者のフォロワーのツイートを収集し，収集し

たツイートに対して形態素解析を適用する．その後，LDA

を適用することにより，各トピックにおける単語の確率分

布に対して重みを付け，しきい値を超えたトピックを利用

者の興味トピックとして興味推定を行うものである． 

この手法は対象利用者の興味推定にフォロワーのツイート

を利用しているため，推定結果もフォロワーに依存する．

そのため，交友関係が少ない利用者やフォロワーに偏りが

ある利用者の興味推定には適していない． 

また，利用者の投稿からキーワードを抽出する手法とし

て，対象利用者自身の投稿に重み付けを行い，キーワード

を抽出するものがある．この手法には興味のある抽出する

単語の切り出しの精度や，他の利用者と比較を行う場合に

略語や表現方法の違いで同一のトピックを指すキーワード

の判別の難しさ，単語に対する重み付けが分散しノイズと

なる単語を抽出してしまうといった課題がある． 

3. 提案システム 

本システム図 1 は，データセット作成処理，興味推定モ

デル作成処理，投稿群判定処理により構成される． 
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図 1 本システムの処理フロー 



 

 

3.1. 処理フロー 

 本システムは図 1 より，まず入力データの作成を行い，

データセット作成処理，興味推定モデル作成処理，投稿軍

判定処理の順で処理が行われ，特徴ベクトルの判定結果が

出力で得られるものとなっている．次の節から各処理につ

いて解説を行う． 

3.2. 入力データ 

キーワードの抽出に関する課題の解決には，抽出を行う

際に可能な限り興味と関連性の高いサンプルを収集する必

要がある．フォロー関係に関する課題の解決には，任意の

トピックに対する利用者の興味ベクトルを抽出することで

解決する．任意のトピックに興味を抱く人々が，他のトピ

ックに対してどのような興味を抱く傾向があるのかを興味

ベクトルとして取得可能であれば，利用者のフォロー関係

に依存すること無く興味ベクトルを用いて任意の利用者の

興味推定や他の利用者との比較も可能となる．   

Twitter 上で主に利用可能な機能として 3 つの機能がある．

利用者自身が文章等のコンテンツを投稿する機能である

「ツイート」，投稿をフォロワーに拡散する投稿機能であ

る「RT/リツイート」[8](以下，RT)，ツイートに対して好

意的な気持ちを示す投稿機能である「いいね/Like」[9]（以

下，いいね）である． 

先に述べた課題の解決法を実現するにあたり筆者は，

Twitter の投稿機能の一部である「いいね」を用いた投稿は

利用者の興味と強い相関があると仮説を立てた． 

「いいね」を選んだ理由は以下によるものである． 

まず「ツイート」は自身の意見や心情等様々なものを投

稿する機能であるため興味とは無関係な投稿も多く含まれ

ている．「RT」はフォロワーに対して拡散したい投稿に使

用される機能であり自身の投稿に引用する形で使用するこ

とも可能である．興味と合致している可能性は高いが，興

味とは関係ないが有益で拡散するべきだと感じた投稿も RT

されることがある．「いいね」は他人との挨拶等の形式的

な意味合いで使用される場合もあるが，基本的に好感や共

感した投稿に対して使用される．また，利用者自身は好き

だが RT は憚れるような投稿，RT するほどではないが良い

と感じた投稿に対しても使用され，後で見るためにブック

マークの様な意味合いで使用される場合もある．そのため

「いいね」は興味との相関性が強くノイズとなりうる単語

が含まれる確率も低いと判断した ． 

本システムは事前に TwitterAPI[10]を用いて利用者の投稿

データ群（以下，投稿群）と，「いいね」から選出した任

意のトピックキーワード群（以下，単語群）を収集する．

この二つのデータを入力として本システムに与える． 

3.2.1. 利用者の投稿データ群 

任意のトピックキーワードの検索を行い，該当した利用

者のユーザーID と取得可能な範囲で利用者の投稿を全てテ

キストとして収集する．これを投稿群とする． 

3.2.2. トピックキーワード群 

投稿群の中から無作為に選んだ利用者の「いいね」から，

トピックキーワードを抽出し纏める．これを単語群とする． 

3.3. データセット作成処理 

入力から得た投稿群と単語群を用いて学習用のデータセ

ットを作成する．単語群と利用者の投稿群を比較し，投稿

群に単語群中の単語が含まれているなら陽性，それ以外は

陰性と判定した特徴ベクトルを利用者毎に作成する．これ

が利用者の興味傾向を表した興味ベクトルであり，学習時

の正解データとなる．また，学習には利用者の投稿を 1 つ

のテキストに纏め，１文書の入力として学習を行うため，

投稿をテキストから分散表現に変換する必要がある．投稿

を分散表現に変換する過程で使用する形態素解析には，形

態素解析エンジンである MeCab[11]を利用し，辞書には多

数の固有表現が登録されている mecab-ipadic-NEologd[12]を

用いる．形態素解析を行った投稿群は，任意の長さの文章

を固定長のベクトルに変換する機能を持つDoc2Vec[13]を用

いて分散表現に変換する．正解データと分散表現に変換し

た利用者の投稿がデータセットとなる． 

3.4. 興味推定モデル作成処理 

3.3 節で作成したデータセットを使用し，入力の次元数を

200，中間の次元数を 120，出力の次元数を特徴ベクトルの

次元数とした 8 層の隠れ層を持つ Deep Neural Network

（DNN,ディープニューラルネットワーク）にて学習を行い，

興味推定モデル（以下，モデル）を生成する． 

3.5. 投稿群判定処理 

生成されたモデルに任意の利用者の投稿群を与え，モデ

ルの特徴ベクトルの推定結果と正解データを比較する．陰

性と判定したものが実際に陰性である場合を真陰性(True 

Negative, TN)，陰性と判定されたものの，実際には陽性で

ある場合を偽陰性(False Negative, FN)，陽性と判定されたも

のの，実際には陰性である場合を偽陽性(False Positive,FP)，

陽性と判定され，実際に陽性である場合を真陽性 (True 

Positive, TP)と表し，利用者毎にその数を記録し判定結果と

する． 

3.6. 学習方式 

本実験ではニューラルネットワークの階層を深くしたも

のである．DNN を用いた学習を行う．学習にはニューラル

ネットワークの構築と訓練を行うため，TensorFlow[14]とい

う機械学習のソフトウェアライブラリを利用する． 

4. 事前実験 

4.1. 実験内容 

特徴ベクトルの生成手法の違いによって発生する差異を

確かめる検証実験を行った． 

4.2. 単語群の概念分け 

3.2.2.項で述べた，単語群を作成する処理について詳しく

解説する． 

単語群は，利用者の「いいね」から抽出したトピックキ

ーワードの集まりである．単にトピックキーワードを集め

ただけでは，同じものを指す表現や似たようなものを指す

単語を区別できない．そのため，単語群をグループ別に分

類し，上位概念と下位概念に振り分ける処理を行った．同

じものを指す単語は同一単語として扱った．実際に作成し

た単語群の抜粋を図 2に示す． 



 

 

 

 
図 2 単語群の抜粋 

 

図 2 では「漫画」という単語が最上位の概念となってお

り，「BORUTO[*1]」，「波の国」，「疾風伝」が最下位

の概念となっている． 

上位概念の基準は，細かな概念を一纏めに大別した場合

に用いられる概念の単語であるほど上位概念となる．例と

して「アニメ」，「ゲーム」，「音楽」等が，今回作成し

た単語群の最上位概念として纏められている． 

下位概念の基準は，上位概念に対する概念的な位置づけ

で決まる．例として，「週刊少年ジャンプ[*2]」は漫画雑

誌であり，その雑誌の連載作品であった「NARUTO[*1]」

と「鬼滅の刃[*3]」は「漫画」の下位概念となる．更に，

「BORUTO」，「波の国」，「疾風伝」は「NARUTO」の

作品内に関係する固有名詞であるため「NARUTO」の下位

概念となっている． 

この様な方式で抽出された単語を振り分けて単語群を作

成する． 

単語群を作成するにあたり，「いいね」のテキストを形

態素解析し単語を機械的に効率よく取り出す試行を試みた

が，トピックキーワードとなり得る単語は固有名詞が多く，

形態素解析に使用する辞書によっては，「鬼滅の刃」が

「鬼/滅/の/刃」として分割された状態でしか抽出されない

といった事例が頻発したため，人手による分類を行った． 

4.3. 特徴ベクトルの生成 

特徴ベクトルの生成時に，単に単語があるか無いかだけ

を表す one-hotベクトルを生成するのではなく単語の属する

グループ毎への興味傾向を取得するために，特徴ベクトル

の生成手法を２通り考え試行した． 

単語の探査時に上位概念が検出された場合，その利用者

は，下位概念に対しても興味がある可能性が高いと考え，

下位概念全てに対して陽性の判定を行うようにした．図 3

は「NARUTO」が検出された場合の陽性判定の例である．

この判定手法を生成手法 1とする．

 

生成手法 2 では，生成する特徴ベクトルの配列要素数を

増やし，上位概念の検出と下位概念の検出を別々に保持で

きるようにした． 

最上位概念である「漫画」はレベル 1，1 つ下の概念であ

る「週刊少年ジャンプ」はレベル 2 といった様に概念毎に

レベルを設け，概念に対してそのレベルに応じた要素数を

与えた．図 4はその例を示したものである． 

 

 

レベル 2 の概念である「週刊少年ジャンプ」は「漫画」

に対する判定を記録するために要素数が 2 つ割り当てられ

ている．レベル 3 の概念である「NARUTO」，「鬼滅の刃」

は，「漫画」「週刊少年ジャンプ」の判定結果を記録する

ために要素数が 3 となっている．この方法であれば上位概

念の検出を保持したまま下位概念の検出への影響をなくす

ことが出来る． 

例として，投稿全体で「漫画」と「NARUTO」のみが検

出されたとする．この場合「漫画」，「週刊少年ジャン

プ」，「NARUTO」の配列はそれぞれ[1]，[1,0]，[1,0,1]と

いう形で記録される．それぞれの要素数の 0 番目が「漫画」

を表し， 1 番目が「週刊少年ジャンプ」， 2 番目が

「NARUTO」を表す要素となっている．この様に上位概念

の検出があったとしても下位概念の検出の有無は影響を受

けず保持されることとなる． 

4.3.1. 生成手法の検証 

生成手法 1 と生成手法２をそれぞれ採用した本システム

に 3,240 人の利用者のデータを入力として与え， 各利用者

の特徴ベクトルに陰性判定がどの程度含まれているかを

3240人分求め表として纏めた．冒頭の 10人を抜粋したもの

が表 1 となる．なお，利用者の判別には，Twitter の利用者

ユーザーIDナンバーを利用しており，本来はユーザーIDナ

ンバーを表示すべき部分をプライバシー保護の観点から利

用者 1，利用者 2等と表記している． 
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図 3 NARUTOが検出された場合の判定例 

図 4 生成手法 2の要素数割り当ての例 
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表 1 陰性判定の割合の抜粋 



 

 

表 1は冒頭の抜粋だが生成手法 1のほうが生成手法 2に比

べて目に見えて陰性の割合が少ない事が分かる． 

3,240人のデータを平均した結果，陰性の割合は 34%と低

い結果となった． 

結果から改めて生成手法１によって作成した正解データ

としている特徴ベクトルの配列の値を調べてみると，要素

の大半が陽性と判定されていた． 

陰性の割合が低くなること自体は想定通りだったものの，

3,240 人の利用者のデータに対する「漫画」，「アニメ」，

「作品」等，最上位概念に対する検出数が想定していたよ

りも遥かに多い結果となった．最上位概念の検出数の一部

の抜粋を表 2に示す． 

 

 

入力が 3,240人なのに対して最上位概念が検出された回数

が 2,000を超えているケースが多く，利用者数の半数以上が

ほとんどの最上位概念に該当する結果となった． 

この状態では，各利用者の興味傾向の特徴ベクトルを抽

出しようとしているにも拘らず，大半の利用者の特徴ベク

トルが，ほとんど同一の物となることが判明した．  

生成手法 1と同様の手順で生成手法 2の検証を行った． 

その結果，利用者ごとの陰性判定の割合が 3 割未満ばか

りだった生成手法 1 と比べて，生成手法 2 の結果は利用者

毎の陰性の割合が 6 割から 4 割程度のものまで幅広く出る

結果となり，極端な陽性判定への偏りが解消された． 

生成手法 2 の全体のデータを平均した結果，陰性の割合

は 63%となり生成手法 1と比べ 29ポイントほど改善された． 

最上位概念以外の概念は，上位概念への検出を記録する

要素の追加を行ったため，データ全体が若干陰性に偏る傾

向にある． 

5. 実験 

5.1. 実験目的 

本実験は，4.3.1.項で検証した結果に基づき，3.章で示し

た本システムの処理を行い，「いいね」の傾向を基に生成

した特徴ベクトルを用いた傾向推定の検証を行うことが目

的である． 

5.2. 実験手順 

5.2.1. 実験を行う際に考慮する内容 

本実験では「鬼滅の刃」をトピックキーワードとしてデ

ータセットを作成する．「鬼滅の刃」を投稿内容に含む利

用者を検索し該当した利用者のユーザーID と投稿データを

収集する． 

利用者のデータ収集を行う TwitterAPIの機能には制限[15]

があり，15 分毎に一定回数以上の情報取得を制限している．

そのためアクセス制限を考慮した収集を行う． 

5.2.2. 投稿群の作成 

今回の実験では収集する利用者を最低 3,000 人以上，1 人

の利用者から収集する投稿数は，3000 件を基本とし，投稿

数が 3,000件以下の利用者も収集対象とするが，投稿件数が

500 件未満の利用者は除外するものとする．本来は投稿件

数が 3,000件以上の利用者のみを取得し実験を行う計画だっ

たが，TwitterAPI の機能の中でも利用者の検索を行う機能

に対する制限[16]が厳しくこの様な基準となった． 

5.2.3. 単語群の作成 

単語群を生成する過程におけるトピックキーワードの選

別は手作業にて選別を行い，654 個の単語を抽出し単語群

とした． 

5.2.4. データセットの作成 

生成する特徴ベクトルは 4.3.1 項の結果から，生成手法 2

を採用し，1,594 次元の特徴ベクトルを作成する．そのため

3.4節で述べた DNNの出力次元数は 1,594次元となる． 

今回の実験では Doc2Vec にて設定する次元数を 200 とし

た． 

5.2.5. 興味推定モデルの作成 

本実験では汎化性能を評価する統計的な手法である交差

検証（cross-validation)を用いて評価する．データを K 個に

分割してそのうち 1 つをテストデータに残りの K-1 個を学

習データとして正解率の評価を行う k-分割交差検証法を採

用し，分割個数を 5個とした． 

5.2.6. 投稿群判定処理 

学習モデルの推定結果で陽性の確率が 0.5以上だった場合

を 1，それ以外を 0として正解データとの比較を行う． 

評価に使用するため，最大 epoch 数に到達した時点での

判定結果を出力結果として csv形式のファイルに保存する．

5 分割交差検証法を用いているため，5 つの出力結果を平均

し，評価を行う． 

5.3. 実験内容 

実験では，6,940 人の利用者を入力として本システムに与

え， 5.2節の内容に沿って実験を行った． 

 

6. 結果と考察 

6.1. 実験の結果と考察 

実験を行った結果を示す．3.5 節で述べた通り予測結果の

パターンを TP，TN，FP，FN で表し，データセットから分

割したテストデータの出力結果を累計し，そこから各デー

タの正解率と平均，及び全体の平均を算出し表に纏めたも

のが表 3 となる．分割番号は各テストデータを表している． 

表 2 最上位概念の検出総数の抜粋 



 

 

 

 

各テストデータの正解率,陽性の正解率,陰性の正解率をそ

れぞれ式 1,式 2,式 3によって求め，5つのデータ全体の平均

をとると正解率の平均が 84.5%となった．陰性の正解率の

平均は 89.1%，陽性の正解率の平均は約 77.4%と陰性の正解

率に比べて低い結果となった. 

 

正解率＝
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝐹𝑃+𝐹𝑁+𝑇𝑁
.      (1) 

 

陰性の正解率＝
𝑇𝑁

𝐹𝑃+𝑇𝑁
.      (2) 

 

陽性の正解率＝
𝑇𝑃

𝑇𝑃+𝐹𝑁
.      (3) 

 

6.2. 考察 

実験の結果より，「いいね」から作成した特徴ベクトル

を正解データとして利用者の投稿を推定する学習を行った

結果，8 割を超える精度での推定が可能である事がわかっ

た． 

よって本研究目的である，「いいね」の傾向を基に生成

した特徴ベクトルを用いて機械学習を行うことで特定トピ

ックに興味を持つ利用者の傾向推定は，可能であると言え

る． 

実験の結果より陽性の正解率が陰性の正解率よりも低く

なった原因は，特徴ベクトルの作成時に陰性の母数が多く

なる生成手法 2 を採った事により，陽性に比べて陰性にな

りやすい要素が多くなった影響だと考えられる．陰性の偏

りを減少させる方法として抽出単語数を増大させ，下位概

念の数が少ない最上位概念を増加させる方法が考えられる．

他には，単語群の概念振り分けを見直し，可能な限り下位

概念を減らす方法も考えられる．これらの改善策により判

定結果の精度向上が可能だと考える． 

実験の出力結果のうち，5 番にあたるテストデータの正

解率が高い結果となっている．これは投稿群と特徴ベクト

ルの識別を利用者のユーザーID で管理し，学習時のデータ

の入力を昇順に並べ替えた状態で行った事が原因だと考え

られる．ユーザーIDは Twitterアカウントの作成時に割り振

られる固有のナンバーであるため，新規利用者ほど桁数が

大きい．つまり昇順に並べた場合，後半になるほど新規利

用者の投稿データとなる．そして収集する利用者の投稿件

数は 3,000件 500件が下限となっている．そのため，入力デ

ータのうち後半のデータとなる 5 番にあたるテストデータ

は新規利用者が多く，投稿件数が少ないグループとなって

おり投稿が少ない分検出される単語数が少なくなるため生

成される特徴ベクトルに違いが生まれにくく，推定が他の

データよりも容易だったと推測される． 

7. まとめ 

本研究では，Twitter 利用者の興味傾向を推定するため，

「いいね」を用いた投稿は利用者の興味と強い相関がある

と仮説を立て，「いいね」の傾向を基に生成した特徴ベク

トルを用いて機械学習を行うことで特定トピックに興味を

持つ利用者の傾向推定が可能かの検証を行った．特徴ベク

トルを作成する手法によっては，生成されたデータに大き

な偏りが出る事が確認された．一方，「いいね」から作成

した特徴ベクトルを正解データとして利用者の投稿を推定

する学習を行った結果，8 割を超える精度での予測が可能

であり，「いいね」を用いた傾向推定が可能である事を確

認した． 

7.1. 改善点 

本システムは 4.3.1 項で判明した様に単語群と特徴ベクト

ルの作成手法に学習結果が大きく依存するため，単語の多

様性の確保と，偏りを減少させる必要がある． 

また，6.2 節にて書いたように，入力の方法によってもデ

ータの偏りが生まれていると考えられる．この問題はデー

タの入力時にデータをランダムに並べ直すことで解決が可

能である． 

また，本システムは現在の仕様上，利用者がどのトピッ

クに対して興味を示す傾向にあるかを推定するものである

ため，トピック毎の好悪を判別する事はできない．そのた

め，今後追加で実装予定の推薦システムにおいてこの課題

を解決する予定である． 

推薦システムでは，本研究で用いたシステムによる出力

結果から，興味傾向が近しい利用者を複数人ピックアップ

し，投稿に対してネガポジ判定による重みづけや文脈を考

慮した判定を行い，好悪にもマッチする推薦を行う． 

7.2. 今後の展望 

今後の展望として，まずは学習精度向上のため，多様な

単語選定及び大量獲得の効率化を図る．また，学習時のパ

ラメータについてもより良い精度が出るよう，次元数の調

整や学習アルゴリズムの選定も併せて行っていく． 

次に，対話可能な Twitter 利用者を多数確保し被験者とし

て推定を行い，人の直感的感性による評価の比較を行う．

利用者間の類似度算出を行い興味が似通っていると判定さ

れる利用者と，人の感覚による興味の傾向にはある程度の

乖離があると考えられるため，その点を改善する方法を考

える． 

また，現在筆者が参加している地域振興を行うアプリケ

ーション開発プロジェクトにて実証実験も行っていく予定

である． 
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