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概要：eラーニングシステムは世界的に急速な普及を続けている．その学習ログに機械学習による推薦機

能を加え，生徒の特性に合わせて最適な学習プログラムを提供するための様々な試みが近年活発に行わ

れてきた．eラーニングにおいて機械学習が利用される代表的なタスクとして，生徒が次に解く問題の正

解確率を予測する Knowledge Tracing（KT）がある．このタスクに対する手法としては現在，Bayesian

Knowledge Tracing（BKT）と Deep Knowledge Tracing（DKT）が活発に研究されている．しかし既存

の KTモデルとその実用的な利用の間にはギャップがあるのが現状である．DKTが抱える限界の一つは

学習者が過去に学習した概念が現在に与える影響をうまく考慮できないことである．この問題に対処する

ため，本研究では encoder-decoderモデルを用いることでより適切に学習パスを予測する手法を提案する．

これにより，生徒は eラーニングシステムにおいてより良い学習効果を得られるような問題を選択できる

ようになることが期待される．

1. はじめに

近年，教育の分野における eラーニングの普及が急速に

進んでおり，特にオンライン学習サービスやmassive open

online courses (MOOCs)は広く使われるようになってき

ている．生徒の成績を伸ばすためには，eラーニングにお

ける推薦アルゴリズムは非常に重要であり，研究が盛んに

行われている．

日本では，教育の現場では公的な制度の整備に先んじ

て，Z会*1やスタディプラス*2のように，学習塾や企業が

eラーニングシステムを導入するケースが見られる．

本研究では eラーニングの学習ログに対して，機械学習

などの手法を適用し，新たな推薦システムの構築を行う．

現在，eラーニングの学習ログを用いて問題を推薦するシ

ステムとして，Knowledge Tracing (KT)が一般的に使用

されている．KTは学習者の時間経過を伴った知識状態を

モデリングするタスクである．これによって，将来学習者

がどのように応答するのかを予測する．このタスクの精度

を向上させることで，個人のニーズに見合った問題を提示

し，簡単すぎたり難しすぎる問題を避けることができるよ
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うになる．

特に KTに対して，Piechらは深層学習を用いた手法と

してDeep Knowledge Tracing (DKT) を提案している [1]．

これは RNNを用いることで，ドメイン知識を手動で入れ

ることなしでも複雑な知識構造を獲得できるようになって

いる．評価実験では複数のデータセットに対し，従来のモ

デルより卓越した結果が得られることが示されている．ま

た，学習されたモデルを知的カリキュラム設計に利用して，

問題の解釈と構造発見に活用できる．

DKTは広く使われるようになってきているが，複数の

問題点が指摘されている．その一つとして，DKTの使用

している損失関数では過去の実際の学習結果が必ずしも再

現できないことが挙げられる．問題を解くことのできる潜

在能力を表すスキルAとスキル Bがあったとして，スキル

Aを持つ問題を正解した後にスキル Bを解いた場合，すで

に知識状態が遷移してしまっている一方，既存の DKTの

最適化器は直後の問題だけに最適化されるため，すでに解

いたスキル Aで問題が解かれる場合，正解率が下がってし

まう可能性がある．

従来の手法では直後の時点における知識状態しか分から

ないが，生徒が今後どのような学習を経ていくかは予測で

きなかった．我々の提案手法では sequence-to-sequenceの

モデル構造を新たに導入することで，生徒が今後到達する

であろう知識状態，未来の学習パスを予測することのでき

るモデル構築を試みる．
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今まではスキルを与えたときに適切かどうかの判断しか

できなかったために，モデルを運用するにあたって複数回

モデルにスキルを入れて適切かどうか判断する必要あっ

た．未来の学習パスが分かることで，一回の予測で最も適

切なスキルを推薦することができる．

また未来の学習パスが前もって予測できることで，eラー

ニングにおいて生徒の解くべき問題の道しるべとするなど

の応用が期待できる．他にも，入力も sequenceになるた

めに，入力データを人間の忘却曲線に合わせて加工するこ

とで，時間の経過と共に生じる忘却を考慮した予測モデル

も構築することができる．

本論文では，従来の DKT モデルを改良した，新しい

encoder-decoderのモデルを使用した DKTモデルを提案

し，Piechら [1]の研究と同じ ASSESTmentsデータセッ

トで実験することで，既存手法のスコアに匹敵するモデル

であることを示す．さらに提案した encoder-decoderのモ

デルと従来手法で問題点が解決されているかという点につ

いて考察する．

2. 関連研究

2.1 従来のKnowledge Tracingモデル

多くの研究者によって，問題によって身につけられるス

キルを考慮することがKnowledge Tracingにおいて重要な

要素となることが指摘されてきた [2], [3], [4], [5]．Corbet

らは Bayesian ネットワークを用いたモデルである BKT

(Bayesian knowledge tracing)を機械的にコントロールさ

れた Knowledge Tracingモデルとして提案した [6]．この

モデルは学習過程において学習者間での相違を考慮に入れ

ることができる．

Wilsonらは Hierachical IRT (HIRT)と Temporal IRT

(TIRT)が深層学習を用いたモデルよりも学習者のパフォー

マンスを予測するときにより良い結果をもたらすことを

示したが，コンテクスト情報を適切に設定する必要があっ

た [7]．

2.2 Deep Knowledge Tracing

Piechらは Knowledge Tracingのための DKTモデルを

提唱した [1]．ドメイン知識を有した専門家によるラベ

リングに依らなくても，それまでの BKT を含む KT モ

デルより高い精度を達成した．さらに，DKT モデルの

パフォーマンスを改善しようと追加研究がなされてき

た [7], [8], [9], [10], [11]．

2.3 Deep Knowledge Tracingの限界

Yeung らは DKT における 2 つの問題点として，再構

成問題（reconstruction problem）と遷移振動問題（wavy

transition problem）を指摘した [12]．学生がスキル A を

必要とする問題に時刻 tで答えたとすると，DKTは時刻

LSTM LSTM LSTM

Xsrc₁

h₂ h₃ h₄ Z LSTM

Xtrg₁
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図 1: An encoder-decoder architecture for Knowledge Tracing

t+ 1で答えることになるスキル B の問題の正解率を学習

することになるが，スキル Aに対する学生のパフォーマン

スを学習するわけではない．さらに，DKTでは予測され

た正解率が時刻によってブレるように変化する．時刻 tで

回答された問題のスキルと異なるスキルに対する予測値ま

で大きく変化してしまう．このような特徴は，学習者の能

力は徐々に変化するのであって頻繁に大きくブレるはずで

はないという直感に反しており，理想的ではない．Yeung

らはこの問題点に対し，正則化項と振動尺度を用いること

を提唱している．

本研究では新たに encoder-decoderモデルによる DKT

（EDDKT）を提案することで，Yeungらと異なるアプロー

チで DKTの問題点に対処する．

3. 手法

3.1 Encoder-decoderアプローチ

本論文では encoder-decoder構造をもつ新たなモデルを

提案し，これを EDDKT（encoder-decoder Deep Knowl-

edge Tracing）と名付ける．このモデルはシーケンス処理

で広く用いられる sequence-to-sequenceニューラルネット

ワークのアーキテクチャに触発されている [13], [14]．その

ようなアーキテクチャを用いる一つのメリットは，既存の

モデルよりも出力結果における表現力が高いことである．

デコーダは生成モデルであり，学習者の未来の knowledge

pathを予測することに用いることもできる．

KT のタスクは，学習者の一連の学習行動の記録を

x0, ..., xt とするときに，次の行動 xt+1 を予測するもの

である [6]．行動は解いた問題 qt とその正誤情報 at を並べ

たタプル xt = {qt, at}として表現される．私たちが提案す
るEDDKTモデルでは，x1, ..., xt−1までの学習ログを，学習

データのソースシーケンスXsrcとして，エンコーダに学習

させる．その結果エンコーダの隠れ層の出力から encoded

vectorを獲得する．時刻 tにおける学習ログをターゲット

シーケンス yとして，encoded vectorと合わせて，デコー

ダに渡し，時刻 t + 1の正解確率を予測する．δ(qt+1),は

t+1時点に回答される問題番号を one-hotエンコーディン

グしたものとする．損失関数は l(yT δ(qt+1), at+1)によっ

て，予測される y の問題 qt+1 についての予測正解率と実

際の正誤データ at+1 との損失を計算した．

モデルの具体的な構成は図 1に示した．まず，エンコー
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図 2: Input and output examples

ダは，インデックスを受け取り，embeddingを行う．この

入力のインデックスは，ユーザがそのタイムステップで，

「どの問題を正解あるいは不正解したか」という情報を持っ

ている．スキル数をM とすると，{1, 0}2M の one-hotベ

クトルとして表現できる．本論文では embeddingを行い、

log(2M)次元の潜在表現に圧縮する．これによりスキル数

が増えた場合，高次元のスパースなベクトルとなること

を防ぐことができる．これは Piechらによる compressive

sensingを用いたことに相当する．最後に，embed済みの

ものを，LSTMに渡し，LSTMの hidden cellを出力する．

エンコーダから出力されたこの隠れ層の情報は context

vectorである．

次に，デコーダモデルの定義を行う．デコーダは入力

Xtrg を受けると，embeddingを行い、dropoutを適用した

ものと掛け合わせ，予測結果 yを出力する．予測時には出

力の際に linearレイヤーを通す，すなわち線形変換を行う

ことで次元を調整する．

encoder-decoder構造を採用したことによる利点として，

より柔軟な入力長・出力長に対応できることが挙げられる．

実際，予測結果 yを使って繰り返しさらなる予測を行うこ

とで，knowledge pathの未来予測ができる応用が可能とな

る．また，過去方向に学習を拡張させることで，Yeungら

の提案におけるよう，時刻 t + 1と tを学習対象としたの

と同様な拡張を過去方向にも任意の長さについて行える．

また，knowledge pathを予測できるようになることの好

ましい点は eラーニングへのさらに実用的な活用が可能に

なることである．例えば knowledge pathを予測すること

で学習計画の提案が行える．生徒にいくつかの効果が高い

学習計画をサジェストし，選択してもらうというような応

用が考えられる．

3.2 最適化器

損失関数は比較のため，以下に示す Piechらと同じ損失

関数を用いて学習し，結果を評価した．

L =
∑
t

l
(
yT δ (qt+1) , at+1

)
(1)

結果の項目で後述するが，比較を通して我々の提案手法

が同等以上の性能を持つことが示せた．

4. 実験

4.1 データセット

本研究では Khan Academy が公開している ASSIST-

ments 2009-2010のデータセット*3を使用する．このデー

タセットは ASSISTmentsオンライン学習プラットフォー

ムで収集された学習ログである．このプラットフォームは

一般に公開されており，教師が学習者に課題を与えるのに

使用できる．2018年までに 14カ国を超える 600人以上の

教師に使用されている．データセットは 4,417名の生徒が

328,291個の問題に回答する記録を含んでおり，それぞれ

の問題について回答の正誤情報が付けられている．さら

に，問題はスキルでタグ付けされている．スキルは 124種

類あり，学習者が特定のスキルの問題を解決する能力を表

している．

4.2 ベースライン

本研究では PiechらのDKTモデル [1]を再現実装しベー

スラインとした．ハイパーパラメータは Piechらの論文 [1]

に基づき，シーケンスサイズは 30，学習率は 0.01，バッチ

サイズは 100，隠れ層の数は 2，隠れ層 1層あたりのノー

ド数を 200に設定した．

ベースラインの実験結果における AUCは 0.789となっ

た．Piechらは RNN/LSTMとしてモデルを提案したが、

再現実験の結果がわずかに良い LSTMの実装を採用した．

4.3 実験結果

通常の EDDKTでは，1,000エポック学習させたところ，

200エポック付近で AUCが最大値となり，テスト損失が

上昇をやめて訓練損失から乖離し始めた．結果の AUCは

81.3程度だった．

また，EDDKTは未来方向に拡張することが容易なので，

時刻 tを増やす方向に対して実験を行った．

結果的に，再現実験したベースラインに対して 2ポイン

ト高いスコアを達成し，既存モデルに匹敵する，あるいは

より良い結果となった．

図 2 のヒートマップは，学習者の正答確率によって予

測される知識状態が時刻に伴って変化する様子を表した

ものである．この図が示すように，RNN/LSTMベースの

DKTでは，時刻によって学習者の予測正解率が劇的に変

化している．また，複数の時点で大半のスキルの予測正答

率が同時に大きく変化している．学習者の知識状態は，あ

るスキルに対して理解と無理解の間を頻繁に変化させるの
*3 ASSISTment[15] http://www.aboutus.assistments.org/
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(a)

(b)

図 3: 生徒一人の学習ログに対する予測正解率を表したヒート

マップ．縦軸はスキル，横軸はタイムステップ．(a) は

LSTMモデル，(b)は EDDKTの結果．

ではなくて，学習に伴って徐々に成長・変化するものであ

るから，このような予測結果は理想的とは言えない．一方，

EDDKTモデルによる出力結果は，徐々に変化しているこ

とがヒートマップのグラデーションとして現れている．さ

らに，大半のスキルの予測正答率が同時に大きく変化する

ようなことがほとんどない．総じて，RNN/LSTMベース

の DKTよりも緩やかな変化が観察される．

5. 考察

RNN/LSTMは時系列予測であるため，直前のセル・シー

ケンスの結果を強く影響を受けてしまう．また，それより

前の状態が反映されづらい．それによって再構成問題や遷

移振動問題が発生したと考えられる．

一方，EDDKTではエンコーダから潜在ベクトルに変換

することを通して直前までのセル・シーケンスを一度抽象

化している．そのためデコーダで予測を行う際，予測結果

の直前のセル・シーケンスの影響が緩和され，平滑化され

たことで遷移振動問題が緩和されたと考えられる．

6. まとめ

本論文では，既存のDKT手法がもつ問題点を再確認し，

それらを解決するための新しい encoder-decoderモデルを

提案した．このモデルは従来の DKTモデルよりも柔軟性

と表現力において優れており，従来のモデルに匹敵するか，

より高いスコアを出した．また，encoder-decoderは生成

モデルであるために，従来の手法では直後の時刻しか求め

ることができなかったのに対して，数ステップ先の未来ま

で予測できるという強みがある．未来の knowledge path

を予測することは，eラーニングにおいて目標を定めるこ

とができるようになるなどの応用が考えられる．

以上から，提案手法が既存の遷移振動問題を解決するこ

とや，将来の学習を予測する際にも有効であることを述べ

た．これらの利点から，eラーニングモデルへの応用によ

り適したモデルとなることが期待される．
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