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自動パターン検出のためのストリームアルゴリズム

川畑 光希1,a) 松原 靖子2,b) 櫻井 保志2,c)

受付日 2017年9月8日,採録日 2018年1月7日

概要：本論文では，時系列データストリームを対象とした自動特徴抽出手法である StreamScopeについ
て述べる．StreamScopeは IoTアプリケーションやWebアクセス履歴等の大規模なデータストリーム
から，(a)自動的に時系列パターンを発見し，(b)それらの特徴を統計的に要約しながら，データストリー
ムを構成するすべてのパターンを明らかにする．また，(c)計算時間はデータストリームの長さに依存せ
ず，ストリームマイニングに適した高速な処理を行う．実データを用いた実験では，提案手法がデータス
トリームに含まれる特徴的なパターンの種類と変化点を自動的かつ正確にとらえることを確認した．さら
に，提案手法はオンライン処理でありながら高精度であり，計算時間について大幅な性能向上を達成して
いることを明らかにした．
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Abstract: In this paper, we propose a streaming algorithm, namely StreamScope, that is designed to find
important patterns efficiently from data streams. Our proposed method has the following properties: (a) it
is effective: it operates on semi-infinite collections of co-evolving streams and summarizes all the streams into
a set of multiple discrete segments that agree with human intuition; (b) it is automatic: it incrementally and
automatically recognizes such patterns and generates models for each of them if necessary; (c) it is scalable:
the time complexity of our method does not depend on the length of the data streams. Our extensive ex-
periments on real datasets demonstrate that StreamScope can find meaningful patterns and achieve great
improvement in terms of computational time over its full batch method competitors.
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1. まえがき

時系列データストリームは，センサネットワーク監

視 [1], [2]，Webアクティビティ [3], [4]，医療情報解析 [5], [6]，

経済分析 [7]等，様々な分野で絶え間なく生成されている．

これらの応用の中で，時系列データを監視し，その中に含
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まれるトレンドや相関等の有用な時系列パターンをリアル

タイムに発見することは非常に重要な課題である．

具体的な例として，Web上の検索キーワードにおける時

系列データでは，基本的に検索数が季節や時間帯によって

変動する周期的な特徴を持つことが多い．これらを複数の

キーワードに関して同時に解析することによって，ユーザ

の関心度の推移や急激な変化を細かくパターン化し，それ

らの特徴を知見として得ることができる．

本論文では，多次元時系列データストリームを対象とし

た自動パターン検出の手法として StreamScopeを提案

する．より具体的には，以下の問題を扱う．

d 次元ベクトルで構成されるデータストリーム X =

{x(1),x(2), . . . }が与えられたとき，(1)時系列パターンの
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変化点検出とX のセグメント化，(2)類似セグメントのグ

ループ化とモデルパラメータの推定を行う．さらに重要な

点として，これらの処理を自動かつオンラインで行う．

1.1 自動特徴抽出とストリーム処理の重要性

時系列データを対象とした研究課題は数多く存在し，パ

ターン発見 [8]，情報要約 [9]，セグメンテーション [10]，ク

ラスタリング [11]等があげられる．これらの課題に取り組

むにあたり，複雑化するデータの統合的な解析には高度な

マイニングアルゴリズムが求められる一方で，実用におい

ては大量に生成されるデータを高速に処理することが非常

に重要となる．さらに，大規模なデータを解析する際には

ユーザの手を介したパラメータ設定やチューニングによる

時間的コストが問題となるだけでなく，出力結果にも影響

を与える [12]．よって，つねに最新の情報に基づく知見獲

得を目的とした，高速かつリアルタイムなモデリング技術，

およびユーザの介入なく自動的に処理を行うストリームア

ルゴリズムは重要である．

1.2 本論文の貢献

本研究では，多次元データストリームのための自動特徴抽

出手法として StreamScopeを提案する．StreamScope

は次の特徴を持つ．

( 1 ) 大規模時系列ストリームに含まれる特徴的なパターン

を自動的に発見し，その特徴をモデルパラメータとし

て抽出する．

( 2 ) 過去に抽出したモデルパラメータを用いてインクリ

メンタルに時系列パターンの変化点を検出する．さら

に，StreamScopeはパターンの変化点が最適である

ことを保証する．

( 3 ) 計算時間およびメモリ消費量はデータストリーム全体

の長さに依存せず，高速に動作する．

2. 関連研究

時系列データからのパターン検出に関する研究は，時系

列解析，機械学習，データベース等の分野でさかんに取り

組まれている [13], [14], [15]．Wangら [12]は文献 [5]を改

良し，pHMM（pattern-based hidden Markov model）を

提案した．pHMMはマルコフモデルを用いて時系列デー

タをセグメントに分割し，クラスタリングを行う動的モデ

ルである．しかし，モデル学習の際にはエラー値に関する

閾値（すなわちパラメータ）を設定する必要がある．パラ

メータ設定やモデル構造の定義は出力結果に影響を与える

だけでなく，多くの時間的コストを要するため，大規模な

データを解析する際にはユーザの介入を必要としない手法

が望ましい．著者らはこの問題を解決するため，多次元時

系列データから自動的に特徴を抽出するための手法として

AutoPlait を提案した [16]．AutoPlait は貪欲法に基づく

アルゴリズムであり，与えられた時系列データのセグメン

ト化とそれらの分類を同時に行う能力を持つ．しかし，上

記のパターン検出手法はストリームマイニングを想定して

おらず，大量に生成され続ける時系列データに対してリア

ルタイムにモデルを更新し，逐次的にパターンを検出する

能力を有さない．

一方，ストリームデータ処理に関する研究もさかんであ

る [17], [18], [19], [20], [21]．たとえば，Papadimitriouら

はデータストリームから相関とトレンドに相当する隠れ値

を検出する手法として SPIRIT [22]を提案した．文献 [23]

では，データストリーム間の遅延相関を検出するアルゴリ

ズムが提案されている．著者らの提案した StreamScan [24]

は，データストリームから問合せモデルに類似した部分

シーケンスを高速に検出することが可能だが，新たな時系

列パターンを検出する能力を有さない．

まとめると，データストリームから時系列パターンを自

動的かつ高速に検出するための手法は存在せず，本論文で

はこの問題を解決するための手法を提案する．

3. 問題設定

本章では，本研究に必要な概念について整理し，具体的

な問題設定について述べる．

d次元のベクトルで構成される時系列データストリームX

が与えられたとき，本研究はXをm個のセグメント sに分

割し，類似セグメントをグループ化することを目的とする．

定義1（セグメント） S を m個のセグメント集合 S =

{s1, . . . , sm}とする．si は i番目のセグメントの開始点，

終了点で構成され（つまり，si = {ts, te}），各セグメント
は重複がないものとする．

定義2（レジーム） 類似セグメントのグループをレジー

ム（regime）と呼び，レジームの数を rとする．各レジー

ムは統計モデル θi（i = 1, . . . , r）で表現される．

つまり，各レジームは 1つの時系列パターンを示しており，

すべてのセグメント sはいずれか 1つのレジームに属する．

定義3（セグメントメンバーシップ） F を m 個の整数

列 F = {f1, . . . , fm}とし，fiを i番目のセグメントが所属

するレジームの番号（1 ≤ fi ≤ r）とする．

本研究では各レジームを表現する統計モデルに HMM

（hidden Markov model）*1を用いる．さらに，複数の時系

列パターン間の遷移を表現するために，レジーム間の遷移

確率を定義する．

定義4（レジーム遷移行列） Δr×r を r個のレジームの

遷移行列とする．1 ≤ i，j ≤ r，i �= jとしたとき，i番目の

レジーム自身への遷移確率 δii ∈ Δ，i番目から j 番目のレ

ジームへの遷移確率 δij ∈ Δはそれぞれ次の式で表される．

*1 本論文では出力確率 B に多次元ガウス分布を仮定する．これに
より多次元ベクトルのシーケンスを確率モデルで表現する（つま
り B = {N (μi, σ2

i )}ki=1）．
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δii =

∑
s∈Si

|s| − ∑r
j=1 Nij∑

s∈Si
|s| , δij =

Nij∑
s∈Si

|s| (1)

ここで，
∑

s∈Si
|s|はレジーム θi に属するセグメント集合

Si（Si ⊂ S）の総セグメント長を示す．また，Nij は θiか

ら θj へのレジームの切替え回数を示す．

よって，データストリームX に含まれるすべての時系

列パターンは r 個のレジーム θ と遷移行列Δで表現され

る．まとめとして，本研究で求めたいX の特徴を次のよ

うに定義する．

定義5（候補解） C = {m, r,S,F ,Θ}をX を表現する

全パラメータ集合とし，候補解と呼ぶ．ここで，Θ =

{θ1, . . . ,θr,Δ} は r 個のレジームを表現するモデルパラ

メータの集合とする．

本論文の目的は，データストリームX の現在のパターン

を監視し，その変化点検出とセグメント化，およびレジー

ムの発見を自動かつオンラインで行い，X の要約情報であ

る C を更新しながら継続的に出力することである．本論文
で扱う問題を次のように定義する．

問題1 多次元データストリームX が与えられたとき，

X に含まれるすべての時系列パターンを表現するパラメー

タ集合 C を出力し続ける．

4. 提案モデル

本研究では，X を表現する最適な候補解 Cを自動的に推
定するために，最小記述長（Minimum description length:

MDL）に基づく符号化スキームを適用する．MDLはモデ

ル選択基準の 1つであり，直感的には，データをより圧縮

できればより良いモデルと見なす．MDLに従い，Cを表現
するためのモデル表現コストと C が与えられたときのX

の符号化コストを定義する．これらの総和が最小となる C
を推定することで，X を適切に表現するために必要なセグ

メント，およびレジームの数を決定する．

モデル表現コスト．本研究におけるモデル表現コストは次

の要素から構成される：現在の時刻 t，および，X の次元

数 d：log∗(t)+ log∗(d)ビット*2．セグメントとレジームの

総数m，r：log∗(m) + log∗(r)ビット．各セグメントの長

さ s：CostM (S) =
∑m−1

i=1 log∗ |si|ビット．セグメントメ
ンバーシップ F：CostM (F) = m log(r)ビット．r個のレ

ジームのモデルパラメータ集合：

CostM (Θ) =
r∑

i=1

CostM (θi) + CostM (Δ) (2)

を要する．ここで，浮動小数点のコストを CF
*3とすると，

単一レジームのモデル θ は k 個の状態それぞれについて

初期確率，遷移確率，および d次元ガウス分布の表現コス

ト：
*2 log∗ は整数のユニバーサル符号長を示す [25]．
*3 本論文では 4× 8 ビットとする．

CostM (θ) = log∗(k) + CF · (k + k2 + 2kd) (3)

を要する．同様に，レジーム遷移行列はCostM (Δ) = CF ·r2

のコストを要する．

時系列データの符号化コスト．ハフマン符号を用いた情報

圧縮では，モデルパラメータ θ が与えられたときのX の

符号化コストを次のように表現する：

CostC(X|θ) = − log2 P (X|θ) (4)

ここで，P (X|θ)はX の尤度を示す．したがって，X と

r 個のレジームのモデルパラメータΘが与えられたとき，

符号化コストは次のように表される．

CostC(X|Θ) =
m∑

i=1

CostC(X[si]|Θ)

=
m∑

i=1

− lg(δvu · (δuu)|si|−1 · P (X[si]|θu)) (5)

ここで，iと (i−1)番目のセグメントはそれぞれ uと v番目

のレジームに属し，fi = u，fi−1 = v，f0 = f1とする．ま

た，X[si]はセグメント siの部分シーケンス，P (X[si]|θu)

は si の尤度を示し，θu は si が属するレジームである．以

上より，X の総符号長は次式で与えられる．

CostT (X; C) = CostT (X;m, r,S,F ,Θ)

= log∗(t) + log∗(d) + log∗(m) + log∗(r) + CostM (S)

+CostM (F) + CostM (Θ) + CostC(X|Θ) (6)

しかし，本研究で対象とする時系列データは半無限長の

シーケンスであり，データ全体の符号長を計算することは

困難である．よって，新たに生成されたデータに対して動

的にパラメータを最適化する．より具体的には，X の最

新の部分シーケンスをXc としたとき，Xc の圧縮に必要

となる総コストの増加量を最小化するように C 内の各パラ
メータを更新する．今，候補解 C 内のセグメント数が m

からm′ へ，レジーム数が rから r′ へ変化した場合を考え

る．このとき，追加されたセグメントおよびレジームに関

する情報が集合 {S,F ,Θ}の各要素として追加され，以下
のようにモデルコストが増加する．

• ΔCostM (S) =
∑m′−1

i=m log∗ |si|
• ΔCostM (F) = m′ log(r′) − m log(r)

• ΔCostM (Θ) =
∑r′

i=r+1 CostM (θi)+CF ·r′2−CF ·r2

まとめると，総コストの増加量 ΔCostT (Xc; C)は次の

式で表される．

ΔCostT (Xc; C)= log∗(m′) − log∗(m) + log∗(r′)

−log∗(r)+ΔCostM (S)+ΔCostM (F)

+ΔCostM (Θ)+CostC(Xc|Θ) (7)

特に，Xc をすべて既存レジームに割り当てた場合は
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r′ = r であり，log∗(r′) − log∗(r) = 0，ΔCostM (Θ) = 0

である．

つまり，本研究の具体的な目標は最新のデータ Xc

に含まれる時系列パターンをリアルタイムにとらえ，

ΔCostT (Xc; C)を最小化するような C の更新，すなわち，
• セグメント数mとレジーム数 rの更新

• セグメント sとセグメントメンバーシップ f の追加

• Θ内のパラメータ更新，モデルパラメータ θの追加

をインクリメンタルに行うことである．

5. ストリームアルゴリズム

本章では，データストリームから自動的に解 C を求め
るためのアルゴリズムである StreamScopeについて述

べる．

5.1 概要

StreamScopeはX の最新の部分シーケンスをカレン

トウィンドウXc とし，Xc から時系列パターンの発見と

それらの変化点検出を行う．より具体的には，以下の手順

で処理を行う．

( 1 ) レジーム変化の検出：過去に検出したレジームΘに基

づきXc を監視することで，時系列パターン（レジー

ム）の変化点を検出する．

( 2 ) レジームの推定：レジーム変化が検出された場合に，

Xcから新たなレジームを推定する．また，Xcを推定

したレジームに割り当てた場合のレジーム変化点を発

見する．

( 3 ) 候補解 Cの更新：4 章で述べたコスト関数（式 (7)）に

基づき C を更新する．すなわち，新たに推定したレ
ジームの必要性を判断したうえで，新たに得られたセ

グメントに関する情報を C に反映させる．C の更新処
理を終えた後，レジーム変化の監視を再開する．

5.2 SegmentAssignment

ここでは，各時刻 tにおける入力 x(t)とモデルパラメー

タ集合 Θ = {θ1, . . . ,θr,Δr×r}が与えられたとき，X の

パターン変化をリアルタイムにとらえ，セグメントとして

適切なレジームへ割り当てるためのアルゴリズムである

SegmentAssignment について述べる．Algorithm 1 に

SegmentAssignmentの具体的な処理の流れを示す．ま

ずはじめに，符号化コスト（式 (5)）を最小化するレジーム

変化点を発見するため，X の尤度 P (X|Θ)を計算する．

時刻 tにおける尤度 P は次式で表される．

P (x(t)|Θ) = max
1≤i≤r

{ max
1≤u≤ki

{pi;u(t)}} (8)

pi;u(t)=max

{
δji · maxv{pj;v(t−1)} · πi;u · bi;u(x(t))

δii · maxw{pi;w(t−1) · ai;wu} · bi;u(x(t))

(9)

Algorithm 1 SegmentAssignment (x(t),Θ, γ)
Input: (a) New vector x(t) at time tick t, (b) Regime parameter

set Θ = {θ1, . . . , θr} (c) regime transition matrix Δ and (d) γ

Output: (a) Number of segments m, (b) segment set S, (c)

segment membership F and (d) γ

1: m← 0; S ← ∅; F ← ∅;
2: /* Find cut-points with Equations (9) and (10) */

3: for i = 1 : r do

4: Compute pi;j(t) for state j = 1 to ki;

5: Update Li;j(t) for state j = 1 to ki;

6: end for

7: if find the first regime transition then

8: Compute γ; /* Equation (11) */

9: end if

10: /* Add guaranteed segments into optimal regime */

11: if γ = 0 then

12: Lbest = Li;j(t)| arg max
i∈r,j∈ki

P (x(t)|Θ);

13: ts ← Starting point of sm;

14: for each cut point l = {te, i} ∈ Lbest do

15: Create a new segment s = {ts, te};
16: Add s into S; fm ← i; m← m + 1;

17: ts ← te + 1;

18: end for

19: Initialize L;

20: end if

21: return {m,S,F , γ};

ここで，pi;u(t)は時刻 tにおけるレジーム θiの状態 uの確

率の最大値を示し，式 (9)の上段は，レジーム間（θjから θi）

に遷移したときの確率，下段はレジーム θi内部において状

態遷移したときの確率を示す．また，maxv{pj;v(t− 1)}は
時刻 t− 1における θj 内の確率の最大値，πi,u，bi;u(x(t))，

ai;wu はそれぞれ θi 内における状態 uの初期確率，出力確

率，状態 wから状態 uへの遷移確率を示す．本研究では，

動的計画法に基づき遷移確率 pi;u(t)を時刻 t − 1の遷移確

率から累積的に計算する．

次に，L = {l1, l2, . . . } をレジーム変化点 l の集合とす

る．時刻 tにおいて，レジーム θiへの変化点を検出した場

合，変化点 l = {t, i}を集合に加える．次の式に示すよう
に，検出したすべての変化点候補を集合として各レジーム

の各状態について保持し，その中から最適な変化点集合を

決定する．

Li;u(t) =

{
Lj;v(t − 1) ∪ l = {t, i} // if switch

Li;u(t − 1) // else
(10)

ここで，Li;u(t)は時刻 tにおけるレジーム θi，状態 uの変

化点集合を示す．これらは式 (9)の尤度計算に基づき更新

される．

補助定理1 モデル Θ = {θ1, . . . ,θr,Δ} および長さ n

のシーケンスX[1 : n]が与えられたとき，SegmentAs-

signmentは探索漏れを発生させないことを保証する．
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証明1 動的計画法に基づき，SegmentAssignmentは

各時刻における尤度を累積的に更新する．このとき，変化点

集合 Lは各レジーム内の各状態についての変化点候補をす
べて保有しているため，時刻 nにおいて尤度 P (x(n)|Θ)を

最大にする変化点集合は最適 Viterbiパスに等しい．よっ

て，SegmentAssignmentは最適な変化点集合を検出す

ることができる． �

続いて，候補集合の中から尤度を最大にする最適解Lbest

を選出したい．しかし，本研究で扱うデータストリームは

半無限長のシーケンスであり，最大尤度を与える変化点集

合は刻々と変化する．そこで，本手法では最大尤度を与え

るレジームが初めて他のレジームに変化した時刻を tとし

たとき，時刻 t + γ において Lbest を決定する．

補助定理2 モデル Θ = {θ1, . . . ,θr,Δ} およびシーケ
ンスX[1 : t + γ]が与えられたとき，時刻 1から tまでの

変化点集合は時刻 t + γ において最適である．

証明2 尤度 P (x(t+ γ)|Θ)は時刻 t+ γにおける確率の

最大値を示す．補助定理 1 より，時刻 1から t + γ までの

変化点集合は最適であるため，時刻 1から tにおける部分

パスは時刻 t + γ において最適である． �

すなわち，γ は遷移先のセグメント長に基づくものであ

る．変化点の候補を検出した場合，ただちにその変化点に

よるセグメントの割当てを行わず，γ 保証された変化点集

合をもとに割り当てる．

定義6（γ–保証） 本研究では，時刻 1から tにおける部

分パスが補助定理 2 を満たすことを γ 保証と呼ぶ．時刻 t

において最大尤度 P (x(t)|Θ)を出力するレジームがレジー

ム θi への変化した場合の γ を次のように定義する．

γ ∝
⌈

1
1 − δii

⌉
(1 ≤ i ≤ r) (11)

直感的には，時刻 tにおいてレジーム θiへの変化点候補

を検出したとき，過去にレジーム θi に割り当てられたセ

グメントの長さを考慮し，γ 時刻後において尤もらしいこ

とが保証された変化点集合に基づきセグメントの分割/割

当てを行う．

補助定理3 レジーム {θi}r
i=1 中の隠れ状態の数の最大

値 max{k1, . . . , kr} を k とする．SegmentAssignment

は O(drk + rk2 + r2) のメモリ量と単位時間あたり

O(drk2 + dr2k)の計算時間を要する．

証明3 各時刻において，SegmentAssignmentは動的

計画法に基づき d次元データに対する尤度を更新する．す

なわち，トレリス構造を 1つしか保持せず，各レジームに

ついて，内部で遷移した確率を dk2 個，他のレジームから

遷移した確率を (r − 1) × dk個計算する．よって，計算量

は合計 O(r × (dk2 + (r − 1)dk)) = O(drk2 + dr2k) であ

る．また，SegmentAssignmentは単一のトレリス構造

を保持するために r × dk 個の配列を 2つ，Θ内の各モデ

Algorithm 2 StreamScope (x(t), C)
Input: new vector x(t) at time tick t and current parameter set

C = {m, r,S,F ,Θ}
Output: Updated parameter set C
1: /* Assign x into existing regimes */

2: Decrement γ;

3: {m′,S′,F ′, γ} ← SegmentAssignment (x(t),Θ, γ);

4: /* Estimate new regimes in Xc */

5: if γ = 0 then

6: ts ← ts ∈ sm; c = fm; Xc ←X[ts : t];

7: Remove sm, fm; m← m− 1;

8: /* R: list for number of segments, segment set, regime */

9: R← RegimeGeneration (Xc);

10: /* Compare ΔCostT to decide optimal r */

11: if ΔCostT (Xc; m′, r,S′,F ′,Θ) > ΔCostT (Xc;R) then

12: for each {m∗,S∗, θ∗} ∈ R do

13: if ts = t∗s ∈ s∗1 then

14: θc ← ModelUpdate (S∗);

15: fi ← c (i = m + 1, . . . , m + m∗);

16: else

17: Θ← Θ ∪ θ∗; r ← r + 1;

18: fi ← r (i = m + 1, . . . , m + m∗);

19: end if

20: S ← S ∪ S∗; m← m + m∗;

21: end for

22: else

23: for i = 1 : m′ do

24: θf ′
i
← ModelUpdate (s′i);

25: m← m + 1; S ← S ∪ s′i; fm ← f ′
i ;

26: end for

27: end if

28: Update Δ; // Equation (1)

29: Compute γ; // Equation (11)

30: end if

31: return {C, γ};

ルパラメータを合計 r × (k + k2 + 2kd) + r2 個保持する．

よって，全体で O(drk + rk2 + r2))のメモリ空間を必要と

する． �

5.3 StreamScope

次に，自動的に新たなレジームを検出し，解 C を求め
るためのアルゴリズムである StreamScopeについて述

べる．

StreamScope の詳細を Algorithm 2 に示す．時刻 t

においてベクトル x(t) が与えられたとき，提案手法は

SegmentAssignmentによって現在の時系列パターン（レ

ジーム）の変化を監視し，過去に検出したレジームへ遷移し

た場合のセグメントの情報 {m′,S ′,F ′}を得る．また，新た
なレジームを検出するため，変化点の候補が γ–保証される

とき（すなわち，γ = 0のとき），RegimeGenerationを用

いてXcから新たなレジームを推定し，生成したレジームに
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属するセグメントとモデルパラメータの集合 {m∗,S∗, θ∗}
から構成される集合Rを得る．このとき，最後に検出した
時系列パターンと，現在のパターンの変化点を正確に検出

するために，提案手法が保持する最新の部分シーケンスを

次のように定義する．

定義7（カレントウィンドウ：Xc） ts を最新セグメン

ト smの開始点，tを現時刻としたとき，データストリーム

X の最新の部分シーケンスをXc = X[ts : t]とする．

続いて，レジームを追加した場合とそうでない場合のそ

れぞれに対する符号化コスト（式 (7)）を比較し，コストが

より小さくなるように解 C の各パラメータを更新する．具
体的には，

• レジームを追加したときの符号化コストが小さい場合，
新たに推定した θ∗ をΘに追加し，rを更新する．こ

こで，Xc の開始点から始まるセグメントが属するレ

ジームは，更新前の smが属していたレジーム θcと重

複するため，θcのパラメータを更新する．また，生成

したセグメントの分割位置およびセグメントメンバー

シップをそれぞれ S，F に追加し，セグメント数mを

更新する．

• 既存レジームに割り当てたときの符号化コストが小さ
い場合，上記と同様に，割り当てたセグメントに関す

る {m，S，F}をそれぞれ更新する．また，分割され
た部分シーケンスを用いて割当て先のパラメータ θを

更新する．

以上のいずれかの処理を行い，セグメントおよびレジー

ムの総数に基づきレジーム遷移行列Δを更新する．最後

に，現在のレジーム IDで γ を設定する．これにより，レ

ジーム変化が検出されない場合にも γ 時刻ごとに C を更
新し，現在のレジームパターンに類似した新たな時系列パ

ターンを検出することができる．

レジームパラメータ θ の推定．時刻 t におけるカレント

ウィンドウXc が与えられたとき，RegimeGeneration

は Xc から新たな時系列パターンを発見する．具体的に

は，CostT (Xc;R)を最小化するレジーム集合Rを出力す
る [16]．まず，Xc = [ts : t]からモデルパラメータ θ を推

定する．次に，Xc をセグメントとした 1つのレジームと

仮定し，{m = 1, s1 = {ts : t}, θ}をスタック Qに追加す
る．その後，Qが空になるまで以下の 3つのステップを反

復する．

( 1 ) Qからエントリ {m,S,θ}を取り出す．X[S]から複数

のセグメント sをサンプリングし，それぞれモデルパラ

メータ θsを推定する．それらのすべての組 {θs1 , θs2}
に対する CostC(Xc[S]|θs1 , θs2)を計算し，コストを

最小化するレジーム候補の組 {θ1,θ2}を得る．
( 2 ) CostC(Xc[S]|θ1, θ2)を最小化するViterbiパスに基づ

き，セグメント {S1,S2}を生成する．得られた 2つの

セグメント集合より，モデルパラメータ {θ1, θ2}をそ

れぞれ再推定する．

( 3 ) ステップ ( 2 ) を CostC(Xc[S]|θs1 ,θs2) が下がらな

くなるまで繰り返し，最終的に CostT (Xc;S, θ) と

CostT (Xc;S1,S2, θ1, θ2) を比較する．分割後のコス

トが小さい場合は {m1,S1, θ1}，{m2,S2, θ2}をQに追
加する．そうでない場合はRに {m,S, θ}を追加する．

HMMのパラメータ推定には Baum-Welchアルゴリズム

を使用する．Baum-Welchアルゴリズムは，モデル θに対

して隠れ状態の数 k を与える必要があるが，本研究では

コスト関数 CostM (θ) + CostC(Xc[S]|θ)が下がらなくな

るまで隠れ状態の個数を k = 1, 2, 3, . . . と増加させ，各レ

ジームの kを自動的に決定する．

理論的な分析．

補助定理4 カレントウィンドウXc の長さを lとする．

各時刻において，StreamScopeはO(dl+drk + rk2 + r2)

のメモリ量と単位時間あたり最小 O(drk2 + dr2k)，最大

O(drk2 + dr2k + ldk2)の計算時間を要する．

証明4 補助定理 3 より，StreamScopeは各時刻にお

いてO(drk2 +dr2k)の計算時間を要する．加えて，新たに

レジームを推定する場合，Xcに対して符号化コストの計算

とモデルパラメータの推定を繰り返すためO(#iter× ldk2)

の計算時間を要する．ここで，反復回数#iterは非常に小

さい定数であるため無視する．よって，提案手法の計算時

間は最小 O(drk2 + dr2k)，最大 O(drk2 + dr2k + ldk2)で

ある．また，提案手法は新たなレジームを推定するため

に，Xc に含まれる dl個のデータを保持する．よって補助

定理 3 より，提案手法は合計 O(dl + drk + rk2 + r2)のメ

モリ空間を必要とする． �

各レジームの状態数 kおよびレジームの総数 rは，コス

トモデルに基づきX を効率良く圧縮するように決定され

るパラメータであるため，比較的小さくなると想定される．

よって，6.3 節に示すように，提案手法はストリームマイ

ニングに適した高速な処理を行うことができる．

6. 評価実験

本論文では StreamScopeの有効性を検証するため，以

下の項目について実データを用いた実験を行った．

Q1 時系列データストリームを対象としたパターン検出お

よび変化点抽出に対する提案手法の有効性

Q2 検出したセグメントおよびレジームに対する提案手法

の精度

Q3 時系列データストリームに対する提案手法の計算時間

とメモリ使用量

実験は 16 GBのメモリ，Intel Core i5 3.3 GHzの CPU

を搭載した iMac 上で実施し，データセットとして Mo-

Cap *4を使用した．MoCapは，1秒 120フレームでヒトの

*4 http://mocap.cs.cmu.edu/
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図 1 MoCap データストリームに対する StreamScope の出力結果

Fig. 1 Simulation results of StreamScope.

動きを計測したモーションキャプチャのデータセットであ

る．本実験ではデータの中から左右の腕と足の 4次元から

構成される加速度の値を選出し，平均値と分散値で正規化

（z-normalization）して使用した．

6.1 Q1．提案手法の有効性

本節では，StreamScopeのパターン検出の能力を検証

した結果を示す*5．図 1 はMoCapデータストリームに対

する StreamScopeの出力結果を示している．図 1 (a)に

示すように，オリジナルデータは人が運動する様子をとら

えたものであり，歩く動作（“Walking”，図 1 (a-1)）および

腕を回す動作（“Stretching”，図 1 (a-2)～(a-4)）の合計 4

種類の動作で構成される．図 1 (b)下段の各番号はレジー

ムの ID，長方形の両端は各セグメントの開始点と終了点

を示す．StreamScopeは t = 1418において “Stretching

(both)”を検出し，レジーム#2を生成した．その後，カレ

ントウィンドウの開始点をセグメント#2の開始点に移し

て処理を進める．3種類の腕を回す動作は非常に類似した

特徴を持ち，はじめは 1つの時系列パターンとして表現さ

れるが，やがてそのすべてを効率的にモデルパラメータと

して圧縮することができなくなる．そのため，提案手法は

t = 3938において腕の動きが異なる動作を表すレジーム

#3，レジーム#4を新たに生成した．本データストリーム

におけるすべての時系列パターンを検出した提案手法は，

セグメント#7，セグメント#8に関しても逐次的に適切な

レジームへ割り当てることに成功した．図に示すように，

提案手法はデータストリームに含まれる動作に関する事前

知識を必要とせず，時間経過とともにモデルパラメータを

更新しながらすべての時系列パターンに該当する部分シー

*5 各実験において，データの前半 1/2を静的にセグメンテーション
し，その平均長を γ の初期値としたうえで，データ全体に対して
提案アルゴリズムを適用した．

図 2 StreamScope の精度

Fig. 2 Accuracy of StreamScope: (a) Precision and recall.

(b) CE score.

ケンスの時間情報，すなわち 4個のレジームと 8個のセグ

メントをすべて正確に検出した．

6.2 Q2．提案手法の精度

次に，StreamScopeの変化点抽出とクラスタリング精

度を検証するため，MoCap 中の合計 15 個のデータを用

い，オフラインにセグメンテーションを行う手法である

AutoPlait [16]，および pHMM [12]との比較実験を行った．

図 2 (a)は，各データに付与されたラベルの開始点・終

了点を正解値としたときの各手法の適合率，再現率を示し

ている．適合率は検出した変化点の合計数とそのうち正解

であった点の合計数の割合を示しており，再現率はすべて

の変化点の正解値の数と検出された点の中で正解した合計

数の割合を示す．pHMMはパラメータを必要とするため，

本実験ではセグメンテーション結果に影響するパラメータ

εr を 0.1, 0.2, . . . , 10.0と変化させながら検証を行った．提

案手法と AutoPlaitはパラメータを持たず，出力結果が 1

つに定まるため，図 2 (a)において 1点のみで表現される．

一方，pHMMはパラメータにより結果が異なるため，複

数の点で表現される．それらのどの点と比較した場合にお

c© 2018 Information Processing Society of Japan 7
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いても，提案手法の精度は高く，オンライン手法であるに

もかかわらず，適合率 93%，再現率 91%と高い精度を示し

ている．

図 2 (b) は各手法のクラスタリング精度を示す．本実

験ではレジームの正解ラベルおよび推定したラベルに

関する混同行列（CM: confusion matrix）を作成し，条

件付きエントロピー（CE: conditional entropy）のスコ

ア：CE = −∑
i,j

CMij∑
ij CMij

log CMij∑
j CMij

．を計算した．正

確にラベルを求めることができた場合，混同行列は対角行

列となり，CE = 0となる．pHMMのパラメータは平均

10個程度のセグメントが得られる εr = 0.1，εc = 1.0を使

用した．図より，オンラインにセグメンテーションを行っ

た場合にも高い精度を示すことが分かる．

6.3 Q3．提案手法の計算時間とメモリ使用量

最後に，StreamScopeの性能を評価するための実験を

行った．図 3 は，StreamScopeと比較手法である Au-

toPlait [16]，pHMM [12]との各時刻 tにおける計算時間の

比較である．データ集合にはMoCapを用い，pHMMのパ

ラメータは図 2 (b)と同じものを使用した．実験結果から，

StreamScopeは比較手法と比べて高速に動作することが

分かる．AutoPlaitと pHMMはオフライン手法であるた

め計算コストがデータ長に依存し，各時刻においてそれぞ

図 3 各時刻における StreamScope の計算時間

Fig. 3 Wall clock time vs. sequence length t.

図 4 各時刻における StreamScope のメモリ使用量

Fig. 4 Memory space consumption vs. sequence length t.

れO(t)，O(t2)の計算コストを要する．これは，いずれ比較

手法がデータストリームを処理できなくなることを意味す

る．一方，StreamScopeはXc に対してのみ処理を行う

ため，計算時間はデータストリーム全体の長さ tに依存する

ことなく高速に動作する．図 3 において，StreamScope

の計算時間が上昇している点は新たなレジーム θを推定し

た時刻を示すが，その場合においてもオフライン手法であ

る AutoPlaitと比較して約 100倍の性能向上を達成した．

図 4 は，同データセットに対する StreamScope と

AutoPlaitのメモリ使用量を示したものである．計算時間

と同様に，提案手法のメモリ使用量はストリームの長さに

依存せず一定のメモリ使用量を示しており，データスト

リームを効率的に処理可能であることが分かる．

7. アプリケーション

本章では，StreamScopeの実用的なアプリケーション

として，GoogleTrend *6を用いたWebにおけるユーザ動向

の特徴抽出を行う．GoogleTrendは，Googleによる週ごと

の検索クエリの頻度を 13年間にわたり集計したものであ

る．本実験では，2年分のデータ長を γ の初期値とした．

• イベント検出：図 5 (a)は，雨具に関するキーワード 4

つ（“umbrella”，“rain coat”等）の検索数を示してい

る．このデータは年単位の周期性を持っており，降水

量が増加する時期にピークを迎える．しかし，2007年

にキーワード “umbrella”の検索数が急激に増加してい

る．これは，2007年 3月に “umbrella”という楽曲がリ

リースされたことによるものであり，StreamScope

はこのイベントをレジーム#2として抽出することに

成功した．このように，StreamScope は検索キー

ワードに関する特徴的なイベントをレジームとして検

図 5 GoogleTrend におけるトレンドの変化点抽出例

Fig. 5 Application examples: StreamScope discovers signifi-

cant discontinuities.

*6 http://www.google.com/insights/search/
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出することが可能である．

• トレンド発見：図 5 (b) はスマートフォンに関連す

るキーワード（“iPhone”，“Galaxy”等）を示す時系

列ストリームであり，各キーワードは新機種の発表

や発売，クリスマスのように，様々なイベントが検

索数の上昇/下降に影響を与える複雑な特徴を持つ．

StreamScopeは，過去 13年間のスマートフォンの

シェア拡大の様子を 5 つのレジームとして抽出する

ことに成功した．具体的には，(1)スマートフォンの

先駆けとなった Blackberryが，欧米のビジネスマン

の間で流行．(2) iPhoneの発売にともない，スマート

フォンが世界で注目される．(3) Nexus，Galaxy等の

Android搭載端末が市場参入，シェア拡大．(4) iOS端

末と Android端末の競合．(5)現在の各スマートフォ

ンの世界シェアの動向，といった 5つのトレンドをレ

ジームとして抽出した．

図 5 に示すように，StreamScopeはWebアクティビ

ティデータを効率的に処理し，ユーザ活動に潜む様々な特

徴をオンラインに抽出することが可能である．

8. むすび

本論文では自動パターン検出のためのストリームアルゴ

リズムとして StreamScopeを提案した．StreamScope

は，与えられた時系列ストリームに関する事前知識を必要

とせず，その中に含まれる特徴的なパターンやトレンド（レ

ジーム）とその変化点を正確に発見することができる．様々

な種類の実データを用いて実験を行い，StreamScopeは

オンライン処理でありながら，その有用性を確認すること

ができた．また，計算コストはデータストリームの長さに

依存せず，従来の手法と比較して大幅に性能が向上してい

ることを示した．
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