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クエリの偏りを利用した学習型最近傍探索問題とその一解法 
 

香川椋平† 和田俊和† 

 

概要：最近傍探索は，類似画像検索や，BoF特徴ベクトルの生成，画像間の特徴の対応付けなど，多岐にわたって用
いられている．手法としては Hash 型，木探索型，森探索，グラフ探索，など様々な手法があり，問題としては，１−

最近傍探索，k−最近傍探索，Radius 探索，などがある．近年では格納データの分布の次元が上昇することによって探

索速度が低下するという問題を回避するために，近似最近傍探索がよく使われている．これに対し，本稿では，クエ
リ側の分布を利用した検索の高速化問題を提案する．これを「学習型最近傍探索問題」と呼ぶことにする．この分布
は逐次与えられるクエリ自身から学習することもできるため，近似最近傍探索と近似のない最近傍探索を並列動作さ

せればオンライン学習もできる．本稿では，その一歩として，クエリに基づいて k-d tree を再構築し，木探索のみで
最近傍探索を行う高速化手法を提案する．学習した k-d tree を用いた最近傍探索時間と精度の比較を行い，その活用
法を論じる． 

 

キーワード：最近傍探索，k-d tree，プライオリティサーチ，学習型最近傍探索 

 

Trainable nearest neighbor search exploiting query bias 
 

Ryohei KAGAWA† Toshikazu WADA† 

 

Abstract: Nearest neighbor search is widely used in many applications, such as, similar image search, BoF vector construction, 

keypoint matching between two images, and so on. Nearest neighbor search problem includes three major sub-problems, 1-nearest 

neighbor search, k- nearest neighbor search, and radius search. Also, the problem can be classified into two problems depending 

on their accuracy, approximate and accurate search problems. The algorithms can be classified depending on the data structures 

used for indexing; table, tree, forest, and graph. These well organized classification and criteria imply that this research field is 

well matured. In this report, however, we further propose a new problem in this field for accelerating the search speed exploiting 

the query vector distribution. We call this "training problem of nearest neighbor search". This problem is to accelerate the nearest 

neighbor search by providing query vector distribution. One solution for solving problem is to run both accurate nearest neighbor 

search and trainable approximate search. That is, if their answers don’t coincide, the approximate search algorithm learns the 

correct answer by accurate search algorithm. By iterating this process, the approximate search gradually approaches to the accurate 

search while keeping the speed. This report examines one example of this framework based on k-d tree algorithm and confirmed 

the effectiveness. 

 

Keywords: nearest neighbor search ,  k-d Tree , prioritysSearch , nearest neighbor search 

 

 

1. はじめに   

 最近傍探索とは，あらかじめデータベースに格納された

ベクトル集合𝑋0の中から，クエリベクトル𝒒との距離が近

いベクトルを見つけ出す探索計算の総称であり，以下の問

題を含む． 

 最近傍ベクトル𝑵𝑵1(𝒒; 𝑋0)を一つだけ見つける 1-NNサ

ーチ． 

𝑵𝑵1(𝒒; 𝑋0) = argmin
𝒙∈𝑋0

𝑑(𝒒, 𝒙) , 

但し，𝑑(𝒒, 𝒙)は𝒒と𝒙の間の距離である． 

 近傍ベクトルの集合𝐾𝑁𝑁(𝑘, 𝒒; 𝑋0)を１番目から k 番目

まで求める k-NN サーチ 

𝐾𝑁𝑁(𝑘, 𝒒; 𝑋0) = {𝑵𝑵1(𝒒; 𝑋0), ⋯ , 𝑵𝑵𝑘(𝒒; 𝑋𝑘−1)}, 

但し，𝑵𝑵𝑚(𝒒; 𝑋𝑚−1) = argmin
𝒙∈𝑋𝑚−1

𝑑(𝒒, 𝒙)  

および， 𝑋𝑚 = 𝑋𝑚−1 ∖ {𝑵𝑵𝑚(𝒒; 𝑋𝑚−1)}とする． 

 クエリを中心として指定した半径内に存在するベクト
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ル集合𝑅𝑁𝑁(𝑑, 𝒒; 𝑋0)を求める radius サーチ 

𝑅𝑁𝑁(𝑑, 𝒒; 𝑋0) = {𝒙 ∈ 𝑋0|𝑑(𝒒, 𝒙) ≤ 𝑑} 

 

また，正確な最近傍を求める場合，𝑋0の分布の次元が上昇

すると，全探索と同程度に効率の悪い計算になってしまう

という「次元の呪縛」と呼ばれる現象が発生する．これを

回避するために，近年では厳密ではない近似的な最近傍探

索を求める問題として定式化されることが多くなっている．  

これらの問題を解くためのアルゴリズムは，使用するデ

ータ構造によって分類することができ，線形構造（表），木

構造，グラフ構造，森，などを用いたものに分けられる．

例えば，近似最近傍探索では表探索（hash 法）を用いたも

のや森（random forest）を用いたもの，木構造を用いたもの

には， k-d tree や V-P tree, R-tree, S -tree， k-means tree 

(vocabulary tree)など様々なものがある． 

このように，最近傍探索は問題と手法がよく整理された

研究分野であるが，未だに検討されてこなかった問題があ
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る．それは，データの分布ではなく，クエリの分布を利用

するという観点である． 

例えば，二分探索木の場合，構造上の平衡性を最適性の

基準とすると，与えられるクエリが一様に分布することを

強制することになる．これに対して，クエリが持つ統計的

偏りを考慮する場合は，探索に要するコストの期待値を最

小化するようにするため，構造上の平衡性は崩れるが，実

際に探索を行ったときのコストの最適性は保証される． 

これと同様に，最近傍探索のデータ構造やアルゴリズム

に関する過去の研究はクエリの統計的偏りを考慮しないも

のが殆どであり，実質的な意味での最適性を保証してはい

ない．このため，本報告では，クエリの偏りを考慮した最

近傍探索アルゴリズムについて検討する． 

クエリの偏りを利用する場合，探索コストの期待値を最

小化するという観点，事前に与えられたクエリと似たクエ

リに対して，効率よく探索を行うという観点，の二つがあ

る．本報告では，主に後者の観点に立ち，1-NN の近似最近

傍探索の効率化を図る方法について検討する．  

2. 関連研究 

本研究では，木構造を用いた最近傍探索アルゴリズム，特

に k-d tree を用いた最近傍探索アルゴリズムを高速化する

ため，この観点から見た関連研究について述べる． 

木構造を用いた最近傍探索の代表例は，Bentley の考案し

た k-d tree[1]である．これは，与えられたデータ点で空間を

Box 状に区切る空間分割に対応する木構造であり，データ

は木の全ノードに格納される．しかし，現在 k-d tree と呼

ばれるデータ構造[2][3]は，当初の k-d tree とは異なってお

り，全てのデータは別々の葉に格納されるようになってい

る．これは，図 1 に示すようにデータの集合を Box に分割

していき，最終的に 1 つの Box が１つのデータを含むよう

になるまで分割することに対応したデータ構造である． 

 

 

           (a)                        (b) 

図 1．空間分割と k-d tree の関係 

 

この k-d tree には，空間分割を行う軸（次元）とその閾値

が節に格納されており，クエリが与えられたときに以下の

ようにして最近傍探索を行う． 

1. 節に格納された軸の値が閾値に対して小さいか大きい

かで，木枝を辿り，葉に到達する「木探索」． 

2. 到達した葉に格納されたデータを暫定的な最近傍とし，

それよりも近距離に存在する可能性のある Box につい

て優先度付きキューを用いて探索する「priority search」．

（この際に調査する Box は，図１(a)のように，クエリ

を中心とし，葉に格納されたデータとの距離𝑟を半径と

する超球と交わる Box の全てである．） 

 

図 2. 木探索と Priority Search の探索時間の比較[7]より 

 

このアルゴリズムは，許容解を求めておきそのコストを

緩和解によって求められる下界値が上回った場合，探索を

打ち切るという，分枝限定法あるいは A*アルゴリズムの一

種であることが知られている．これは，木構造だけでなく，

どのようなデータ構造を用いた場合でも，当てはまること

が知られている． 

実際に，木探索と priority search の消費時間について調査

した報告があるが，図 2 に示すように，priority search は木

探索に比べて大幅に計算時間がかかり，この傾向は次元の

増加に伴い顕著になっていく．[4] 

このことは，仮に priority search が省略できれば大幅な高

速化が達成できることを意味している．しかし，木探索だ

けではおおまかな近似最近傍探索しか行えず，探索精度の

調整は行えない．このため，k-d tree の場合は，クエリと葉

に格納されたデータとの距離𝑟に一定の比率1 (1 + 𝜀)⁄ をか

けて図 3 に示すように超球の半径を短くし，調査すべき

Box の個数を減らすという手法が用いられてきた．[3] 

 

  

(a) ε= 0 の場合 (b) ε≧ 0 の場合 

図 3．k-d tree における priority search の範囲 
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これ以外にも，ハッシュを用いる方法[5][6][7]やランダム

フォレストを用いる方法[8]などでも近似最近傍探索は盛

んに研究されているが，単一の木探索のみで，ある程度正

確な答えが出せれば，リアルタイム性が要求されるアプリ

ケーションの高速化などに有用である． 

3. 学習型最近傍探索問題 

本稿では，登録データ分布の偏りのみではなく，クエリ

側の偏りも用いた問題を提案する．これを行う観点として

は，前述の通り， 

１）探索コストあるいは探索時の誤差の期待値を最小化す

るという観点 

２）事前に与えられたのと似たクエリに対して，手間のか

からない方法で精度のよい探索を行うという観点 

の二つがある． 

前者は，頻度の高いデータに対しては，高速・高精度な処

理が行え，頻度の低いデータに対しては比較的低速・低精

度な処理でも構わないという立場に立ち，クエリ集合全体

に対する速度または精度の期待値を向上させるという観点

である．例えばカスケード型 ADA Boosting による顔検出器

に与えられるデータの大半が顔データでは無く，明らかに

顔ではないデータを early reject して，顔の可能性があるも

のについては，手間をかけて識別するといったデータの種

類によって処理の手間を変えることと似ている． 

後者はクエリをキャッシングしておき，似たクエリに対

しては過去の経験に基づき即座に答えを出すという手法を

指す．本報告では，この観点から priority search を行わない

簡便な探索アルゴリズムの開発を行う． 

本報告では，後者の観点から，一旦探索したデータを木

構造に組み込むことで，priority search を用いずに探索の精

度を向上させる方法について提案する． 

これは，図 4 に示すように，クエリ𝒒に対して k-d tree の

2 段階のサーチ（木探索と，priority search）を行い，それぞ

れの段階で暫定最近傍𝑵𝑵′と確定最近傍𝑵𝑵を求め， 

 

図 4．クエリによる k-d tree の改良 

 

 

(a) qを付加する前 (b) qを付加した後 

図 5．クエリの付加による k-d tree の改良の効果 

これらが一致しなかった場合には，クエリ𝒒をデータとし

て k-d tree に追加する．但し，この𝒒にはラベル"𝑵𝑵"をつけ

ておき，木探索でこのデータが見つかった場合には𝑵𝑵を最

近傍であると判断するようにする． 

この様子を図 5 に示す．同図(a)では，木探索の結果は 2

となり，最近傍は 9 となるケースである．この場合，クエ

リ𝒒を k-d tree に付加する．このクエリに類似したデータが

再びクエリとして与えられた場合，木探索の結果は 9 とな

る．このデータの付加により，2,5,3 の Voronoi 領域は狭く

なり，結果的に誤りが生じるケースも生じるが，その誤り

を修正するために新たなクエリが付加されるため，結果的

には誤りは修正されていく． 

このようにして大量のクエリを与えて k-d tree にクエリ

を付加し，修正しておけば，木探索の結果が priority search

の結果と一致するようになる．しかし，多次元データにな

った場合，境界の面積が広がるため，このような配置は行

えない．このような問題点がある場合でも，実際に与えら

れるクエリと，学習時に与えるクエリがほぼ同じ分布に従

う場合には，木探索のみで，ほぼ正しいデータの探索が行

えるものと考えられる．この手法は図 4 のように木探索と

priority search を共に実行して結果を比較するようにしてお

き，実際にクエリを与えながらオンライン学習をすれば，

最近傍探索を行いながら木探索の精度を上げることもでき

る． 

 

4. 実験 

提案した手法で学習した k-d tree の有効性を確認するた

めに， 

 乱数で発生させた 2 次元データを用いて，付加される

クエリが Voronoi 領域のどこに分布するかの確認 
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 SIFT特徴量データベースから抽出したデータを用い

た既存手法との探索時間・精度の比較 

に関する実験を行った結果について述べる． 

以下の実験では，CPU：i7-2600(3.4GHz)，メモリ：16GB

を搭載した計算機を使用して行った． 

 

4.1 付加データの分布 

 提案手法は，前述の通り，「木探索と𝜀 = 0とした priority 

search を実行し，双方の結果が異なる場合，正解のラベル

を付けたクエリを元のデータに付加して，k-d tree を再構築

する」というものである．この処理を繰り返すことによっ

て付加されるデータの分布が Voronoi 領域とどのような関

係にあるのかを確認する． 

 

【実験の条件】 

登録データ数は 10，トレーニング用クエリ数は 100000 と

し，それぞれ初期値の異なる一様乱数で発生させた． 

【実験の手順】 

I. 登録データから k-d tree を構築する 

II. トレーニング用クエリを逐次与え，必要に応じて登録

データにクエリを付加し k-d tree を再構築する． 

III. 全トレーニング用クエリに対してⅡの処理を行う． 

 

図 6 にこの結果を示す．尚，この図では，k-d tree に登録さ

れているデータをラベルごとに色を変えて表示している．

また図 7 に参考として，同じ登録データに対する Voronoi

領域を示す． 

図 6，図 7 より，学習したデータは Voronoi 領域の境界付

近に多く分布しており，境界の表裏で異なるラベルを持っ

ていることが確認できる． 

これは，Voronoi 領域の境界上に母点となる登録データと同

一ラベルの付加データを密に与えれば，木探索の結果と

priority search の結果が一致するためである．この結果から，

提案手法によって上記の分布に近い結果が得られているこ 

 

図 6 トレーニング済み k-d tree のデータ分布 

 

 

図 7 図 6の登録データに対する Voronoi 領域 

とが確認できる．しかし，境界近く以外にも Voronoi 領域

内側に分布している付加データが存在する．これらのデー

タは，トレーニングの初期段階で与えられたクエリが付加

されたものであると考えられるが，基本的には不要なもの

である．これらはトレーニング用クエリを与える順序を最

適化すれば除去することが可能なものである． 

以下，この Voronoi 境界から離れた位置に分布するデー

タの除去を行う方法について検討する．トレーニングを行

った結果，学習データは Voronoi 領域の境界付近に高い密

度で分布し，境界から離れた部分では疎らに分布すること

が分かっている．この性質を利用し，トレーニングデータ

の並べ替えを行う方法を以下に述べる． 

学習 k-d tree に登録されたデータそれぞれについて k-最

近傍探索を行い，探索されたデータの分散を求める．この

分散が小さいほど周囲のデータの密度が高いと言える．つ

まり，そのデータは Voronoi 領域の境界付近に分布してい

ると見なすことができる．実際に k=10 でそれぞれの学習

データについて分散を計算した．学習したデータを分散で

昇順に並び替え，その順に初期状態の k-d tree に再トレー

ニングを行った．その結果を図 8 に示す． 

 

図 8 再トレーニング後の k-d tree 付加データの分布 
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図 8 から Voronoi 境界から離れた位置に分布しているデー

タの除去ができることが分かる．  

 

4.2 探索時間・精度比較 

 k-d tree を用いた既存の最近傍探索である Priority Search

を行う最近傍探索[2][3]と学習した k-d tree を用いた最近傍

探索の探索時間・精度の比較実験を行った．  

 

【実験の条件】 

探索の精度の評価には，下記に示す誤差比を用いた．  

誤差比 =  
𝑑(クエリ，探索結果データ)

𝑑(クエリ，最近傍データ)
 

誤差比は 1 に近いほど精度が高く，誤差比が 1 であるとき

は完全な最近傍探索である． 

登録データ数は 1000，トレーニング用クエリ数は 100000

検証用クエリ数は 100000 とし，すべて SIFT 特徴量データ

ベース[9]の ANN_SIFT1B Learning set から抽出したデータ

より，検証時に指定した次元数分を使用した．登録データ，

トレーニング用クエリ，検証用クエリはすべて異なる SIFT

特徴から抽出したものを使用した． 

Priority Search を行う最近傍探索のεは 0 および 0.18 で

検証を行った．0.18 は 5 次元時に学習した k-d tree を用い

た最近傍探索と Priority Search の誤差比が同程度になるよ

うに調整した値である． 

 

【実験の手順】 

I.  登録データから k-d tree を構築する 

II.  トレーニング用クエリを逐次与え，必要に応じて

登録データにクエリを付加し k-d tree を再構築する． 

III.  全トレーニング用クエリに対してⅡの処理を行う． 

IV.  検証用クエリを逐次与え，Priority Search を行う最

近傍探索（ε=0 および 0.18），学習した k-d tree を

用いた最近傍探索の探索時間と精度を計測する． 

 すべての検証用クエリを与え終わった後，検証用クエ

リ 1 つあたりの平均をとり，比較を行った． 

 

 図 9 にて各手法を用いた探索における探索時間について，

横軸を登録データ，トレーニング用クエリ，検証用クエリ

の次元数．縦軸を探索精度として表示する． 

図 10 では各手法を用いた探索における探索精度につい

て横軸を登録データ，トレーニング用クエリ，検証用クエ

リの次元数．縦軸を実行時間として表示する． 

図 9，図 10 より，誤差が同程度の場合でも Priority Search

を行う最近傍探索よりも高速に探索を行うことができるこ

とがわかる． 

 

図 9 Priority Search と学習した k-d tree 探索の精度比較 

 

 

図 10 Priority Search と学習した k-d tree 探索の速度比較 

 

5. おわりに 

 本稿では，クエリの偏りを考慮した最近傍探索アルゴリ

ズムについて事前に与えられたクエリと似たクエリに対し

て効率よく探索を行うという観点から検討を行った． 1-

NN の近似最近傍探索の効率化を図る方法について一旦探

索したデータを木構造に組み込むことで，priority search を

用いずに探索の精度を向上させる方法を提案した．そして，

k-d tree を用いた既存の Priority Search を行う最近傍探索と

学習した k-d tree を用いた最近傍探索の探索時間・精度の

比較実験を行った．その結果，学習した k-d tree を用いた

最近傍探索は Priority Search を行う最近傍探索と同程度の

誤差比の場合でもより高速に探索が行うことができること

を示した． 

提案した手法は，トレーニングを行う手間はかかるが，

平行実行することでオンライン上での学習もできる．これ

と比較実験から，この手法は以下の場合に適していると考

えられる． 

 繰り返し最近傍探索が行われる 

 リアルタイム性を求めるアプリケーション 
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今後の予定では，クエリの偏りを利用し探索コストの期

待値を最小化するという観点からの手法について検討を行

う．また，事前に与えられたクエリと似たクエリに対して

効率よく探索を行うという観点も合わせた手法を検討する． 
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