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概要：ソースコードを記述していく際，開発者は，効率よくプログラムを作成するために既存のソースコー
ドの再利用やライブラリを活用して開発を行う．そこで，本研究では，既存のソースコードに記述されて
いるメソッド呼び出し文の順序に着目し，メソッド呼び出し文を補完する手法について提案する．本手法
では，回帰結合ニューラルネットワーク（recurrent neural netowork）を利用し，次に現れるであろうメ
ソッド呼び出し文を予測する．さらに，提案する手法を実装し，10プロジェクトのオープンソースソフト
ウェアを用いて補完候補の精度を計測した．また，回帰結合ニューラルネットワークの様々なパラメータ
が実験結果にどのように影響するかを調査し，補完候補の精度がどのように変化するかについても実験し
た．実験の結果，典型的なサンプルソースコードの補完においては，38%の精度で補完候補の一位に必要
なメソッド呼び出し文が現れることが確認できた．

An API Suggestion using Recurrent Neural Networks

1. はじめに

近年，多くのライブラリやフレームワークが開発されて
おり，開発者は効率よくプログラムを作成するために，そ
れらのライブラリやフレームワークを活用して開発を行う
ことが頻繁にある．例えば，Androidアプリケーションに
おいて，Android APIを利用する割合は，多いアプリケー
ションで 42%にもなるという報告がある [1]．そこで，多く
の統合開発環境では，作成中のソースコードに対してコー
ド推薦の機能を提供し，調べる手間や入力の手間を省く機
能が存在する．これらの機能を用いると，ソースコード中
の変数やクラス名などに対して，それらのメソッド一覧を
提示することができる．
図 1はAndoridアプリにおける画面を作成する典型的な

ソースコードである．View，TextView，Buttonクラス等
を利用し，onClickListenerクラスを継承した匿名クラ
スをリスナーにセットすることでボタンの処理を記述して
いる．しかし，APIの順序やそもそも必要なクラス名やメ
ソッド名が分からないと，自分で細かな処理を書く必要や
既存のクラスを調べる時間が必要になり，手間がかかるこ
とになる．
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1 public View onCreateView(LayoutInflater inflater,

2 ViewGroup container, Bundle savedInstanceState) {

3 View v=inflater.inflate(R.layout.fragment_dialog,

4 container, false);

5 View tv=v.findViewById(R.id.text);

6 ((TextView)tv).setText("Dialog");

7 // Watch for button clicks.

8 Button button=(Button)v.findViewById(R.id.show);

9 button.setOnClickListener(new OnClickListener() {

10 public void onClick(View v) {

11 // When button is clicked, call up to owning

12 // activity.

13 ((FragmentDialog)getActivity()).showDialog();

14 }

15 });

16 return v;

17 }

図 1 Java ソースコード片

そこで，既に記述されたソースコードや開発者が記述中
のソースコードから情報を集めて解析し，適切な APIや
ソースコードを推薦する仕組みに関する研究が多く存在す
る [2], [3], [4], [5], [6]．これらは，既存のソースコードの
情報を利用することで，新規開発する開発者の求めている
コード片や APIを推薦する．[3]では APIの呼び出し順を
情報として利用し推薦する．我々は [6]で二つの API呼び
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出し間の関係を情報として利用して，メソッド呼び出し文
自体の推薦を行う手法を提案してきた．
本研究では，ニューラルネットワークを利用し，次に現

れるであろうメソッド呼び出し文を予測し，候補を表示す
る手法を提案する．あるクラスのメソッド一覧が列挙され
る際に，適切と思われる順に並び替えたメソッド一覧を開
発者に提示する．
ニューラルネットワークには回帰結合ニューラルネッ

トワーク（recurrent neural netowork）を利用し，既存の
ソースコードを学習させる．さらに，提案する手法を実装
し，10プロジェクトのオープンソースソフトウェアを用い
て実験を行った．回帰結合ニューラルネットワークの様々
なパラメータが実験結果にどのように影響するかを調査し
た．実験の結果，典型的なサンプルソースコードの補完に
おいては，38%の精度で補完候補の一位に必要なメソッド
呼び出し文が現れることが確認できた．
以降，2節で提案手法で利用する言語モデルについて説

明し，3節で提案手法を説明する．4節では実装したツー
ルを用いて行った実験について述べる．さらに，5節では，
関連研究について触れ，最後に 6節で本稿をまとめる．

2. 言語モデル

2.1 ニューラルネットワーク言語モデル
自然言語処理の分野において，単語が文章中に表れる過

程を確率過程とみなし，ある単語がある位置に出現する確
率がどの程度か計算し，単語の出現を予測することが行わ
れている．このモデルは言語モデルと呼ばれる．
一般的に言語モデルは以下のように表せる．ある文書に

おいて，j 番目に出現する単語を wj と表すと，1番目か
ら j − 1番目まで連続し出現する単語の列は以下のように
表す．

wj−1
1 = w1, w2, w3, ..., wj−1

なお，wj−1
1 の次に wj が出現する条件付き確率を

P (wj |wj−1
1 ) とする．いま，ある文書 s の単語の数が T

とすると，その文書が生成される確率は以下ように表せる．

P (wT
1 ) =

T∏
j=1

P (wj |wj−1
1 )

言語モデルにおいて，単語列の出現確率を予測するために
ニューラルネットワークを用いた手法に Bengi らによる
ニューラルネットワーク言語モデル [7]（以下 NNLM）が
ある．
NNLMでは，各単語 wj を，出現したその単語の索引の

みが 1で残りの要素が 0である N 次元のベクトルで表現
する．N は全文書の語彙数を表し，このようなベクトル表
現を 1-of-N表現と呼ぶ．そして，単語列 wj−1

j−n+1が与えら
れているときの，単語 wj が出現する条件付き確率を出力
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図 2 RNN のアーキテクチャ

するニューラルネットワークを学習する．ここで，nは学
習する単語列の単語数である．

2.2 回帰結合ニューラルネットワーク言語モデル
Bengiらの手法では，固定長 nの学習しかできない．そ

こで，Mikolovらは，回帰結合ニューラルネットワークを
用いた言語モデル（以下RNNLM）[8], [9]を提案している．
回帰結合ニューラルネットワーク（以下 RNN）は通常の
ニューラルネットワークと異なり，時系列が考慮されてお
り，系列データを処理するのに適している．また，系列の
長さに制限はない．
図 2に RNNLMにおける RNNのアーキテクチャを示

す．図 2に示すように，ニューラルネットワークの入力層
を w，隠れ層を s，出力層を y とする．ある時刻 tにおけ
るネットワークへの入力層を w(t)，出力層を y(t)，隠れ層
（ネットワークの状態）を s(t)で表す．w(t)は時刻 t の単
語を 1-of-N表現したベクトルである（Nは語彙数）．隠れ
層のユニット数をMとすると，行列Uは N ×M 行列で
あり，単語を潜在空間へ写像する行列と考えることができ
る．s(t)は以下の式で表す．ここで，行列Wは時刻 t− 1

の隠れ層からの重みとなる．

s(t) = f(Uw(t) +Ws(t− 1))

y(t)は以下のように表す．行列 Vは隠れ層から出力層へ
繋ぐための重みであり，M ×N 行列となる．

y(t) = g(Vs(t))

ここで，f(z)は以下の sigmoid関数を表し，

f(z) =
1

1 + e−z

g(zm)は以下の softmax関数を表している．

g(zm) =
ezm∑
k e

zk

RNNでは学習する際，確率的勾配降下法が利用される．
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図 3 本手法の流れ

確率的勾配降下法としては，Backpropagation Through

Time(BPTT)法 [10]を利用し計算される事が多い．BPTT

法では，各時刻の RNNを横に並べ，隠れ層の帰還路を，
連続時刻での隠れ層のユニットの結合として表現する．結
合したネットワークは，循環のない順伝播型ネットワーク
となり，誤差逆伝播による勾配の計算が可能となる．計算
量を減らすために，過去の履歴の数に制限をつけた Trun-

cated BPTTを後に述べる本手法では採用する．さらに，
長期依存を学習させるために，隠れ層に Long Short-Term

Memory(LSTM)を利用する．また，隠れ層を 2層，3層
と増やすネットワークも考えられる．

3. 手法

本節では，我々が提案するメソッド呼び出し文補完手法
について説明する．本手法は学習フェーズと補完フェー
ズの二つのフェーズから構成されている．学習フェーズ
では，補完の元となる情報をモデルに保存する．モデルは
RNNLMを既存のソースコードのメソッド呼び出し文の並
びに適用したものになる．具体的にはメソッド呼び出し文
を単語とみなした文書を作成し，RNNLMで学習させる．
補完フェーズでは，補完要求をするエディタ等の問い合わ
せに応答し，補完候補を出力する．エディタ等で現在入力
中のソースコードを解析し，それらの情報からモデルを用
いて補完候補を取得し，開発者に提示する．
以降，最初に全体の流れの説明をし，次に，学習フェー

ズで利用する手法，補完フェーズで利用する手法の順に説
明する．なお，本手法で説明するソースコードは Java言
語で記述されているものとする．

3.1 ソースコード補完手法の概要
本手法を利用したソースコード補完の流れを図 3に示す．

処理の流れは学習フェーズと，作成しているソースコード
に対する補完フェーズに分けられる．本手法の最も重要な
考えは，既存のソースコードの中のあるメソッド呼び出し
文の並びから次に存在するであろうメソッド呼び出し文の
割合を計算し，ソースコード補完をする事である．
そのために，事前に既存のソースコードを学習させ，次

に存在するであろうメソッド呼び出し文の割合を計算し
ておく必要がある．学習フェーズでは，まず最初にソース
コードを解析しすべての呼び出し文を抽出する．その後，
メソッド単位で呼び出し文を順番に並べる．この際，後の
学習でメソッド呼び出し文を単語として処理するために，
メソッド呼び出し文を変換ルールに従った文字列に変換
する．さらに，メソッドの区切りを特殊な文字列として挿
入する．学習フェーズの最後として，作成したメソッド呼
び出し文の並びを文書とみなして，RNN学習器に入力す
る．モデル構築するために，2.2節で述べた RNNLMを利
用する．
補完フェーズでは，開発者が補完させたいソースコード

断片を基に処理を始める．ソースコード断片中から補完
したい場所の直前のメソッド呼び出し文を抽出し，学習
フェーズで利用した変換ルールに従い，文字列に変換する．
そして，予測器と学習済みのモデルを利用してソースコー
ド補完の候補を取得し，開発者に提示する．

3.2 ソースコード解析器
ソースコード解析器では，最初に，既存のソースコード

を構文解析，意味解析し，ソースコード中のクラス内のメ
ソッド一覧を取得する．その後，各メソッド中のメソッド
呼び出し文とインスタンス生成文を抽出する．抽出する際，
抽出する文の順序はソースコードの字面上の順番とし，制
御文による実際の実行順序ではないものとする．
この際，メソッド呼び出し文のオブジェクトをクラスの

完全限定名に変換する．変換時に，多様性は考慮しないも
のとする．クラスの完全限定名が自クラスだった場合はラ
イブラリやフレームワークの API の利用ではないと判断
し，無視するものとする．クラスに総称型が利用されてい
た場合は，総称型の名前を無視して変換する．メソッド名
はそのまま利用するが，インスタンス生成文の場合はメ
ソッド名として特殊な名前である<init>に置き換える．ま
た，パラメータは考慮しないものとする．最後に，クラス
名とメソッド名を#文字で結合した文字列を生成する．
例 え ば ，java.util.ArrayList<String>ク ラ ス

の add メ ソ ッ ド を 呼 び 出 す 文 が 存 在 し た 場 合
は，java.util.ArrayList#add と変換する．また，
new java.util.ArrayList<String>() 文 の 場 合 は ，
java.util.ArrayList#<init>と変換する．

3.3 メソッド呼び出し文抽出器
補完したい APIに必要なメソッド呼び出し文を 3.2節で

抽出したメソッド呼び出し文から抽出する．例えば，JDK

のみを対象にした場合は javaで始まるクラス名を対象に
すればよい．フレームワークやライブラリの種類を限定す
ることで，精度の高い補完が期待できる．
抽出したメソッド呼び出し文の最後にメソッドの区切
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1 android.view.LayoutInflater#inflate

2 android.view.View#findViewById

3 android.widget.TextView#setText

4 android.view.View#findViewById

5 android.widget.Button#setOnClickListener

6 android.view.View.OnClickListener#<init>

7 <eom>

図 4 メソッド呼び出し文の並び

り単語を表す<eom> という文字列を付与する．ただし，メ
ソッド呼び出し文が一つしか存在しないメソッドは除外す
る．これらのメソッドは単純な委譲メソッドである可能性
もあり，メソッド呼び出し文の並びを予測するのには適さ
ないと考えるためである．
図 1を変換した例を図 4に示す．この例では，android

で始めるクラス名しか呼び出しておらず，すべてのメソッ
ド呼び出し文を抽出した．
最後に，すべてのメソッドについて上記の変換が完了す

ると，変換後の並びを一つのファイルにまとめる．この
ファイルを，<eom>で区切られた文書として扱い，RNNLM

の入力とする．

3.4 RNN学習器
2.2節で説明した RNNLMを用いて学習を行う．まず，

3.3節で作成した文書ファイル中に存在する語彙数を数え
る．この際，変換されたメソッド呼び出し文の文字列を単
語として扱う．語彙数が求まると，各単語の 1-of-N表現が
可能となる．そして，1行目を時刻 1の単語として扱い，2

行目を時刻 2の単語として扱っていき，最終行まで順番に
RNNLMで処理する．truncated BPTTの長さをどの程度
にするかを考えたとき，固定長にするのではなく，<eom>

が次の単語になった時点の長さで BPTTを実行する．さ
らに，BPTTを実行後には隠れ層である LSTMの状態を
初期化する．Javaのソースコードにおいてメソッドの並び
は任意の場所でよく，記述する順番は考慮されない．そこ
で，<eom>が出現し，次のメソッドに移る際は，別の系列
と判断し，内部状態を初期化する．
学習させる際のパラメーターとしては，隠れ層の数とそ

れぞれの隠れ層のユニット数M，さらに，文書を何回学習
させるかの数である epoch数が挙げられる．

3.5 メソッド呼び出し文予測器
学習済みのモデルを利用し，次に出現するであろうメ

ソッド呼び出し文の候補を取得する．エディタ等で記述し
ている編集中のソースコードから，補完したい箇所を囲む
メソッドと特定し，そのメソッド内のメソッド呼び出し文
をすべて抽出する．抽出には学習フェーズで利用したソー
スコード解析器を利用する．そして，抽出したメソッド呼

び出し文を 3.2節で説明した変換ルールと同様のルールに
従い文字列に変換する．この際，メソッド内のソースコー
ドが完成していないため，<eom>は付与しない．
変換した文字列を入力として，学習済みのモデルから次

に出現するであろう単語（メソッド呼び出し文）の確率を
求め，その確率順に整列をする．1行ずつ単語（変換後の
メソッド呼び出し文）を RNNに入力していき，最終行の
単語を入力した際に出力される単語の割合を補完候補とし
て利用する．その後，候補を割合の大きい順に並び替え，
候補の上位を開発者に提示する．ただし，モデルに単語を
入力していく際，語彙として登録されていないメソッド呼
び出し文が出現した場合は無視する．

4. 実験

提案手法が実用に耐えうるかを評価するために実験を
行った．本節では，以下の実験を実施した．実用的な速度
で実現可能かを検証するためのパフォーマンス評価につい
て記述し，その後，本手法の補完候補精度に関する実験結
果について示す．
• モデル構築のパフォーマンス実験
• Top-kの精度．補完候補上位何位に正解文が出現する
かの計測

• モデルのパラメーター変化による精度の変化の確認
• プロジェクトの違いによる精度の変化の確認

4.1 実験対象ソフトウェア
表 1 に実験対象ソフトウェアの情報を示す．本実験で

は，Androidアプリケーションの作成に焦点を当てた．10

個のオープンソースソフトウェアを対象とした．Android

APIの補完を対象にするため，実験のメソッド呼び出し文
抽出器においては，androidで始まるクラス名のみを抽出
候補とした．
表 1 の android-23*1 は，Android SDK（API 23）に

含まれるサンプルソースコードを表す．それ以外のプ
ロジェクト（Android-Universal-Image-Loader*2，MPAn-

droidChart*3，SlidingMenu*4，ViewPagerIndicator*5, but-
terknife*6，fresco*7，glide*8，iosched*9，picasso*10）は，
GitHubに登録されている Androidアプリケーションの中
で Javaファイルを含むプロジェクトを選択した．選択し

*1 http://developer.android.com/intl/ja/sdk/index.html#

downloads
*2 https://github.com/nostra13/

Android-Universal-Image-Loader
*3 https://github.com/PhilJay/MPAndroidChart
*4 https://github.com/jfeinstein10/SlidingMenu
*5 https://github.com/JakeWharton/ViewPagerIndicator
*6 https://github.com/JakeWharton/butterknife
*7 https://github.com/facebook/fresco
*8 https://github.com/bumptech/glide
*9 https://github.com/google/iosched
*10 https://github.com/square/picasso
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た基準は，プロジェクトに付けられたスターの数が多いも
のとした．
表 1のファイル数は，プロジェクト内の Javaファイルの

総数であり，LOCは総行数を表す．メソッド数は，RNN

学習器に学習させるメソッドの数である．メソッド呼び出
し文抽出器において，特定の呼び出し文（先頭が android）
だけを抽出し，さらに，メソッド呼び出し文が 1個以下の
メソッドは除外されるため，実際のメソッド数よりは少な
くなる．

4.2 学習フェーズのパフォーマンス評価
学習フェーズで作成するモデルの構築に利用に要した時

間と構築したモデルのサイズについて調査した．
表 1のすべてのプロジェクトを対象に学習させた．10プ

ロジェクトの総ファイル数は 3,491ファイルになり，その
中の計 4,784メソッドを対象とした．すべてのメソッドを
変換ルールに基づき変換した後の文書ファイルには 29,463

単語（メソッド呼び出し文）存在し，語彙数にすると 3,019

となった．
本実験では，RNN 学習器は Chainer*11を利用して作

成し，文書ファイルを NVIDIA GeFroce GTX 970 4GB

memory GPUで学習させた．学習にかかった時間は 1分
28秒であり，学習済みモデルのサイズは約 26MBになっ
た．隠れ層を 2層とし，ユニット数Mを 512としたパラ
メータでネットワークを構築し，epoch数を 1としてモデ
ル構築を行った．
実験結果から，実用上問題ない時間で構築できる．精度

を上げるためには，訓練用のソースコードを増やす必要性
があるが，モデル構築は訓練用のソースコードに変更がな
ければ最初に一度構築すればよく，問題ないと考える．

4.3 有効性評価
手法の有効性を評価するために，以下の手順で実験を実

施する．まず，図 1の 10個のプロジェクトを訓練用のプ

表 1 実験対象プロジェクト
プロジェクト名 ファイル数 LOC メソッド数
android-23 1531 212670 3058

Android-Universal

-Image-Loader 88 13857 64

MPAndroidChart 219 40406 252

SlidingMenu 33 4932 67

ViewPagerIndicator 42 4059 36

butterknife 91 10035 26

fresco 601 83821 279

glide 432 52869 272

iosched 378 62604 631

picasso 76 13293 99

*11 http://chainer.org/

ロジェクトと評価用のプロジェクトの 2種類に分類する．
分類後，訓練用のプロジェクトを用いてモデルを構築する．
そして，構築したモデルを利用して，評価用のプロジェク
トのソースコードが補完可能かを評価する．

表 2 android.view.LayoutInflater#inflate の後の呼び出し文
候補

順位 呼び出し文の候補 割合
1 android.view.View#findViewById 0.007

2 android.view.View#getBottom 0.004

3 android.view.View#getViewTreeObserver 0.003

4 android.view.View#getHeight 0.003

5 android.view.View#getTop 0.003

6 android.view.View#setTag 0.002

7 android.view.View#setVisibility 0.002

8 android.view.View#setFocusable 0.002

9 android.view.View#setOnClickListener 0.002

10 android.view.View#getLeft 0.002

11 android.view.View#getMeasuredHeight 0.002

12 android.view.View#requestLayout 0.002

13 android.view.View#setLayoutParams 0.002

14 android.view.View#getVisibility 0.001

15 android.view.View#getTag 0.001

16 android.view.View#offsetLeftAndRight 0.001

17 android.view.View#<init> 0.001

18 android.view.View#getLayoutParams 0.001

19 android.view.View#setClickable 0.001

20 android.view.View#getPaddingBottom 0.001

表 3 android.view.View#findViewById の後の呼び出し文候補
順位 呼び出し文の候補 割合

1 android.widget.TextView#setText 0.002

2 android.widget.TextView#<init> 0.002

3 android.widget.TextView#setVisibility 0.001

4 android.widget.TextView#setTypeface 0.001

5 android.widget.TextView#setTextSize 0.000

6 android.widget.TextView# 0.000

setMovementMethod

7 android.widget.TextView# 0.000

setBackgroundResource

8 android.widget.TextView#setPadding 0.000

9 android.widget.TextView#setTag 0.000

10 android.widget.TextView# 0.000

setOnClickListener

11 android.widget.TextView#append 0.000

12 android.widget.TextView#setTextColor 0.000

13 android.widget.TextView#setAllCaps 0.000

14 android.widget.TextView#getText 0.000

15 android.widget.TextView#setGravity 0.000

16 android.widget.TextView# 0.000

setContentDescription

17 android.widget.TextView#setLayoutParams 0.000

18 android.widget.TextView#setId 0.000

19 android.widget.TextView# 0.000

announceForAccessibility
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次に評価方法について説明する．評価用のプロジェクト
のソースコードのすべてのメソッドを，ソースコード解析
器とメソッド呼び出し文抽出器を用いて，メソッド呼び出
し文の並びに変換する．あるメソッドのメソッド呼び出し
文の並びが，a1, a2, ..., ak, <eom>だったとする．まず，a1

まで入力されていたとして，a2が補完候補の何位に出現す
るか計測する．同様に，a2まで入力されていたとして，a3

が補完候補の何位に出現するか計測する．最終的に ak−1

まで計測を実施する．k個の呼び出し文が並んでいた時は，
k − 1回の試行を実施することになる．もちろん，ak−1 ま
での入力があったときは，a1 から ak−1 のすべてが入力さ
れていると考え，順番にモデルに入力する．その後，最終
的な出力を ak の候補とみなして計測する．そして，この
計測を評価用プロジェクトのすべてのメソッドについて行
う．今回の実験では，補完候補のメソッド呼び出し文の取
得する際，クラス名は分かっているものとして計測を行う．
これは，通常の統合開発環境と同様の補完と似ている．
図 1 と図 4 を例として考える．図 1 をソースコー
ド解析器とメソッド呼び出し文抽出器を用いて変換
した呼び出し文の並びが図 4 である．まず，図 4 の 1

行 目 で あ る android.view.LayoutInflater#inflate

と android.view.View 型の変数までが入力されたと
考え，補完候補を取得する．取得結果を表 3 に示す．
さ ら に ，android.view.LayoutInflater#inflate

と android.view.View#findViewById の 2 行 と
android.widget.TextView 型の変数までが入力され
たと考え，補完候補を取得する．取得結果を表 4に示す．
図 4のメソッドの場合は 6個のメソッド呼び出し文が抽出
されている．そのため，5行目まで入力された場合の計測
まで実施し，計 5回実施することになる．なお，取得結果
は，4.2節で実験した学習モデルを用いている．
4.3.1 Top-kの精度
android-23を評価用プロジェクトに，それ以外の 9つの
プロジェクトを訓練用プロジェクトとして計測した結果を
表 4と図 5に示す．隠れ層を 2層にし，それぞれのユニッ
ト数Mを 512としたネットワークを作成し，epoch数を 1

回から 30回までの 30通りの学習モデルを作成して計測を
行った．表と図の横軸は epoch数である．Top-kは補完候
補の k番目までに候補が含まれている割合を示している．
Top-1 の epoch 数が 2 の時に 38%という割合になってい
る．android-23のソースコード中に 8482カ所補完する箇
所が存在し，3249カ所で補完候補に一位に正解候補が現れ
たことを示している．
3割以上の確率で一位に候補が出現することが分かる．

また 5位以内を考えると，7割になることが分かる．補完
候補をすべての箇所で計測したことを考えると，高い精度
で補完表示されていると考えられる．

4.3.2 epoch数と精度
表 4と図 5の epoch数と精度の関係を見ると，epoch数

を増加させても精度は変わらない，もしくは下がる傾向に
ある．訓練させすぎることで訓練用データに過剰に適合し，
評価プロジェクトから外れる傾向にあることが分かる．訓
練データ自体に同じような APIの並びが多数あると思わ
れることから，学習モデルを構築する際に epoch数を多く
する必要はないと考えられる．
4.3.3 隠れ層のパラメータ
epoch数を 1として，隠れ層の層の数を 1層，2層，3層

に変化させた場合に精度にどの程度差が出るか実験した．
各層のユニット数Mはすべて 512としたネットワークを
作成した．結果を表 5と表 6と表 7にそれぞれ示す．層を
増やす毎に僅かながら，精度が向上している．しかしなが
ら，精度の差は僅かな差である．層を増やしていくと層の
数に比例してモデルの構築時間が増加するため，むやみに
増やす必要はないと考える．
次に隠れ層のユニット数を変化させた場合に精度が変わ

るかどうかを計測した．隠れ層を 2層として，ユニット数
を 1024とした場合の結果を表 8に示す．こちらもユニッ
ト数が 512の場合と比べて大きな変化は見られなかった．
隠れ層を増やしたりユニット数を増やすと学習するため

の時間が余計に必要になる．そのため，1層また 2層，ユ
ニット数も 512で十分だと考えられる．
4.3.4 学習モデルの違いによる精度の変化
訓練プロジェクトと評価プロジェクトを変更すること

で，どのように精度が変わるかを測定した．結果を表 9に
示す．評価プロジェクトを一つにし，残り 9個のプロジェ
クトを訓練プロジェクトにした．10個のプロジェクトを用
いているため，10個の組み合わせが存在する．android-23

を評価プロジェクトにした場合が最も精度が高い結果と
なった．最も低い評価プロジェクトは glideとなった．
android-23は典型的なサンプルソースコード集であり，

訓練プロジェクトに多数 APIの並びが記述されているた
めだと考える．また，glideは画像をロードするためのライ
ブラリで特殊な APIの並びが存在したため，訓練プロジェ
クトに似たような APIの並びがなく，精度が低くなったと
考える．

4.4 妥当性への驚異
実験の妥当性への脅威について考える．本実験では An-

doridアプリケーションを対象として実験を実施した．そ
のため，他のドメインのアプリケーションを対象とした場
合は精度が異なる傾向になる可能性がある．

5. 関連研究

APIの情報を既存のソースコードから抽出し，役立たせ
る研究は数多く存在する．Prospector[11]や Xsnippet[12]
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表 4 android-23 を評価した場合の精度一覧
横軸はエポック数（1～30）

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15

Top-1 38% 38% 38% 35% 33% 34% 33% 33% 34% 32% 33% 31% 33% 31% 32%

Top-5 75% 74% 73% 72% 72% 71% 71% 71% 72% 70% 72% 70% 71% 70% 70%

Top-10 88% 89% 88% 88% 88% 86% 87% 86% 87% 88% 88% 86% 87% 86% 85%

Top-20 97% 97% 96% 96% 96% 96% 96% 96% 96% 96% 96% 96% 95% 95% 94%

16 17 18 19 20 21 22 23 24 25 26 27 28 29 30

Top-1 31% 31% 31% 31% 32% 31% 32% 33% 31% 30% 31% 31% 31% 30% 30%

Top-5 69% 69% 70% 70% 69% 69% 68% 69% 68% 67% 70% 69% 68% 68% 68%

Top-10 85% 85% 85% 85% 85% 84% 85% 86% 84% 85% 85% 85% 84% 85% 85%

Top-20 95% 95% 95% 95% 95% 94% 95% 96% 95% 95% 95% 95% 94% 95% 95%

表 5 隠れ層が 1 層の結果
（表中の「数」は 8482 カ所中に何カ所で
適切な結果が得られたかを表す数）

数 精度
Top-1 3012 35%

Top-5 6062 71%

Top-10 7360 86%

Top-20 8129 95%

表 6 隠れ層が 2 層の結果
（表中の「数」は 8482 カ所中に何カ所で
適切な結果が得られたかを表す数）

数 精度
Top-1 3242 38%

Top-5 6398 75%

Top-10 7494 88%

Top-20 8255 97%

表 7 隠れ層が 3 層の結果
（表中の「数」は 8482 カ所中に何カ所で
適切な結果が得られたかを表す数）

数 精度
Top-1 3284 38%

Top-5 6528 76%

Top-10 7573 89%

Top-20 8232 97%

表 8 隠れ層が 2 層・ユニット数が 1024 の結果
（表中の「数」は 8482 カ所中に何カ所で
適切な結果が得られたかを表す数）

数 精度
Top-1 3219 37%

Top-5 6386 75%

Top-10 7506 88%

Top-20 8257 97%

は，あるメソッドの返り値を利用して，さらにメソッドを
呼び出すといった連鎖がある場合に，その情報をデータ
ベースに入れておきコードアシストをするツールである．
PARSEWeb[13]は，既存のコードサーチエンジンを利用
し，関係するソースコードを取得し，提示するツールであ
る．これらのツールは，あるクラスから別のクラスの情報
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図 5 android-23 を評価した場合の精度

を取得するときに，どのようなメソッド呼び出しの連鎖
が必要かを提示する．一方，我々のツールはあるメソッド
呼び出し群があった場合に，次にくるメソッド呼び出し
として，どのような文が適切かを予測するツールであり，
使用用途が異なる．また，Michailらは，アソシエーショ
ン分析を利用して，API の再利用パターンを抽出してい
る [14], [15]．Strathcona[16], [17]は，ソースコードの構造
に基づき，コード例を推薦してくれるツールである．ただ
し，コード例を提示するシステムであり，文単位での推薦
はしてくれない．
APIに着目しコード検索を行う手法としてMishneらの

手法 [3] がある．この手法では，APIの実行順に着目し，
そのAPIの並びをクエリーとしてコード検索を行う．コー
ド検索のための手法であるため，そのままでは補完に適さ
ない．
既存のソースコードを利用したコード補完手法に Bruch

ら [2]の手法がある．この手法は，あらかじめフレームワー
クなどでオーバーライドして記述するメソッド内でよくつ
かわれるメソッド一覧を既存のソースコードから作成して
おく．そして，そのフレームワークを利用してオーバーラ
イドするメソッドを開発する際に，そのメソッド内で最適
なメソッドを提示してくれるものである．
コード補完や省略語の補完に隠れマルコフモデル（HMM）
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表 9 プロジェクト毎の比較
評価プロジェクト Total Top-1 Top-5 Top-10 Top-20 Top-1 Top-5 Top-10 Top-20

accuracy accuracy accuracy accuracy

Android-Universal-Image-Loader 178 59 143 154 170 33% 80% 87% 96%

MPAndroidChart 1181 393 804 1011 1112 33% 68% 86% 94%

SlidingMenu 210 61 140 178 193 29% 67% 85% 92%

ViewPagerIndicator 184 40 89 128 178 22% 48% 70% 97%

android-23 8482 3242 6398 7494 8255 38% 75% 88% 97%

butterknife 47 14 21 28 29 30% 45% 60% 62%

fresco 751 150 443 604 682 20% 59% 80% 91%

glide 646 129 494 572 613 20% 76% 89% 95%

iosched 2700 856 1883 2282 2568 32% 70% 85% 95%

picasso 189 46 115 154 177 24% 61% 81% 94%

を採用した研究も多くなされている．Hanら [18]は HMM

を利用して，省略語の入力を補完する手法を提案してい
る．省略語を入力して，その文字列を基に補完する手法で
あり，APIを補完する手法ではない．また，Nguenら [4]

は，HMMを利用して，Andoridアプリの APIを補完する
手法を提案している．さらに，ASTLan[5]は，ASTベー
スの言語モデルを提案している．ASTを扱うため，制御構
造を考慮しており，より精度の高い補完を実現している．
CSCC[19]は，コンテキストを API推薦手法を提案してい
る．クラス名や，メソッド名や，キーワードをコンテキス
トと考え，補完のための情報として取得している．
また，[6]で二つの API呼び出し間の関係を情報として

利用して，メソッド呼び出し文自体の推薦を行う手法があ
る．既存のソースコード内に API呼び出しのペアがどの
程度存在するかといった情報をソースコードコーパスとし
て保存し，そのコーパスを元にコード補完をする．この手
法だと，コーパス内に存在するペア以外は補完できないと
いう問題が存在する．一方，本手法は既存のソースコード
内に記述されているメソッド呼び出し文であれば候補に現
れる可能性がある．

6. まとめと今後の課題

本研究では，回帰結合ニューラルネットワークに着目し，
メソッド呼び出し文を補完する手法について提案した．事
前に，既存のソースコードのメソッド呼び出し文の並びを
学習させ，ソースコードの API補完に利用する．
そして，提案する手法を実装し，10プロジェクトのオー

プンソースソフトウェアを用いて実験を行った．さらに，
回帰結合ニューラルネットワークの様々なパラメータが実
験結果にどのように影響するかを調査した．実験の結果，
典型的なサンプルソースコードの補完においては，38%の
精度で補完候補の一位に必要なメソッド呼び出し文が現れ
ることが確認できた．
今後は，様々な種類のソースコードに対して学習させ，手

法が有効であるか確認することがあげられる．また，API

の流れを補完候補として提示することもあげられる．一文
だけではなく，今後必要となるであろうすべてのメソッド
呼び出し文が分かれば，さらなる生産性の向上につながる
と考える．
謝辞 本研究は JSPS科研費 15K00108の助成を受けた

ものである．
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