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トピックモデルに基づく
大規模ネットワークの重複コミュニティ発見

野沢 健人1,a) 若林 啓2,b)

概要：グラフ構造におけるコミュニティ発見手法は，ソーシャルメディアや共著関係，商品の購買データな
どから機能的・構造的にまとまりをもったノード群を抽出し分析することを可能にする重要な技術である．
特に近年では，非常に大規模なグラフを解析する機会が多くなってきているため，グラフの規模に対して
スケーラブルなコミュニティ発見手法が求められている．本研究では，あるノードから距離 1以下のノー
ドの集合を文書とみなしてトピックモデルを学習し，トピックごとのノードの予測分布を用いてコミュニ
ティ発見を行う手法について論じた上で，トピックモデルの学習に確率的変分ベイズ法を適用することで，
データの規模に対して高いスケーラビリティをもつ重複コミュニティ発見手法を提案する．実験により，
提案手法は 6000万ノード，18億エッジからなる大規模ネットワークに対しても，既存手法と比較して高
速なコミュニティ抽出を実現できることを示す．

1. はじめに

ソーシャルネットワークやウェブグラフ，生体ネット

ワークといった現実にあるグラフ構造をもったデータから

コミュニティを発見することは，近年様々な応用が進んで

おり，重要な課題として注目されている．コミュニティと

は，コミュニティ内部のノード間と強く結びつき，コミュ

ニティ外部のノード間と弱く結びつくようなネットワーク

の部分構造であり，多くのネットワークが小規模なまとま

りとしてのコミュニティに自然に分割できる特性を有して

いる．コミュニティは，ソーシャルネットワークに存在す

る知人のグループなどに見られるように，性質や機能の類

似したノード集合に対応していることが多いことから，分

析や応用において様々な用途が提案されている [1] ．この

ため，ネットワークを解析・理解する目的において，より

高速かつ有効なコミュニティ発見手法の構築は重要な技術

課題として位置づけられる．

これまでに様々なコミュニティ発見の手法が提案されて

いるが，これらの手法は，1つのノードが複数のコミュニ

ティに属することを許した重複コミュニティ（overlapping
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community）を発見する手法と，1つのノードは 1つのコ

ミュニティにしか属さないような制約をもつ非重複コミュ

ニティ（disjoint community）を発見する手法の 2種類に

分けられる．これらの手法は目的に応じて使い分けられる

と考えられるが，ソーシャルネットワークなど多くのネッ

トワークで，各ノードが複数のコミュニティに属すること

が自然である場合は多く存在している．このような場合で

は，非重複コミュニティ発見の手法は制約が強すぎるため

に発見したコミュニティに備わっているべき重要な構造や

性質が失われてしまうことが考えられる [2] ．重複コミュ

ニティ発見は多くの現実のネットワークに対して自然な

仮定として適用できることから，本研究では重複コミュニ

ティ発見の問題を対象とする．

また，近年では解析対象になるグラフ構造は大規模化し

ており，例として Twitter *1 のフォロー・フォロワー関係

や Facebook *2 の友達関係といったデータが挙げられる．

このことから，大規模なネットワークに対しても高いス

ケーラビリティをもつコミュニティ発見手法が求められて

いる．既存の研究では，局所的な情報のみを用いてグラフ

を分割することによって並列化可能なアルゴリズムを導出

し，複数台のサーバによる分散計算によって大規模グラフ

のコミュニティ発見を行う手法が提案されている [3] ．し

かし，このアプローチは計算機資源を大量に消費するため

依然として計算コストが高く，また単語の共起グラフの分

*1 https://twitter.com/
*2 https://www.facebook.com/
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析 [4] のようにアドホックに生成されるグラフ構造上のコ

ミュニティ発見を行う場合などには分散環境の構築を必要

とするコストが大きいと考えられる．

本研究では，トピックモデルのひとつである Latent

Dirichlet Allcation (LDA) [5] を用いて重複コミュニティ

発見を行う手法に基づいて，LDAの学習アルゴリズムに

確率的変分ベイズ法を適用することで，大規模データに対

してスケーラブルな手法を提案する．確率的変分ベイズ法

は，推論に必要な統計量をデータセットの一部のサンプル

に基づいて求める確率的勾配法を応用した確率モデルの推

論手法であり，学習の反復回数を増やすことでデータセッ

ト全体を用いる勾配法の結果に収束することが証明されて

いる [6] ．本稿ではこの性質を利用し，計算量とコミュニ

ティ発見精度のトレードオフを反復回数やサンプル数に

よって調節可能とすることで，巨大なデータセットに対し

ても適用可能な重複コミュニティ発見手法を提案する．

ネットワークのコミュニティに明確な定義はなく，研

究手法に依存している．例えば，ECサイトの商品のカテ

ゴリや，ソーシャルネットワークのグループといったま

とまりをコミュニティと定義する場合もあれば，Triangle

participation ratio や Newman らの提案する Modularity

[7] といったコミュニティとして望ましい構造的な特徴を表

す指標に基づいてコミュニティを定義する場合もある [8] ．

多くの重複コミュニティ発見手法では各コミュニティに属

するノードだけを求めるが，本手法では LDAの学習結果を

使うことでトピックからノードが生成される確率値を合わ

せて出力する．これにより，そのコミュニティにおいてど

の程度ノードが属しやすいかを表現することができる．加

えて，コミュニティ内のノードの順序付けやコミュニティ

間の類似度計算などの応用につなげやすい利点がある．

実験では，コミュニティ発見の実行時間とコミュニティ

発見精度に関して既存手法との比較を行う．加えて提案法

の学習アルゴリズムの計算量に対してコミュニティ発見の

実行時間とコミュニティ発見精度の評価を行う．

本論文の構成は以下のとおりである．2 章で本研究と関

連する研究に関して述べ，本研究の位置付けを明らかにす

る．3 章では，提案手法で用いる LDAとその学習アルゴ

リズムに適用する確率的変分ベイズ法について説明し，重

複コミュニティの定式化を行う．4 章では，複数のデータ

セットに対して実験・評価及び考察を行い，本研究の有用

性について議論する．5 章で本研究のまとめを行う．

2. 関連研究

ネットワークからコミュニティを発見する手法は，盛ん

に研究されている [9] [10] ．特にソーシャルメディアの発

達によって，大規模ネットワークを対象としたコミュニ

ティ発見に関する研究は重要な研究課題となっている．コ

ミュニティ発見の応用としてネットワークに付随するデー

タを利用し，コミュニティの命名 [3] やイベント検知，画

像のクラスタリングなど [1] が行なわれている．

代表的な重複コミュニティ発見手法の 1つには Pallaら

の提案する Clique percolation method（CPM）[11] があ

る．CPMでは，k-クリークを単位としてコミュニティ発見

を行う．CPMのアルゴリズムでは，まずネットワークか

ら全ての k-クリークを見つけ，コミュニティとする．次に

隣接するクリークを新しいコミュニティとして併合する．

隣接する k-クリークとは，クリークの間で k − 1個のノー

ドを共有する 2つのクリークである．コミュニティの併合

を繰り返していくことでネットワークに含まれるコミュニ

ティを発見する．CPMは，最悪の場合，実行に指数時間

を必要とする [12] ．このためネットワークのサイズに対し

てもスケールさせるためにサブネットワークに注目した並

列化手法 [13] が提案されているが，計算資源を大量に必要

とする点が問題になる場合がある．

近年では，LDAをネットワークデータに応用したアプ

ローチの研究が進められている．Hendersonらの提案して

いる LDA-G [14] では，ノード d の隣接ノードの集合を

文書 dの単語集合とみなして LDAの学習を行うことによ

り，コミュニティ発見を行う．Hendersonらの実験では，

PubMed の論文データから研究者の共著ネットワークを

構築し，研究者コミュニティの発見が可能であることを

示している．また，Cha らは同様のアイデアに基づいて

LDAを Twitterのフォロー・フォロワーネットワークに

適用し，有向エッジに対してユーザの興味を表すラベル付

けを行っている [15] ．また，Zhangらの提案する Simple

Social Network Latent Dirichlet Allocation [16] では，接

続するエッジの本数やノード間の距離に応じて，文書を構

成する単語の数に重み付けを行うことで，LDAによるコ

ミュニティ発見精度の向上を示している．これらの手法で

は，ギブスサンプリングや変分ベイズ法を用いて LDAの

学習を行っており，1回の反復計算において全てのノード

の隣接ノード集合を走査するため，非常に大規模なグラフ

においては学習の収束に必要な計算時間が膨大になる．本

研究では，LDAの学習に確率的変分ベイズ法を適用する

ことにより，巨大なグラフに対しても高速かつスケーラブ

ルにコミュニティ発見を実現する手法を提案する．

確率モデルに基づいてグラフ構造を直接モデル化するア

プローチの提案も盛んに行われている [17] ．Gopalanらは

mixed-membership stochastic blockmodelを用いたベイズ

モデルを用いて，重複コミュニティ発見を行っている [18]

．Gopalanらの手法では，コミュニティをサブネットワー

クで条件付けられる潜在変数で表し，反復的にネットワー

クからサンプリングしたエッジをもとに確率的最適化のア

ルゴリズムを用いることで，コミュニティを推定する．こ

のアルゴリズムは，1回の反復計算に全てのエッジを走査

しないため高速化が実現されているが，可能なエッジの数
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はノード数の 2乗のオーダであることから，大規模なグラ

フ構造に対しては計算コストが非常に大きくなる場合があ

る．また，LDAではトピック数に対して高いスケーラビ

リティをもつ効率的な学習アルゴリズムが提案されている

ことから [19] ，大規模なデータに対しても計算量を小さく

抑えることができると考えられる．

3. LDAを用いた重複コミュニティ発見法

本章では，トピックモデルに基づく重複コミュニティ発

見手法について説明する．まず，本研究で使用するトピッ

クモデルの LDAについて概説する．次に，大規模データ

に対してスケーラビリティを獲得するために用いる，確率

的変分ベイズ法に基づく学習アルゴリズムを説明する．最

後に，LDAを用いたネットワークの重複コミュニティ発

見の定式化を行う．

3.1 Latent Dirichlet Allocation

LDA [5] は，Bleiらによって提案された教師なし機械学

習の確率的生成モデルである．本節では文書を対象とした

LDAの説明を行う．LDAでは，各文書には複数の潜在的

な意味（トピック）が含まれ，各トピックは確率変数で表

現される．トピックは文書から直接求めることはできない

ため，文書に含まれる単語の共起関係によって推定される．

説明ために単語を x，複数の単語からなる文書を d，全文

書からなるコーパスを X，トピックを 1から K まで値域

とする確率変数 z で表す．このとき文書は Bag of Words

で表現されるため，文書中に出現する単語の順序は考慮し

ない．LDAを学習することで各トピック k が単語 xを生

成する確率 p(x|z = k)を得ることができる．

LDAでは，以下の同時確率についての条件付き独立性

が定義として与えられる．

p(X,Z, θ, ϕ|α, β) =
D∏

d=1

Nd∏
i=1

p(xdi|ϕzdi)p(zdi|θd)

×
D∏

d=1

p(θd|α)
K∏

k=1

p(ϕk|β) (1)

xdi, zdi はそれぞれ文書 dの i番目の単語とトピックであ

る．D は文書数， Nd は文書 dに含まれる単語の数，K

はトピック数であり， θd は文書 dのトピック分布を表す

ベクトル， ϕk はトピック kの単語分布を表すベクトルで

ある．p(xdi|ϕzdi) と p(zdi|θd) はそれぞれ ϕzdi , θd をパラ

メータとする多項分布である．p(θd|α) と p(ϕk|β) はディ
リクレ分布であり， α, β はそれぞれ θd, ϕk のディリクレ

分布のパラメータである．

3.2 確率的変分ベイズ法

本研究では，Mimnoら [19] が提案する LDAの確率的変

分ベイズ法を用いる．Mimnoらの手法では，ジェンセン

の不等式を用いて得られる以下の変分下限を最適化する確

率分布 q(Z, ϕ) を求めることを目指す．

log p(X|α, β) ≥∫ ∑
Z

q(Z, ϕ) log
p(X,Z, ϕ)

q(Z, ϕ)
dϕ ≡ F (2)

平均場近似として，以下を仮定する．

q(Z, ϕ) =

D∏
d=1

q(Zd)

K∏
k=1

q(ϕk|λk) (3)

ただし， q(ϕk|λk) はパラメータ λk のディリクレ分布と

する．LDAの確率的変分ベイズ法では， λk に対する変

分下限の微分 ∂F
∂λk
を勾配として，確率的勾配法の一種で

ある Robbins-Monro法を適用する．Robbins-Monro法で

は，ベクトル λk の関数 F (λk) が F (λk) =
∑D

d=1 Fd(λk)

の形をしているとき，適切な確率分布 p(d) に従って得た

B 個のサンプル D(s) = (d1, ..., dB) を用いて，以下の反復

計算によって確率的に最適解を得る．

λ
(s)
k = λ

(s−1)
k − ν(s)G(λk)

−1

×D

B
∇λk

∑
d∈D(s)

Fd(λ
(s−1)
k ) (4)

B はバッチサイズと呼ばれる所与の値である．ここ

で， ν(s) は収束を保証する条件
∑∞

s=1 ν
(s) = ∞ およ

び
∑∞

s=1(ν
(s))2 < ∞ を満たすような数列であり，本研究

では広く用いられている以下を用いる [6] ．

ν(s) =
1

(τ + s)κ
τ > 0, 0.5 < κ ≤ 1

また，G(λk) はディリクレ分布の KL情報量に基づいて定

義される λk のフィッシャー情報行列である．λk について

の F の勾配を求めて代入すると，LDAの Robbins-Monro

法の更新式は以下のように得られる．

λ
(s)
kv = (1− ν(s))λ

(s−1)
kv

+ν(s)

βkv +
D

B

∑
d∈D(s)

Eq[ndkv]

 (5)

ただし， Eq[ndkv] は q(Zd) に基づいて求めた，文書 dに

おいてトピック kが単語 vに割り当てられる回数の期待値

である．

q(ϕ) を固定したとき，各文書 dについて変分下限を最大

化する q(Zd) は，オイラー・ラグランジュ方程式を用いた

変分法により以下のように求められる．

q(Zd) ∝
K∏

k=1

Γ(αk + ndk)

Γ(αk)

Nd∏
i=1

e
∫
q(ϕ) log ϕzdixdi

dϕ (6)

これは文書 dに含まれる Nd 個のトピックの組み合わせの

上の確率分布であり，直接計算することは現実的でないた

め，ギブスサンプリングを用いて近似的に同時確率を求め
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る．トピック zdi のサンプルは，i番目以外のトピック zd\i

が与えられているとき，以下の分布に従って得られる．

q(zdi = k|zd\i) ∝ (αk + ndk)e
∫
q(ϕk) log ϕkxdi

dϕk (7)

本研究では，さらにWangら [20] の提案する Locally Col-

lapsed 近似法を適用し， q(ϕk) における ϕkv の期待値∫
q(ϕk)ϕkvdϕk = λkv∑

v′ λkv′
を，分布 q(ϕk) の点推定として

用いる．この近似によって実験的に高い汎化能力が得られ

ることがWangらによって報告されている．このとき，ギ

ブスサンプリングの更新式は以下のようになる．

q(zdi = k|zd\i) ∝ (αk + ndk)
λkxdi∑
v λkv

(8)

特に，本稿の実験では，5回の burn-in iteration の後に得

られる 1セットのサンプルのみを用いて同時確率を近似す

る．このとき，ギブスサンプリングによって得られた文書

dのトピックのサンプルについて，トピック kが単語 vに

割り当てられている数を数えることで， E[ndkv] をサンプ

ル近似することができる．

確率的変分ベイズ法の学習アルゴリズムは以下の通りで

ある．

• λ を適当な値に初期化する．

• s = 1 から指定した反復回数 S まで以下を繰り返す．

– 文書集合X からバッチサイズBの数だけサンプルを

取得し，各サンプル文書についてギブスサンプリン

グにより E[ndkv] を求める．

– 式（5）を用いて λ を更新する．

• q(ϕk|λ(S)
k ) の期待値 E[ϕkv] を，トピック k が単語 v

を生成する確率として用いる．

3.3 LDAに基づく重複コミュニティ発見の定式化

LDA による重複コミュニティ発見の定式化のために，

ネットワークを G = (V,E)とし，ノード集合を V，エッ

ジ集合を E で表す．i番目のノードを vi ∈ V としたとき，

以下の式（9）を満たすノード集合を close(vi)と定義する．

close(vi) = {v : d(vi, v) ≤ 1, v ∈ V } (9)

ただし，d(vi, vj)は，ノード vi とノード vj 間の距離であ

る．ここで LDAにおける文書データとネットワークとの

対応付けを行うと，まずノード vは単語 x，close(vi)は文

書 di に対応付けできる．文書の場合，トピックモデルは

文書内に共起しやすい単語の統計量から確率変数 zで表し

たトピックを推定する．これはネットワークにおいて，同

じ close(v)で共起しやすいノード vからトピックを推定す

ることに相当する．隣接ノードが類似しているノード集合

は，同じトピックから生成される確率が高くなるために，

LDAにおけるトピックはネットワークに含まれるコミュ

ニティとして解釈できる．ゆえにコミュニティ kはトピッ

ク kに相当し，p(v|z = k)の値が高いノード vは，コミュ

表 1 実験に用いるネットワークデータの概要

ネットワーク名 ノード数 エッジ数

DBLP 317,080 1,049,866

Orkut 3,072,441 117,185,083

Friendster 65,608,366 1,806,067,135

ニティ kのメンバとする．また複数のコミュニティから高

い確率で生成されるノードは複数のコミュニティに属する

ため，重複コミュニティ発見に自然に適用できる．

既存手法 [16]では close(vi)は，d(vi, v) = 1か d(vi, v) =

2 をみたすノード v に重み付けしたものからなる．しか

し本来，ネットワークには注目するノード vi とその隣接

ノードとの共起関係が存在するにもかかわらず，既存手

法は close(vi)に vi を含めていないために，重要な共起関

係が失われている可能性がある．そのために，提案法で

は d(vi, v) ≤ 1をみたすノード集合を close(vi)と定義して

いる．

文書データに LDAを適用する際，計算効率や学習精度

の点から低頻度の単語を取り除くことが多い．ネットワー

クにおいて，これは低次数のノードを取り除くことに相当

する．本手法では，ネットワーク内でDegree(v) ≤ 1を満

たすノード vとそのノードに接続するエッジの削除を行う．

4. 実験

LDAの学習アルゴリズムに確率的変分ベイズ法を適用

する手法（以下 SVBLDA）の，ネットワークの規模に対

するスケーラビリティとコミュニティ発見精度について実

験を行う．提案法は学習の反復回数やバッチサイズによっ

て高速化とコミュニティ発見精度のトレードオフを操作で

きるため，バッチサイズと反復回数の変化に対するコミュ

ニティ発見精度と実行時間の変化についても実験を行う．

SVBLDAでは，トピック数，バッチサイズ，学習の反復回

数は所与の値であるため，本実験ではそれぞれ 4000，2000，

1000に設定して実験を行う．

4.1 実験データ及び実行環境

実験では Stanford Large Network Dataset Collection *3

で公開されているネットワークデータを用いる．実験で使

用するネットワークデータの概要を表 1 に示す．これらの

ネットワークのエッジに重みと向きと重複は存在しない．

Friendsterのネットワークは，約 6000万ノードと約 18

億エッジからなる非常に大規模なネットワークであるため

に，実験環境においてメモリに展開して実験を行うことは

現実的ではない．SVBLDAの学習アルゴリズムの 1回の

反復において，バッチサイズだけ close(v)をメモリに展開

できれば，それ以外の close(v)は同じ反復計算中にはメモ

リに展開する必要がない．そのためデータベース上のテー

*3 http://snap.stanford.edu/data/
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ブルに 1レコードに IDと close(vi)を格納し，適宜データ

ベースを参照してサンプリングを行う．

提案法は Javaによる実装を行い，実験はすべて CPU：

Intel Xeon E5-2420，メモリ：96GB の計算機上で行う．

Friendsterのネットワークは，MySQL 5.6.24に格納する．

4.2 比較手法

本研究の課題としている重複コミュニティ発見の既存手

法として，Pallaらの CPM [11]と Gopalanらの手法 [18]

を比較対象とする．それぞれの手法の実装は，CFinder *4

と SVINET *5 を使用する．SVINETで発見するコミュニ

ティ数は実行時に指定する必要があるので，SVBLDAと

同じ 4000とする．

確率的変分ベイズ法に基づく LDAの学習の有用性を検証

するためにYaoらの提案している SparseLDA（以下 SLDA）

[21] も比較対象に加える．SLDAは，トピックの学習を効

率的に行うために改良されたモデルである．SVBLDAと

の大きな違いは，1回の反復計算に全文書データを用いて

学習を行う点にある．ゆえに SVBLDAは，SLDAの学習

量を減らすことで高速化を行う手法として位置付けられ

る．SLDAも SVBLDA同様に，トピック数と反復回数は

所与の値であるため，それぞれ 4000，1000に設定し，実

装は Javaで行う．

4.3 評価項目

ネットワークの規模に対するスケーラビリティの評価は，

コミュニティ発見の実行時間によって行う．実行時間には

ネットワークデータを格納したファイルの読み込みと発見

したコミュニティの出力にかかる時間を含める．SLDAと

SVBLDAに関しては，学習アルゴリズムによる違いを確

認するために実行時間とは別にファイルの入出力の時間を

除いた学習時間を別途計測する．

コミュニティ発見精度の評価には，Triangle participation

ratio(TPR)と Conductanceを用いる．TPRは式（10）で

定義され，コミュニティ内で 3-クリークに属するノードの

割合によってコミュニティの質を表す指標である．ただし

S はコミュニティ，triS は S に含まれる 3-クリークに含

まれるノード集合，nS は S に含まれるノード数を表して

いる．

TPR(S) =
|{u : u ∈ triS}|

nS
(10)

Conductanceは，同じコミュニティのノードと密に結び

つき，他のコミュニティのノードと比較的疎に結びつく状

態を表す指標である．Conductanceの定義は，式（11）で

与えられる．Conductanceの値が 0に近いほどよいコミュ

ニティとみなす．mS は，コミュニティ S に含まれるエッ
*4 http://www.cfinder.org/
*5 https://github.com/premgopalan/svinet/

ジ数，cS は，エッジに接続する片方のノードがコミュニ

ティ S に含まれもう一方のノードがコミュニティ S に含

まれないようなエッジ数である．

Conductance(S) =
cS

2mS + cS
(11)

4.4 トピックモデルで発見したコミュニティの評価方法

本実験で使用する LDAを用いたコミュニティ発見では，

コミュニティに属するノードとコミュニティ kからノード

vを生成する確率 p(v|z = k)を出力するが，評価指標を算

出して他の手法と比較するためには，所属しているかして

いないかを決定する必要がある．単純な方法としては，確

率が一定の閾値以上であればコミュニティのメンバとする

ことが考えられるが，全てのコミュニティで同じ閾値を用

いるのはコミュニティの大きさが不均衡な場合には適切で

ないと考えられる．

ここでは，コミュニティ kの所属確率 p(v|z = k)が高い

順に並べたノードの列を v1, v2, ...と表したとき，ノード集

合 {v1, v2, ..., vi}の TPRが最も大きくなるような iの値を

選択し，これを用いてコミュニティ kの所属ノード集合を

Sk = {v1, v2, ..., vi}と決定する．ただし，Sk のサイズは

1000を上限とする．形式的には，式（12）を満たすような

ノード集合 Sk を求めることに対応する．

argmax
Sk

TPR(Sk)

s.t. Sk = {v1, ..., vi}, i ≤ 1000
(12)

4.5 SVBLDAの計算量とコミュニティ発見精度の関係

バッチサイズと学習の反復回数を変化させたときのコ

ミュニティ発見精度と計算時間の比較を行う．この実験で

は，DBLPのネットワークを用いて評価を行う．計算時間

による評価は，ファイルに入出力の影響をなくすために

学習時間で行う．この実験においても，式（12）を満たす

ノード集合 Sk を用いて TPRと Conductanceで評価を行

う．バッチサイズによる影響は，反復回数を 1000回で固定

した上でバッチサイズを 1000，2000，3000，4000，5000，

10000，15000，20000と変化させて観察する．同様に反復

回数による影響は，バッチサイズを 2000で固定した上で

反復回数を 500，1000，2000，3000，5000，10000，20000

と変化させて観察する．

4.6 実験結果

表 1 に示したネットワークに対して各手法を用いて

コミュニティ発見を実行した．もっともサイズの小さい

DBLPに対するすべての手法と，Orkutと Friedsterに対

する SVBLDAは実行可能であった．SVBLDA以外の手法

は，メモリ不足によって DBLPより規模の大きいネット

ワークへの実行はできなかった．そのためコミュニティ発

見精度の評価は，DBLPのネットワークのみで比較を行う．
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図 1 各データセットに対する実行時間の比較

CFinderは発見するコミュニティ数を指定できないため，

k-クリークの中でもっともコミュニティ数が 4000に近かっ

た k = 8のコミュニティに対して TPRと Conductanceの

評価を行った．

4.6.1 各データセットに対する各手法の実行時間

各データセットを対象にコミュニティ発見の実行時間

を図 1 に示す．SLDA trainと SVBLDA trainは，それぞ

れの学習時間を表している．すべての手法で実行できた

DBLPの実行時間を比較すると，SLDAは 20時間以上を

必要とする．SVBLDAの実行は約 12分で終了しており，

他の手法と比較して非常に高速である．DBLPの 10倍程

度の大きさのあるOrkutのコミュニティ発見も高速に行っ

ている．さらにデータベースへのアクセスを行っている

Friendsterでも，設定した条件において学習は 2時間以内，

実行時間全体は 10時間以内で終えている．これらの結果

から SVBLDAは，データサイズに対して非常にスケーラ

ビリティの高い手法であるといえる．

4.6.2 TPR

各手法で DBLPにおける TPRの平均値とコミュニティ

に含まれるノードの平均数を表 2 に示す．CFinder は，

CPM のアルゴリズムの特性から k-クリークをコミュニ

ティの単位とするため，すべてのコミュニティにおいて

TPRの値は 1になる．一方でコミュニティに含まれる平

均ノード数は他の手法に比べて小さく，比較的小規模なコ

ミュニティを発見している．CFinderの次に平均 TPRの

値が 0.997と高かった SLDAは，平均ノード数は 65.114と

CFidenrより約 6倍大きいコミュニティを発見している．

SVBLDAは，平均 TPRの値は 0.887と SLDAを下回って

いるが，SVINETを上回る結果となった．また，SVBLDA

は比較手法よりも平均ノード数の高いコミュニティを発見

する傾向が見られる．

4.6.3 Conductance

各手法で発見したコミュニティごとに Conductanceを

計算した結果を図 2 に示す．CFinderは箱の長さがもっと

も長いため値にばらつきがあるが，下位四分位数は 0.4を

表 2 DBLP のコミュニティの TPR 平均値と平均ノード数

手法名 平均 TPR 平均ノード数

CFinder 1.0 10.525

SVINET 0.813 111.345

SLDA 0.997 65.114

SVBLDA 0.887 154.145
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図 2 DBLP のコミュニティの Conductance．

値が小さいほどよいコミュニティを発見できている

下回っており下のひげ線も 0.0まで伸びている．SLDAの

中央値はわずかに CFinderを下回っており，上位四分位

数はもっとも低い値を示している．SVBLDAは，Conduc-

tanceの中央値で比較するともっとも悪かった．しかし，

SVBLDAは 4.6.4で示すように，反復回数を 1000回から

一定の値まで増やすことで Conductanceの値が小さくな

る傾向があり，学習時間も大きく増加しないため，図 2の

結果よりも小さい Conductanceの値のコミュニティを発

見できる．

4.6.4 SVBLDAのバッチサイズと反復回数の変化によ

るコミュニティ発見の性能比較

表 3 にバッチサイズと反復回数を変化させた際の TPR

の変化の様子を示す．バッチサイズを変化させた場合，バッ

チサイズ 1000において TPRの値が著しく悪く，十分なコ

ミュニティ発見を行えていない．2000以上にバッチサイ

ズを増やした場合は，箱の長さは大きく変化していない．

ただし，バッチサイズの増加に伴い，徐々に中央値が 1に

近づいている．

反復回数について 500回と 1000回の学習で比較すると，

500回において下のひげ線は 0.6を下回る値まで伸びてい

るが，1000回の中央値とはほぼ同じである．1000回から

20000回までの結果を比較すると TPRの値の上昇傾向は

見られない．このことから DBLPにおいて，SVBLDAで

TPRの高いコミュニティを発見する場合は，1000回程度

の反復で十分といえる．

表 4 にバッチサイズと反復回数を変化させた際の Con-

ductanceの変化の様子を示す．バッチサイズの最も小さ

い 1000では，他のバッチサイズと比較して高い値を示し

ており，TPRの場合と同様にコミュニティ発見に対して
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図 3 バッチサイズと反復回数を変化させたときの TPR の変化．

値が大きいほどよいコミュニティを発見できている
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図 4 バッチサイズと反復回数を変化させたときの Conductance の変化．

値が小さいほどよいコミュニティを発見できている

十分なバッチサイズとはいえない．1000から 20000まで

のバッチサイズにおいて，中央値に大きな変化は見られな

いが，箱は長くなる傾向にあった．中央値だけを改善する

場合は，バッチサイズは 2000程度で十分といえる．2000

からバッチサイズを増やす場合は，Conductanceの分散が

大きくなるため，コミュニティの用途に応じてバッチサイ

ズを変える必要がある．

反復回数については，500回と 1000回の結果を比較す

ると大きな違いは見られない．1000回から 2000回で箱が

0.0に近づいているため，性能向上が確認できる．2000回

以上の反復では Conductanceの大きな変化は見られない

よって，Conductanceの高いコミュニティを発見する場合

は，2000回程度の反復で十分といえる．

最後に学習時間の変化を表 5 に示す．反復回数を 20000

回で実行したとき，20時間近くかかっている．このとき

SLDAと 2時間程度しか差がなく，コミュニティ発見精度

は SLDAのほうが優れている．よって，トピックモデルに

基づく DBLPのコミュニティ発見に関しては，コミュニ

ティ精度を優先する場合は SLDAを用い，高速化を優先す

る場合は SVBLDAを用いるという関係にある．

5. 結論

本稿では，LDAの学習アルゴリズムに確率的変分ベイ

ズ法を適用することで大規模ネットワークの重複コミュニ

ティ発見を行った．実験結果よりコミュニティ発見精度と

実行時間のトレードオフを操作可能にする手法であること

を明らかにした．LDAに基づく重複コミュニティ発見にお

いて，ネットワークの規模に対してスケールを求める場合

は提案法，より高いコミュニティ発見精度を求める場合は

SparseLDAを使い分けることができると結論付ける．提

案法は，実験結果から約 6000万ノード，18億エッジから

なる大規模ネットワークのコミュニティ発見を約 8時間半

で実行できる非常に高速でスケーラブルな手法であった．

Zhangら [16]のように注目するノードの範囲を広げるな

ど，コミュニティ発見精度向上が今後の課題である．加え

て，コミュニティからノードを生成する確率を用いた応用

研究についても行いたい．
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