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Compact Genetic Algorithmを導入した
学習分類子システムによる分類子数の削減

中田 雅也1,2,a) ピエール・ルカ・ランチ3 田島 友祐1 高玉 圭樹1

受付日 2013年8月26日，再受付日 2013年10月19日,
採録日 2013年11月22日

概要：本論文では，学習分類子システム（Learning Classifier System: LCS）において，学習する分類子
数を削減するために，Compact Genetic Algorithmを用いた確率モデル型分類子生成法を提案する．提案
分類子生成法は，1)分類子が持つ部分解の存在確率をモデル化することで不要な分類子の生成を抑制し，
2)従来の確率モデル型分類子生成法が適用困難であった強化学習問題クラスに適用可能である．教師あり
学習問題（Multiplexer問題）と強化学習問題（Grid world問題）において，提案分類子生成法を導入した
LCSを適用したところ，次の知見を得た．まず，1)提案 LCSは従来 LCSよりも，少ない学習回数で最適
解を学習可能であり，2)従来 LCSが学習した分類子数に対し，提案 LCSは最小でも 49%（最大で 76%）
削減した分類子数で学習可能であることを示した．したがって，提案分類子生成法は，最適解を持つ分類
子を早期に生成可能であり，不要な分類子の生成を抑制可能であることを示した．
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Abstract: This paper proposes a novel probability model based rule-discovery mechanism using Compact
Genetic Algorithm for Learning Classifier System (LCS), which evolves classifiers based on an extracted at-
tribute of classifier conditions, to reduce a size of classifiers are needed in LCS. The proposed rule-discovery
mechanism can 1) generate good classifiers that conditions have good building blocks; and 2) solve both
single-step problems and multi-step problems where conventional probability-model based rule discovery
mechanisms are hard to be applied. This paper applies LCS with the proposed rule-discovery mechanism to
both a single-step problem (the multiplexer problem) and a multi-step problem (the grid world problem).
Experimental results show following implications: 1) the proposed LCS can reach optimal performances faster
than a conventional LCS; and 2) it can reduce the size of classifiers by at least 49% of that of the conven-
tional LCS. Our conclusion is that the proposed rule-discovery mechanism can generate optimal classifiers
with fewer generations than the conventional rule-discovery mechanism, and that it can control generating
inaccurate classifiers toward the rule reduction.
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1. はじめに

学習分類子システム（Learning Classifier System:

LCS）[15] は，機械学習と進化計算を組み合わせた環境

適応システムであり，次の特徴を有することから，有用な

知識獲得システムとして注目されている．まず，LCSは，

1)簡易なルールである分類子を知識として学習すること
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で，高精度かつ解釈性に優れた知識獲得技術 [3], [32], [33]

を有する．加えて，2)教師あり学習（Supervised Learning）

や強化学習（Reinforcement Learning: RL）[29], [30]が扱

う幅広い機械学習問題に適用可能である．たとえば，LCS

はクラス分類問題 [1], [4], [10], [18]や，クラスタリング問

題 [27], [31]，パターン認識問題 [11], [25]，ロボット行動獲

得問題 [16], [17]等に適用されている．ここで，LCSにお

ける知識獲得技術は一般化（generalization）と呼ばれ，複

数の環境状態に照合する汎用的な分類子を学習することで

実現される．

現在主流の LCSは，LCSを構成する 2種類の機械学習手

法（教師あり学習と強化学習）に応じて分類される．まず，

教師あり学習を用いた LCS である Supervised Learning-

based LCS（UCS）[3]は，環境適応に最低限必要な分類子

のみ学習するため [20]，教師あり学習問題においては少ない

分類子数で学習可能である [3]．しかし，UCSは教師データ

が設計不可能な未知環境を扱う強化学習問題に適用できな

い．一方で，強化学習を用いたLCSであるAccuracy-based

LCS（XCS）[9], [38]は，LCSが扱う全問題クラス（教師あ

り学習問題と強化学習問題）に適用可能である．しかし，

XCSは全状態行動空間を網羅的に学習するため [9]，膨大

な分類子数を必要とするという問題がある [20]．

本論文では，上記の従来 LCSの限界を克服するために，

少ない分類子数で全問題クラスに適用可能な LCSの構築

を目指す．このために，本論文は XCS内の分類子生成法

（Rule-discovery mechanism）に着目し，不要な分類子の生

成を抑制することで，XCSにおける分類子数を削減するこ

とを考える．ここで，分類子生成法は進化計算によって実

現され，一般的に遺伝的アルゴリズム（Genetic Algorithm:

GA）[13]が用いられる [3], [37], [38]．特に，XCSでは，学

習不十分な分類子が削除されることを防ぐため，毎世代に

2つの子個体（分類子）のみ生成（2個体のみ削除）する定

常状態 GA（Steady-State GA）[36]が用いられる [9]．し

かし，定常状態 GAは，毎世代に 2つの親個体のみ考慮し

て子個体を生成するため，正しい分類子を獲得するまでに，

多様な分類子を生成する．その結果，XCSは，全状態行動

空間における最適解を獲得するために，膨大な分類子数を

生成する必要がある．

そこで，我々は，分布推定アルゴリズム（Estimation of

Distribution Algorithm: EDA）[22], [24]の一手法である

Compact Genetic Algorithm（cGA）[14]を用いた確率モ

デル型分類子生成法を提案する．提案手法は，親個体が持

つ部分解の存在確率を確率ベクトルでモデル化すること

で，有望な部分解を持たない分類子（不要な分類子）の生

成を抑制可能とする．したがって，提案手法は，複数の親

個体を考慮して子個体を生成する点で定常状態GAと異な

る．加えて，提案手法は，XCSのための分類子生成法であ

るため，従来 LCS（Compact Classifier System: CCS [23]，

Attribute-Feedback UCS: AF-UCS [35]）の確率モデル型

分類子生成法が適用困難であった強化学習問題に適用可

能である．具体的には，CCSや AF-UCSの分類子生成法

は，評価関数もしくは教師データを用いて確率モデルを生

成するため，XCSに適用不能なメカニズムであるが，提案

手法では，教師データ等を用いずに確率モデルを生成する

メカニズムを持つ．提案手法の有効性を検証するために，

本論文では，提案手法を導入した XCSを教師あり学習問

題（Multiplexer問題 [38]）と強化学習問題（Grid world問

題 [7]）に適用する．

本論文の構成は次のとおりである．以下，2章では，CCS

や AF-UCS等の関連研究について説明する．3，4 章では，

提案手法が基にするシステムである XCSと cGAのメカニ

ズムについて述べ，5 章で提案手法について説明する．6，

7 章では，Multiplexer問題と Grid world問題における実

験結果を示し，提案手法の有効性について評価する．8 章

では，提案手法のメカニズムの挙動を解析するために追加

実験を行う．最後に，9 章で本論文をまとめる．

2. 関連研究

本章では，1)分類子数の削減手法ならびに 2)確率モデ

ル型分類子生成法に関する既存研究について述べる．

2.1 従来の分類子数削減手法

LCSが膨大な分類子数を必要とすることで次の問題が生

じる．まず，1)ある環境状態に照合する分類子が複数存在

することで，冗長な知識が生成され解釈性が低下する．さ

らに，2)不要な分類子も学習するため多大な学習回数を要

する．XCSにおける分類子数削減手法の従来手法として，

学習終了後の分類子数を圧縮する方法（rule compaction）

が提案されている．

一般的に学習終了後の分類子集団には，学習後期に生成

されたことで十分に学習されていない分類子や，誤って

一般化された分類子といった不要な分類子が多数含まれ

る [12]．そこで分類子数圧縮方法 [12], [39], [40]は，学習終

了後の分類子集団において，上記の不要な分類子を削除し，

正しく一般化された分類子のみ抽出することで，分類子数

を削減する．しかしながら，一般的に同手法は，学習性能

の低下を許容して分類子数を圧縮する方法 [12]で実現され

るため，XCSの学習性能を維持しつつ分類子数を圧縮す

ることが困難である．異なる方法として，XCSが学習すべ

き分類子数を削減することで分類子数を圧縮する方法 [40]

は，学習性能の低下を防ぐことが可能であるが，XCSより

も獲得する知識数が減少するという問題がある．加えて，

学習中の XCSは，依然として膨大な分類子数が必要であ

り，最適解を得るまでに多大な学習回数を要するという問

題（上記問題 2）は解決されていない．
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2.2 従来の確率モデル型分類子生成法

従来の確率モデル型分類子生成法として，Compact Clas-

sifier System（CCS）[23]とAttribute-Feedback UCS（AF-

UCS）[34]内で同分類子生成法が提案されている．提案手

法と同様に確率ベクトルを用いて分類子を生成するが，強

化学習問題に適用困難であるという問題が存在する．以下

に，これらの手法について説明する．

2.2.1 Compact Classifier System（CCS）

LCSは，XCSやUCSが属するミシガン型LCS（Michigan-

style LCS）[15]とピッツバーグ型 LCS（Pittsburgh-style

LCS）[28]に分類される．ミシガン型 LCSはオンライン学

習を用いて 1つの分類子集団を学習することに対し，ピッ

ツバーグ型 LCSはオフライン学習を用いて複数の分類子

集団を学習する点が特徴である [19]．

CCSはピッツバーグ型 LCSを基にした LCSであり，複

数の分類子集団の代わりに複数の確率ベクトルを保有する．

CCSにおける確率モデル型分類子生成法は，各確率ベクトル

から子個体を生成するが，その子個体の適応度に応じて確率

ベクトルを更新することで，良好な確率モデルを構築する．

したがって，CCSの特徴は，分類子集団とそれらを構成

する分類子を保有する必要がないことである．しかしなが

ら，CCSは，ピッツバーグ型 LCSの特性から，オンライ

ン学習問題（強化学習問題）に適用することができない．

加えて，CCSの確率モデル型分類子生成法についても，子

個体の適応度が算出可能である（評価関数が設計可能であ

る）ことを前提としているため，評価関数が設計困難な強

化学習問題に適用することができない．

2.2.2 Attribute-Feedback UCS（AF-UCS）

AF-UCSは，UCSに確率モデル型分類子生成法を導入し

た LCSであり，雑音を含むエピスタシス性が強い実データ

における知識獲得システムとして用いられる [35]．このよ

うな複雑な実データから知識を獲得するために，AF-UCS

は環境状態（データ）ごとに存在する知識の部分解を確率

モデルを用いて獲得する．AF-UCSにおける確率モデル型

分類子生成法は，CCSと同様に確率ベクトルから子個体を

生成し，確率ベクトルを更新する．加えて，同分類子生成

法は，UCSを用いることで，教師データから判別した正し

い分類則を持つ分類子から確率ベクトルを更新する．また

同分類子生成法は，確率ベクトルを基に交叉と突然変異を

行うことで，確率ベクトルより抽出した部分解を分類子に

反映し，有望な部分解を持つ分類子の生成を促進する．

しかしながら，AF-UCSが用いる UCSは強化学習問題

に適用不可能であることに加えて，AF-UCSの確率モデル

型分類子生成法には次の問題が存在する．まず，1)同手法

は教師データを用いて正しい確率モデルを構築するため，

強化学習問題では良好な確率モデルを構築できない．さら

に，2)環境状態数だけ確率ベクトルが必要であることか

ら，広大な状態空間を持つ問題に適用限界がある．

3. Accuracy-based LCS（XCS）

提案手法である cGAを用いた確率モデル型分類子生成

法は，XCS内で用いる分類子生成法であり，XCSにおける

分類子の評価値やメカニズムを用いて分類子を生成する．

本章では，XCSで用いられる分類子の構成と XCSのメカ

ニズムについて説明する．

3.1 分類子

XCSで用いられる分類子（classifier）は IF（条件）-THEN

（行動）ルールで表現され，環境状態と照合する条件部（con-

dition: C）と，照合後に実行する行動部（action: A）から

なる．一般的に条件部と行動部は 0，1のビット列で形成さ

れるが，特に条件部は任意の値を示す#（don’t care）を組

み込むことで，複数の環境状態に適応可能な汎用的な条件

部が形成される．各分類子は予測値（prediction），誤差値

（error），適応度（fitness）および重合度（numerosity）の評

価値を持つ．ここで重合度は，条件部と行動部がともに等

しい分類子をマクロ分類子（macro-classifier）として集約

した数を意味する．分類子の上限数（max population size）

をパラメータN と定め，j番目の分類子 clj の予測値，誤差

値，適応度，重合度をそれぞれ pj，εj，Fj，numj と記す．

3.2 メカニズム

図 1 に，XCSのメカニズムの概要を示す．XCSのメカ

ニズムは実行部，強化部および発見部から構成され，効率

良く一般化を行うための包摂（subsumption）と呼ばれる

操作が存在する．なお，分類子生成法は発見部で用いられ

る．XCSのメカニズムは，まず実行部が適用され，強化部，

発見部の順で実行される．ここで，包摂は実行部内で適用

される．実行部では，入力状態に対する行動を選択し実行

する過程を担う．強化部では，実行した行動の選択に寄与

した分類子の各評価値を更新する過程を担う．最後に，発

見部では，GAによる分類子の生成と削除を通して，正し

い部分解を持つ分類子を探索する過程を担う．

図 1 XCS のメカニズムの概要 [38]

Fig. 1 Overview of XCS.
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以下に，各メカニズムならびに包摂について説明する．

3.2.1 実行部

実行部は分類子集団（population: [P ]）の中から環境状

態と照合する分類子の行動を選択し出力する処理を担う．

環境より入力される状態（state）は，一般的に 0，1のビッ

ト列からなり，[P ]内の各分類子の条件部と照合され，照

合した分類子は照合集合（match set: [M ]）を形成する．

このとき，[M ]内に存在する分類子が持つ行動部の種類の

数がパラメータ θmna の値未満の場合，条件部が入力状態

に照合し，かつ，[M ]内に存在しない行動を持つ分類子を

θmna の値以上に上回るまで生成する．この操作により，

[P ]内に存在しない分類則（行動）を持つ分類子を生成す

ることで，正しい分類則を持つ分類子を効率良く探索可能

となる．ここで，θmna は [M ]内に存在すべき行動種類数

の最小値（Minimal Number of Actions）を意味し，被覆

により生成される分類子の条件部，行動部ならびに各評価

値は次のように設定される [9]．まず，条件部は，入力状態

と同一に設定されるが，各ビットに対して確率 P# で#に

置き換えられる．行動部は，[M ]内に存在しない行動から

ランダムに選択した行動を設定する．最後に，分類子の予

測値 p，誤差値 εならびに適合度 F は初期値 pI，εI，FI に

設定し，重合度 numを 1に設定する*1．

[M ]を形成後，式 (1)に従って各行動の予測報酬を計算し

予測配列（prediction array: P (a)）に記憶し，これを選択確

率として行動選択を行う．ただし，式中の [M ] |ai
は，[M ]内

で行動部に行動 aiを持つ分類子の集合であり，[M ]内に存在

しない行動の予測報酬は nillとされ行動選択の対象とならな

い．たとえば，図 1において，行動 00を行動部に持つ分類子

が [M ]内に存在しないため，予測報酬P (00)は nillとなり行

動選択の対象とならない．一方で，行動 01に対する予測報

酬は，P (01) = (43×0.99+27×0.03)/(0.99+0.03) = 42.5

と算出される．最後に，照合集合から選択された行動を行

動部に持つ分類子をまとめて行動集合（action set: [A]）を

形成し，[A]内の分類子に対して後述する包摂の操作が適

用される．その後，選択された行動が実行される．この一

連の処理単位をステップと呼ぶ．

P (ai) =

∑
clk∈[M ]|ai

pk × Fk∑
clk∈[M ]|ai

Fk
(1)

3.2.2 強化部

強化部は実行部の処理が完了後，環境から得られた報酬

r に基づいて [A]内の各分類子の予測値，誤差値および適

応度を式 (2)～(4)のように更新する．

P ← r + γ max P (a) (2)

pj ← pj + β(P − pj) (3)

εj ← εj + β(|P − pj | − εj) (4)
*1 pI，εI，FI は 0に近い値に設定することが好ましく [9]，本論文
では各値を 0.01 と設定する．

P は予測値 pj を更新する際の目標値であり，前ステップ

の報酬 rと予測配列中の最大予測報酬maxP (a)を用いて

計算される．パラメータ β（0 ≤ β ≤ 1），γ（0 ≤ γ ≤ 1）は

それぞれ学習率（learning rate），割引率（discount factor）

と呼ばれ，それぞれ学習の更新速度と将来の報酬を考慮す

る度合いを制御する．ここで，強化学習問題では式 (5)に

示すように，適応度に関する勾配を用いた予測値の更新式

が用いられ，強化学習問題で正しく予測値を見積ることが

可能である [7]．したがって，本論文では，教師あり学習問

題では式 (3)を用いるが，強化学習問題では式 (5)を用い

て予測値を更新する．

pj ← pj + β(P − pj)× Fj∑
clk∈[A] Fk

(5)

そして，更新後の誤差値 εj に基づき分類子の絶対的な正

確さ κj と相対的な正確さ κ′
j が式 (6)，(7)のように計算さ

れる．最後に適応度 Fj が式 (8)に示すように更新され，強

化部における一連の処理が完了する．ここで，ε0 および ν

は誤差 εj から絶対的な正確さ κj を計算する際のパラメー

タであり問題に応じて適切に設定する．

κj =

⎧⎨
⎩

1 if εj ≤ ε0

α(εj/ε0)−ν otherwise.
(6)

κ′
j =

(κj × numj)∑
clk∈[A]−1

(κk × numk)
(7)

Fj ← Fj + β(κ′
j − Fj) (8)

3.2.3 発見部

発見部では定常状態GAによる分類子の生成と削除を通

して，分類子集団 [P ]を進化させる．したがって，XCSで

用いる分類子生成法は，定常状態GAを用いた方法である．

具体的には，前ステップ行動集合 [A]−1 を形成する各分類

子が，それぞれ前回 GA の進化対象に設定されたときから

経過したステップ数の平均値がパラメータ θGAの値を上回

る場合に GAが実行される．

まず発見部では，GAに基づく分類子生成法が適用され

る．具体的には，[A]−1内の各分類子の適応度を用いたトー

ナメント選択（トーナメントサイズ τ）[6]より 2つの分類

子が親個体として選択される．次に，子個体として，それ

ぞれの親個体の分類子と同様の条件部，行動部および各

評価値を持つ分類子が 2つ生成され，交叉（crossover）お

よび突然変異（mutation）がそれぞれパラメータ χ，μの

確率で適用される．交叉が適用された場合，各子個体の各

評価値は，2つの親個体の評価値の平均値を設定する [9]．

特に，XCSで用いられる突然変異（niche mutation）[9]で

は，分類子の条件部を#もしくは入力状態の属性値に変異

させる．

最後に，子個体である 2つの分類子は分類子集団に追加

される．このとき，[P ] 内の分類子数がパラメータ N を

c© 2014 Information Processing Society of Japan 4
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超えた場合，適応度の低い分類子が削除（deletion）され，

N を超えないときは削除されない．ここで分類子の削除と

は，削除する数だけ分類子の重合度を減少させることであ

り，重合度が 0になると分類子が消滅する．

3.2.4 包摂

包摂は分類子集団内で，ある分類子と同じ行動部を持

ち，かつ，より一般化された条件部を持つ分類子が存在

した場合に前者を後者に統合することで，分類子条件部

の一般化を促進する．また，統合後，後者の重合度は前

者の重合度だけ加算され，前者の分類子は消滅する．た

とえば，2 つの分類子 cla = {C:###1, A:1, num:5}，
clb = {C:0##1, A:1, num:1}が存在するとき，cla は clb

よりも一般化された分類子であり，包摂の操作によって cla

の重合度は 6となり，clb は消滅する．包摂は一方の条件

部を他方の条件部へと変更する操作であり，分類子集団内

のマクロ分類子の数の減少に寄与する．

4. Compact Genetic Algorithm（cGA）

本章では，提案手法が基にする分布推定アルゴリズムで

ある Compact Genetic Algorithm（cGA）について説明す

る．具体的には，cGAにおける確率モデルの構築法ならび

に個体の生成法について説明する．

cGAはビットストリング型の確率モデルを用いたGAで

ある．cGAでは，0，1のバイナリで表現される環境状態

を持つ環境を対象とし，GAにおける母集団の代わりに確

率モデルを用いる．cGAにおける確率モデルは，遺伝子長

と同じ長さの確率ベクトルを用い，環境内の最適解を確率

ベクトルで表現する．ここで，各確率は対応する遺伝子座

が 1である確率を意味する．

まず，確率ベクトルにおける各確率は 0.5として初期設

定される．そして，確率ベクトルから子個体を生成するが，

子個体の各遺伝子座の属性値（0もしくは 1）は対応する

確率より決定される．cGAでは，2つの子個体を生成後，

評価関数より子個体を評価し適応度（fitness）を得る．そ

の後，適応度が高い子個体を winner，低い子個体を loser

と定め，両者の各遺伝子座の属性値の違いを用いて，確率

ベクトルを更新する．具体的には，各遺伝子座において，

winnerと loserが異なる属性を持つ場合のみ，対応する確

率を更新する．winnerが 1で loserが 0である場合，確率

の値を更新率（1/n）だけ増加させる．一方で，winnerが

0で loserが 1である場合，確率の値を 1/nだけ減少させ

る．なお，同一の属性値を持つ場合，対応する確率は更新

されない．ここで，nは任意に設定可能であるが，母集団

上限数 nに設定した GAを cGAでシュミレーションする

ことができる [14]．

5. 提案手法

本章では，提案手法である cGAを基にした確率モデル

型分類子生成法について述べ，関連研究に対する提案手法

の位置づけについて述べる．

提案手法は，cGAを基にした確率モデル型分類子生成法

であり，子個体を確率ベクトルより生成する．提案手法の

特徴は，1) XCSの分類子生成法（定常状態GA）と比較し

て，複数の親個体から子個体を生成すること，2) 従来の確

率モデル型分類子生成法と比較して，強化学習問題に適用

できることである．cGAとの差異は，i) winnerと loserを

判別せずに 2つ以上の個体から確率を計算すること，ii) 確

率ベクトルを保有ならびに更新せず毎世代確率ベクトルを

構築すること，さらに，iii) 生成した子個体に対し，確率

ベクトル用いた突然変異を適用することである．そして，

XCSで用いる GAを用いた分類子生成法との差異は，毎

世代に複数の分類子を考慮して，子個体を生成することで

ある．このため，提案手法は，a)複数個体からの確率ベク

トルの生成（上記 iと iiに相当），b)確率ベクトルに基づ

く突然変異（上記 iiiに相当）の 2つのメカニズムにより構

成される．以下，各メカニズムについて説明する．

5.1 複数個体からの確率ベクトルの生成

5.1.1 概要

cGAは，子個体の正しい適応度が評価関数より獲得でき

ることを前提としてる．そのため，cGAは 2つの個体を比

較することで，winnerと loserに正しく判別可能であり，

正しい部分解（属性値）を識別できる．しかしながら，提

案手法は，強化学習問題に適用するために，評価関数や教

師データを用いずに正しい部分解を識別することが求めら

れる．しかし，XCSより学習した分類子の適応度は，学習

途中では必ずしも正しい値に収束しているとは限らない．

これは，XCSに導入する提案手法では，winnerと loserが

一意に決定できないことを意味する．そのため，提案手法

では，複数の分類子に存在する部分解の存在確率を算出し，

存在確率の高い部分解を有望な部分解として扱うことを考

える．

5.1.2 メカニズム

図 2 に複数個体から確率ベクトルを生成する過程の概要

図を示す．提案手法は，XCSと同様に行動集合 [A]内の分

類子を基に分類子を生成する．一般的に，適応度 F が高い

図 2 複数個体からの確率ベクトルの生成の概要図

Fig. 2 Calculation of probability vector based on sampling set.
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分類子は有望な部分解を持つ可能性が高いが，[A]には適

応度が低い分類子が多数存在している．提案手法では，適

応度が低い分類子が持つ誤った部分解を抽出することを防

ぐため，高い適応度を持つ分類子から構成される標本集合

（sampling set）[S]を生成する．

具体的には，[A]からトーナメント選択 [6]により選択さ

れた高い適合度を持つ分類子（親個体）を，[S]に格納する．

このとき，選択する親個体の数を，[A]内の分類子数の sr

（sampling rate）%と定める．ここで，srは選択する親個

体の数を調整するパラメータであり，0 < sr ≤ 1.0（100%）

までの任意の値に設定する．たとえば，sr = 0.3に設定し

た場合，分類子数が 10である [A]から 3（= 10× 0.3）つ

の分類子を親個体として選択し，[S] に格納する．また，

sr = 1.0に設定した場合，[A]内のすべての分類子を親個

体にすることを意味し，[S]は [A]と同一の分類子により構

成される．ただし，親個体はすでに選択した親個体を除く

分類子から選択する．

[S]を生成後，[S]内の分類子から確率ベクトルを計算す

る．提案手法では 0，1のバイナリで表現される環境を扱

うが，各確率は対応する遺伝子座が#（generalized bit）も

しくは 0，1（specified bit）であるかを表現する．具体的

には，各確率は#である確率を意味する*2．図 3 に，具体

的な確率ベクトルの算出アルゴリズムを示す．i番目の遺

伝子が#である確率 probi は，[S]内の分類子の条件部 C

の対応する遺伝子座 Ci から算出される．このとき，各分

類子の適応度 F の重みをつけて計算する．たとえば，図 2

において，[S]内の各分類子の条件部の 1番目の遺伝子座

は，すべて specified bit（1）であり，確率ベクトル内の 1

番目の確率は 0となる．また，3番目の遺伝子座は，cl4の

みが generalized bit（#）である．そのため，3番目の確率

は 0.27（= 0.8/(0.9 + 0.8 + 0.7 + 0.5)）と算出される．

その後，cGAと同様に確率ベクトルから 2つの子個体を

生成し，分類子集団 [P ]に追加する．ここで，子個体の各

図 3 確率ベクトルの算出アルゴリズム

Fig. 3 Algorithm of calculating probability vector.

*2 [S]内の全分類子は照合集合 [M ]に含まれる分類子から構成され
るため，specified bitになる遺伝子座は対応する環境状態の属性
値（0，1）と一致する．そのため，確率ベクトルでは 0，1 を識
別する必要がない．

遺伝子座の属性値は，対応する確率により generalized bit

（#）もしくは specified bit（0，1）に設定される．specified

bitとなった場合は，入力状態 σの対応する属性値 σi が設

定される．そして，XCSの発見部と同様に，子個体に対し

て交叉および突然変異がそれぞれパラメータ χ，μの確率

で適用される．ただし，突然変異については後述する確率

ベクトルに基づく突然変異が適用される．交叉が適用され

た場合，子個体の各評価値は，[S]内の分類子の評価値の

平均値を設定する．

[P ]内の分類子数がパラメータN を超えた場合，適合度

の低い分類子が削除（deletion）され，N を超えないとき

は削除されない．なお，提案手法は，XCSにおける分類子

生成法（定常状態 GA）に代わる手法であり，XCSと同様

にパラメータ θGAを用いて提案手法を実行するかどうか決

定される．

5.2 確率ベクトルを用いた突然変異

5.2.1 概要

学習途中では分類子は正しい部分解を持っておらず，確

率ベクトル内の各確率は十分に収束しない．そのため，生

成される子個体の条件部は，確率ベクトルが示唆する有望

な部分解（属性値）が反映されていないことが考えられる．

そこで提案手法では，確率ベクトルが示唆する部分解を子

個体に反映させるために，確率ベクトルに基づく突然変異

を導入する．具体的には，提案する突然変異は，各遺伝子

座の属性値が確率ベクトルの示唆する属性値と異なる場

合，示唆された属性値へ変異させることで，分類子の条件

部を変異させる．

5.2.2 メカニズム

図 4 に提案する確率ベクトルに基づく突然変異のアル

ゴリズムを示す．提案する突然変異は，AF-UCS で用い

られる突然変異 [35]と同様に，1)通常の突然変異（niche

mutation）と 2)確率ベクトルに基づく突然変異について，

確率 PC で適用する突然変異を決定する [34]．たとえば，

図 4 確率ベクトルに基づく突然変異のアルゴリズム

Fig. 4 Algorithm of mutation based on probability vector.
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PC = 0.0である場合，確率ベクトルに基づく突然変異がつ

ねに実行される．実行する突然変異を決定後，分類子の条

件部の各遺伝子座について，突然変異確率 μで突然変異が

実行される．AF-UCSは，確率ベクトル内の確率の最大値

を考慮して分類子を変異させるが，提案手法は，確率ベク

トル中の対応する確率 probi に応じて，遺伝子座の属性値

を#もしくは対応する入力状態の属性値 σi に変異させる．

5.3 提案手法の位置づけ

ここでは，関連研究である 1)従来の分類子数削減法な

らびに 2)従来の確率モデル型分類子生成法について，そ

れぞれの観点から提案手法の位置づけについて述べる．

5.3.1 従来の分類子数削減法における提案手法の位置づけ

提案手法は，分類子数圧縮法と比較して，学習中に分類子

数を削減することが可能である．これは，提案手法は学習段

階中に不要な分類子の生成を抑制するためである．その結

果，提案手法は，上記問題 1に取り組むとともに上記問題 2

を解決可能である点で，従来の分類子数削減手法と異なる．

5.3.2 従来の確率モデル型分類子生成法における提案手

法の位置づけ

表 1 に，従来（CCSとAF-UCS）の確率モデル型分類子

生成法と提案手法の特徴の違いを示す．CCSと AF-UCS

は，環境に存在する複数の最適解を確率モデルで表現する

ことを目的としている．したがって，これらの手法は複数

の確率モデルを保有する必要があり，確率モデル内の確率

を更新することで最適解を求める．

具体的には，CCSは確率ベクトルで分類子集団を表現

するため，分類子および分類子集団を保有する必要がない

が，個体の評価に評価関数が必要である．そのため，CCS

は評価関数が設計可能な問題のみ適用可能である．一方

で，AF-UCSは，学習した分類子を用いて確率ベクトルを

更新するため，分類子集団を生成する必要がある．また，

AF-UCSは教師データを用いて分類子を学習するため，教

師あり学習問題にのみ適用可能である．ここで，教師デー

タと評価関数の違いは，評価関数は分類子の部分解を評価

するが，教師データは分類子が示す分類則（IF，THENの

組合せ）を評価する点である．したがって，CCSでは評

価関数により正しい部分解を識別することができる．一方

で，AF-UCSでは正しい分類則は判別可能であるが，正し

表 1 確率モデル型分類子生成法の特徴の違い

Table 1 Previous and proposed probability model-based rule-discovery mechanisms.

CCS [23] AF-UCS [35] 提案手法

確率モデルの数 複数 複数 1

確率モデルの学習 更新 更新 しない（毎回生成）

分類子集団 確率ベクトルで表現 生成する 生成する

個体の評価（学習）方法 評価関数 教師あり学習 強化学習

問題適用範囲 評価関数が設計可能な問題 教師あり学習問題 教師あり/強化学習問題

い部分解を持つ分類子を進化的に探索する必要がある．

提案手法は，確率モデルから良好な分類子を生成し分類

子数を削減することを目的としている（最適解は，XCSと

同様に分類子を用いて表現する）．具体的には，提案手法

は，環境状態が入力されるたびに，その状態に適した確率

モデルを生成する．加えて，提案手法は，強化学習の枠組

みにより学習された分類子を用いて確率モデルを構築す

る．したがって，提案手法の特徴は，1)複数の確率モデル

を保有し更新する必要がなく，1つの確率モデルを毎回生

成すること，2)評価関数や教師データを必要としないこと

である．そのため，提案手法は，広大な状態空間を持つ問

題や強化学習問題に適用可能である．

6. 教師あり学習問題における実験

本章では，教師あり学習問題における実験を通して，提

案手法の有効性を評価する．具体的には，教師あり学習

問題における LCS の一般的なベンチマーク問題として，

Multiplexer問題 [38]を用いて実験を行う．

6.1 Multiplexer問題

Multiplexer問題は，入力と出力との間の高い非線形性

と，入力の適切な一般化により入出力関係を縮約できる

構造を持つため，LCS の一般化能力の評価に用いられ

る [6], [8], [38]．Multiplexer問題で与えられる入力である

ビット長 l は k + 2k であり，k は任意の整数である．ま

た，出力はビット列 b0b1 · · · bl−1の最初から kビット（b0～

bk−1）を 10 進数に変換した値 d を加えた bk+d ビットの

値となる．たとえば，k = 2としたときに与えられる入力

110001のアドレスは b0 b1 → 11を変換した値 d = 3と定

まり，b2+3 のビット値である 1が出力となる．

ここで，教師あり学習問題として扱うMultiplexer問題

は，教師データとして入力に対して正しい出力を LCSに

与えることが可能であるが，XCSでは教師データを扱う機

構を有していないため，XCSが実行した行動を報酬の有無

により評価する [38]．具体的には，任意の入力状態（入力）

に対して正しい行動（出力）を実行した場合は報酬として

r = 1,000を与え，間違った場合は 0を与える．また，本論

文では k = 4, 5とした 20-，37-Multiplexer問題を用いる．
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6.2 実験設定

6.2.1 概要

提案手法の有効性を評価するために，提案手法を導入し

たXCS（XCScGA）と従来手法であるXCSをMultiplexer

問題に適用し，学習性能を評価する．ここで XCScGAは，

XCSの発見部を提案手法に置き換えた LCSである．また，

先行研究 [8]と同様に，実験は学習段階と評価段階から構成

され，交互に実行する．学習段階では，ランダムに行動選

択することで，環境内の状態空間を十分に学習し，正しい分

類子を探索し学習する．一方で評価段階では，予測配列中

の最大予測報酬が示す行動を選択（greedy行動選択）する

ことで，後述する評価基準を算出する．また，評価段階で

は，発見部を適用せず新しい分類子を生成しない [21], [38]．

6.2.2 評価基準とパラメータ設定

評価基準は，1)正答率（Performance），2)分類子集団

[P ]中の分類子数（Population size）を用いる．正答率は高

い値であるほど，正確に一般化された分類子を学習できて

いることを示している．分類子数は少ない値であるほど，

分類子集団中に不要な分類子が少ないことを意味する．こ

れらの値は，評価段階で新たに与えられた異なる入力の

20-Multiplexer問題について，greedy選択したときの解答

から計算する．学習回数は 1試行につき，20-Multiplexer

問題では 100,000回，37-Multiplexer問題では 500,000回

行う．このとき，各評価基準は学習回数 5,000回ごとの移

動平均で示し，試行数 10回の平均をとる．

パラメータ設定は先行研究と同様に設定する [8]．具体

的には，20-Multiplexer問題における XCSのパラメータ

設定は，N = 2,000，ν = 5，β = 0.2，ε0 = 10，θmna = 2，

θGA = 25，χ = 0.8，μ = 0.04，P# = 0.5，τ = 0.4 と

する．XCScGA は，sr = 0.2（20%），PC = 0.2 と設定

し，その他のパラメータは XCS と同様に設定する．37-

Multiplexer 問題における XCS と XCScGA のパラメー

タ設定は，N = 5,000，P# = 0.65 と設定し，その他は

20-Multiplexer問題と同様である．

6.3 実験結果

6.3.1 20-Multiplexer問題

図 5，図 6 に，20-Multiplexer 問題における XCS と

XCScGAの正答率ならびに [P ]中の分類子数を示す．各

図の縦軸は，それぞれ正答率（Performance），分類子数

（Population size）であり，横軸は学習回数（Iterations）を

示している．

両図より，XCSは学習回数 35,000回程度で正答率が 1

に達しているが，XCScGAは 25,000回程度で正答率が 1

に達しており，XCSよりも 10,000回少ない学習回数で正

しい分類子を学習できることが分かる．XCSの分類子数

は，学習回数 10,000回程度で最大値となり，学習回数の

経過にともなって次第に減少している．一方で，XCScGA

図 5 20-Multiplexer 問題における XCS と XCScGA の正答率

Fig. 5 Performances of XCS and XCScGA on 20-Multiplexer

problem.

図 6 20-Multiplexer 問題における XCS と XCScGA の分類子数

Fig. 6 Population sizes of XCS and XCScGA on 20-Multiplexer

problem.

は，XCSと同様に学習回数 10,000回程度で最大値となる

が，その後XCSよりも急激に分類子数が減少している．こ

れは，XCScGAの [P ]中の不要な分類子の数が減少してい

ることを意味する．また，学習終了後の XCSの分類子数

は 339であるの対し，XCScGAの分類子数は 101である

ことから，XCScGAは XCSの分類子数を約 70.5%削減し

ていることが分かる．

6.3.2 37-Multiplexer問題

図 7，図 8 に，37-Multiplexer 問題における XCS と

XCScGAの正答率ならびに [P ]内の分類子数を示す．

両図より，XCSは学習回数 350,000回程度で正答率が 1

に達しているが，XCScGA は 100,000回程度で正答率が

1に達しており，きわめて少ない学習回数で正しい分類子

を学習できている．XCSの分類子数については，学習回

数 10,000回程度で最大値となり，学習回数の経過にとも

なって次第に減少している．一方で，XCScGAは，学習回

数 10,000～35,000回の間はXCSよりも大きい値であるが，

その後急激に分類子数が減少している．これは，XCScGA

が，学習初期では XCSよりも多様な分類子を生成し大域

c© 2014 Information Processing Society of Japan 8
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図 7 37-Multiplexer 問題における XCS と XCScGA の正答率

Fig. 7 Performances of XCS and XCScGA on 37-Multiplexer

problem.

図 8 37-Multiplexer 問題における XCS と XCScGA の分類子数

Fig. 8 Population sizes of XCS and XCScGA on 37-Multiplexer

problem.

的探索を行った後，[P ]内の不要な分類子の数が減少して

いることを意味する．また，学習終了後の XCSの分類子

数は 1,125であるのに対し，XCScGAの分類子数は 267で

あることから，XCScGAは XCSの分類子数を約 76.3%削

減していることが分かる．

6.4 考察

Multiplexer問題の実験結果から，XCScGAは XCSよ

りも 1)少ない学習回数で正答率が 1に達し，2)少ない分

類子数で学習可能であることが明らかになった．この要因

として，XCScGAが用いる cGAを用いた分類子生成法は，

XCSが用いるGAを用いた分類子生成法よりも，a)少ない

進化回数で正しい部分解を持つ分類子を生成可能であり，

b)不要な分類子の生成を抑制可能である点があげられる．

一般的に正答率が上昇するためには，正しい部分解を持

つ分類子が生成されなければならない．XCSは正答率が 1

に達するまでに多くの学習回数を要することから，GAを

用いた分類子生成法は，正しい部分解を持つ分類子を生成

するまでに多大な進化回数が必要であることが分かる．そ

図 9 フィールド（maze5，maze6）

Fig. 9 maze5 and maze6.

のため同分類子生成法は，進化回数の増加にともなって不

要な分類子を多数生成する．一方で，XCScGAは少ない学

習回数で正答率が 1に達していることから，cGAを用いた

分類子生成法は，少ない進化回数で正しい部分解を持つ分

類子を生成可能であることが分かる．加えて，同分類子生

成法は正しい部分解を持つ分類子を生成後，確率モデル内

の確率が収束するため，正しい部分解を持つ分類子と同様

の子個体を生成する傾向がある．その結果，不要な分類子

の生成が抑制され，分類子数が減少したと考えられる．

7. 強化学習問題における実験

本章では，強化学習問題における実験を通して，提案手

法の有効性を評価する．具体的には，強化学習問題におけ

る LCSの一般的なベンチマーク問題として，Grid world

問題 [7], [38]を用いて実験を行う．

7.1 Grid world問題

Grid world問題は難易度の異なるフィールド（maze）に

おいて，animat と呼ばれるエージェントが各セル間を遷移

し食料（報酬）の獲得を目的とする問題である．フィールド

は障害物（Obstacle: “T”），通路（Empty position: “ ”），

食料（Food: “F”）で構成される．また，とりうる行動の

種類は 8種類であり，現在位置から 8近傍の各状態へ移動

できる．

各セルは障害物が 01，通路が 00，食料が 11でそれぞれ

表す．状態を表すコードは，現在位置を中心とする 8近傍

のセルを用いて決定される．具体的には，現在位置を中心

として真上のセルから時計回りにコーディングされ，長さ

16のビットで与えられる．ここで 10は意味をなさない．

まず，エージェントはフィールド内の通路にランダムに配

置される．障害物の方向へ移動する場合は，通行不可とし

て移動前の状態にとどまる．エージェントが食料に達した

場合，報酬 r = 1,000を獲得し探索が終了する．ただし探

索ステップ数が最大ステップ数 maxstepを越えた場合も

探索を終了するが報酬は与えられない．

本論文では図 9に示す 2種類の異なるフィールド（maze5

とmaze6）[21]を用いる．maze6はmaze5と類似したフィー
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ルドを持つが，食料を獲得する経路が 1 つであることか

ら，maze5よりも難しい問題とされる [7]．また，maze5と

maze6における最短平均経路（optimum step）はそれぞれ

4.61，5.19である [5], [7]．

7.2 実験設定

7.2.1 概要

提案手法を導入した XCS（XCScGA）と XCS を Grid

world問題に適用し，後述する評価基準を用いて提案手法

の有効性を評価する．また，Multiplexer問題における実

験設定と同様に，実験は学習段階と評価段階から構成さ

れ，交互に実行する．学習段階ではランダム行動選択を行

うが，評価段階では greedy行動選択を行い，発見部は適用

しない．

7.2.2 評価基準とパラメータ設定

評価基準は，1)食料までのステップ数（Performance），

2)分類子集団 [P ]内の分類子数（Population size）を用い

る．食料までのステップ数は小さく最短平均経路に近いほ

ど，正確に一般化された分類子を学習できていることを示

している．[P ]内の分類子数は少ない値であるほど，分類子

集団中に不要な分類子が少ないことを意味する．食料まで

のステップ数は，評価段階でフィールド内の通路にランダ

ムに配置されたエージェントが，greedy行動選択したとき

のステップ数から計算する．ただし，ステップ数が最大ス

テップ数maxstepを越えた場合，食料までのステップ数を

maxstepに設定し，評価を終了する．分類子数は，評価段

階で，エージェントが問題終了条件（食料を獲得するか最

大ステップ数を越えた場合）に達したときの分類子集団内

の分類子数を設定する．学習回数は 1試行につき，maze5

ならびにmaze6ともに 3,000回行う．このとき，各評価基

準は学習回数 50回ごとの移動平均で示し，試行数 10回の

平均をとる．

パラメータ設定は先行研究と同様に設定する [7]．具体的

には，maze5におけるXCSのパラメータ設定は，N = 3,000，

ν = 5，β = 0.2，ε0 = 10，θmna = 8，θGA = 25，χ = 0.8，

μ = 0.01，P# = 0.3，τ = 0.4とするが，maxstep = 50と

設定する [5]．XCScGAは，sr = 0.2（20%），PC = 0.2と

設定し，その他のパラメータは XCS と同様に設定する．

maze6 における XCS と XCScGA のパラメータ設定は，

ε0 = 1，θGA = 100と設定し，その他は maze5と同様で

ある．

7.3 実験結果

7.3.1 maze5

図 10，図 11 に，maze5における XCSと XCScGAの

食料までのステップ数ならびに [P ]内の分類子数を示す．

各図の縦軸は，それぞれ食料までのステップ数（Perfor-

mance），分類子数（Population size）であり，横軸は学習

図 10 maze5における XCSと XCScGAの食料までのステップ数

Fig. 10 Performance of XCS and XCScGA on maze5.

図 11 maze5 における XCS と XCScGA の分類子数

Fig. 11 Population size of XCS and XCScGA on maze5.

回数（Iterations）を示している．

両図より，XCSと XCScGAのステップ数は，同程度の

学習回数で最短平均経路（optimum step）に収束している

ことから，正しい分類子を適切に学習していることが分か

る．XCSの分類子数は，学習回数が経過しても分類子数が

増加している．これは，XCSが不要な分類子を継続して生

成していることを示している．

一方で，XCScGAの分類子数は，学習回数 150～450回

の間はXCSよりも大きい値であるが，その後分類子数が次

第に減少している．これは，XCScGAが，学習初期に分類

子の大域的探索を行った後，分類子集団中の不要な分類子

の数が減少していることを示している．その結果，学習終

了後のXCSの分類子数は 1,188であるのに対し，XCScGA

の分類子数は 603であることから，XCScGAは XCSの分

類子数を約 49.2%削減していることが分かる．

7.3.2 maze6

図 12，図 13 に，maze6における XCSと XCScGAの

食料までのステップ数ならびに [P ]内の分類子数を示す．

両図より，maze5の実験結果と同様に，XCSとXCScGA

のステップ数は，同程度の学習回数で最短平均経路（op-

timum step）に収束していることから，正しい分類子を
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図 12 maze6における XCSと XCScGAの食料までのステップ数

Fig. 12 Performance of XCS and XCScGA on maze6.

図 13 maze6 における XCS と XCScGA の分類子数

Fig. 13 Population size of XCS and XCScGA on maze6.

適切に学習していることが分かる．XCS の分類子数は，

学習回数が経過しても分類子数が増加している．一方で，

XCScGAの分類子数は，学習回数 250～500回の間はXCS

よりも大きい値であるが，その後分類子数が減少している．

また，学習終了後のXCSの分類子数は 1,288であるのに対

し，XCScGAの分類子数は 508であり，XCScGAは XCS

の分類子数を約 54.7%削減していることが分かる．

7.4 考察

Grid world問題の実験結果から，XCScGAは XCSより

も少ない分類子数で学習可能であることが明らかになっ

た．この要因として，XCScGAが用いる cGAを用いた分

類子生成法は，XCSが用いる GAを用いた分類子生成法

よりも，特に不要な分類子の生成を抑制可能である点があ

げられる．

Grid world問題では，とりうる行動が 8種類存在するた

め，正しい分類則（IF，THENの組合せ）を持たない不要

な分類子が多数存在する．そのため，XCSを Grid world

問題に適用した場合，GAを用いた分類子生成法により多

数の不要な分類子が生成され，分類子数が増加する．一方

で XCScGAでは，第 6 章の考察と同様に，cGAを用いた

分類子生成法は，確率モデル内の確率が収束後，不要な分

類子の生成を抑制可能である．そのため，特にGrid world

問題では，XCSとは対照的に分類子数が削減したことが考

えられる．

8. 追加実験

本章では，提案手法のメカニズムの効果ならびに新たに

導入したパラメータの影響を検証するために，追加実験を

行う．具体的には，まず，1)提案手法が不要な分類子の生

成を抑制する効果について検証する．次に，2)パラメータ

srと PC が提案手法に与える影響について分析する．

8.1 不要な分類子の生成を抑制する効果の検証

提案手法は，確率ベクトルを用いて有望な部分解を抽

出し，有望でない部分解を持つ子個体（不要な分類子）の

生成を抑制することで，分類子数を削減することを目的

としている．ここでは，その不要な分類子の生成を抑制

する効果を検証する．そのために，Multiplexer問題上の

正しい部分解と子個体の部分解を比較する．具体的には，

20-Multiplexer問題において，生成された子個体の属性値

（generalized bit #もしくは specified bit 0，1）を評価する．

8.1.1 評価方法

まず，20-Multiplexer問題上の正しい部分解について述

べる．一般的に，Multiplexer問題では正確かつ最も一般

化された分類子（最適な分類子）が一意に定まる．たとえ

ば，6-Multiplexer問題（k = 2，l = 6）における最適な分

類子は，11###1や 01#1###等の条件部を持つ．つま

り，最適な分類子の条件部 C は，C0～Ck−1 と出力に対応

する Ck+dは必ず specified bit（0，1）となり，出力に対応

しないその他の Ck～Cl−1 は generalized bit（#）となる．

以上より，20-Multiplexer問題（k = 4，l = 20）における

正しい部分解は，C0～C3が specified bitであり，C4～C19

は，そのほとんどが generalized bit（#）となる．

次に，評価方法として，毎世代（Iterations）に生成さ

れた子個体の各遺伝子座 C0～C19 について，specified bit

である割合（Specificity）を計算する．Specificityの値が

1であれば，その遺伝子座は specified bitであり，0であ

れば generalized bit であることをそれぞれ意味する．具

体的には，毎世代の子個体の Specificity は，生成された

2 つの子個体の属性値から算出する．たとえば，2 つの

子個体の条件部が 1####11 と 1#1##11 であるとき，

C0 の specificityは 1，C1 は 0，C2 は 0.5となる．実際に

は，同様の属性値を持つべき遺伝子座であるC0−3の Speci-

ficityの平均値 Specificity(C0−3)と，C4−19における平均値

Specificity(C4−19)をそれぞれ算出し，XCSとXCScGAの

Specificityを比較する．また，Specificityは 20-Multiplexer

問題に適用時に生成された子個体を用いて評価する．その

際の実験設定は，6 章と同様であり，Specificityは学習回
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数 5,000回の移動平均で示し，10試行の平均をとる．

8.1.2 評価方法

図 14に，20-Multiplexer問題におけるXCSとXCScGA

の Specificity を示す．図の縦軸は，それぞれ遺伝子座が

specified bitである割合（Specificity）であり，横軸は学習

回数（Iterations）を示している．ここで，C0−3は specified

bitとなるべきであるため，specificity(C0−3)は 1付近に収

束し，同様に C4−19は generalized bitとなるべきであるた

め，specificity(C4−19)は 0に近い値に収束することが好ま

しい．ただし，C4−19 は specified bitとなるべき Ck+d も

含まれるため，実際は 0よりも大きい値をとる．

図より，XCScGAにおける Specificity(C0−3)は，XCS

より高い値であり 1付近に収束している（子個体には突然

変異が適用されるため，完全に 1に収束しない）．一方で，

Specificity(C4−19)についても，XCSよりも低い値を持つ．

これは，XCSは正しい部分解を持つ分類子だけでなく，正

しい部分解を持たない不要な分類子についても生成し続け

ていることを意味する．一方で，XCScGAは，正しい部

分解を持つ分類子を XCSよりも多数生成し，不要な分類

子を生成する数が XCSよりも少ないことが分かる．した

がって，提案手法は，不要な分類子の生成を抑制する効果

があることが分かる．

8.2 パラメータ srと PC の分析

ここでは，提案手法に新たに導入した 2つのパラメータで

ある 1)選択する親個体数を決定するパラメータ srと 2)確

率ベクトルに基づく突然変異の適用確率を決定するパラ

メータ PC の影響を分析する．具体的には，20-Multiplexer

問題において，それぞれのパラメータの値を変化させたと

きの正答率ならびに [P ]内の分類子数について比較する．

実験設定は 6 章と同様である．

8.2.1 パラメータ srの分析

図 15 と 図 16 にパラメータ sr = 0.05, 0.1, 0.2, 0.5,

図 14 20-Multiplexer 問題における XCS と XCScGA の

Specificity の比較

Fig. 14 Specificities of XCS and XCScGA on 20-Mulitiplexer.

1.0と設定したときの 20-Multiplexer問題における正答率

と [P ]内の分類子数を示す．ここで，srが小さい値になる

ほど，親個体の数が少なくなることを意味する．

図より，sr = 0.2, 0.5設定時では，最も速く（少ない学習

回数で）正答率が 1に達しているが，学習回数 10,000回で

は，sr = 0.2設定時では，sr = 0.5設定時よりも正答率が

高い．sr = 0.1と 0.05に設定した場合は，srが小さい値に

なるに従って，次第に学習速度が低下していることが分か

る．さらに，sr = 1.0設定時では，sr = 0.2, 0.5設定時よ

りも学習速度が低下している．また分類子数については，

srの値が小さくなるに従って，学習初期（学習回数 5,000～

10,000回）での分類子数が次第に減少していることが分か

る．加えて，sr = 0.5設定時では，学習回数 20,000回から

30,000回にかけて最も速く分類子数が減少している．

パラメータ sr の値により正答率が 1に達するまでの学

習回数に差が生じた理由としては，学習効率が分類子数に

依存することが原因である．一般的に，学習初期では，多

様な分類子を生成することが正しい分類子の獲得に寄与す

図 15 20-Multiplexer 問題におけるパラメータ sr を変化させたと

きの正答率

Fig. 15 Performances of XCScGA with different values of

parameter sr.

図 16 20-Multiplexer 問題におけるパラメータ sr を変化させたと

きの分類子数

Fig. 16 Population sizes of XCScGA with different values of

parameter sr.
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るが，過剰に分類子を生成した場合，不要な分類子の存在

により学習効率が低下する [8]．したがって，sr = 1.0設

定時では，学習回数 15,000回においても分類子数が多く，

不要な分類子を学習することで，学習効率が低下する．そ

のため，正答率が 1に達するまでに多くの学習回数を要す

る．一方で，学習初期に分類子数が少ない場合，分類子の

多様性が減少し，正しい分類子を生成するまでに多くの世

代数（学習回数）を要する．そのため，分類子数が少ない

sr = 0.05, 0.1設定時では，正答率が 1に達するまでに多

くの学習回数を要する．このような理由から，学習初期で

は適度な分類子数である sr = 0.2, 0.5設定時は，少ない学

習回数で正答率が 1に達する．

また，パラメータ sr の値により分類子数が変化する理

由としては，親個体の数が確率ベクトル内の確率の値に影

響することが原因である．具体的には，srが小さい値であ

り親個体の数が少ない場合，[S]内に存在する部分解の種

類数が少なく，各確率は 1もしくは 0に収束しやすい．一

方で，srが大きい値であり親個体の数が多い場合，多種類

の部分解が存在するため，各確率は 1もしくは 0に収束し

ない傾向がある．そのため，srが小さい値であれば，同一

の部分解を持つ子個体を生成することで分類子数が増加し

ない．また，srが大きい値であれば，確率が収束しないた

め多様な子個体を生成し分類子数は増加する．

以上より，パラメータ srは，生成する分類子の多様性に

影響することで，学習速度を決定する要因であることが分

かる．加えて，学習状況に応じて，最も高い正答率と最も

少ない分類子数を実現する sr の値が異なることから，学

習状況を考慮した srの適応的制御が課題である．

8.2.2 パラメータ PC の分析

図 17 と 図 18 にパラメータ PC = 0.0, 0.2, 0.4, 0.6,

0.8, 1.0と設定したときの 20-Multiplexer問題における正

答率と [P ]内の分類子数を示す．ここで，PC が小さい値

になるほど，確率ベクトル型突然変異を実行する確率が高

くなることを意味する．つまり，PC = 0.0であれば，確率

ベクトル型突然変異をつねに実行するが，PC = 1.0であれ

ば，通常の突然変異（Niche mutation）をつねに実行する

ことを意味する．

図より，XCScGAの正答率は，PC の値が小さくなるに

従って，学習初期（学習回数 5,000～15,000）の正答率が高

くなる傾向がある．しかし，PC = 0.0では，正答率が完全

に 1に収束していない．また，XCScGAの分類数は，PC

の値が小さくなるに従って，分類数が減少していることが

分かる．

パラメータ PC の値の変化が正答率と分類子数に影響す

る理由としては，突然変異が分類子の多様性に影響するこ

とが原因である．通常の突然変異（Niche mutation）は，

新しい部分解を持つ分類子を生成することで，正しい分類

子を探索することを目的としている．一方で，確率ベクト

図 17 20-Multiplexer 問題におけるパラメータ PC を変化させた

ときの正答率

Fig. 17 Performances of XCScGA with different values of

parameter PC .

図 18 20-Multiplexer 問題におけるパラメータ PC を変化させた

ときの分類子数

Fig. 18 Population sizes of XCScGA with different values of

parameter PC .

ルに基づく突然変異は，分類子の条件部を確率モデルで示

唆された部分解に修正することを目的としている．そのた

め，通常の突然変異は多様な分類子を生成する（分類子の

多様性が高くなる）が，確率ベクトルに基づく突然変異は

類似する分類子を生成する（分類子の多様性が低くなる）

点で異なる．そのため，PC = 0.0設定時では，通常の突然

変異を実行しないため，新しい部分解を持つ分類子の生成

が促進されず，正しい分類子を生成できないことで正答率

は 1に完全に収束していない．一方で，PC を高い値に設

定するに従って，通常の突然変異が頻繁に実行され，新し

い部分解を持つ分類子が生成されるが，不要な分類子の生

成を促すことになり学習効率が低下する．以上より，パラ

メータ PC は，パラメータ srと同様に分類子の多様性に影

響することで，学習速度と特に分類子数に影響することが

分かる．

9. おわりに

本論文では，現在主流の学習分類子システム（XCS）が膨
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大な分類子数を要するという問題に対し，Compact Genetic

Algorithmを用いた確率モデル型分類子生成法を提案した．

提案分類子生成法は，分類子が持つ部分解の存在確率をモ

デル化することで不要な分類子の生成を抑制し，XCSが必

要な分類子数を削減する．提案手法の特徴は，1)従来の分

類子数削減手法と比較して，学習段階中に分類子数の削減

が可能であり，2)従来の確率モデル型分類子生成法が適用

困難であった強化学習問題クラスに適用可能である．提案

手法の有効性を検証するために，提案法を導入した XCS

（XCScGA）を教師あり学習問題（Multiplexer問題）と強

化学習問題（Grid world問題）に適用したところ，次の知

見を得た．まず，1)提案 LCSは従来 LCSよりも少ない学

習回数で最適解を学習可能であり，2)従来 LCSが学習した

分類子数に対し，提案 LCSは最小でも 49%（最大で 76%）

削減した分類子数で学習可能であることを示した．

今後の課題としては，実環境問題の適用に向けて，次の取

り組むべき課題があげられる．まず，1)実数値環境に適用す

るために提案手法を拡張する．たとえば，確率ベクトルを用

いた EDAである Population-Based Incremental Learning

（PBIL）[2]を実数値に拡張した Real-code PBIL [26]を用

いることが考えられる．また，2)雑音を含む問題におい

ても正しい部分解を抽出するために，提案手法に遺伝子座

間の依存関係を考慮した確率モデルを導入する．最後に，

3)パラメータ sr を学習状況に応じて適応的に制御するこ

とで，分類子数の多様性を制御可能な分類子生成法を構築

する．
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[3] Bernadó-Mansilla, E. and Garrell-Guij, M.J.: Accuracy-
based Learning Classifier Systems: Models, Analysis and
Applications to Classification Tasks, Evolutionary Com-
putation, Vol.11, pp.209–238 (2003).
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