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Deep Neural Networkに基づく日本語音声認識の基礎評価

神田 直之1,a) 武田 龍1 大淵 康成1

概要：本稿では Deep Neural Network (DNN)を用いた日本語音声認識に関する検討結果を述べる．DNN
とは多数の階層を持った人工ニューラルネットワークモデルである．近年，多層のネットワークでも効率
的に最適化できる手法が発表され，各種の認識タスクで従来法を上回る性能を示したことから，再び大き
な注目を集めている．音声認識分野においても DNNに基づく音響モデルに関して既に多数の研究が行わ
れ改善が進む一方で，日本語のテストデータを用いた検討結果は限られた学習データを用いた小規模な実
験に限られていた．本稿では日本語話し言葉コーパス（CSJ）をテストセットとし DNNに基づく音響モデ
ルに関する各種の評価を行った結果について述べる．特に 270時間の学習データを用いた評価において，
音素誤り最小化 (MPE)学習された Gaussian Mixture Model に基づく音響モデルと比較して最大 28.2%の
認識誤りが削減され，DNNの認識性能の高さを日本語においても確認した．また DNNに基づく音響モデ
ルにおいて，学習用の言語リソースが限られた状況でデータを擬似的に増加させる手法について新たに検
討を行い，認識精度がさらに向上することを確認した．

1. はじめに

近年 Deep Learningと呼ばれる深い階層構造を持った一

連の手法が様々な評価タスクにおいて従来法を大きく上回

る性能を示し注目を集めている．音声認識においてもこれ

まで Gaussian Mixture Model (GMM)によって表現して

いた特徴量の出力確率を Deep Neural Network (DNN)に

置き換えた手法 (DNN-HMM)が提案され [1]，大幅な認識

率の向上が見られた．近年はRecurrent Neural Network[2]

や Convolutional Neural Network[3] などを用いた拡張が

研究されるとともに，基礎的な性質を調べる多数の研究が

行われている [4], [5]．

DNNに基づく音声認識はそのほとんどが英語のコーパ

スに基づいて研究が進められている．多言語での研究も進

められており，そのいずれにおいても高い認識性能を示し

ているものの，日本語における知見は限られている．筆者

らが知る限り，日本語を用いてDNNに基づく音声認識の性

能を示したものは fujiiらの研究 [6]，matsudaらの研究 [7]

および西野らの研究 [8] である．fujiiら [6]はDeep-hidden

conditional neural fields を用いた音素認識実験において

ASJおよび JNASコーパスを用いた精度評価を報告してい

る．またmatsudaら [7]は言語非依存の層を抽出する研究

において，フレーム単位の音素認識率によって評価を行っ
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ている．これらの研究では評価は音素単位で行われており，

大語彙連続音声認識での評価はなされていない．西野らの

研究 [8]は文献 [1]で提案された DNNに基づく音響モデル

(DNN-HMM)を実装し日本語話し言葉コーパス (CSJ)を

用いた大語彙連続音声認識実験によって性能向上を確認し

た．しかしこの研究では学習データが高々 10時間の音声

にとどまっており，得られた認識性能は CSJテストセッ

ト 2において 77%弱と，より大規模な学習コーパスを用い

た従来のモデルによって得られる結果 (文献 [9]など)を超

えるものではなかった．英語で示された DNNの高い性能

を鑑み，日本語のテストデータにおいて，より大量の学習

データの下で DNNに基づく大語彙連続音声認識システム

を評価することは重要であると考える．

本稿では DNN-HMM[1]に基づく大語彙連続音声認識を

実装し，日本語話し言葉コーパスを用いて各種の評価を実

施した結果について述べる．特に 270時間の学習データを

用いた評価において，音素誤り最小化 (MPE)学習された

GMM-HMMのCSJテストセット 1とテストセット 2にお

ける単語認識率が 79.9%と 82.3%であったのに対し，DNN

に基づく音響モデルはそれぞれ 85.4%と 87.3% の認識率

を示し，DNNの認識性能の高さを日本語においても確認

した．

別の観点として，少量の音声リソースしか利用できな

い場合に如何にして高い認識性能を出すのかという研究

が進められている [10], [11]．本稿では少量（約 10 時間）

の音声データを用いた場合の DNN-HMM の性能も評価

c© 2013 Information Processing Society of Japan 1

Vol.2013-SLP-97 No.8
2013/7/26



情報処理学会研究報告
IPSJ SIG Technical Report

し，この中で特徴量の比較や Dropout法 [12]などの評価

も併せて行った．最終的に約 10時間の音声データから得

られた DNN-HMMが 270時間の音声データに基づいて学

習された GMM-HMMに匹敵する性能を示したことから，

DNN-HMMがリソースの限られた音声に対する音響モデ

ルとしても極めて有望であることを確認した．

本稿では，この DNN-HMMの高い音声認識性能をさら

に向上させるため，音声データを意図的に歪ませることに

より擬似的に音声データ量を増加させる手法についての検

討を新たに行った．ここでは声道長の変化に相当する歪み

と話速変化に相当する歪み，及びランダムに周波数方向に

変動する歪みを音声データに付加することで擬似的に音声

データ量を増加させた．評価の結果，提案するスペクトル

伸縮歪みにより単語認識率が最大で 10.1%向上することを

確認した．

以下ではまず 2章において Deep Neural Networkに基

づく音響モデルの概要を述べる．続いて 3章において日本

語話し言葉コーパスを用いて行った一連の評価実験につい

て述べる．

2. Deep Neural Networkに基づく音響モ
デル

2.1 Deep Neural Networkの概要

Deep Neural Networkは多数の階層を持った人工ニュー

ラルネットワーク (Artificial Neural Network; ANN)モデ

ルである．ANNはもともと多層構造のモデルで提案され

ており，DNNとANNに本質的な違いはない．しかしなが

ら，ANNの最適化に用いられる Back-Propagation法 [13]

には層数を増やすごとに最適化が困難になる問題 (初期値

依存問題および勾配の消失問題)が存在し，従来はネット

ワークの層数を増やすことが識別性能の向上に寄与しな

いと考えられていた．これに対し 2006年に Hintonらが，

多層のネットワークでも効率良くネットワークを最適化

できるようにするための DNNの逐次的な初期化方法を提

案 [14] し，これにより従来法を凌ぐ識別性能を示したこと

で，近年再び注目を集めている．

ここではNeural Networkの第 l層のノード数をNl，ノー

ドの値を zl = (zl
1, ..., z

l
Nl

)T と表す．この時Nural Network

で l層の値 zl は以下の式に従って l + 1層へ伝播される．

al+1
j = wl

j · zl + bl
j (1)

zl+1
j = h(al+1

j ) (2)

ここでwl
j及び bl

jは l層のNeural Networkの重みパラメー

タとバイアスパラメータを表す．また hは各ノードの活性

化関数を表す．本研究では中間層における活性化関数とし

て，下記の sigmoid関数を用いた．

h(al+1
j ) =

1
1 + exp(−al+1

j )
(3)

また最終層では活性化関数として多クラス識別に適した

softmax関数を用いた．

h(aL+1
j ) =

exp(aL+1
j )∑NL+1

k=1 exp(aL+1
k )

(4)

第 1 層のノードの値 z1 に D 次元の入力特徴量 x =

(x1, ..., xD)T を，また出力層に K 次元ベクトル y =

(y1, ..., yK)T をそれぞれ割り当てた場合，ネットワーク

の出力 zL+1
k は入力に対するクラス k の事後確率として

p(yk = 1|x) と解釈される*1．

Neural Networkの最適化は学習データが与えられたと

き，下記の事後確率最大化問題として表現される*2．

L =
∑

i

log p(y(ki) = 1|xi) (5)

ここで kiは i番目の学習データの正解クラスである．この

とき，パラメータwl
j 及び bl

j は確率的勾配降下法などの最

適化手法によって求めることができる．

(wl
j , b

l
j)← (wl

j , b
l
j) + η

L
∂(wl

j , b
l
j)

(6)

2.2 Deep Neural Networkの初期化

HintonらはRestricted Boltzmann Machine (RMB) [15]

と呼ばれるモデルをネットワークの各層に対して段階的

に適用することで Neural Networkの階層が多層に渡る場

合でもパラメータを良い状態に初期化できることを示し

た [14]．RBMによって重みが初期化されたDNNは Back-

Propagation法によって最適化される (fine-tuningと呼ば

れる)．この手法によって生成された DNNは従来から用

いられた 1層や 2層の場合と比較して大幅に高精度である

ことが示されている．一方で近年，識別的 pre-trainingと

呼ばれる手法が提案され，少なくとも英語音声認識におい

ては RBMを若干上回る性能が示されている [4]．識別的

pre-trainingでは以下のプロセスに従って L層の DNNの

初期化を行う．

( 1 ) 2層のNeural Networkを構成しパラメータを学習する．

( 2 ) l = 3として，lを１ずつ増加させながら l = Lとなる

まで (3)-(6)を行う

( 3 ) 出力層である l層目のノードを取り除き，新たに l層

目のノードを追加する．

( 4 ) 出力層として l + 1層目のノードを追加する．

( 5 ) l 層目と l + 1層目のノードをリンクで結び，リンク

を小さな乱数で初期化する．これにより l層の Neural

Networkが構築される．

( 6 ) l層の Neural Networkのパラメータを最適化する．

文献 [4]では上記の過程において，(1)パラメータの更新係

数として大きめの値を用いることと，(2)パラメータの更
*1 本稿では DNNの層の数は学習される重みに従って数える．この
場合，L 層ネットワークの最終層の値は zL+1 に現れる．

*2 これはクロスエントロピー誤差最小化問題と等価である．
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新を学習データ 1サンプルあたり 1回のみ行うこと (early

stopping)，の 2つを行うことにより良い性能が得られると

述べている．本研究では識別的 pre-trainingによる初期化

を用いた．

2.3 Deep Neural Networkに基づく音響モデル

従来から音響モデルは隠れマルコフモデル (Hidden

Markov Model; HMM)によってモデル化されており，こ

のうちある状態 sから，入力特徴量 xが出力される確率

p(x|s)は GMMによって表現されていた．DNNに基づく

音響モデルではこの出力確率を Neural Networkに置き換

える．Neural Networkを用いた場合，状態 sを識別すべ

きクラスとして割り当てると，2.1節の議論によって事後

確率 p(s|x)が求まる．ここでベイズ則に従うと p(x|s)は
下記のように求められる．

p(x|s) =
p(s|x)p(x)

p(s)
(7)

このうち p(s)は状態 sの生起確率であり，学習データから

求めることができる．一方，p(x)は入力特徴量の生起確率

であり，認識結果には影響を与えないため無視することが

できる．このため，最終的には下式に従って出力確率の計

算を行う．

p(x|s) ∝ p(s|x)
p(s)

(8)

2.4 Dropout法

DNNはその表現力の高さから，学習データに対して過

学習を起こすことが懸念される．この問題に対し Dropout

法と呼ばれる手法が提案されている [12]．Dropout法とは，

DNNの学習時の各反復において隠れ層の各ノードの出力

を γ%の確率で 0にする (dropoutする)手法である．反復

ごとに 0にするノードを変えることにより，全体として弱

識別器を多数統合したような効果が生じ，画像認識 [16]，

音声認識 [12]のいずれにおいても認識性能が大きく向上

することが知られている．一方で学習に要する時間が大幅

に増加する欠点が指摘されている．本稿では少量のデータ

セットにおいて Dropout法の効果を検証した．

2.5 スペクトル伸縮歪みによる擬似学習データ生成の効果

少量の書き起こし付き音声コーパスしか利用できない状

況を想定し，学習データを意図的に歪ませることによって

擬似的に学習データを増加させる手法についての検討を

行った．擬似的に学習データを歪ませる手法については文

字認識の分野では一般的に利用され，認識性能を大幅に向

上させることが知られている．例えば文献 [17]では，画像

に回転および伸縮を施すことにより文字認識性能が大きく

向上することを示した．一方で音声は画像と異なり時間方

向と周波数方向で明確に異なる特性を持ち，画像認識で有

効な回転処理などは適さないと思われる．そこで本研究で

は以下の 3種類の音声歪みについて検討を行った．

2.5.1 声道長歪み (Vocal Tract Length Distortion)

学習データに意図的に声道長を変動させる方向の歪みを

施すことにより疑似的に学習データ量を増加させる．これ

は，通常は認識対象の音声に対して施す声道長正規化処

理 [18]を，学習音声に施すことにより実現できる．学習時

には各学習サンプルに対してランダムな声道長正規化係数

による声道長正規化を施し，そこで得られた特徴量を元に

して DNNの重みの更新を繰り返すことで学習を行う．

DNNは学習データに存在しないような音声データの識別

において性能が大きく劣化することが指摘されている [19]．

一方で文献 [4], [19]などの研究から，多層のネットワーク

を用いた場合には DNNに基づく音響モデルは声道長の変

動に頑健になり，声道長正規化がほとんど効かなくなるこ

とも指摘されている．このことから少量の学習データしか

用いることができない状況では DNNは声道長の変動を十

分に学習できないが，サンプルに声道長歪みを施すことに

より声道長に起因する変動を吸収できるネットワークが生

成されことが期待される．

2.5.2 話速歪み (Speech Rate Distortion)

上記と同様の議論により，十分な学習データがない状況

では話速の違いによるスペクトルの変動を DNNが学習で

きないことが想定される．このため学習データに話速を変

動させる方向の歪みを施すことで擬似的に学習データを増

加させることを考える．

このため学習音声にランダムに話速変化を施すことによ

り擬似的に学習データを増加させる．ここでは学習の各反

復ごとにランダムに話速変化を施し，得られた特徴量から

ネットワークの重みを更新する．周波数特性は変動させず

話速のみを変化させるために本研究では Praat[20]を用い

た音声長伸縮を行った．

2.5.3 ランダム歪み (Random Distortion)

スペクトル領域において周波数方向にランダムな変動を

施す．声道長歪みでは全周波数帯域に渡って同じ方向に歪

ませるのに対し，本手法では局所的に異なる方向に周波数

パワーを変動させる点が異なる．具体的にはまず全ての

時間周波数 binに対して値域 [−1, 1]の一様乱数を発生さ

せる．

r(f, t) ∼ U(−1, 1) (9)

その後，得られた乱数を時間周波数の一定領域内で平均を

とることにより，変動係数 δ(f, t)を求める．

δ(f, t) =
λ

(2p + 1)(2q + 1)

f+p∑
f ′=f−p

t+q∑
t′=t−q

r(f ′, t′) (10)

ここで λは変動の大きさを制御するパラメータである．ま

た pや qは変動を周波数方向もしくは時間方向に平滑化す
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表 1 10 時間の学習データにおける単語認識精度
モデル 特徴量 Word Acc.

Set1 (%) Set2 (%)

GMM-ML MFCC (39) 72.0 71.7

DNN MFCC (39) 78.0 80.1

logMFB (75) 78.8 81.2

表 2 270 時間の学習データにおける単語認識精度
モデル 特徴量 Word Acc.

Set1 (%) Set2 (%)

GMM-ML MFCC (39) 78.8 80.2

GMM-MPE MFCC (39) 79.9 82.3

DNN MFCC (39) 84.6 86.6

logMFB (75) 85.4 87.3

る効果があり，pについて大きな値をとるほど周波数方向

に見て変動が大局的（多くの周波数で同じ方向に歪む）に

なる．同様に qについて大きな値をとるほど隣接フレーム

間で同じ変動が生じるようになる．変動後のスペクトルパ

ワー S̃(f, t) を変動前のスペクトルパワー S(f, t)から以下

のように求める．

S̃(f, t) = S(f + δ(f, t), t) (11)

ただし実際には δ(f, t)は整数にならないため，隣接する周

波数 binにおけるパワーから内挿により値を求めた．

3. 評価実験

3.1 評価データ

この章では DNN に基づく音響モデルの性能を評価す

る．評価データとして日本語話し言葉コーパス [21]のテ

ストセット 1(2.3時間, 男性 10名)及びテストセット 2(2.4

時間, 男性 5名，女性 5名) を用い，単語認識精度 (word

accuracy)を計測した．学習データとしては評価データを

除く学会講演 967 講演 (270 時間) を全て用いたものと，

その中から男女 5時間ずつの計 10時間のみを抜粋して用

いたものの 2 種類を用いた．言語モデルは学会講演及び

模擬講演のうち評価データを含まない計 2671講演から学

習した 3-gramモデルを用いた．単語辞書には頻度上位の

65,000単語を登録した．音声認識デコーダは我々が開発し

たWFSTに基づく音声認識デコーダを用いた．

3.2 ベースライン: GMMに基づく音響モデルの評価

まず従来から用いられているGMMに基づく音響モデル

(GMM-HMM)の性能を調べる．特徴量として 0次を含む

13 次元の MFCC(Mel-Frequency Cepstrum Coefficients)

特徴量とその差分，2次差分を合わせた計 39次元の特徴量

に、平均分散正規化を施したものを利用した．なおMFCC

を求める際のフィルタバンク数は 24とした．

10時間学習データ及び 270時間学習データのいずれの

設定においても，2,734状態の状態共有トライフォンに基

づき対角共分散の GMM-HMMモデルを学習した．10時

間学習データでは混合数を 8*3，270学習データにおいて

は混合数を 32とした．いずれのモデルも最尤推定により

パラメータを推定した．270時間学習データにおいては音

素誤り最小化学習 (MPE学習)により学習されたGMMモ

デルの評価結果についても評価した．

10時間学習データにおける結果を表 1の上段に，また

270時間学習データにおける結果を表 2の上段に示す．表

において GMM-ML と記載されたものが最尤推定により

学習されたGMM，GMM-MPEと記載されたものがMPE

学習によって学習された GMMによる結果を表す．いず

れのテストセットにおいても 270時間の学習データを用い

てMPE学習を施した場合がもっとも性能が高く，テスト

セット１で 79.9%，テストセット２で 82.3%であった．

3.3 DNNに基づく音響モデルの評価

3.3.1 特徴量の比較

続いて DNNに基づく音響モデルの性能を調べる．ここ

では中間層に 2048のノードを持つ 7層のネットワークを

用いた．10時間の学習データを用いた場合には，ミニバッ

チサイズ [15] は 128とし，初期化時のパラメータ更新係数

の初期値は 0.05，fine-tuning時の更新係数初期値は 0.01と

した．270時間の音声データを用いた場合には，ミニバッ

チサイズは 1024とし，初期化時のパラメータ更新係数の

初期値は 0.05，fine-tuning時の更新係数初期値は 0.05と

した．いずれの場合も，更新係数のスケジューリングには

AdaGrad法 [22]を用いた*4．また各層の初期化は識別的

pre-training（各層ごとに更新 1回）によって行った．

DNN の評価にあたり，特徴量として前節と同じ 39 次

元のMFCC特徴量を用いた場合と，log Mel Filter Bank

(logMFB)特徴量を用いた場合の 2種類の特徴量を比較評

価した．logMFB特徴量は 1フレームあたり 24次元の log

Mel Filter Bank (logMFB)特徴量と logパワーをあわせた

計 25次元の特徴量をベースとし，それに差分と 2次差分を

加えた計 75次元の特徴量を，平均分散正規化して用いた．

MFCCおよび logMFB特徴量のいずれにおいても，前後 5

フレームの特徴量をあわせた計 11フレームの特徴量を用

いた．

10時間学習データ及び 270時間学習データにおける結果

をそれぞれ表 1と表 2の下段に示す．表から DNNによっ

てテストセット 1，テストセット 2のいずれにおいても単

語認識率が大幅に向上していることが分かる．MFCC特

徴量と logMFB特徴量を比較した場合にはいずれの条件で

も logMFB特徴量が 0.7 ∼ 1.1ポイント高い性能を示した．

*3 16 混合では性能劣化が見られた．過学習したものと思われる．
*4 AdaGrad は収束が早くなる反面，悪い値に収束する可能性が指
摘されている．ただし本研究のデータ量で評価した範囲では十分
良いところに収束した．
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表 3 10 時間学習データにおける Dropout 法の効果
モデル Word Acc.

Set1 (%) Set2 (%)

DNN 78.8 81.2

DNN + Dropout 79.4 82.3

表 4 10 時間学習データにおける声道長歪みの効果
モデル Distortion Ratio Frame Word

[αmin, αmax] Acc. (%) Acc. (%)

DNN - 46.6 81.2

DNN [0.9, 1.1] 48.2 82.7

[0.85, 1.15] 48.2 82.9

[0.8, 1.2] 48.0 82.7

表 5 10 時間学習データにおける話速歪みの効果
モデル Distortion Ratio Frame Word

[βmin, βmax] Acc. (%) Acc. (%)

DNN - 46.6 81.2

DNN [0.8, 1.2] 47.4 81.3

[0.7, 1.3] 47.5 81.4

[0.6, 1.4] 47.6 81.4

表 6 10 時間学習データにおけるランダム歪みの効果
モデル Distortion Ratio Frame Word

λ Acc. (%) Acc. (%)

DNN - 46.6 81.2

DNN 100 46.7 81.3

200 46.9 81.4

400 47.0 81.6

800 46.9 81.2

DNNにおいては logMFB特徴量の方がMFCC特徴量より

も良い性能を示すことが文献 [23]で指摘されており，この

結果を日本語でも確認することとなった．270時間の学習

データを用いた場合にはテストセット 1で 85.4%，テスト

セット 2で 87.3%とMPE学習によって学習された GMM

による結果 (GMM-MPE)から，それぞれ 27.4%，28.2%の

エラー削減が行われた．また，10時間の学習データを用い

た場合の DNNの認識性能が 270時間の学習データを用い

た場合のGMM-MLの認識性能を上回る性能を示している

ことも注目に価する．これらの結果から，DNNの高い認

識性能が日本語の大語彙連続音声認識による実験において

も確認された．

3.3.2 Dropout法の効果

10時間の学習データにおいて Dropout法を適用した場

合の効果について検証した．ネットワークの構成は前節ま

でと同様であるが，各層の初期化時のパラメータ更新係数

の初期値は 0.1とし，pre-trainingにおいて各層ごとに 20

回の反復を行った．fine-tuning 時のパラメータ更新係数

の初期値は 0.1とした．また，Dropout法において各ノー

ドを 0にする確率は 50%とした．特徴量は 75次元の log

Mel-Filter Bank特徴量を用いた．

結果を表 3に示す．表よりいずれのテストセットにおい

ても認識性能が向上した．特にテストセット 2においては

5.9%のエラー削減率 (81.2% → 82.3%)を示し，Dropout

法が認識性能の向上に有効であることが確認された．

3.4 スペクトル伸縮歪みによる擬似学習データ生成の効果

ここでは 2.5節で提案したスペクトル伸縮歪みの各手法

の効果について検証する．いずれのデータにおいても 10

時間の学習データを用いて評価を行った．特徴量は 75次

元の log Mel-Filter Bank特徴量を用いた．ここでは単語

認識率に加えて，各フレームにおける音素状態の識別率

（Frame Accuracy）についても示した．テストセット 2を

用いて各種のパラメータを調整した結果を示す．

まず声道長歪みの効果を示す．学習時には各反復ごとに

声道長正規化係数を [αmin, αmax] の範囲において 0.05刻

みでランダムに変動させることにより，擬似的に声道長を

歪ませた音声を生成した．変動幅を表す係数 {αmin, αmax}
の組として {0.8, 1.2}，{0.85, 1.15}，{0.9, 1.1} の 3パター

ンを比較した．結果を表 4に示す．表より，声道長歪みの変

動幅はどの設定でも性能が向上したが，変動幅を {0.8, 1.2}
と大きくし過ぎた場合には精度劣化が見られた．変動幅が

{0.85, 1.15}の時に性能向上幅が最大になり，フレーム認
識率で 1.6ポイント，単語認識率は 1.7ポイント精度が向

上した．単語認識率においては 9.0%のエラー削減に相当

する．

続いて話速歪みの効果を示す．学習時には各反復ごとに

話速を [βmin, βmax]の範囲において 0.1刻みでランダムに

変動させることにより，擬似的に声道長を歪ませた音声

を生成した．変動幅を表す係数 {βmin, βmax}の組として
{0.6, 1.4}，{0.7, 1.3}，{0.8, 1.2}，の 3パターンを比較した．

この評価結果を 5に示す．ここでもフレーム認識率，単語

認識率ともに精度向上を確認した．ただし精度向上幅は声

道長歪みと比較した場合には小さく，フレーム認識率で 1

ポイント, 単語認識率ではたかだか 0.2ポイントの改善に

留まった．

ランダム歪みの効果を示す．ここではパラメータとして

p = 128, q = 100と固定し，λの値を 100, 200, 400, 800と

変化させた．学習時には学習データに毎回異なるランダム

歪みを加えた．この評価結果を 6に示す．λ = 400の時に

フレーム認識率，単語認識率ともに最大値を示し，いずれ

も 0.4ポイントの性能向上が得られた．

最後にこれらのスペクトル伸縮歪みを全て組み合わ

せた場合の精度を表に示す．ここでは {αmin, αmax} =

{0.85, 1.15}, {βmin, βmax} = {0.6, 1.4}, λ = 400 とした．

またテストセット 1 における単語認識率も示す．最終的

に，全てのスペクトル伸縮歪みを組み合わせることでテ

ストセット 1 において 79.7%，テストセット 2 において

83.1%の単語認識率（それぞれ 4.2%と 10.1%の誤り削減に
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表 7 スペクトル伸縮歪みの効果
モデル 特徴量 学習データ 声道長歪み 話速歪み ランダム歪み Word Acc.

(hour) Set1 (%) Set2 (%)

DNN logMFB (75) 10 78.8 81.2

DNN logMFB (75) 10
√

79.4 82.9

logMFB (75) 10
√

78.9 81.4

logMFB (75) 10
√

79.2 81.6

logMFB (75) 10
√ √ √

79.7 83.1

相当する）が得られ，スペクトル伸縮歪みにより少量の

データセットにおいて性能が大きく向上することが確認さ

れた．

3.5 まとめ

本研究では日本語のテストセットを用いた大語彙連続音

声認識において，Deep Neural Networkに基づく音響モデ

ルの性能を評価した結果について述べた．270時間の学習

データを用いた評価においては，音素誤り最小化 (MPE)

学習された GMM-HMMの CSJテストセット 1とテスト

セット 2における単語認識率が 79.9%と 82.3%であったの

に対し，DNNに基づく音響モデルは 85.4%と 87.3%の認

識率を示し，DNNの認識性能の高さを日本語においても

確認した．また，少量の学習データしか利用できない状況

で擬似的に音声データを増加させる手法について新たに検

討を行い，10時間の学習データを用いた評価において最大

10.1%の性能向上を確認した．
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